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1. Einführung





　
Thank Ihnen für die Abholung dieses Buches.  Dieses Buch ist eine Einführung in die Datenanalyse mit Python-Programmierung für Anfänger. Dieses Buch ist für die folgenden Leser geschrieben.

1) Interessiert an maschinellem Lernen und tiefem Lernen

2) Interessiert an der Programmierung mit Python.

3) Interessiert an Datenanalyse.

4) Interessiert an der Verwendung von Numpy/Pandas/Matplotlib/ScikitLearn.

5) Kein Interesse am Aufbau maschineller Lernumgebungen.

6) Nicht daran interessiert, viel Geld für das Lernen auszugeben.

7) Vage Besorgnis über die neue Koronaepidemie und die Zukunft.

Viele meiner Freunde und Bekannten haben mit Rachsucht mit der Datenanalyse begonnen, nur um mit dem ganztägigen Prozess der Einrichtung einer Umgebung zufrieden zu sein, und dann, nachdem sie MNIST (handgeschriebene numerische Bilddatensätze) und Tutorials zur Irisklassifikation absolviert haben, beschäftigen sie sich mit ihrem Tagesjob und geben ihn für eine Weile auf.

In diesem Buch wird die von Google kostenlos zur Verfügung gestellte Python-Ausführungsumgebung verwendet, um den getesteten Quellcode aus dem Buch auszuführen, so dass Sie durch Programmieren lernen können, ohne Zeit für die Einrichtung Ihrer eigenen Umgebung aufwenden zu müssen.


　
This Buch konzentriert sich auf das absolute Minimum an Kenntnissen, die ein Anfänger benötigt, um in die seriöse Datenanalyse in Python einzusteigen. Unser Ziel ist es, dass die Leser bis zum Ende des Buches die folgenden fünf Ziele erreicht haben.

1) Aufbau und Training von Modellen für tiefes Lernen und maschinelles Lernen aus beliebigen Daten, die mit Hilfe von Bibliotheken für tiefes Lernen (Keras) und Bibliotheken für maschinelles Lernen (Scikit-Learning) trainiert und vorhergesagt werden sollen.

2) Verwendung von Pandas anstelle von Excel für die Datenverarbeitung in großem Maßstab.

3) Um mehrdimensionale Arrays mit Numpy zu manipulieren.

4) Freies Zeichnen von Diagrammen mit Matplotlib.

5) Durchführung einer einfachen Datenanalyse über die Verbreitung neuer Coronaviren.

Angesichts der Ausbreitung des neuen Coronavirus auf der ganzen Welt und der verschiedenen Berichte in diesen Zeiten der Unsicherheit über den Bestimmungsort wissen viele von Ihnen vielleicht nicht, was sie glauben sollen und wie sie mit der Situation umgehen sollen.


　
One ist sicher, dass es einen merklichen Unterschied in den Fähigkeiten der einzelnen Personen geben wird, je nachdem, wie sie die durch die Telearbeit geschaffene neue Freizeit nutzen, und wir treten in eine Ära klarer Gewinner und Verlierer ein, die einen großen Unterschied in ihrem Wert im Unternehmen und auf dem Arbeitsmarkt ausmachen werden.


　
I glauben, dass es von entscheidender Bedeutung ist, dass wir im Zustand der Angst nicht weiterhin an vagen Ängsten festhalten, sondern dass wir jede Angst durch Datenanalyse, eine nach der anderen, in ein lösbares Problem verwandeln, so dass jede Person eine Vorgehensweise wählen kann.



2. Haftungsausschluss




Die in diesem Dokument enthaltenen Informationen dienen nur zu Informationszwecken. Daher erfolgt die Verwendung dieses Buchs stets auf eigenes Risiko und nach eigenem Ermessen. Die Verwendung des in diesem Buch beschriebenen Google-Laboratoriums erfolgt auf eigenes Risiko des Lesers, nachdem er die Nutzungsbedingungen und Datenschutzbestimmungen von Google gelesen hat.



In keinem Fall haftet der Autor für Folgeschäden, beiläufig entstandene oder entgangene Gewinne oder andere indirekte Schäden, 
unabhängig davon, ob diese vorhersehbar waren oder nicht, die sich aus oder in Verbindung mit der Verwendung des diesem Buch beigefügten Quellcodes oder des Google Colaboratory-Dienstes ergeben.


　
You muss die oben genannten Vorsichtsmaßnahmen akzeptieren, bevor dieses Buch verwendet wird. Ohne diese Vorsichtsmassnahmen kann der Autor nicht auf Anfragen reagieren. Bitte beachten Sie, dass der Autor nicht in der Lage sein wird, auf Ihre Anfrage zu antworten, wenn Sie diese Hinweise nicht lesen.



3. Warenzeichen und eingetragene Warenzeichen





　
All Produktnamen, die in diesem Handbuch erscheinen, sind im Allgemeinen eingetragene Warenzeichen oder Warenzeichen der jeweiligen Firmen. ™, ® und andere Marken können im Text weggelassen werden.



4. Rückmeldung





　
While Bei der Abfassung dieses Buches wurde mit größter Sorgfalt vorgegangen. Es kann sein, dass Ihnen Fehler, Ungenauigkeiten, eine irreführende oder verwirrende Sprache oder einfache typografische Fehler und Irrtümer auffallen. In solchen Fällen würden wir uns über Ihr Feedback an die folgende Adresse freuen, damit wir zukünftige Ausgaben verbessern können. Vorschläge für künftige Überarbeitungen sind ebenfalls willkommen. Die Kontaktinformationen finden Sie unten.

Joshua K. Käfig

joshua.k.cage@gmail.com



5. Jupyter Notizbuch





　
The Jupyter Notebook, mit dem Sie den in diesem Buch beschriebenen Code ausführen können, ist jetzt auf Google 
Colaboratory verfügbar. Sie können über den folgenden Link darauf zugreifen, also beziehen Sie sich bitte darauf, wenn Sie dieses Buch lesen (Chrome wird empfohlen*).


https://drive.google.com/file/d/1G7_YFCGMqV2bfTmR82pSwqLkSxMfhTDh/view?usp=sharing




6. GPU-Umgebung
 ―
Google Laboratorium





　
Years vor, die Programmierung eines Python-Programms zur Datenanalyse erforderte die Einrichtung einer UNIX-Umgebung und die Kompilierung einzelner Bibliotheken, was sehr zeitaufwendig war. Heutzutage bietet Continuum Analytics jedoch Anaconda an, eine virtuelle Python-Umgebung für wissenschaftliches Rechnen, die mit Hilfe eines Installationsprogramms und einer Reihe von Bibliotheken einfach installiert werden kann. Wenn Sie eine Python-Umgebung auf einem lokalen PC, wie z.B. einem Windows oder Mac, einrichten möchten, können Sie mit Anaconda leicht eine eigenständige Python-Umgebung erstellen.


　
However, Anaconda hat wirklich ihre Probleme. Sie brauchen einen eigenen "lokalen PC". Nur wenige unerfahrene Benutzer haben einen PC mit ausreichenden Spezifikationen, um zu Hause reale maschinelle Lernprogramme oder Simulationen für tiefes Lernen durchzuführen. Das verschwendet eine Menge Zeit. Dieses Buch empfiehlt die Verwendung von GPUs in der Umgebung von Google Colaboratory (Colab).


　
Colab benutzt ein Werkzeug namens Jupyter Notebook, das auch in Anaconda enthalten ist, um Python von einem Webbrowser in der Wolke auszuführen (und es ist kostenlos!). Colab wird standardmäßig mit Pandas/Numpy/Matplotlib/Keras ausgeliefert, das in diesem Buch verwendet wird. Dies ist ein großartiger Service, der es Ihnen ermöglicht, jederzeit und überall an Ihren Machine-Learning-Projekten zu arbeiten, solange Sie über eine Internetverbindung 
verfügen, selbst auf einem nicht mit Strom versorgten PC oder Tablet. Mit null Risiko für den Einstieg und null Kosten für die Einrichtung können Sie jetzt, da Sie ein Exemplar dieses Buches in die Hand genommen haben, Ihre Python-Programme in Colab ausführen. Sie werden erstaunt sein, wie einfach es zu schreiben ist und wie schnell Sie tiefgehende Python-Programme auf GPUs ausführen können.


　
If haben Sie kein GMAIL-Konto. Sie müssen ein Konto erstellen, indem Sie auf den Link hier
 klicken. Die folgende Erklärung geht davon aus, dass Sie bereits ein Gmail-Konto haben.

Wie Sie Colab einrichten

(1) Wenn Sie auf GMAIL zugreifen, sehen Sie in der oberen rechten Ecke des Bildschirms ein Bento-Menü mit neun Quadraten, klicken Sie darauf und klicken Sie dann auf das Symbol "Laufwerk".

[image: ]


(2) Drücken Sie die Schaltfläche "+ Neu" unten auf dem Laufwerk und wählen Sie "Mehr >" aus dem Menü, klicken Sie dann auf "Google Colaboratory", falls es existiert, ansonsten wählen Sie "Weitere Anwendungen verbinden".
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(3) Wenn "G Suite Marketplace" angezeigt wird, klicken Sie auf die Lupenmarkierung, und geben Sie in das Textfeld für die Suche in der App "Colaboratory" ein. Bitte klicken Sie auf die "+"-Schaltfläche unten rechts neben dem Logo und dann auf die Schaltfläche "Installieren" auf dem angezeigten Bildschirm.

Bitte klicken Sie auf die Schaltfläche "Installieren" auf dem Bildschirm, der rechts unten im Logo angezeigt wird.
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(4) Möglicherweise werden Sie aufgefordert, sich erneut anzumelden, bitte fahren Sie fort. Wenn der Bildschirm von "Google Colaboratory" nun mit Google Drive verbunden ist, fahren Sie bitte fort. Wenn der Bildschirm "Google Colaboratory wurde mit Google Drive verbunden" erscheint, aktivieren Sie das Kontrollkästchen "Google Colaboratory zur Standardanwendung machen" und klicken Sie auf die Schaltfläche "OK". Ein modales Fenster mit der Meldung "Colaboratory wurde installiert. Wenn Sie das modale Fenster "Sie haben Colaboratory installiert" sehen, können Sie Colab verwenden. Wenn Sie nun eine Datei mit der Colab-Erweiterung (.ipynb-Datei) 
auf Google Drive hochladen, sollte sie standardmäßig in Colab geöffnet werden.

(5) Schließen Sie das modale Fenster und klicken Sie erneut auf die Schaltfläche "Neu +" und wählen Sie die Anwendung "Andere >". Jetzt können Sie "Google Colaboratory" auswählen.
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(6) Wenn Sie Google Colaboratory auswählen, öffnet sich der folgende Bildschirm, aber standardmäßig befindet sich Colab im CPU-benutzenden Modus, was bedeutet, dass es länger dauert, um tiefes Lernen durchzuführen. Gehen Sie also zum Menü "Runtime", klicken Sie auf "Change runtime type" und wählen Sie "GPU" im Abschnitt "Hardware Accelerator" und klicken Sie auf die Schaltfläche "Save".

Es ist auch hier möglich, TPU zu verwenden, aber es ist etwas schwierig, die Leistung herauszuholen, und für die meisten Anwendungen gibt es keinen großen Unterschied in der Ausführungsgeschwindigkeit zwischen GPU und GPU, daher werden wir in diesem Handbuch "GPU" verwenden.
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[image: ]


(7) Um sicherzustellen, dass die GPU verfügbar ist, kopieren Sie den folgenden Code in eine Zelle und führen Sie ihn aus. Sie können ihn ausführen, indem Sie die Wiedergabetaste auf der linken Seite der Zelle drücken, oder Sie können die Tastenkombination "Umschalt + Eingabe" verwenden. Wenn Sie "device_type: "GPU" im Ausführungsergebnis sehen, bedeutet dies, dass die GPU erkannt wird.
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7. Minimale MNIST-Tiefenbildung





　
　

So lassen Sie uns fortfahren und den Grafikprozessor verwenden, um tiefes Lernen für die Zeichenerkennung von numerischen Bildern durchzuführen, um ein Gefühl für die Geschwindigkeit des Grafikprozessors zu bekommen. Geben Sie den folgenden Code ein, um einen Klassifikator von 60.000 Zahlen von 0 bis 9 zu trainieren, und erstellen Sie ein Modell, das das Bild betrachtet und vorhersagt, welche Zahlen 0-9 darauf geschrieben werden.


i. Führen Sie zunächst den folgenden Code aus, um die tiefe Lernbibliothek (Tensorflow) zu importieren

[image: ]


ii. Laden Sie die numerischen MNIST-Bilddaten.

[image: ]


iii. Lassen Sie uns überprüfen, welche Art von Daten wir haben, indem wir numpy und matplotlib verwenden.

Lassen Sie uns den MNIST-Datentyp überprüfen.

[image: ]



　
The Der MNIST-Datensatz ist vom Typ "numpy ndarray", der das Attribut "shape" hat, so dass wir beim Ausdrucken der Form sehen können, wie viele Datensätze dieser Datenstruktur gespeichert sind.


[image: ]


Wie Sie oben sehen können, enthalten x_train.shape und x_test.shape jeweils 60.000 Trainingsdatensätze mit 28 x 28 Pixeln und 10.000 Testdatensätze mit 28 x 28 Pixeln. Aus y_train.shape und y_test.shape können wir auch erkennen, dass es 60.000 richtige Antwortkennungen für Trainingsdaten bzw. 10.000 für Tests gibt.

Sie können auch die matplotlib-Zeichenbibliothek verwenden, um von einem numpy.ndarray (mehrdimensionales Array-Objekt) zu zeichnen. Als Test zeigen wir ein 28 x 28 Pixel großes Bild eines Trainingsdatensatzes an.
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Dies ist ein Bild, aber ich denke, man kann es als die Zahl 5 erkennen. Ich zeige Ihnen auch die richtige Antwortkennung, die mit diesem Bild gepaart ist.

[image: ]


Wir konnten 5 sehen, die wir an dem Bild erkannten. Dann werden wir den Testdatensatz auf die gleiche Weise betrachten.
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We wird ein tiefgreifendes Lernmodell trainieren, wobei der 60.000 Trainingsdatensatz und das Paar korrekter Antwortkennungen x_train und y_train, das wir gerade verwendet haben, verwendet werden, um zu sehen, ob wir die Zahl 7 aus dem Bild 7 in diesem Testdatensatz vorhersagen können. Wir beginnen mit dem folgenden Code, um ein vollständig gekoppeltes neuronales Netz mit drei Zwischenschichten aufzubauen.



[image: ]


Ein Überblick über das gebaute Modell kann in folgendem Code visualisiert werden


[image: ]


Sie sehen, dass es uns gelungen ist, ein Modell mit 269.450 Parametern zu erstellen. Es handelt sich um ein Modell von einer Größe, bei der das Training auf der CPU eine angemessene Zeit in Anspruch nehmen würde.

Wir bereiten die Daten vor, bevor wir sie trainieren. Da 2D-Daten aus (28, 28) nicht in das vollständig gekoppelte neuronale Netz eingegeben werden können, wie es ist, müssen wir die Daten in eindimensionale Daten aus (784,) umformen. Außerdem wird die Farbinformation (RGB) auf einen Wert zwischen 0 und 1 normalisiert.
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Wir werden das Modell mit dem folgenden Code trainieren, Epochen ist die Anzahl der Male, die wir ein Trainingsdatum trainieren müssen, aber für den Moment werden wir es 20 Mal trainieren.
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-7-19 Epochen der Kürze halber weglassen
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It kann von der Zugriffszeit und der Geschwindigkeit des Internets abhängen, aber es dauert etwa 3 Minuten, um es zu lernen. Dank Googles GPU waren wir in der Lage, in super kurzer Zeit zu lernen, während wir einen ganzen Tag zum Lernen gebraucht hätten, wenn wir einen lokalen PC benutzt hätten, der dazu nicht in der Lage war.



Die Genauigkeit von
 　
The ist ein Prozentsatz davon, wie oft wir es richtig gemacht haben, auf einer Skala von 0,0 bis 1,0. 1,0 bedeutet, dass wir in 100 von 100 Fällen richtig lagen, während 0,9895 bedeutet, dass wir in 99 von 100 Fällen in den Trainingsdaten richtig lagen. Sie können sehen, dass der Prozentsatz der richtigen Antworten mit jeder Epoche zunimmt, von etwa 95% am Ende der ersten Epoche auf fast 99% bei der 20. Übrigens ist Verlust der Fehler zwischen der Ausgabe des neuronalen Netzes und der richtigen Antwort, die die Trainingsdaten als Bewertung des Lernprozesses durch das neuronale Netz liefern. In diesem Kapitel werden wir einen intuitiven und leicht verständlichen Prozentsatz an richtigen Antworten zur Erklärung verwenden. Die Konfusionsmatrix und die F-Werte werden manchmal verwendet, um die Genauigkeit in Situationen zu bewerten, in denen strenge Genauigkeitsmessungen erforderlich sind, wie z.B. in Forschung und Entwicklung. In dem Kapitel über das kürzeste MNIST-Tiefenlernen werden wir nur den Namen der Methode vorstellen.



　
In das Training, das wir gerade beschrieben haben, Sie trainieren auf 60.000 Trainingsdatensätzen und machen Vorhersagen in diesen 60.000 Trainingsdatensätzen. Dies ist der erste Stolperstein für Anfänger im Bereich des maschinellen Lernens und des Tiefenlernens, aber selbst wenn Sie Vorhersagen anhand der für das Training verwendeten Daten machen, wissen Sie nicht, wie hoch der Prozentsatz der richtigen Antworten (d.h. die Generalisierungsleistung) im Vergleich zu anderen Daten sein wird, die Sie noch nicht gesehen haben.



　

If schauen wir uns den folgenden Code an, um das Modell anhand der Testdaten zu bewerten, sehen wir, dass der Prozentsatz der richtigen Antworten 0,9816 beträgt. Wir können sehen, dass die Vorhersagen in den Trainingsdaten nahe bei 99% lagen, aber wenn wir Vorhersagen in den Testdaten machen, sinkt die Vorhersagerate um etwa 1%, und in den MNIST-Daten waren die Merkmale der Bilder in den Trainings- und Testdatensätzen nicht so unterschiedlich, so dass die Korrektheit der Vorhersagen in den Trainingsdatensätzen und im Test nicht so unterschiedlich war. Obwohl der Prozentsatz der richtigen Antworten im Datensatz keine große Diskrepanz aufweist, ist es in der Welt der Datenwissenschaft, in der Lernen und Vorhersagen auf realen Daten durchgeführt werden, nicht ungewöhnlich, dass Trainingsdaten und Testdaten völlig unterschiedliche Leistungsergebnisse aufweisen.
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So teilen wir den 60.000 Datensatz in 42.000 Trainingsdaten und 18.000 Validierungsdaten auf, trainieren ihn anhand von nur 42.000 Daten und prüfen dann, ob er anhand von Daten validiert werden kann, die den 18.000 Modellen unbekannt sind. Wir bezeichnen dies als "Holdout". In der Implementierung kann dies durch einfaches Übergeben des Arguments validation_split erreicht werden: 0,3, 30% des Trainingsdatensatzes, d.h. 18.000, werden für die Validierung und 80%, d.h. 42.000, für das Training verwendet.
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-7-19 Epochen der Kürze halber weglassen
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Wir haben der Ausgabe zwei weitere Metriken hinzugefügt, val_loss und val_accuracy, die Werte, die wir an den 18.000 Trainingsdaten ausgewertet haben, und wir haben festgestellt, dass nach 20 Trainingssitzungen die val_accuracy ebenfalls über 99% liegt.

Nun wollen wir sehen, wie gut die Vorhersagen stimmen, wenn wir Vorhersagen für andere Daten als den Trainingsdatensatz (Testdaten) in einem Modell machen, das mit 42.000 Trainingsdaten trainiert wurde.
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Wenn wir die 60.000 Trainingsdaten in 42.000 Trainingsdaten und 18.000 Verifizierungsdaten aufteilen, und sie dann mit den Trainingsdaten trainieren und im Vergleich zu den anderen 10.000 Testdaten auswerten, beträgt der Prozentsatz der richtigen Antworten 0,9811, d.h. wir sagen die handschriftliche Zahl 100 Mal voraus und erhalten sie 98 Mal richtig. Sie sehen, dass wir ein Modell gebaut haben, das uns dies ermöglicht.

Wir können sehen, dass sich der Prozentsatz der richtigen Antworten nicht so sehr unterscheidet (er ist sogar etwas niedriger), als wenn wir ihn mit dem gerade beschriebenen Trainingsdatensatz trainiert und vorhergesagt hätten.

Wir stellten die folgenden Hypothesen über die Ursache dafür auf

1) Fehlen eines Schulungsdatensatzes.


　
→ Ist es bei einem Trainingsdatensatz von 42.000 Trainingsdaten nicht möglich, die Merkmale des 10.000 Trainingsdatensatzes für Tests zu erfassen (d.h. es gibt keine Variation in den Trainingsdaten)?


2) Mangel an Epochen


　
→validation_split hat die Anzahl der Daten für die Ausbildung des Modells von 60.000 auf 42.000 reduziert, so dass die Ausbildung möglicherweise noch vor dem Höhepunkt der Korrektheitsrate abgeschlossen werden kann?


Ich werde nach dem Zufallsprinzip jeweils 10 aus den Trainings- und Testdaten anzeigen, um zu überprüfen, ob (1) wahr ist. Zuvor habe ich die mnist-Daten in der Vorverarbeitung in flach konvertiert, daher lade ich sie erneut.
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Bei der Überprüfung stellte ich fest, dass die Testdaten (Test Set) mehr Zeichen enthalten, die etwas schwieriger zu entziffern scheinen als die Trainingsdaten (Train Set). Zum Beispiel sind die dritten Daten von der rechten Seite des Testsatzes so verschwommen, dass ich nicht sicher bin, ob es sich um eine 2 oder eine 3 handelt.

Dann, um die Hypothese von 2) zu testen, werde ich die Ergebnisse von Trainingsepochen 100 Mal verwenden, um eine Vorhersage zu treffen. Um Platz zu sparen, werden wir nur die Ergebnisse der 100. 
Trainingsepoche zeigen.

[image: ]


Nach dem 100. Training hat der Trainingsdatensatz eine Korrektheitsrate von 0,9951, während der Validierungsdatensatz eine Validierungsgenauigkeit von 0,9784 hat. Es scheint, dass der Datensatz zu stark an die Trainingsdaten angepasst war (Anmerkung: Überanpassung an die Trainingsdaten und Verlust der Generalisierungsleistung). Diese Ergebnisse legen nahe, dass Hypothese (1) sinnvoller zu sein scheint.

Nun wollen wir die nächste Aufgabe der Vorhersage mit Hilfe des trainierten Modells lösen.

Mit dem folgenden Code können wir die Testdaten zur Durchführung der Bilderkennung verwenden.
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Wenn wir die Vorhersagen im folgenden Code überprüfen, ist das Ergebnis ein Array aus 10 Elementen, mit reellen Zahlen von 0 bis 1. Der Index des Arrays mit der größten Zahl ist die vorhergesagte Zahl. (Der Index des Arrays beginnt bei 0, aber Sie müssen nicht 1 addieren, da die MNIST-Zahlen ebenfalls von 0 bis 9 vorhergesagt werden).
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Diese Form ist etwas verwirrend, so dass wir die argmax-Funktion von numpy verwenden können, um das Subscript des größten Wertebereichs direkt zurückzugeben.

[image: ]


Sie können erkennen, ob diese Vorhersage korrekt ist, indem Sie das richtige Antwortetikett ausgeben.

[image: ]


Bisher haben wir eine GPU-Tiefe-Lernumgebung aufgebaut und sogar den Tensorflow der Deep-Learning-Bibliothek für die Bilderkennung verwendet. Ich denke, wir haben wahrscheinlich das schnellste tiefe Lernen mit einer GPU-Umgebung in einem ähnlichen Buch gehabt. Einige von Ihnen sind vielleicht in der Lage, den Code auszuführen, haben aber keine Ahnung, was sie tun, aber keine Sorge, Amazon, die uns bei der Kindle-Veröffentlichung und beim Online-Shopping in der neuen Corona-Ära eine große Hilfe war, hat ein Firmenmotto namens "Rückwärts arbeiten", und sie machen die Pressemitteilungen, die sie an ihre Kunden ausliefern, zuerst. Mit diesem Gedanken im Hinterkopf haben wir die "Gewöhnungspolitik" in diesem Buch verwendet, um nur einige wenige Beispiele dafür zu nennen, was Sie tun können, wenn Sie dieses Buch lernen. Im nächsten Kapitel werde ich damit beginnen, die Grundlagen von Python zu erklären, und auf den Grundlagen aufbauen, 
um zum Kern der Python-Datenanalyse zu gelangen.



8. Python





　
In im vorigen Kapitel haben wir mit tiefem Lernen begonnen, was einige von Ihnen vielleicht ein wenig verwirrt hat, aber keine Sorge, wir werden in diesem Kapitel wieder von vorne anfangen, "von vorne". Zunächst besprechen wir die grundlegende Python-Grammatik.

Hallo Pythonische Welt!

Die Programmierung von 　
Python ist auf Einfachheit ausgelegt und auch für Anfänger sehr leicht zu lesen und zu verstehen. Wenn Sie ein Leser sind, der mit anderen Programmiersprachen gearbeitet hat, werden Sie überrascht sein, wie prägnant und klein derselbe Code ist, wenn er in Python geschrieben ist.

Zunächst möchte ich auf diese Python-Philosophie eingehen. Führen Sie den folgenden Code aus.
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Dies ist eine Beschreibung der Python-Entwurfsphilosophie.

Versuchen Sie zunächst den folgenden Code, um Ihre Schultern zu brechen: "Hallo Pythonische Welt!
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Führen Sie dann das folgende Programm aus: Verwenden Sie die Python-Liste (Liste), um die englisch-japanische Übersetzung des Python-Philosophiepaares anzuzeigen. Ich habe die japanische Übersetzung gewählt, weil sich das erste Element der Pythonliste mit der "Zen"-Philosophie befasst. "Zen" kommt aus Japan, "Zen" ist im 
Grunde die Suche nach der Wahrheit darüber, wer Sie sind. Zen ist eine Abkürzung für Zen-Buddhismus, ein Zweig des Mahayana-Buddhismus, oder eine phonetische Transkription des Sanskrit-Wortes ध्यान
 (dhyāna, dhyana), Zenna.
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Python-Liste wird in Python durch Einschließen in eckige Klammern[] dargestellt. Es ist üblich, dass alle Listenelemente vom gleichen Typ sind (der gesamte oben erwähnte Code ist vom Typ String). (Der gesamte oben genannte Code ist vom Typ String).


　
The for statement ist eine Wiederholungsanweisung. python verwendet eine "for variables in list:"-Syntax, die es Ihnen ermöglicht, Elemente in einer Liste von Variablen zu speichern und sie dann einzeln, beginnend mit der ersten, abzurufen. Dies wird als "for-Schleife" bezeichnet. Auch in Python ist eine Einrückung ein Code-Block. Die obige Print-Anweisung wird mit zwei Leerzeichen unter der for-Anweisung eingerückt, so dass wir die in den Variablen im for-Block gespeicherten Elemente abrufen können.


　
The Syntax für print(f'English:{english}/Japanese:{japanese}') ist in Python Version 3.6 und höher verfügbar, und das einfache Anführungszeichen nach dem f kann in doppelte Anführungszeichen gesetzt werden. (''' oder ""), können Sie den Namen der Variablen direkt in die geschweiften Klammern schreiben, um ihn als Zeichenkette zu interpretieren und anzuzeigen. f"{variable }". Es gibt noch andere Methoden, wie z.B. die Formatmethode vom Typ String und %, aber der Autor empfiehlt die Verwendung der f"{}"-Notation, da sie schneller und besser sichtbar ist.


　

The "Liste:" Teil der for-Anweisung kann ein beliebiger Iteratortyp sein (ein Objekt mit __iter__-Methode), es kann also ein Wörterbuchtyp, ein Tupeltyp oder sogar eine Zip-Methode wie die obige sein, die mehrere Listen von Anfang an der Reihe nach erweitern kann. Lassen Sie uns überprüfen, ob das Zip eine __iter__-Methode hat, nur um sicherzugehen.
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Also, ich habe bereits erwähnt, dass es üblich ist, Elemente desselben Typs in allen Listen zu speichern, aber da Python eine Sprache ist, die Speicher dynamisch zuweist und bei den Typen lose ist, ist es auch möglich, Elemente verschiedener Typen zu setzen - Ganzzahl, Zeichenkette, Fließkomma, Wörterbuch, Tupel usw. - in einem, wie unten gezeigt.

[image: ]


Die meisten Programmiersprachen, mit Ausnahme von Python, können eine solche flexible Liste nicht erreichen, oder? Lassen Sie uns die Typen auch im folgenden Code anzeigen.
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Als nächstes schreiben und führen wir eine Funktion aus, die eine Zeichenfolge der Python-Philosophie zurückgibt, während Sie sie eingeben, und zwar unabhängig davon, ob sie auf Japanisch oder Englisch ist.
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Here, verwenden wir die Syntax einer def-Anweisung der Funktion und einer if-Anweisung. def-Anweisung ist auch sehr einfach, geschrieben als "def Funktionsname (Argument):" und dann im nächsten eingerückten Codeblock schreiben wir "return return return return value", um irgendein Eingabeargument zu nehmen und das Ergebnis des Prozesses durch zurückzugeben Wenn Sie die return-Anweisung nicht einschließen, gibt die Funktion als Ergebnis der Ausführung der Funktion den speziellen Wert "None" zurück.

Die if-Anweisung wird von einem bedingten Ausdruck gefolgt, und wenn der bedingte Ausdruck erfüllt ist, wird der Codeblock direkt unter dem eingerückten Code ausgeführt. Wenn der bedingte Ausdruck nicht mit dem bedingten Ausdruck der if-Anweisung übereinstimmt, der bedingte Ausdruck der elif-Anweisung jedoch mit dem bedingten Ausdruck der elif-Anweisung, wird der eingerückte Codeblock direkt unter der else-Anweisung ausgeführt. wird ausgeführt.

("Doppelte Anführungszeichen") Der Teil, der von den drei eingeschlossen wird (doppelte Anführungszeichen), sollte für einen mehrzeiligen Kommentar namens "docstring" geschrieben werden, und das # (hashtag) sollte für einen einzeiligen Kommentar geschrieben werden. Er wird zur Laufzeit des Quelltextes ignoriert, sollte aber ausgefüllt werden, um die Lesbarkeit des Quelltextes zu verbessern.PEP8, die Python-Kodierungskonventionen, geben auch an, wie ein guter docstring in PEP257 geschrieben wird.257 Für den docstring können Sie den Google-Stil verwenden und der Numpy-Stil ist der gebräuchlichste Stil, aber dieses Buch wird im subjektiven und leicht zu schreibenden Google-Stil des Autors beschrieben.


　
So sind wir die grundlegende und minimale Syntax der Definition von Funktionen und der Ausführung von Steueranweisungen durchgegangen und haben dabei die Python-Philosophie berührt. Im nächsten Kapitel fangen wir an, über Pandas zu sprechen, eine Bibliothek, die sehr nützlich sein kann, um reale Daten als Input zu analysieren.



9. Pandas




Die Bedeutung der Pandas


　
Pandas ist ein sehr leistungsstarkes Tool zur Datenanalyse mit echten Daten, und obwohl es EXCEL, Tabellenkalkulationen und RDB ähnelt, sind die Vorteile der Verwendung von Pandas immer noch groß!


　
What makes pandas library unterscheidet sich von EXCEL durch die Fähigkeit, große Datenmengen mit ultrahoher Geschwindigkeit zu verarbeiten, insbesondere wenn es darum geht, 100 MB Textdaten zu verarbeiten, und es friert ein und stürzt ab. Sie kann auch in Dateien gestochen scharf laufen, und sie unterstützt das Lesen von Daten im EXCEL-Format.

Die "for"-Anweisungen von 　
Python sind bekanntermaßen langsam, aber Pandas verwendet Numpy intern, und da Numpy in C geschrieben ist, läuft es genauso schnell wie die Sprache C.

DatenFrame-Typ

　　
Before bei der Übermittlung Ihrer Daten an Pandas müssen wir die Daten zunächst für Wörterbuchtypen und Listenauffassungen aufbereiten. Ein Wörterbuchtyp ist ein Datentyp, bei dem Schlüssel und Wert gepaart sind. Im folgenden Beispiel definieren wir die Schlüssel "Jahr" und "Index" und den entsprechenden Listentyp Werte. Im vorigen Kapitel haben wir die Listentypen nacheinander mit Hilfe von Zeichenliteralen definiert, aber dieses Mal verwenden wir die Notation "Listenverständnis". Die Syntax des Listenverständnisses lautet [Variablen für Variablen vom Typ Iterator]. Sie können nun eine Liste von Ganzzahlen zurückgeben, die durch den Iteratortyp erzeugt und der Reihe nach gespeichert wurden.


　
You kann die Bereichsfunktion verwenden, um eine Folge von ganzen Zahlen in einem bestimmten Bereich zu erzeugen. Die Übergabe eines einzelnen Arguments ergibt eine Liste von ganzen Zahlen, die von 0 um 1 inkrementiert wird (die Größe der Liste wird für die angegebene Anzahl von Argumenten generiert). Wenn Sie zwei Argumente übergeben, können Sie den Anfang und das Ende der Liste plus eins angeben. Beispielsweise können Sie [i für i im Bereich(1, 3)] schreiben, um [1, 2] zu erzeugen. Es ist eine gute Idee, sich dies zu merken und auch eine Liste[Anfang:Ende+1] zu schreiben, wenn Sie den angegebenen Bereich einer Liste erhalten.

In "Jahr" könnten wir eine Liste definieren, die Elemente enthält, die von 2010 bis 2030 um 1 zunehmen, und in "Index" könnten wir eine wörterbuchartige Variable year_index definieren, die Listen von 0 bis 20 erlaubt.
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Der bei Pandas am häufigsten verwendete Typ ist der DataFrame-Typ, gefolgt vom Serientyp und, je nach Auftrag, vom Panel-Typ, der weniger häufig verwendet wird. In diesem Buch werde ich nur DataFrame-Typen erklären.

Zuerst konvertieren wir den Jahr_Index des Lexikontyps, den wir zuvor definiert haben, in einen Datenrahmentyp für Pandas und speichern ihn in einer Variablen.
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Und ich werde eine praktische Datenrahmentyp-Methode verwenden, um den Inhalt der Daten so einfach wie in EXCEL zu sehen.

Durch die Verwendung von DataFrame.head() können wir die ersten fünf Datensätze der Daten sehen.
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Ich konnte die ersten fünf Datensätze leicht in Tabellenform wie folgt anzeigen.

Wie Sie vielleicht schon bei den in Google Colaboratory und Jupyter Notebook ausgeführten Typen bemerkt haben, kann die Druckfunktion Variablen anzeigen, ohne sie schreiben zu müssen. Der Grund, warum wir sie in der Vergangenheit explizit geschrieben haben, besteht darin, dass sie in einer anderen Ausführungsumgebung (z.B. REPL) ausgeführt werden können. Wenn Sie dem Kopf ein Argument geben, können Sie von Anfang an bis zum angegebenen Argument anzeigen.
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Sie können die DataFrame.sample-Methode verwenden, um die Datensätze mit einer bestimmten Anzahl von Argumenten nach dem Zufallsprinzip abzurufen und anzuzeigen. Dies ist nützlich, wenn Sie Daten haben, die vom Anfang bis zur Mitte oder zum Ende der Daten einen völlig anderen Trend aufweisen.

[image: ]


Als Nächstes werden wir die Visualisierungsfunktionen von Pandas ausprobieren, aber es macht keinen Spaß, den Index zu visualisieren. Deshalb werden wir ein Modul namens Random verwenden, um eine Zufallszahl für jedes Element des Jahres zu generieren und diese in einer Variablen vom Typ DataFrame, df1, zu speichern.
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Visualisierung nur mit Pandas

　　
Pandas macht auch intern Gebrauch von matplotlib. Daher verfügt der DataFrame-Typ über eine Methode namens "plot", mit der die darin gespeicherten Daten leicht visualisiert werden können. Wenn Sie z.B. ein Streudiagramm von df1 mit Year als x-Achse und Random als y-Achse anzeigen möchten, ist der folgende Code für einfache Diagramme, wie z.B. die xticks zur Angabe der x-Achsen-Tick-Beschriftungen, gut geeignet.
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Tabellenverknüpfungen mit einem bestimmten Schlüssel


　
Next, werden wir uns die Tabellenverbindungen ansehen. VLOOKUP und XLOOKUP von EXCEL sind ebenfalls nützlich, aber wenn die Datenmenge groß wird, kann sie sofort einfrieren. Mit Pandas können Sie schnell Tabellen miteinander verbinden, indem Sie bestimmte Spalten als Schlüssel verwenden.

Zunächst werden wir verschiedene DataFrames kombinieren müssen.
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Erstens denke ich, dass die gebräuchlichste Methode, dies zu verwenden, darin besteht, eine Spalte als Schlüssel zu verwenden und nur Datensätze zu ziehen, die in beiden Tabellen vorhanden sind, aber Sie können dies wie folgt tun. Im Folgenden verwenden wir Jahr als Schlüssel und ziehen nur Datensätze, die in beiden 
Tabellen vorhanden sind. Ursprünglich hatten sowohl df1 als auch df2 21 Datensätze, aber nach der Zusammenführung beträgt die Anzahl der Datensätze jetzt 20.
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Ein Outer Join kann dann wie folgt durchgeführt werden, um alle Datensätze zu extrahieren, die in einer der beiden Tabellen vorhanden sind, wobei eine Spalte als Schlüssel verwendet wird. Im Folgenden haben wir Year als Schlüssel verwendet, um alle Datensätze zu extrahieren, die in einer der beiden Tabellen vorhanden sind. Beachten Sie, dass die Datensätze, die nur in einer Tabelle vorhanden sind, in der anderen Tabelle NaNs sind, und dass die Tabelle 22 Datensätze enthält.
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Als nächstes verbinden wir df1 und df2 mit Hilfe von Left Outer Joins. Beachten Sie, dass wir beim Left Outer Join immer das bestehende Jahr in df1 intakt lassen.
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Jetzt werden wir uns die rechten äußeren Joins ansehen, die immer Datensätze hinterlassen, die in df2 existieren.
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Eingabe/Ausgabe von CSV-Dateien (Colab-kompatible Version)

Wenn Sie reale Daten analysieren, müssen Sie oft CSV-Dateien lesen und schreiben, und Pandas macht es Ihnen sehr einfach, dies zu tun. So sehr, dass Leute Pandas oft nur zum Zweck des Imports von CSV-Dateien verwenden, weil es so intuitiv ist.


　
Let's nehmen die df1, die wir gerade definiert haben, und exportieren sie mit der Methode Pandas.to_csv in eine CSV-Datei. Google Colab hat auch eine praktische Funktion zum Einbinden von Google Drive. In diesem Fall werfen wir einen Blick auf eine bequemere Methode zur Ausgabe des CSV in einen Bereich, der pro Sitzung verworfen wird.

Der folgende Code gibt eine Datei namens sample.csv in den temporären Bereich aus.
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Klicken Sie auf das Ordnersymbol auf der linken Seite des Colab-Bildschirms, und wenn die Ausgabe erfolgreich war, sehen Sie eine sample.csv.
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Sie können die Ausgabedatei auch über das Rechtsklickmenü herunterladen.

Als nächstes wird die CSV-Datei mit der Methode Pandas.read_csv wie unten gezeigt gelesen, und durch Angabe der Kodierung können 
wir auch die Windows-CP932-Kodierungsdatei lesen. Da wir gerade die to_csv in Colabs Python-Umgebung gemacht haben, ist die Ausgabe in UTF-8 und wir brauchen sie nicht anzugeben, aber wenn wir die Windows-CSV-Datei lesen wollen, müssen wir encoding='cp932' als Bitte beachten Sie, dass df_r.head() auch die ersten 5 Zeilen anzeigt, um sicherzustellen, dass sie korrekt geladen werden.
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Abrufen einer beliebigen Zelle oder eines Zellbereichs

Lassen Sie uns ein wenig mehr über die Grundoperationen von Pandas lernen, genau wie bei EXCEL.

Wenn Sie eine bestimmte Zelle in Pandas erhalten möchten, verwenden Sie DataFrame.at oder DataFrame.iat. (Die Anzahl der Zeilen beginnt bei null.) Der Unterschied zwischen ihnen besteht darin, dass das zweite Argument entweder ein Spaltenname oder ein Index der Spalte sein kann. Der Unterschied zwischen den beiden 
besteht darin, ob das zweite Argument den Spaltennamen oder den Spaltenindex angibt.
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Wenn Sie dann, wie in EXCEL, die Werte aus einem Bereich von Zellen erhalten möchten, können Sie DataFrame.loc oder iloc verwenden. Wie der Unterschied zwischen at und iat besteht auch hier ein Unterschied zwischen der Angabe von Spaltennamen und Spaltenindizes. Darüber hinaus sollten Sie beachten, dass sich der Zeilenindex der loc von dem Slicing einer Python-Liste insofern unterscheidet, als es sich um einen Bereich handelt, der den Endpunkt einschließt, wie Sie im nachfolgenden Code sehen können.
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Rufen Sie nur die Werte der Zellen ab, die bestimmte Bedingungen erfüllen.

Eine weitere bequeme Möglichkeit, DataFrame-Typen zu schreiben, ist die Verwendung des einfachen df[bedingten Ausdrucks], um nur die Datensätze abzurufen, die den Bedingungen des Pandas DataFrame-Typs entsprechen. Um beispielsweise in df1_r nur die Datensätze ab dem Jahr 2020 abzurufen, können Sie die folgende Syntax verwenden. Es gibt zwei Schreibweisen, aber sie bedeutet genau dasselbe. Beide Arten der Kodierung sind unten dargestellt.
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Auswirkungen der neuen Korona auf die Aktienkurse wie in Pandas gesehen

Am Ende von Pandas möchten wir ein praktisches Beispiel mit der pandas-datareader-Bibliothek zeigen, die Sie mit dem folgenden Befehl installieren können. Übrigens, bitte installieren Sie Jupyter

Wenn Sie in Notebook mit "!" beginnen, können Sie Befehle direkt in der Umgebung ausführen, in der Jupyter Notebook läuft (Eingabeaufforderung für Windows oder Terminal für UNIX). Das wird "magischer Befehl" genannt und ist sehr nützlich.
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Der pandas-datareader macht es einfach, auf eine Vielzahl von Quellen im Web zuzugreifen und Daten vom Typ pandas.DataFrame abzurufen. Die folgenden Datenquellen werden unterstützt



●
     
Tiingo






●
     
IEX






●
     
Alpha-Vantage






●
     
Enigma






●
     
Quandl






●
     
St.Louis FED (FRED)






●
     
Kenneth French's Datenbibliothek






●
     
Weltbank






●
     
OECD






●
     
Eurostat






●
     
Sparplan der Sparsamkeit






●
     
Nasdaq-Händlersymbol-Definitionen






●
     
Stooq






●
     
MOEX





Die YAHOO Finance API ist ab April 2020 verfügbar. Bitte beachten Sie jedoch die offizielle Dokumentation, da sie aufgrund von API-Änderungen möglicherweise nicht mehr verfügbar ist. Unten sehen Sie eine Visualisierung des Schlusskurses des Dow Jones Industrial Average vom 1.1.2000 bis zum 20.4.1920. Sie zeigt auch die letzten 100 Datensätze.
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Wenn wir hier nur einen Blick darauf werfen, können wir sehen, dass 
die jüngsten Auswirkungen der neuen Kronen auf den Dow Jones Industrial Average bemerkenswert waren, mit einem viel heftigeren und direkteren Rückgang der Aktienkurse als während des Lehman-Schocks 2008.



10. Numpy




Die Bedeutung von Numpy

　　
Numpy ist eine sehr wichtige Bibliothek, auf der andere Datenanalyse-Bibliotheken (z.B. Pandas/Matplotlib/SciPy) basieren, und sie ist einer der Hauptgründe, warum Python eine so wichtige Sprache geworden ist. Numpy ermöglicht superschnelle Datenoperationen auf mehrdimensionalen Arrays.


　
Numpy verwendet ein Datenhaltungsformat namens ndarray, das im Gegensatz zu den oben erwähnten Python-Listen nur Daten desselben Typs in ndarray speichern kann, sondern stattdessen Daten kontinuierlich im Speicher (RAM) allokiert. Durch die Speicherung von Daten in einem kontinuierlichen Speicherbereich können Daten effizient in CPU-Registern gelesen werden.


　
Another hat den großen Vorteil, dass Numpy mit linearen Bibliotheken wie BLAS und LAPACK verknüpft ist, die zur Kompilierzeit Vektorisierungsoperationen auf der CPU durchführen, so dass Sie die Vorteile parallelisierter Hochgeschwindigkeitsoperationen genießen können, ohne sich dessen bewusst zu sein.


　
In um numpy verwenden zu können, müssen Sie es mit import numpy als np importieren. Seit April 2020 scheint Colab mit openblas verknüpft zu sein, was wir unten überprüft haben, um zu sehen, welche CPU-Vektorisierungsbibliotheken verknüpft und in Numpy kompiliert sind.
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Now werfen wir einen Blick auf Python-Listentypen und darauf, wie Numpy's ndarray im Speicher mit der id-Methode gespeichert wird, was der id-Methode ähnelt, um die Adresse eines allokierten Speicherbereichs zu erhalten. Google Colaboratory's Python ist in der Sprache C (CPython) geschrieben.

Daher ist der mit der id-Methode erhaltene Wert ein ganzzahliger Wert, der als vorzeichenloser Langzeiger auf das PyObjekt einer C-Programmierung geworfen wird, bei dem es sich um eine Zahl mit adressähnlichen Auswirkungen handelt.


　
In den folgenden Code, verwenden wir die Notation des Listenverständnisses, die wir zuvor gelernt haben, um eine Liste list1 mit 10 Zufallszahlen als Elemente zu erzeugen, die Liste in einen 
ndarray-Typ zu konvertieren und in np_arr zu speichern.
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Der folgende Code ruft dann die Index-, ID- und Elementwerte von np_arr in der Reihenfolge der Indizes ab und zeigt sie an
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Ich sehe, dass der Speicher von np_arr vom Typ ndarray den gleichen Wert für 0 und gerade und den gleichen Wert für ungerade Zahlen hat. Das liegt daran, dass sie auf einer kontinuierlichen Raumzuweisung gespeichert sind.
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Andererseits ist das Gedächtnis des Listentyps list1 ganz anders, und wir können sehen, dass es diskontinuierlich gespeichert wird. Da Python-
Listentypen dynamisch getippt werden, ist es intuitiv, dass es Zeit braucht, sie so an entfernten Adressen zu speichern und abzurufen.

Numpy-Array-Erzeugungsfunktion


　
Numpy bietet eine Vielzahl von Funktionen zur Erzeugung mehrdimensionaler Arrays. Beachten Sie, dass dies für die Generierung mehrdimensionaler Arrays einer bestimmten Form mit Anfangswerten für maschinelles Lernen und Bildverarbeitung nützlich ist.

Numpy.zeros kann ein Array mit allen Elementen Null einer gegebenen Form erzeugen. Zum Beispiel erzeugt das Folgende ein Array mit 3 Zeilen und 3 Spalten mit allen 0
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Lassen Sie uns die Zusammenfassung des durch Numpy.zeros erzeugten Arrays anzeigen, und Sie sehen, dass es sich um ein ndarray, ein 3 x 3-förmiges Array, handelt. Außerdem ist jedes Element eine Elementgröße von 8 Byte mit einem float64-Typ. Wir können die Anzahl der Elemente in der Größe und die Anzahl der Dimensionen in ndim erhalten. Die Anzahl der Dimensionen ist die Anzahl der Achsen. Ein häufiger Fehler ist die Annahme, dass die Anzahl der Dimensionen dreidimensional ist, weil es in jeder Zeile drei Spalten gibt. Die richtige Interpretation ist, dass das Array verschachtelt (d.h. in [] eingeschlossen) ist und das äußerste Nest die Achse 0 ist, dann ist das äußere Nest die Achse 1, und so weiter, was zweidimensional ist.
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Da es wichtig ist, die Anzahl der Dimensionen zu erklären, wollen wir sie an einem weiteren Beispiel etwas näher erläutern: Mit Numpy.arange können Sie ein eindimensionales Array mit einem Start- und einem Endelement von +1 erstellen, und mit Numpy.reshape können Sie die Form umformen, so dass mit dem folgenden Code ein 3-dimensionales Array von 2 x 3 x 4 erstellt werden kann. In diesem Fall implizieren die äußersten Klammern die Achse 0, so dass wir sehen können, dass es zwei Elemente auf der Achse 0 gibt. Es gibt auch drei Elemente innerhalb der zweitäußersten Klammer, und die dritte äußerste Klammer (d.h. die innerste Klammer) hat vier Elemente darin. Da es drei Paare von Klammern von außen gibt, wäre es einfacher, sich daran zu erinnern, dass ndim=3, was die Achsen 0, 1 und 2 von außen in der Reihenfolge darstellt.
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Die bereits erwähnten Numpy.zeros erzeugten standardmäßig einen float64-Typ. Wenn Sie keine hochpräzisen wissenschaftlichen Berechnungen verwenden, kann ein float32-Typ in vielen Fällen ausreichend sein. Das folgende Beispiel zeigt, wie Numpy.zeros mit einem float32-Typ erzeugt wird. Das folgende Beispiel zeigt, wie Numpy.zeros erzeugt wird, was die Hälfte der Speichergröße erfordert.
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Erzeugen Sie dann ein Array mit den Elementen, die alle bei 1 initialisiert sind, wie folgt
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Um die Generierung von Arrays zu beschleunigen, wird unten auch eine Methode zur Erzeugung mehrdimensionaler Arrays der angegebenen Form ohne Initialisierung auf 0 oder 1 gezeigt.
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Im Folgenden finden Sie ein Beispiel für die Verwendung von Numpy.linspace, mit dem Sie ein ndarray von einem bestimmten 
Anfangselement bis zu einer bestimmten Anzahl von Endelementen erzeugen können, das gleichmäßig in eine bestimmte Anzahl von Elementen unterteilt ist. Im folgenden Beispiel haben wir ein ndarray mit 5 Elementen erzeugt, die in 2er-Schritten durch 2 bis 10 geteilt werden.
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Tipps für Jupyter Notebook

Hier ist ein kleiner Trick in Jupyter Notebook, Sie können nach dem Objekt ein "?

Wenn Sie die Zelle ausführen, sehen Sie eine Dokumentation über die Verwendung der Zelle. Wenn Sie vergessen haben, wie sie zu benutzen ist, geht das schneller, als die offizielle Hilfeseite aufzurufen, so dass Sie den Verifizierungsprozess effizienter durchlaufen können. Lassen Sie uns zum Beispiel die Hilfe für np.linspace anzeigen
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Das von der Numpy.linspace-Methode erzeugte ndarray ist ebenfalls ein float64-Typ, und im Gegensatz zu Nullen und Einsen können Sie den ursprünglichen ndarray-Typ nicht angeben. Daher ist es wichtig, sich zu merken, wie man später zu einem float32-Typ wechselt.
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Es kommt häufig vor, dass Sie Zufallszahlen verwenden möchten, um eine bestimmte Anzahl von ganzen Zahlen in einem bestimmten Bereich zu erzeugen. Wenn Sie das Ergebnis reproduzieren wollen (d.h. wenn Sie zur Wiederholungszeit den gleichen Wert erzeugen wollen = Reproduzierbarkeit), können Sie den Seed wie folgt festlegen: Das Seed-Argument kann ein beliebiger Ganzzahl-Typ sein, aber beachten Sie bitte, dass Sie jedes Mal die gleiche Zahl angeben müssen, um die Reproduzierbarkeit zu gewährleisten.

In diesem Beispiel haben wir 6 nd Arrays für Zahlen von 0-9 generiert.
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Hier ist ein Beispiel für die Konvertierung von einem Python-Listentyp nach ndarray, die mit der Numpy.array-Methode recht einfach durchgeführt werden kann.
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Das generierte ndarray war ein 3 x 3 2D-Array, wobei jedes Element vom Typ int64 war.
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Indexierung/Slicing von Numpy.ndarray

Das Abrufen der Elemente von ndarray ähnelt dem Python-Listentyp, daher halten wir es einfach.

Betrachten Sie zunächst den Code, um die erste Codezeile aus den z-Elementen vom Typ ndarray zu erhalten, die wir zuvor gesehen haben und die wie folgt angeordnet waren.

[image: ]


Der ndarray-Index beginnt ebenfalls bei 0, so dass wir Folgendes haben.
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Als nächstes kommt der Code, um die Elemente der ersten Spalte der ersten Zeile zu erhalten: Beachten Sie, dass Pythons zweidimensionale Listen l[0][0] verwenden, Numpy.ndarray jedoch eine durch Kommata getrennte Liste von Zeilen und Spalten verwendet.
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Slicing kann auf die gleiche Weise wie Python-Listen verwendet werden, mit der Ausnahme, dass 2D-Arrays einen durch Komma getrennten Zeilen- und Spaltenbereich erfordern.
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Um die letzte Zeile und Spalte zu erhalten, schreiben Sie Folgendes.
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Bildverarbeitung CIFAR10 in Numpy


　
At das Ende des Kapitels Numpy, lassen Sie uns Bilder in Numpy als praktisches Beispiel behandeln, ich möchte ein RGB-Farbbild namens CIFAR10 verwenden.

1.ILSVRC (International Image Recognition Contest) 2012 Gewinner AlexNet's

2. aufrechterhalten von Alex Krizhevsky

3.RGB-Farbbild

4. 10 Klassen von Etiketten: Flugzeug, Auto, Vogel, Katze, Hirsch, Hund, Frosch, Pferd, Schiff und Lastwagen

5.60.000 Bilder (50.000 Schulungsbilder und 10.000 Testbilder)

6. Die Bildgröße beträgt 32 Pixel x 32 Pixel.

7. Aus Keras ladbar (Tensorflow's Wrapper-Bibliothek)


　
First, verwenden wir Keras, um die cifar10-Daten zu laden. Die geladenen Datensätze sind alle vom Typ ndarray, und wir können sehen, dass es 50.000 Trainingsdaten und 10.000 Testdaten für 32x32 Pixel RGB-Daten gibt. Wir können sehen, dass das richtige Etikett einen Wert vom Typ int64 enthält.
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Da es sich bei den Daten um Bilddaten handelt, können sie mit dem folgenden Code unter Verwendung von matplotlib, der Bibliothek, die wir im nächsten Abschnitt besprechen werden, einfach angezeigt werden. Versuchen Sie, den 10.000sten Datensatz des Bildes in den Testdaten anzuzeigen. Jetzt wird "Pferd" angezeigt.
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Slicing in Numpy.ndarray könnte wie eine Liste durchgeführt werden. Die Ausgabe der Achse 0 (d.h. der Zeilen) in umgekehrter Reihenfolge erfolgt also wie in z[::-1]. Würde man dies beispielsweise für ein zweidimensionales Array von 3 x 3 tun, ergäbe sich folgendes

[image: ]



Wenn Sie das Ergebnis der Verarbeitung gegen das Bild des Pferdes betrachten, das ich Ihnen gerade gezeigt habe, sehen Sie auf dem Bild ein auf dem Kopf stehendes Pferd. Es ist intuitiv und leicht zu verstehen.
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Dann erfolgt die Ausgabe der Achse 1 (d.h. der Spalte) in umgekehrter Reihenfolge wie folgt:

[image: ]


Wenn Sie dies gegen das Bild des Pferdes von vorhin verarbeiten und darstellen, sehen Sie ein Pferd, dessen Vorder- und Rückseite diesmal vertauscht sind. Auch hier ist das Ergebnis sehr leicht zu verstehen.
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Der Code zum Herausschneiden des Kopfes aus dem Pferdebild ist unten dargestellt. Durch das Schneiden sowohl der Zeilen als auch der Spalten (genauer gesagt, sowohl der Achse 0 als auch der Achse 1) können wir leicht den Prozess des Herausschneidens eines Teils des Bildbereichs erreichen.
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Als nächstes möchte ich mich mit der Komprimierung befassen: Genau wie beim Slicing für Python-Listentypen können Sie mit 
Numpy ein Array erzeugen, indem Sie ein Intervall angeben (wie viele jedes andere). Das folgende Beispiel erzeugt zum Beispiel ein neues Array, indem die Zeilen und Spalten des ursprünglichen Arrays nacheinander übersprungen werden. Die Form wird von 5 x 5 auf 3 x 3 reduziert.
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Durch Anwenden dieses einstufigen Slicing auf ein Bild können Sie das Bild (und die Hälfte der Informationsmenge) komprimieren. (Es ist auch die Hälfte der Informationsmenge - wenn Sie den Maßstab auf der x- und y-Achse überprüfen, sind es definitiv 16 x 16 Pixel.
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Hier ist die Ausgabe des Pferdebilds ndarray, das alle grundlegenden Aggregationsfunktionen von numpy verwendet.
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Durch Schreiben von ndarray[bedingter Ausdruck] ist es möglich, den Ausdruck auf alle Elemente des Arrays anzuwenden und ein neues Array zu erstellen, das die Anzahl der boolschen Elemente des ursprünglichen Arrays enthält.

[image: ]


Mit diesem Mechanismus ist es möglich, nur die Elemente zu extrahieren, die die folgenden Kriterien erfüllen
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Mit Hilfe des ndarray-Bedingungsausdrucksmechanismus in der Bildverarbeitung ist es möglich, die RGB-Farben für ein illustratives Aussehen zu filtern, wie im folgenden Beispiel gezeigt wird.
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Ausstrahlung von Numpy.ndarray


　
Now lassen Sie uns einen Blick auf eines der wichtigsten Merkmale von Numpy werfen: Sendungen. Broadcast ist eine Funktion, die automatisch Zeilen und Spalten erweitert, wenn nicht genügend Elemente vorhanden sind. Ein offensichtliches Beispiel ist die ndarray und skalare Quadratur. Es ist möglich, Berechnungen für alle Elemente von ndarray durchzuführen, wie unten gezeigt.
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Die Sendung kann auch dazu verwendet werden, mehrdimensionale Arrays verschiedener Formen zu berechnen, wie unten dargestellt. In der folgenden quadratischen Operation von a_array und b_array können Sie sehen, dass b_array automatisch expandiert und als np.array([[10,10,10,10,10],[20,20,20]]) berechnet wird.
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Berechnung des inneren Produkts


　
One der Berechnungen, die häufig mit Numpy durchgeführt 
werden, ist die Berechnung des inneren Produkts. Das innere Produkt wird durch die folgende Gleichung dargestellt, die, wenn sie erweitert wird, einfach die Elemente des w-Vektors und des x-Vektors der Reihe nach multipliziert und addiert, so dass sie nicht so schwierig zu berechnen ist, aber sehr nützlich für die Berechnung mehrdeutiger Entfernungen ist, z.B. zur Bestimmung der Ähnlichkeit zwischen Bildern und Wörtern.
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Es gibt drei Möglichkeiten, Numpy's inneren Produktquellcode zu schreiben, wie unten gezeigt, und die Ergebnisse sind die gleichen, egal welche Methode Sie verwenden, aber wenn Sie mit Python 3.6 oder höher arbeiten, empfehle ich die Verwendung von @, weil es am lesbarsten und am einfachsten zu schreiben ist (ab 9.9.20 war Colab's Python in der Version 3.6.9).
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Übrigens können Sie die Version der Jupyter Notebook-Python-Umgebung, die Sie gerade ausführen, mit dem Befehl magic erhalten.
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T-Methode in der vorherigen Berechnung des Innenprodukts, wobei T für Transponieren steht, was bedeutet, dass die Zeilen und Spalten ersetzt werden müssen. Bei der Berechnung des inneren Produkts ist die Form des Objekts sehr wichtig: Wir können das innere Produkt der Matrizen L x N und N x M berechnen, aber nicht die Matrizen N x 
L und N x M. Im vorhergehenden Beispiel wird das Produkt automatisch als Produkt einer 1 x 3-Form w und einer 3 x 1 x berechnet, ohne die T-Methode zu verwenden, da das Produkt zwischen zwei eindimensionalen Ndarrays berechnet wurde.

Wenn Sie diese Transpositionsmatrix auf das oben erwähnte Pferdebild anwenden, werden die Zeilen und Spalten in der Ausgabe wie unten gezeigt vertauscht, was Ihnen helfen soll, eine Vorstellung davon zu bekommen, was Sie erwartet.
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Numpy hat viele Funktionen, die wir noch nicht behandelt haben, aber wir empfehlen die Numpy-Übungen
 auf Github, die Ihnen helfen werden, Ihre Numpy-Fähigkeiten zu verbessern, indem Sie gute Fragen durcharbeiten.



11. Matplotlib





　
Matplotlib ist eines der beliebtesten Datenvisualisierungstools für Python, und obwohl Pandas intern auch Matplotlib für die einfache grafische Darstellung und Anzeige verwendet, ist dies nur ein kleiner Teil der Funktionalität von Matplotlib. Matplotlib enthält viele Module, aber dieses Buch kann sie nicht alle abdecken, wenn Sie sie also benötigen, schauen Sie bitte auf der offiziellen Webseite (https://matplotlib.org/py-modindex.html)
 nach.

Beschriftung von Legende, Titel, X-Achse und Y-Achse


　
First, werfen wir einen Blick auf das am häufigsten verwendete Pyplot-Modul, plot (üblicherweise als import matplotlib.pyplot als 
plt importiert und in der abgekürzten Form plt verwendet). Führen Sie den folgenden Code aus, um zwei Daten plt.plot zu plotten, deren x-Achse der Index (eine ganze Zahl zwischen 0 und 3) und deren y-Achse [10, 100, 50, 80], [100, 70, 30, 30] ist. Sie können die Legendenmethode zur Anzeige der Legende aufrufen, indem Sie das Schlüsselwort label übergeben. Sie können label als Schlüsselwortargument übergeben und die Legendenmethode aufrufen, um die Legende mit der angegebenen Beschriftung anzuzeigen. Das x-Achsen-Label und das y-Achsen-Label können in den Methoden plt.xlabel bzw. plt.ylabel angegeben werden. Der gesamte Diagrammtitel kann Zeilenvorschubcodes verarbeiten, so dass Sie plt.subplot nicht verwenden müssen, um einen zweizeiligen Titel anzuzeigen.
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Balkendiagramme

Betrachten wir nun die Daten als Balkendiagramm. Das Balkendiagramm kann mit der Methode pyplot.bar angezeigt werden.

[image: ]


Spezifikation der Serienfarbe

Sie können Farbe als Argument für die Balkenmethode verwenden, um sie in jeder beliebigen Farbe anzuzeigen, oder Sie können hex verwenden, um RGB anzugeben.
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Histogramm

Als nächstes werfen wir einen Blick auf ein Histogramm (Häufigkeitsverteilung), das mit der plt.hist-Methode leicht gezeichnet werden kann. Das erste Argument sind die Daten und das zweite ist das Intervall (der Bereich der zu aggregierenden Häufigkeiten). Im folgenden Beispiel wird der Bereich durch Division durch 10 von 0 bis 110 mit Hilfe des Listenverständnisses spezifiziert. Rwidth gibt die Breite des Intervalls jedes Balkens an, 
aber ich habe es auf 0,8 gesetzt, um es leichter erkennbar zu machen (um zu verhindern, dass die Balken aneinander kleben).
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Streudiagramm


　
Scatter Diagramme sind nützlich, wenn Sie die Korrelation zwischen zwei oder mehr Variablen sehen möchten. plt.scatter kann zum Zeichnen eines Streudiagramms verwendet werden. Es gibt viele andere Markierungen, die es Ihnen ermöglichen, einen Stern, eine Leiste und einen Kreis mit "*", "x" bzw. "o" anzugeben. Bitte besuchen Sie die offizielle Website (
https://matplotlib.org/3.2.1/api/markers_api.html). Wenn Sie den Marker vergrößern möchten, geben Sie ihn mit einem s an. Das 
folgende Beispiel zeigt ein Streudiagramm mit großen schwarzen Sternen. Das folgende Beispiel zeigt ein Streudiagramm mit großen schwarzen Sternen.
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Stapel-Plot


　
Stack Diagramme werden verwendet, um den Prozentsatz der Daten für jeden Balken in einem Balkendiagramm darzustellen. Die Anzeige der Legende des Stapeldiagramms erfordert eine gewisse Technik, daher beziehen Sie sich bitte auf den folgenden Code. Im Zeitalter der neuen Lungenentzündung, wenn wir zu einer landesweit zurückgezogenen Bevölkerung geworden sind, ist es sehr wichtig, den Rhythmus unseres Lebens zu regulieren. Lassen Sie uns daher plt.stackplot verwenden, um den prozentualen Anteil der Zeit, die 
wir in einer Woche schlafen, essen, arbeiten und spielen, zu visualisieren.
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Tortendiagramme

　　

I halten Tortendiagramme (Tortendiagramme) für eine nützliche Methode zur Darstellung des Prozentsatzes, und ich habe den Prozentsatz bezogen auf die gerade erwähnte Aktivitätszeit in Tortendiagrammen wie folgt ausgedrückt.

Der Startwinkel wird verwendet, um das Kreisdiagramm in den Winkel zu kippen, in dem es gestartet wurde, und der Schatten wird verwendet, um einen Schatten auf dem Diagramm zu erzeugen. Ich habe auch das dritte Element (=Wiedergabe) in explodieren hervorgehoben, so dass es ein bisschen überhängt; in autopct zeige ich es als Prozentsatz an.
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３
D Grafik


　
There sind viele Phänomene in der Welt, die nicht in zwei Dimensionen beurteilt werden können. Zum Beispiel wäre es nicht möglich, das Infektionsrisiko in Japan allein anhand der Zahl der Menschen zu beurteilen, die in diesem Land mit einem neuen Typ von Coronavirus infiziert sind. Andere Variablen wie die Anzahl der 
PCR-Tests und die Sterblichkeitsraten sowie qualitative Bewertungen sollten ebenfalls in die Beurteilung des Infektionsrisikos einbezogen werden.


　
Also, in tiefem, betreutem Lernen ist es das Ziel, Gewichte zu finden, die den Verlust (den Fehler zwischen der richtigen Antwort und dem Ergebnis des Modells) minimieren, aber was in einer Dimension ein Minuswert sein kann, kann in einer anderen Dimension zu einem Sattelpunkt konvergieren (Falle), der in einer anderen Dimension ein Maximalwert ist.


　
Visualizing up the dimensions ist sehr wichtig, um das Wesen der Dinge zu erfassen, daher werde ich erklären, wie man sie mit Axes3D von mpl_toolkits.mplot3D dreidimensional visualisieren kann.

Versuchen Sie, den folgenden Code so schnell wie möglich auszuführen.
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Sie sehen nun ein Konturdiagramm mit einer schüsselförmigen Konturlinie am unteren Rand, wie in der Abbildung oben dargestellt. Dies ist ein Diagramm, das Folgendes veranschaulicht

 

[image: ]


　

Sie können eine dreidimensionale Oberfläche mit Axes3D.plot_surface und Axes3D.contour zeichnen.

Sie können die Farbkarte mit cmap angeben, die das Argument für plot_surface ist. Die kommentierte cm.summer hat auch schöne Farben, also probieren Sie es bitte aus. Wenn Sie Axes3D.scatter 
anstelle von contour verwenden, können Sie auch ein 3D-Streudiagramm zeichnen. In diesem Beispiel haben wir eine Funktion gezeichnet, aber 3D-Streudiagramme werden auch oft zum Plotten realer Daten verwendet.


　
Numpy.meshgrid ist eine Methode zur Erzeugung von Gittern. Man kann sich ein Gitternetz als ein Gitter aus allen Kombinationen von Elementen im Bereich der x- und y-Achse vorstellen. Es ist schwer mit Worten zu erklären, also lassen Sie uns den folgenden Quellcode ausführen.
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Oben konnten wir leicht die Gitterpunkte für alle Kombinationen von ganzen Zahlen mit x von 1 bis 3 und y von 1 bis 3 erhalten. Dies ist sehr nützlich, um die Ausgabe einer Funktion zu visualisieren, die x und y als ihre Argumente nimmt. Im vorherigen 3D-Diagramm haben wir 256 Elemente auf der x- und y-Achse erzeugt, die jeweils im gleichen Abstand von -10 bis 10 lagen, und alle Kombinationen ebenfalls als Gitterfolge generiert.

Dann lassen Sie uns eine weitere Funktion anzeigen, [image: ]
.

Wenn Sie die Zeile cmap='summer' in plot_3d_func auskommentieren und den Code ausführen, sieht die Ausgabe wie 
folgt aus.
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Dann lassen Sie uns den Graphen der Funktion, [image: ]
.

Auch hier habe ich die cmap auf kühl-warm gestellt.
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Please beziehen Sie sich auf das offizielle mplot3d Tutorial - Matplotlib 2.0.2 Dokumentation, um mehr über Visualisierungstechniken in drei Dimensionen zu erfahren, da Sie im offiziellen mplot3d Tutorial vielfältigere Methoden lernen können.


　

I hoffen, dass Sie am Ende dieses Kapitels eine Vorstellung davon haben, wie leistungsfähig die Visualisierungsfunktionen von Matplotlib sind, und dass Sie jede Art von Grafik zeichnen können. Es gibt einige Funktionen, die in diesem Buch nicht behandelt werden, also lesen Sie bitte das offizielle Tutorial (https://matplotlib.org/tutorials/introductory/pyplot.html), wenn Sie es benötigen.



12. Scikit-Lernen




Scikit-Learn bietet eine Vielzahl von Algorithmen für maschinelles Lernen, die Sie leicht ausprobieren können. Wenn Sie ein Anfänger sind, gibt es drei Hauptpunkte, an denen Sie bei der Verwendung von Scikit-Learn hängen bleiben könnten.

1. Vorverarbeitung von Echtdaten

2. Auswahl der Algorithmen

3. Auswahl von Hyperparametern

Da Sie Numpy/Pandas/Matplotlib im vorigen Kapitel zur freien Transformation und Visualisierung der Form und der Dimensionen Ihrer Daten verwenden konnten, hoffe ich, dass Sie in der Lage sind, die 1) Vorverarbeitungsaufgabe zu lösen. Wenn Sie die Beispiele in diesem Kapitel ausführen und ausprobieren, werden Sie hoffentlich feststellen, dass Sie leicht ein maschinelles Lernmodell erstellen und die Vorverarbeitungsaufgabe mit einer kleinen Menge an Code lösen können.

2) Für die Auswahl des Algorithmus gibt es auf der offiziellen Website von Scikit-Learn ein sehr nützliches Diagramm mit dem Titel Choosing the right estimator - scikit-learn 0.22.2 documentation, das hier zu finden ist, siehe Der Hauptpunkt ist, dass durch die sequentielle Beantwortung der Fragen, wie z.B. wie viele Daten verfügbar sind und ob es sich um ein Klassifizierungsproblem handelt, das ein nicht-kontinuierliches Label anwendet, oder um ein Regressionsproblem, das eine kontinuierliche Zahl vorhersagt, eine Entscheidung über den zu verwendenden Algorithmus getroffen werden kann.

3) Hinsichtlich der Auswahl von Hyperparametern (Parameter, die in jedem Algorithmus als Ausführungsargumente übergeben werden, Anzahl der Trainingsepochen usw.) ist es selbst für Profis im Bereich des maschinellen Lernens beruflich schwierig, aber es gibt weithin bekannte Methoden wie Zufallssuche, Bayes'sche Optimierung, Gittersuche usw., wenn Sie also an diesen Methoden interessiert sind, wenden Sie sich bitte Solange der verwendete Algorithmus nicht zu falsch ist, ist es möglich, ein gewisses Maß an praktischer Genauigkeit zu erreichen, indem man Simulationen durchführt und dabei auf Bewertungsindikatoren wie Verlust und Genauigkeit achtet, so dass wir in diesem Buch nicht ins Detail gehen werden.

In diesem Kapitel erfahren Sie zunächst, wie Sie Ihre Beispieldaten mit der SVM/RandomForest/XGBoost-Software, die mit Scikit-learn gebündelt ist, klassifizieren. Zuletzt werden Sie Ihr maschinelles Lernmodell an realen Daten trainieren, um Klassifikation (Beschriftung) und Regression (Raten) durchzuführen.

SVM:Support-Vektor-Maschine

SVM ist eine Klassifizierungsmethode, die durch fortgeschrittene mathematische Theorie untermauert wird. Bis zur ILSVRC im Jahr 2012 wurde die Bilderkennung oft als SVM bezeichnet, und die Grundidee hinter SVM ist sehr klar: durch das Finden der Grenzebene (oder Grenzlinie im Falle zweidimensionaler Daten), die den Abstand zwischen den Daten und der Klassifizierung maximiert. Um dies zu erreichen, verfolgt SVM den Ansatz, hochdimensionale Daten abzubilden und sie im hochdimensionalen Raum linear zu klassifizieren, und dieses Abbilden wird als Kernel-Funktion bezeichnet, und das Abbilden wird als Kernel-Trick bezeichnet, wie ich es nenne.

Es ist nicht einfach, es nur anhand der Erklärung zu verstehen, also schauen wir uns die Beispieldaten und den Arbeitscode an.

Lassen Sie uns zunächst die Daten, die wir klassifizieren wollen, mit Hilfe der Matplotlib auf einem Streudiagramm darstellen.
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Da wir das Listenformat nicht in das Scikit-Learn-Modell eingeben können, werden wir es in ein Numpy.ndarray-Format konvertieren, bei dem es sich um ein zweidimensionales Array handelt. Da SVM eine überwachte Klassifikation ist, müssen wir auch einige Lehrer-Etiketten vorbereiten. Die Lehrer-Etiketten entsprechen den Klassifikationsetiketten, wobei 0 Etikett 1 und 1 Etikett 2 ist.
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Der folgende Code definiert dann den SVM-Klassifikator. Die Kernel-Funktion verwendet eine lineare Abbildung.
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Der folgende Code wird das maschinelle Lernen (Training) für Sie übernehmen.

[image: ]


Nun, da wir das Modell bereits trainiert haben, werden wir versuchen, die Vorhersageaufgabe sofort zu lösen.

Angesichts eines neuen Punktes (0,38, 0,8) wollen wir versuchen, vorherzusagen, welches Etikett dies sein wird. Aus menschlicher Sicht sieht es so aus, als bekäme es das Label 0 (d.h. dasselbe Label wie (1, 5)), aber ich konnte es wie erwartet klassifizieren, als ich es mit der SVM vorhergesagt habe.
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Werfen wir einen Blick auf den folgenden Code, um die Grenzen zu visualisieren, die die trainierte SVM zur Entscheidungsfindung verwendet.
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Werfen wir einen Blick auf vier weitere Unbekannte, führen die Vorhersageaufgabe durch und berechnen den Prozentsatz der richtigen Antworten (Genauigkeit). Die Genauigkeit wird als der Prozentsatz aller Ereignisse berechnet, bei denen die Vorhersage mit dem wahren Ergebnis übereinstimmt.
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Die Vorhersagen des SVM-Modells, das wir in dieser Studie erstellt haben, waren zu 100 % richtig, wenn es keine Abstimmung gab. Ich denke, dies bestätigt, dass die Kernel-Funktion wahrscheinlich für linear trennbare (linear trennbare) Stichprobendaten ausreichend genau ist.

RandomForest


　
Next, erstellen wir ein Modell unter Verwendung einer Klassifizierungstechnik namens RandomForest, die einen Entscheidungsbaum (DecisionTree) anwendet, und trainieren und testen es dann mit den Trainingsdaten, die wir gerade verwendet haben.
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Even im RandomForest-Modell lag der Prozentsatz der richtigen Antworten für die Stichprobendaten bei 100 % für keine Abstimmung. Die Methode des überwachten Lernens kann letztendlich auf die Aufgabe abstrahiert werden, ein kontinuierliches 
oder diskontinuierliches Muster aus den Eingabedaten auszugeben. Die Grundidee von Entscheidungsbäumen besteht also darin, dass wir, wenn wir prüfen, welche Merkmale in den Eingabedaten welche Werte annehmen, und dann Verzweigungsbedingungen (Verzweigungspfade) erstellen, wie bei Aussagen in der Programmierung, die bedingte Verfeinerung schließlich auf eine einzige Ausgabe beschränken können, die für eine Vorhersageaufgabe verwendet werden kann. RandomForest wÃ?hlt diese Merkmale nach dem Zufallsprinzip aus, um mehrere EntscheidungsbÃ?ume zu erstellen, und entscheidet dann die endgÃ?ltige Ausgabe des Modells durch Mehrheitsbeschluss auf der Grundlage der Vorhersageergebnisse dieser EntscheidungsbÃ?ume.


　
Learning mit mehreren Modellen auf diese Weise wird Ensemble-Lernen genannt. Auch die Methode des parallelen Trainings mit mehreren Modellen und einigen Daten aus dem Ganzen wird, wie bei RandomForest, Bagging genannt.

XGBOOST(Klassifikation)


　
On andererseits wird die Methode, einige Daten iterativ zu extrahieren und sequentiell zu trainieren, Boosting genannt. Bei der Boosting-Methode wird zuerst ein Modell erstellt und trainiert, dann werden die Parameter angepasst, um die richtigen Antworten auf falsch erkannte Daten zu priorisieren, dann werden die falschen Daten gegen die falschen Daten im vorherigen Modell gewichtet und das Training fortgesetzt, und schließlich wird die Ausgabe als ein einziges Modell generiert. Diese Verstärkung wird auf eine Methode namens XgBoost angewendet, die oft an der Spitze des internationalen Datenanalyse-Wettbewerbs Kaggle zu sehen ist. Da das Boosten sequentiell erfolgt, ist die Lernzeit tendenziell genauer als beim Bagging, das parallel gelernt werden kann, wie z.B. RandomForest, anstatt mehr Rechenzeit zu benötigen. Es ist jedoch nicht bekannt, dass XgBoost für typische lineare trennbare Probleme sehr genau ist, mit einer 40%igen Korrektheitsrate für die folgenden Probleme.
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XGBOOST(Regression)


　
So Bisher haben wir eine Klassifizierungsaufgabe (Vorhersage diskontinuierlicher Etiketten) mit Hilfe eines maschinellen Lernmodells durchgeführt, das wir mit SVM/RandomForest/XgBoost anhand von Beispieldaten erstellt haben. Als Nächstes führen wir ein Regressionsproblem (Vorhersage kontinuierlicher Werte) beim maschinellen Lernen mit XgBoostRegressor durch.


　
The werden Muster-Trainingsdaten für 10 Personen mit den folgenden Angaben zu Größe und Gewicht erstellt. Die richtige Antwortkennung ist BMI. Wenn wir die BMI-Funktion allein aus den Daten ableiten können, haben wir ein Modell zur Vorhersage des BMI aus Größe und Gewicht mit Hilfe des maschinellen Lernens trainiert.
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Der folgende Code trainiert den XgBoostRegressor (das XgBoost-Modell für die Regressionsaufgabe). Außerdem. Wir haben Testdaten über die Größe und das Gewicht von vier Personen vorbereitet und eine Vorhersageaufgabe durchgeführt. Ist es möglich, den BMI dieser vier Personen vorherzusagen?
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Lassen Sie uns die korrekten und vorhergesagten Ergebnisse mit der Matplotlib visualisieren. Obwohl es nur 10 Trainingsdaten gab, kann man sehen, dass die richtige Antwort und die Vorhersageergebnisse recht nahe beieinander liegen.
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Bei der Auswertung der Regressionsaufgabe wird der Fehler (die Differenz zwischen den vorhergesagten Daten und den richtigen Daten) verwendet, je kleiner der Fehler, desto genauer ist die Vorhersage. Es gibt verschiedene Arten von Fehlern, aber im Allgemeinen wird der mittlere quadratische Fehler (MSE) oder der mittlere quadratische Fehler (MSER) verwendet.

[image: ]


Scikit-Learn hat auch eine praktische Methode, um diese Werte zu berechnen, also lassen Sie sie uns verwenden.
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Trotz der Tatsache, dass wir nur 10 Daten angegeben haben und darüber hinaus keine Abstimmung der Hyperparameter vorgenommen haben, können wir sehen, dass die Fehler relativ gering sind.



13. Kerzen





　
Keras ist eine hochrangige Bibliothek für neuronale Netze, die von Francois Chollet von Google entwickelt wurde, der sie als Wrapper für TensorFlow entwickelt hat. Es ist ein intuitiver Weg, neuronale Netze zu erstellen, selbst für Anfänger mit tiefem Lernvermögen.

LeNet


　
AlexNet, das den Bilderkennungswettbewerb 2012 (ILSVRC2012) dominieren konnte, ist eine Art faltendes neuronales Netz, und dieses faltende neuronale Netz basiert auf LeNet, das von Prof. Yann 
Lecun entwickelt wurde. Keras Es ist relativ einfach, LeNet in LeNet zu implementieren, und wir hoffen, dass Sie die Genauigkeit erfahren können, die wir mit dem einfachen neuronalen Netz, das wir in der MNIST-Tiefenlernmethode am Anfang dieses Artikels verwendet haben, nicht erreichen konnten.

Zunächst importieren wir die erforderlichen Bibliotheken.

[image: ]


Definieren Sie die Funktionen, die das LeNet-Modell definieren.[image: ]


Laden Sie die MNIST-Daten. Die Vorverarbeitung ist auch dann nützlich, wenn sie an einer Stelle methodisiert ist, daher klassifizieren wir sie wie folgt.


[image: ]


Es ist nicht immer einfach, Parameter für Bewertungsfunktionen usw. zu spezifizieren, deshalb definieren wir eine zu trainierende Klasse, indem wir ein Modell angeben.

[image: ]


Die MNIST-Daten werden geladen. Obwohl Normalisierung und Formtransformation in der Vorverarbeitung durchgeführt werden, ist es wichtig zu beachten, dass die Eingabe in das faltende neuronale Netz ein 28 x 28 Pixel großes Bild ist, das so eingegeben wird, wie es 
ist, ohne Abflachung, so dass die Form nicht die gleiche ist wie die Eingabe in das einfache neuronale Netz der kürzesten MNIST-Tiefenlernmethode am Anfang.

[image: ]


Das Modell wird durch Instantiierung wie folgt erstellt: summary() zeigt die Zusammenfassung des Modells an. Da die Anzahl der Parameter relativ groß ist (1.256.080), wird empfohlen, den GPU-Modus von Colab zu verwenden, da es lange dauern wird, das Modell auf der CPU zu trainieren.

[image: ]


Die Schulung wird von der Trainer-Klasse durchgeführt. Die Lernrate wird mit Adam() angepasst.
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Die Epoche von 6 bis 19 wird der Kürze halber weggelassen.
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Wir werden auf dem von uns erstellten Modell eine Vorhersageaufgabe zur Zahlenerkennung durchführen und die Verlust- und Korrektheitsraten untersuchen. Im Fall des neuronalen Netzes mit flacher Eingabe, das im Kapitel über das kürzeste MNIST zu Beginn dieses Artikels vorgestellt wurde, betrug der Prozentsatz der richtigen Antworten in den Testdaten etwa 97-98%, während LeNet den Prozentsatz der richtigen Antworten in den Testdaten auf 99,1% erhöhen konnte. Sie waren in der Lage, die Genauigkeit so weit zu verbessern, dass sie trotz der Tatsache, dass sie einbezogen wurden, eine von 100 Karten falsch oder falsch beantworten konnten. Man nimmt an, dass diese Leistung damit zusammenhängt, dass die Struktur des Faltungsnetzes vom menschlichen visuellen Kortex inspiriert wurde.
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VGG


　
A ein vortrainiertes Modell eines Datensatzes von über einer Million Bildern mit dem Namen ImageNet wurde unter Verwendung der VGG von Oxford veröffentlicht, die bei der ILSVRC2014 den zweiten Platz belegte. In diesem Kapitel werden wir, um eine praktischere Anwendung künstlicher Intelligenz zu entwickeln, dieses Modell verwenden, um ein beliebiges Bild zu erkennen und den Quellcode auszuführen, um vorherzusagen, was in dem Bild dargestellt wird. Zuerst laden wir das Bild, das wir erkennen wollen, in den temporären Bereich von Colab hoch.

Klicken Sie auf das Ordnersymbol im linken oberen Menü von Colab, klicken Sie dann auf die Schaltfläche "Hochladen" und laden Sie jede gewünschte Bilddatei hoch. Wenn Sie sie, wie unten gezeigt, in den übergeordneten Ordner legen, können Sie auf sie verweisen, indem Sie den relativen Pfad des aktuellen Verzeichnisses angeben. Der Autor hat ein Ziegenbild hochgeladen, das in einem bestimmten Zoo in Japan aufgenommen wurde.

[image: ]


Zuerst stellen wir sicher, dass das Bild hochgeladen und von Colab mit Matplotlib bearbeitet wird.
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Dann importieren wir die Bibliotheken, die zum Laden des VGG-Vorschulungsmodells benötigt werden.
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Der folgende einfache Code kann zum Laden eines VGG16-Modells verwendet werden, das auf ImageNet vortrainiert wurde.
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Versuchen wir als nächstes die Bilderkennung. Das ImageNet ist ein Datensatz von mehr als einer Million Bilder mit einer Größe von 224 x 224 Pixeln, also passen wir die Größe der Originalbilder an, trainieren sie und führen die Vorhersageaufgabe aus. Wir verwenden also decode_predictions, um es in ein Label zu konvertieren.
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Die Top 1 war ein Widder. Es mag wahr sein, aber es gab keine Ziegen 
(Ziegen) unter den ersten 10, weil es nicht viele japanische Ziegen in den Trainingsdaten von ImageNet gab. Es ist bekannt, dass die japanischen Daten und die ImageNet-Daten unterschiedlich sind, so dass Udon- und Herzogsnudeln als Spaghetti beurteilt werden. Um mit japanischen Bilddaten umgehen zu können, ist es notwendig, einen Teil des Modells, der nahe an der Ausgabeschicht des vortrainierten Modells liegt, neu zu trainieren, das so genannte Feintuning. Ich werde die Feinabstimmung in diesem Buch nicht behandeln, aber wenn Sie daran interessiert sind, gibt es einen Artikel in Qiita, der sich mit der Erstellung einer KI für die Gesichtserkennung befasst, indem alle gekoppelten Schichten mit VGG16 verbunden werden und die GPU zur Feinabstimmung von VGG16 verwendet wird.

Da ImageNet zunächst ein amerikanisch-zentrierter Datensatz ist, dachte ich mir, dass er erkannt werden sollte, wenn er amerikanisch aussieht, also habe ich mir ein Bild von einem Hamburger besorgt und es erkennen lassen.
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Zu meiner Überraschung antworteten sie dann mit 100-prozentigem Vertrauen, dass es sich zu 100 % um Cheeseburger handelte, einschließlich der Art des Burgers, und sie waren zu 100 % korrekt. Schließlich sieht es so aus, als sollten wir ImageNet wie ein amerikanisches Auge behandeln.



Datenverbindung für die neue Corona (covid-19)





　
A Eine Vielzahl von Daten, darunter Daten über die Anzahl der Tests und Fallserien der neuen Koronaviren nach Region und die Anzahl der mit den neuen Koronaviren infizierten Menschen, sind der Öffentlichkeit zugänglich, und es finden verschiedene Wettbewerbe statt, weshalb ich Links zu den bekanntesten nationalen und internationalen Wettbewerben eingefügt habe, jeweils einen für jeden.


　
If Sie sind ein Datenwissenschaftler, Ingenieur für maschinelles 
Lernen oder ein anderer Fachmann. Wenn Sie Ihre Datenanalyse-Fähigkeiten einsetzen, um die Ergebnisse Ihrer Analyse zu verbreiten, kann dies zur Rettung von Leben führen. Und wenn Sie ein Anfänger sind, wenn Sie dieses Buch sorgfältig gelesen haben, während Sie den Quellcode ausführen, werden Sie erfahren genug sein, um prädiktive Modelle zu erstellen und die Ergebnisse in einem Wettbewerb einzureichen. Kaggle wird auch in der Lage sein, Numpy/Pandas/Matplotlib zu verwenden, um EDA zu erstellen ( Viele Notizbücher mit den Ergebnissen der explorativen Datenanalyse sind bereits erhältlich, so dass Sie nicht am Wettbewerb teilnehmen müssen, um sich darauf zu beziehen, was sehr hilfreich ist. Wir hoffen, dass Sie es versuchen werden!

Kaggle(Englisch)


https://www.kaggle.com/covid19


SIGNATE(Englisch/Japanisch)


https://signate.jp/competitions/260
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data = keras.utilsto_categorical(data, self.num_classes)
else:
data = data.astype("float32")

data /=255

shape = (data.shapel0],) + self.image_shape
data = data.reshape(shape)

retur data:






OEBPS/image_rsrc19X.jpg
xgbr_model = xgb. XGBRegressor(random_state=0)
xgbr_modelfit(X,

X_test=np.array([
1169, 65,

[158, 45,

1150, 45,

1175, 65,

1
)
Y_test=get_bmiX_test)

prediction = xgbr_model.predict(X_test)
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pd.merge (df

Output.~

df2, on:

0

s

Year
2010
20m
2012
2013
2014
2015
2016
2017
2018
2010
2020
2021
2022
2023
2024
2025
2026
2027
208
2029
2030
2031

Random_x Random_y

0077238
0250203
0601560
0644055
0856640
0465893
0132779
0849658
0273191
0970955
0732040
0959330
0324461
0956938
0.448081
0851742
0652935
0685593
0611289
0951157
0569948

NaN

NaN
0288115
0610345
0044870
0960191
0221651
0537764
0312864
0864590
0615659
0193200
0973050
0607832
0871722
0197782
0327532
0061544
0163434
0649251
0862454
0665695
0239212
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Output:+.

o

© ® N O o A w N

N-E-E-E-Ea-E
S ®® N ® o~ @ N = 0

Year
2010
2011
2012
2013
2014
2015
2016
2017
2018
2019
2020
2021
2022
2023
2024
2025
2026
2027
2028
2029
2030

Random_x
0077238
0.250203
0601560
0.644055
0.856640
0.465893
0132779
0.849658
0273191
0970955
0732940
0959330
0.324461
0956938
0.448081
0851742
0652935
0685593
0611289
0951157
0569948

Random_y

NaN
0288115
0610345
0.044870
0960191
0221651
0537764
0312864
0.864590
0615659
0.193200
0973050
0607832
0871722
0197782
0327532
0061544
0163434
0649251
0862454
0665695
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pd.merge(df1, df2, on
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© ® N O o AW N

©®» 3o o x N~ o0

Year
2011
2012
2013
2014
2015
2016
2017
2018
2019
2020
2021
2022
2023
2024
2025
2026
2027
2028
2029
2030

Random_x
0.250203
0601560
0.644055
0.856640
0.465893
0132779
0.849658
0273191
0970955
0.732940
0959330
0.324461
0956938
0.448081
0851742
0652935
0685593
0611289
0951157
0569948

Random_y
0288115
0610345
0.044870
0960191

0221651

0537764
0312864
0.864590
0615659
0.193200
0.973050
0607832
0871722
0197782
0327532
0061544
0.163434
0649251

0.862454
0665695
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years_random2 = {"Year':[y for y in range(2011, 2032)],
*Randon’ : [random. random() for y in range(21)],

}

df2 = pd.DataFrame(years_random2)
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score

odel.evaluate(_test, y_test, verbose=0)
y_pred = model.predict(x_test)
print(f"Loss: ), Accuracy:{score[11}°)
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Epoch 20/20¢
48000/48000
val_loss: 0.0607 - val_accuracy: 0.9304¢

0022 - accuracy: 0.9994 -
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import random
years_random1 = {"Year':[y for y in range(2016, 2031)],

*Randon’ : [random. random() for y in range(21)],

B

df1 = pd.DataFrame(years_random1)
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import matplotiib.pyplot as pit
#Please upload any file from the left folder mark and then specify

ad_img(image_path, target_size:
pltimshow(image)
plt.show()
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Output.
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Random

2030
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Files
<> =

[+ |8
> Bm sample_data
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df head(

o

Output
N

Year Index |
0 2010 0
1 201 1
2012
2013
2014
2015
2016
2017
2018

© ® N O o A w N
© w N o o s ow N

2019
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df.sample(5)

Output:+
Year Index
7 2017 7
2 2012 2
9 2019 9
16 2026 16
8 208 8
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from keras.applications.vgg16 import VGG16
from keras.applications.vgg16 import preprocess_input, decode_predictions

import keras.preprocessing.image as Image
import numpy as np
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OEBPS/image_rsrc1AG.jpg
image_path="
#Please upload any file from the left folder mark and then specify it.

image = Image load_img(jmage_path, target_size={222,224))
pltimshow(image)

Output:e.
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print(df.head())

Output:+
Year Indexv
o 2010 I
1 2011 1
2 2012 20
3 2013 30
1 2012 w0
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5 224))

image.img_to_array(image)
p.expand_dims(x, axis=0)
X=preprocess_input(x)

model.predict(x)
= decode_predictions{result, top=10){0]
res in result:
print{f"Label:{res{ 11}, Probability:{round(100*res[2],1)}5

output:

Label:ram, Probability:36.3% 4
Label:ox, Probability:17.8%

orzoi, Probability:17.5%
xcart, Probability:7. 1%+
lbizan_hound, Probabilty:4.8%
worm_fence, Probability:2.9%:
Labelwallaby, Probability:2.8%-
Labellama, Probabilty:1.6%«
Label:hog, Probability:1.0%«
Label:kelpie, Probability:0.6%-
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trainer = Trainer(mode},loss: X ", optimizes
trainer.train(_train, y_train, batch_

dam())
. epochs=20, validation_split=0.2).

Outpt

Train on 48000 samples, validate on 12000 samplese
Epoch 1/20¢

48000/48000
val_loss: 00415 -val_accuracy: 0.9904¢
Epoch 2/20¢

48000/48000 [:
val_loss: 0.0339 -val_accuracy: 0.9923¢
Epoch 3/20¢

48000/48000
val_loss: 0.0400 -val_accuracy: 0.9908¢
Epoch 4/20¢

48000/48000
val_loss: 00538 -val_accuracy: 0.9883¢
Epoch 5/20¢

65 118us/step - o

0087 - accuracy: 0.9969 -

-5 111us/step -loss: 0.0067 - accuracy: 0.9978 -

-55 110us/step -loss: 0.0052 - accuracy: 0.9984 -

-5 109us/step - loss: 0.0044 - accuracy: 0.9984 -
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model = lenet(dataset.image_shape, dataset.num_classes)

model.summary()

Output:+
Model: "sequential_5"
o
Layer (type) Output shape Param #
conv2d_9(Conv2D)  (None,28,28,20) 520
max_pooling2d_3 (MaxPooling? (None, 14,14,20) 0 © :
conv2d_10(ConvaD)  (None, 14,14,50) 25050 © .
max_pooling2d_10 (MaxPooling (None, 7,7,50) 0 :
Tlatten 5 (Flatten)  (None, 2450) CK :
dense_9 (Dense] {None, 500) 1225500 © :
o
dense_10 (Dense)  (None, 10) 5010 ¢
activation_5 (Activation) (None, 10) o v :

Total params: 1,256,080¢
Trainable params: 1,256,080¢
Non-trainable params: 0¢
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Output.

‘english'e
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Z=X>
+Y?
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import pandas as pd
year_index = {'Year':[y for y in range(2616,
*Index’:[i for i in range(21)],

i

print(year_index)

s
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ffunc_z2(X, Y):
etum X**3 + Y**
Z=func_22(X, )
plot_3d_func(x, Y, 2)

5 100
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.

"ROHERIF TV HATRGIRYEAE DS L, ",
TEH—RAN, T,
L 4] @3, (o9 IKRRW S, .4

A BOFBMLIT T, ThidBe 74/ F7E
A BOFMETHNI, ThERVTATT7 LR, ",
"Reb et (BRTERD WL TIEES LT A FTROT, $obMI~EHE, "1
1
language = "+
if texts in pythonic_english_list:.

language = "english”.
elif texts in pythonic_japanese_list::

language = "japanese”.
else:s
language = "not pythonic™.

return language:

print(get_pythonic_language("Now is better than never.”))e





OEBPS/image_rsrc19J.jpg
(X, Y)
U X2+ Y**:

unc_z3(X, Y)
plot_3d_func(x, Y, 2)

o
Output:e.
.

1000

750

500

5 100
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diversity list = [1, "One’, 1.6, {1':"0ne’}, {'One’}

or element in diversity list:
print(type(elenent))

Output:+

tingse
retrise
"float'>e
dietto
tsett>e
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import matplotlib.pyplot as plt
days = [1,2,3,4,5,6,7]

sleeping = [4,5,5,1,3,9,10]
eating = [2,3,4,5,2,2,3
working = [7,8,7,9,10,2,2]
playing = [11,8,8,9,9,11,9]

plt.plot([],[],color="c", label='sleeping’)

plt.plot([],[],color="orange", label="Eating")
plt.plot([],[],color="k",label="Working")
plt.plot([],[],color="pink’,1abel="Playing’)

plt.stackplot(days, sleeping, eating, working, playing, color:
“orange’, 'k, "pink'])

plt.xlabel( Days")

plt.ylabel("Hours')

plt.title(’Life under COVID-19')

plt. legend()

Life under COVID-19

ing
Eating

— Vrking
Playing
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def get_pythonic_language(texts): .
""" Return which language a pythonic sentence is written in..

@args: .
texts(str):input text.
@Returns: .
language(str):language of the input text.
i
pythonic_english_list = [+
“The Zen of Python, by Tim Peter:
eautiful is better than ugly.
“Explicit is better than implicit.”,.
“simple is better than complex.”,.
“Complex is better than complicated.”,:
“Flat is better than nested.”,
parse is better than dense.
eadability counts.
pecial cases aren’t special enough to break the rules.”, .
Ithough practicality beats purity
rrors should never pass silently.
“Unless explicitly silenced.”,
“In the face of ambiguity, refuse the temptation to guess.”,:

“There should be one-- and preferably only one --obvious way to do it.”,:

‘Although that way may not be obvious at first unless you're Dutch.”,
iow is better than never.”,
Ithough never is often better than *right* now.",:
f the implementation is hard to explain, it's a bad idea.”,:
f the implementation is easy to explain, it may be a good idea
“Namespaces are one honking great idea —- let's do more of those!
1
pythonic_japanese_list = [+
"python B F .l BB,
MRS 3 TBE] XAV, ",
TEATRE] W3 TRERE] £YBRw. ",
LU T kYRR, T,
" TABZASTB] XY M) BFHEHvL, =0
[z MEEl &Y (05 bRiEE] OB, ",
FE#l 19 TR OFBE, ",
[FHPTE] FERE, 7,4
HERR Y — R — LB BIE EHBITER . 7,0
"EREIHR SIS, 7,
L5 NTERL TR R, 7,
RECE ML T RVIRD I, ",
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Output:+

<slot "2ip' objecta>e
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30
import numpy as np.

From matplotlib import cm

import matplotlib.pyplot as plt

From mpl_toolkits.mplot3d import Axes3D.

def plot_3d_func(X, Y, 2):
" Three-dimensional plot of a function Z with inputs of two variables X
and Y-

Args:

X: ndarray
ndarray.
ndarray.

fig = plt.figure(figsize = (10, 1))
ax = fig.add_subplot(1, 1, 1, projection=

)

ax.set_xlabel("x", size = 15)
ax. set_ylabel size = 16)
ax.set_zlabel("z", size = 15)
ax.plot_surface(X, Y, Z, cmap=cm.coolwarm)

sur

n. sumn

ax.contour(X, Y, Z, colors = "blue”, offset = 1)

atter(X, ¥, Z

plt. show()

def func_z1(X, V):
return X*%2 + Y2

x = np.linspace(-19, 10, 256)
y = np.linspace(-19, 10, 256)

X, Y = np.meshgrid(x, y)

# Calling func_z1
func_z1(X, Y)

30
plot_3d_func(X, Y, Z)
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diversity_list = [1, "One’, 1.0, {'1
for element in diversity list:

print(element)

M
Output:
“

10
onev

1.00

{"1': "one'}e
{*one'}e
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import matplotlib.pyplot as plt
days = [1,2,3,4,5,6,7]

sleeping = [4,5,5,1,3,9,10]

eating = [2,3,4,5,2,2,3]

working = [7,5,7,9,10,2,2]

playing ,8,8,9,9,11,0]

slices = [10, 2, 2, 9]

activities = ['sleeping’,eating’, ‘working’, "playi
colors = [‘cyan’, ‘purple’, red’, ‘yellow']
plt.pie(slices, labels-activities, colors=colors, startangle=oo,
shadow=True, explods , 0, , @), autopct %)

plt.xlabel( Days")
plt.ylabel ("Hours")
plt.title(’Life under COVID-19')
plt.legend()

plt. show()

Output:o

Life under COVID-19

Playing
seeping

working

eting

Days





OEBPS/image_rsrc16X.jpg
Output

The Zen of Python, by Tim Peters/ H:

Python Z¥ 714+ £-R—

5
b

Beautiful is better than ugly./ HAJ BE Ik TBE) £NRAL, 0

Explicit g better than implicit, / HAFE : TOHTRL f WETEL LD LA
o

Simpleis better than complex./ HARE 1 Ty > 7by i THE, LWEAL. o
% @ Complex 15 better than complicated./ HASE: TAZA>TU 21 &9
WL BER T, o

:Flat is better than nested,/ HARE:
AL,

Sparse isbetter than dense, / HARE: (&) &9 TR 0F#FAL. ©
:Readability counts, / HAR: Wa®T &) FER,

Special cases aren't special enoughto break the rules. / BARE : #3%s
= R LR BEE 5 CHRITH S L o
Although practicality beats purity./ B
Errors should never pass silently./

TERAMEE £0 75 b afE ©

EAMLEHRE B2, ¢
T WEHCEAL T

“

e
=
W
5
5
[
#
#:
5
5
=
I
e
=
w
#

Unless explicitly silenced./ HASS : 8

AT L T LR I ¢
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In the face of ambiguity, refuse the temptation to guess. / HAH : I8

15 - 10, R TROESHRNCAT B LT, o

There should be one- - and preferably only one - - obvious way to do

it/ EHAR 1B, TARSL>ETHL A LAV FERS BT, o

Although that way may not be obvious at fir st unless you're Dutch./ H

L DRSS ZATHWEDBIIEDS 2L AL L AL, o

Now is better than never,/ HAF : A —FAL,

Although never is often better than *right+now. / H7?
Su BRI 2. ¢

If the implementation i hardto explain, it's a bad idea, / B

FEEHHT 2 ORBL TR, X REBLTAFTE, ¢

#58 1If the implementation is easy to explain, it may be a good idea, / HA

* OEBEAAT 2 OFWETH AL, FREALT A FTALLRAEL, ©

:Namespaces are one honking great idea - - let's domore of those! / H

Fo AR 2 (BHZRD) B TLEELL LT A PTHOT, Lo oY SR,

LAl r4y
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Ouput:+
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TV A T D bR 7,
FABASTVB] EVIt [ BEHw. ",
T MBEL 0 195y N RHE OFRA
TEl XY B 0BRA.
FavT ] FEE. 7,
"R - 2L - L EB BT LHRITI R
ERRR B, ",

T2 BBHIGEAL T B,
L TORVIRY . 7,
Bk o it HRIL TRSESIRICAY T
5 DB FEI D BT
5L AT IR BT DA s e L
SR—TEN 7,

UL T51 8. TEokd) KRS, 7,
TORBLHAT SOMMLIINL, TRETT A FT s "
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Z=X
+Y?
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T 2OPBETHNE. ThERCTAT7 b Lhie, 7,
"RebAet-2 (BRIERD WL THEES LT A FTROT, $obMlI~EE
1

for english, japanese in zip(pythonic_english list, pythonic_japanese_list):
print(f'%3% : {english},” EA3# : {japanese}")
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x_sample = np.array([1,
y_sample = np.array([,’
X_sample, Y_sample = np.meshgrid(x_sample, y_sample)

print(_sample)
print(Y_sample)

Output:e.

Mm23e ‘
n23pe
23
Mmie
222w
B33
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Output

.

Hello Pythonic Worldle
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X=np.armay(l
1160, 45],.
1180, 701,
1190, 65,
1155, 48,
[168, 65,
[140, 25,
195, 151,
70, 2,
[200, 100],-
1178, 66]

1
)

def get_brmi(hw):
* Calculate BMI
@nrgs

hw(np.array(([height, width],...])): weight and height ndarray{ndim=2).
@Returns.

bmi_arr(np.ndarray): BMI ndarray(ndim=1)

return hwi:, 11/((hwl:, 01/100)*(hw:, 01/100))

t=get_bmi(x)
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pythonic_english_list = [+
The Zen of Python, by Tim Peters”
Beautiful is better than ugly.”,
Explicit is better than implicit.”,
simple is better than complex.”,
Complex is better than complicated.”,:
Flat is better than nested.”,
Sparse is better than dense.”,.
Readability counts.”,:
Special cases aren't special enough to break the rules.”,.
‘Although practicality beats purity.”,
Errors should never pass silently.”,.
Unless explicitly silenced.”, .
In the face of ambiguity, refuse the temptation to guess.”,
There should be one-- and preferably only one --obvious way to do it.”,:
‘Although that way may not be obvious at first unless you're Dutch
Now is better than never.”, .
‘Although never is often better than *right* now.”,:
If the implementation is hard to explain, it's a bad idea.”,
If the implementation is easy to explain, it may be a good idea.”,
Namespaces are one honking great idea -- let's do more of those!"
1
4
pythonic_japanese_list
PythonB¥ 74 L+
MR 3 N5 &) &W%EV@
TEATE] 13 RERAT] LD BRw. ",
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2 0.8, 16,2 17,70, 13, 41, [2, 210).

p-array([0, 1, 1, 1, 01).
gb_model.predict{X_test)
*len(y_testly_ iction])/len(y_test)}s
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import numpy as np

print(np.argmax(prediction[6]))
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X=np.array([
11,51,
I3, 8],
[3,3.41,
[13,25],
7,01,
[5, 101]

I

t=nparray([0, 0, 1,0, 1, 1]);
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OEBPS/image_rsrc19K.jpg
numpy as np

matplotlib.pyplot as pit
from matplotiib import style
style.use("ggplot’)

from sklearn import svm

761
4,25,01,
pltscatter(, y)
plt.show()
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max_iter=-1, probability=False, random_state=None, shrinking=True,
t01=0.001, verbose=False)
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print(prediction

"
output: ¢

[1.4635492e-20 4.3042563=-11 7.65608582-10 1.05909: 1 5.7983397e-16¢|
5.0631535e-21 2.1780077e-25 1 .7560503e-15 3.0590461e-
1170
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cIf = svm.svC[kemel='linear).
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import matplotlib.pyplot as plt
(xo_train, yo_train), (xo_test, yo_test) =
tf.keras.datasets.mnist. load_data()

f plot_randomie(mnist_data, title):
Get 10 randomly from mnist data and draw

fig = plt.figure(figsize=(22,29), dpi
fig.suptitle(title, fontsize=18, x=0, )
for index, x in enumerate(mnist_data[np.randon.choice(np.arange(?,
len(mnist_data)), 10, replace-False)], 1)

ax = fig.add_subplot(2s, 28, index)

plt. imshow(x)

plot_randome(xo_train, 'Train Set')

plot_randome(xo_test, ‘Test set’)

Train Set

Test Set
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rplane)’)

pltscatter(x;
pltlegend()
plt.show()

Output:e.
.

weight:-9.899998505029213¢ |

border line{hyperplane)

0 ©
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n, y_train,

1313/1313
0.0205 - accuracy: 0.9951

- 45 3ms/step - loss: ‘
- val loss: 0.1808 - val_accuracy: 0.87840
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Epoch 20/20¢
1313/1313 [

0.0235 - accuracy: 0.9946 - val los:

] - 75 6ms/step - loss:

0.0397 - val_accuracy:
<tensorflow.python.keras.callbacks.History at 0x7£82e5£al780>

9060
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from sklearn.ensemble import RandomForestClassifier as classifier
random_forest = classifier{random_state=0)
random_forestfit{x, t).

X_test=np.array([(0.35, 0.1, [5, 2, 7,73, [5, 41, 12, 21])
y_test=np.array([0, 1, 1, 1, 0])

prediction = random_forest predict(X _test)

print(f"Accuracy:{100 * len(y_testly_test == prediction])/lenfy_test)}%"):
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model . evaluate (x

st, y_test, verbose:

b
output: ¢

313/313 - 1s - loss: 0.1341 - 0.9811¢
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X_test =nparray([[0.35, 0.1, [5, €1, 1771, T, 21, 2, 21I)
¥_test=nparray(l0, 1, 1,3, 01)
prediction = cif.predict(X_test)

acy:{100 * len(y_testly_test == prediction])/len(x_te
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7
Output

The Zen of Python, by Tim Peters< |
.

Beautiful is better than ugly.e

Explicit is better than implicit.e

Simple is better than complex.e

an complicated.«

Flat is better than nested.<

Sparse is better than dense.¢

Readability counts.<

Special cases aren't special enough to break the rules.e

Although practicality beats purity.<

Errors should never pass silently.e

Unless explicitly silenced.¢

In the face of ambiguity, refuse the temptation to guess.<

There should be one-- and preferably only one --cbvious way to do it.¢
Although that way may not be cbvious at first unless you're Dutch.e
Now is better than never.<

Although never is often better than *right* now.e

he implementation is hard to explain, it's a bad idea.¢

he implementation is easy to explain, it may be a good idea.¢
Namespaces are one honking great idea —- let's do more of those!?
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Output:

array([ True, True, False, False, False])o
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n, y_train,

output: ¢

Epoch 1/200

1313/1313 - 7s éms/step - loss:
0.0248 - & .0107 - val_accuracy: 0.9970¢
Epoch 2/20¢

1313/1313 - 75 éms/step - loss:
0.0256 - accuracy: 0.9937 - val_loss: 0.0102 - val_accuracy: 0.9973¢
Epoch 3/20¢

1313/1313 [= - 75 éms/step - loss:

0.0251 - a 083 - val_accuracy: 0.9979¢
Epoch 4/20¢
1313/1313 - 7s éms/step - loss:

0.0274 - a
Epoch 5/20¢
1313/1313 [=
0.0227 - accuracy:
Epoch 6/20¢

0.9929 - val loss: 0.0145 - val_accuracy:

7s Sms/step - loss
- val_accuracy: 0.996%¢
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photo = x_test[9999]
def print_labeled_val(label, val):
print(f"{label}: {val}")

print_labeled_val("Sun", np.sum(photo))
print_labeled_val("product of each element of arrays™,np.prod(photo))
print_labeled_val("mean”, np.mean(photo))
print_labeled_val("standard deviation”, np.std(photo))
print_labeled_val("variance”, np.var(photo))
print_labeled_val("mininun value”, np.min(photo))
print_labeled_val("maxinun value”,np.max(photo))
print_labeled_val("the element’s index”, np.argmin(photo))
print_labeled_val("the element’s index”, np.argmax(photo))

Output.

Sum:331662¢
product of each element of arrays:0¢
mean:107.962890625+

minimum value:25¢
maximum value:252+
the minimum element's ind:
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photo

photo_masked = np.where(photo > 160, 2
plt. inshow(photo_masked)

Output

0 |
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a = np.array([1,2,3,4,5])
print(a + 2)
print(a - 2)
print(a * 2)
print(a / 2)
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Qutput:«

Epoch 1/20¢
1875/1875
0.1362 - accuracy: 0.9586¢
Epoch 2/20¢

1875/1875
0.1105 - accuracy: 0.9673¢
Epoch 3/20¢
1875/1875 [=
0.0916 -
Epoch 4/20¢
1875/1875
0.0784 - a
Epoch 5/20¢
1875/1875 [=
0.0702 - accuracy:
Epoch 6/20¢
1875/1875
0.0647 - accuracy: 0.9805¢

- 7s 4ms/step - loss:

- 7s 4ns/ - loss:

- loss:

- 75 4ns/ - loss:

0.9767¢

- 7s 4ms/step - loss:

- 7s 4ns/ - loss:
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print (model . summary ())

b
Output:
Model: "sequential 5"
o
Layer (type) Output Shape Param & ¢
=
dense_14 (Dense) (None, 256) 200060 @
o
dropout_8 (Dropout) (None, 256) 0 o
o
dense_15 (Dense) (None, 128) 32896 -
o
dropout_9 (Dropout) (None, 128) 0 o
o
dense_16 (Dense) (None, 256) “
o
dropout_10 (Dropout) (None, 256) 0 o
o
dense_17 (Dense) (None, 2570 °
=
Total params: 269,450¢
Trainable params: 269,450¢
Non-trainable params:
o
s
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sing of MNIST data (
x_train = x_train.reshape(50000, 734)
X_test = x_test.reshape(16009, 734)

ting to a

x_train = x_train.astype(’float32")
x_test = x_test.astype('float32")

y_train = tf.keras.utils.to_categorical (y_train, 10)
y_test = tf.keras.utils.to_categorical(y_test, 16)
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output: ¢
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Output.

00
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model = tf.keras.models. Sequential ([
tf .keras. layers. InputLayer (input_shape=(734, )),
tf .keras. layers.Dense(256, activation="relu’),
tf .keras. layers.Dropout (9.2),

tf .keras.layers.Dense(128, activation="relu’),
tf .keras. layers.Dropout(9.2),

tf.keras. layers.Dense(256, activation="relu’),
tf .keras. layers.Dropout (9.2),

tf.keras. layers.Dense(10, activation='softmax’)

D

model..compile(
optimizer="adam’,
loss="categorical_crossentropy’,
metrics=[accuracy’]

)

print (model . summary ())
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Output:
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Output:e
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z
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8 9 10]¢
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[21 22 23 24 25]1¢






OEBPS/image_rsrc16D.jpg
Epoch 20/20¢
1875/1875
0.0354 - a

- 7s 4ns/step - loss:
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model. evaluate(x_test, y_test, verbose:

m
output:e

313/313 - 1s - loss: 0.0954 - accuracy: 0.9816¢ ‘
[0.09539060294626143, 0.9815999865531921]¢
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t matplotlib.pyplot as plt
ort random
[1 for 1 in range(2, 11, 2)]
y = [4 for i in range(10, 1, -2)]

[i for i in range(1,
y2 = [random. randint (e,

plt.bar(x, y, label-'
plt.

plt.
plt.
plt.ti
plt.
plt.

p

)]

Bars1
Bars2
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t matplotlib.pyplot as plt
[0,%,2,°]1
[, 5

[0,1,2,°]

-bar(x, y, label

-bar(x2,y2, label.

.xlabel (

ylabel(
title("Sample Dat:
~legend()

-show()

Output:+

“

sample Data
0-100

100 - it Line

Second Line

£

“ -

Sample Value

oo o5 10 15 20 25 30 35
Plot Number
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5,6,7]

4,9,5,10,11]
.scatter(x, y, labe!

Output
.
Scatter Plot Sample [
* sitscat *
10 *
*
- 6
*
4 *
*
2 *
1 2 3 3 5
B
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import matplotlib.pyplot as plt

16, 100,
ot , 18,

bins = [i for i in range(s, 120, 10)]

plt.hist(population_ages, bins, histtyp

plt.
plt.

plt.

plt. legend()
plt. show()

by ,
Output
u

Ages

@ 150

B
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orflow.python. client in

device_lib.1ist_local_devices()

output: ¢

[name: "/device:CP
device_type: "CEU
memory limit: 2684354560
locality (¢

Je
incarnation: 86040836648294078 XLA_CEU:0"¢
device_type: "XLA CEU"C

memory limit: 171798691840
locality (¢

Je

incarnation: 18180926124650645506¢

physical device desc: "device: XLA CPU device”, name:
"/device:XLA_GPI
device_type: "XLA GEU"C
memory limit: 171798691840
locality (¢

Jo
incarnation: 183556187284712531260

physical_device desc: "device: XIA_GPU device", mame: "/device:GEU:0"
device_type: "GRU"Y

memory limit: 111467836160
locality (¢

bus_id: 1o
links (¢
}e

Jo

incarnation: 18112086373768308297¢

device

name: Tesla K0, pei bus id:

compute capability: 3.77]¢
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from __future__ import absolute_import, division, print_function,
unicode_literals

import tensorflow as tf.
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Runtime Tools Help Last saved at 9:4:

Runall 38/Ctri+F9
Run before R/CH+FE

Run selection 98/Ctrl+Shift+Enter 3
. Runafter R/CHI+F10

Factory reset runtime
Change runtime type

Manage sessions
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Notebook settings

Hardware accelerator
N O)

To get the most out of Colab, avoid using
2 GPU unless you need one. Leam more

Omit code cell output when saving this notebook

CANCEL  SAVE
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a_array = np.array([[1,3,51,7,9,11]1)
b_array = np.array([[10],[26]1)
print(a_array. shape)

print(b_array. shape)

Output:+

(2, 3)¢
(2, 1)e

o

print(a_array + b_array)
print(a_array - b_array)
print(a_array / b_array)
print(a_array * b_array)

Output:+
[[11 13 15]¢
(27 29 31130

[-e -7 -s51¢
[-13 -11 -9]]¢
[[0.1 0.3 0.5
[0.35 0.45
[ 10 30

[140 180 2
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Bython 3.6.90
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w = np.array([1,2,°])
x = np.array([4,5,61).T
print(np.dot(w,x))
print(u.dot(x))

print (wéx)
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import matplotlib.pyplot as plt

_plot(x, y, labe!
_plot(x2,y2, label.

Output:
M
sample Data
0-100
100 Firt Line
— secondLine
@
2w
£
L)
x
0 o5 10 15 20 25 50
Plot Number .
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Google Forms.
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print(x_train. shape)
print(x_test.shape)

print(y_train. shape)
print(y_test.shape)

b
output: ¢

(60000, 28, 28)¢
(10000, 28, 28)¢
(60000, )
(10000, )
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(x_train, y_train), (x_test, y_test) = tf.keras.datasets.mnist.load_data()
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umpy. ndarray’>¢






