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Zeitreihendaten entstehen heute in einer Vielzahl von Geschäftsfeldern – ob im Einzelhandel, in der Finanzbranche oder in der industriellen Produktion. Überall werden Messdaten aufgezeichnet und mit Zeitstempeln versehen abgelegt.

Solche Daten bilden nicht nur isolierte Zustände ab, sie sind wie Filme, die den Verlauf eines Vorgangs mit einer Serie von Momentaufnahmen nachzeichnen. Die zeitliche Dimension, die dadurch darstellbar wird, ist in einer datengetriebenen Ökonomie mehr als nur eine Spielart der Data Sciences. Der analytische Mehrwert von Zeitreihen wird bereits heute in einer Vielzahl von Geschäftsfeldern gewinnbringend eingesetzt und in einer noch größeren Zahl von Geschäftsfeldern wird das in der Zukunft geschehen.

Um diesen analytischen Mehrwert nutzen zu können, braucht man die richtigen Instrumente. Man braucht Konzepte und Techniken, muss verstehen, welche Muster in Zeitreihen typischerweise auftreten, welche Möglichkeiten es gibt, sie zu analysieren, und wie man sie zur Erzeugung von Prognosen einsetzen kann.

Genau das sind die Themen dieses Einführungsbuchs. Es bietet einen Einstieg in die Grundlagen und in die Praxis der Zeitreihenanalyse. Es zeigt anhand einer Vielzahl von Anwendungsbeispielen, wie sich Zeitreihen mit Python aufbereiten und analysieren lassen.

Dieses Buch ist aber kein Handbuch. Erwarten Sie also nicht, dass alle Verfahrensweisen, die es im Bereich der Zeitreihenanalyse gibt, besprochen werden. Es ist deshalb insbesondere für LeserInnen empfehlenswert, die neu in diesem Bereich sind und die sowohl eine Einführung in die wichtigsten Konzepte als auch in die zentralen Verfahren der Zeitreihenanalyse suchen. Wenn das Ihre Ziele sind und Sie darüber hinaus die nötigen Skills entwickeln möchten, um selbstständig mit Ihren eigenen Daten arbeiten zu können, bietet Ihnen dieses Buch einen soliden Einstieg.

Jetzt wünsche ich Ihnen eine anregende Lektüre. Ich hoffe, dass Sie währenddessen auch die Ehrfurcht vor der Materie verlieren, und dass das Buch Sie dazu inspiriert, eigene kreative Machine-Learning-Lösungen zu entwickeln!

Jochen Hirschle

Braunschweig im Oktober 2020
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	Einleitung






Die Fortschritte, die mit Machine-Learning-Verfahren in den letzten Jahren erzielt wurden, sind insbesondere in zwei Bereichen greifbar geworden:

[image: Image]       In der Sprach- und Textverarbeitung sind durch die Entwicklung von Technologien wie Word-Embedding, rekurrente neuronale Netze und Sequence-to-Sequence-Architekturen nachhaltige Verbesserungen bei der semantischen und syntaktischen Analyse erzielt worden. Automatische Übersetzungen werden immer präziser, Chatbots sind in der Lage, Sätze zu verstehen und angemessene Antworten auf Fragen von BenutzerInnen zu geben.

[image: Image]       Die Analyse von Foto- und Videomaterial hat sich mit konvolutionalen Netzen, die wiederkehrende Formen und Muster an verschiedenen Positionen in Bildern lokalisieren können, völlig verändert. Computer-Vision-Technologien wie Gesichtserkennung oder autonomes Fahren sind dadurch erst möglich geworden.

Auch wenn das vielleicht weniger offensichtlich ist, vollzieht sich im Bereich der Analyse von Zeitreihen gegenwärtig ein ähnlicher Umbruch. Womöglich geht dieser Umbruch etwas leiser vonstatten als in den anderen Bereichen. Das heißt aber nicht, dass dessen Auswirkungen weniger weitreichend wären.

Schließlich sind Zeitreihendaten der Schlüssel zur Prognose der Zukunft. Mit ihrer Hilfe lässt sich der Verlauf eines Prozesses nachzeichnen – der Kurs einer Aktie, die Nachfrage nach einem Produkt, der Stromkonsum oder der Verlauf einer Krankheit oder des Klimas. Wer aber die Historie eines Prozesses und dessen typische Muster versteht, kann die Fortschreibung dieses Prozesses über die Gegenwart hinaus überblicken. Zustände und Entwicklungen in der Zukunft werden prognostizierbar.

Die Zeichen für diesen stillen Umbruch stehen jedenfalls gut. Das hat natürlich mit der Tatsache zu tun, dass Zeitreihendaten heute in großen Mengen und in ganz unterschiedlichen Geschäftsfeldern entstehen – in der Produktion (der sogenannten Industrie 2.0), im Finanzsektor, im Zuge der Entwicklung des „Internets der Dinge“. Überall werden Messreihen produziert, die Vorgänge in ihrem Verlauf beschreiben.

Und es hat damit zu tun, dass immer mehr Ressourcen in die Entwicklung von Analysetechnologien und neue Module und Frameworks fließen, die den praktischen Einsatz bewährter und neuerer Technologien vereinfachen. Sie vereinfachen es, Zeitreihen in auswertbare Strukturen zu gießen, und sie vereinfachen es, Lernarchitekturen aufzubauen, die auf die Analyse von Zeitreihen zugeschnitten sind.

Genau wie in den anderen Bereichen auch, sind dabei alle Augen auf neuronale Netze gerichtet. Mit ihnen gehen die größten Erwartungen, Hoffnungen und wahrscheinlich auch Befürchtungen einher. Und wirklich gibt es einige vielversprechende Ansätze in diesem Bereich. Vorwiegend mit Deep-Learning-Verfahren, die auf Basis rekurrenter Schichten arbeiten, deren Lernarchitekturen aber auf die Eigenarten von Zeitreihen eingestellt werden [Lai2018].

Aber auch wenn die Aufmerksamkeit groß und berechtigt ist, darf man sich nicht täuschen. Neuronale Netze sind zwar Schlüsseltechnologie, aber sie revolutionieren das maschinelle Lernen nicht im Alleingang. Auch wenn sie ihrer Grundveranlagung nach beliebig komplexe Probleme lösen können, heißt das noch lange nicht, dass sie das in der Praxis auch wirklich tun. Neuronale Netze sind keine Allesfresser, in die man oben Daten einfüllen und unten schlaue Ergebnisse abzapfen kann.

Sie sind sensibel im Hinblick auf die Struktur der Informationen, die wir ihnen präsentieren. Und sie reagieren sensibel auf die Art und Weise, wie wir ihre Lernarchitektur einstellen. Das hat damit zu tun, dass sie keine Vorkenntnisse und keine Vorstellungen von Problemen aus ihrem Alltagswissen schöpfen können. Sie wissen nicht, welche Datenpartitionen für eine Lernaufgabe relevant sind und welche nicht. Sie können wichtige von unwichtigen Informationen nicht unterscheiden und keine systematischen, hypothesengeleiteten Versuche unternehmen, um ein Problem anzugehen. Deshalb arbeiten sie am besten, wenn sie auf eine Lernaufgabe hin getrimmt werden, und wenn die Daten, mit denen wir sie füttern, eine bestimmte Art der Interpretation nahelegt.

Sie werden im Laufe der Lektüre und an den Anwendungsbeispielen feststellen, dass weder Machine-Learning-Verfahren im Allgemeinen, noch Deep-Learning-Ansätze im Besonderen und schon gar nicht ARIMA-Modelle, eine Lernaufgabe ohne weitreichende menschliche Vorbereitung zuverlässig lösen können. Das heißt aber natürlich nicht, dass neuronale Netze deswegen in ihrer Prognosekraft eingeschränkt wären. Es heißt nur, dass wir ihre Eigenschaften kennen müssen, um sie auf eine Lernaufgabe einstellen zu können.



	1.1
	Eigenschaften von Zeitreihen




Bevor wir uns aber mit den Lernalgorithmen und ihren Eigenheiten beschäftigen, deren konzeptuelle Grundlagen und praktische Einsatzmöglichkeiten ansehen, loten wir zu Beginn einige Hintergründe der Materie aus. Wir beschäftigen uns mit den Eigenschaften und Problemen des Materials, mit dem wir arbeiten.

Zeitreihen sind – etwa im Unterschied zu Text- oder Bilddaten – kein spezifischer Datentyp. Es handelt sich um ein Strukturmerkmal von Daten, um eine Ordnung, in der Informationen vorliegen. In diesem Buch interessieren wir uns in erster Linie für diskrete Zeitreihen. Diskrete Zeitreihen sind Zeitreihen, in denen die Messwerte, die über einen Untersuchungsgegenstand gewonnen wurden, in regelmäßigen Intervallen organisiert sind – zum Beispiel in Sekunden-, Stunden oder Tagesintervallen.

Diese Ordnung der Daten ermöglicht es, die Veränderung des Untersuchungsgegenstandes über die Zeitachse zu analysieren. Das ist einer der Hauptvorteile von Zeitreihen. Im Wesentlichen geht es darum, herauszufinden, inwiefern ein zeitlich späterer Messwert durch zeitlich frühere Messwerte beeinflusst wird. Treten wiederkehrende Muster in Erscheinung, spricht das dafür, dass die Reihe einem bestimmten Regelsystem unterliegt. Dessen Kenntnis kann dann dazu verwendet werden, die Historie einer spezifischen Reihe mit einer gewissen Fehlertoleranz in die Zukunft hinein fortzuschreiben.

Leider beginnen an dieser Stelle auch schon die Unwägbarkeiten. Zwar sind die meisten davon nicht auf Zeitreihen beschränkt, treten aber in Zeitreihen im besonderen Maß in Erscheinung.

Kausale Beziehungen und Korrelationen

Eine dieser Fragen, mit denen wir praktisch immer konfrontiert werden, wenn wir mit Machine-Learning-Algorithmen arbeiten, ist die Frage der Unterscheidung zwischen Korrelation und Ursache-Wirkungsbeziehung. Auch wenn die Analyse von Zeitreihen immerhin den Vorteil hat, dass wir kontrollieren können, ob ein Ereignis vor oder nach einem anderen Ereignis auftritt, sind wir dadurch noch lange nicht sorgenfrei.

Unproblematisch ist das nur, solange wir uns an die idealtypischen Beispiele aus dem Lehrbuch halten, zum Beispiel der Aufzug dunkler Wolken, die nicht nur Vorbote oder Symptom des Regens sind, sondern den Regen tatsächlich auslösen. Was ist aber die Ursache für einen Unfall, den ein betrunkener Autofahrer ausgelöst hat? Zu spätes Bremsen, Tunnelblick, verlangsamtes Reaktionsvermögen, die Tatsache, dass am Straßenrand ein Reh stand, die Trinkkultur der Gesellschaft oder vielleicht doch der Bossa Nova?

Auch gehen die allermeisten Ereignisse nicht nur auf eine einzige Ursache zurück. Sie gehen auf ein ganzes Bündel von Ursachen zurück, das erst in Kombination zu einem auslösenden Faktor wird – das Entladen von Elektrizität zwischen Wolken, das sich als Blitz manifestiert, die Ausbreitung einer Protestbewegung, die auf vielfältige, mehr oder weniger koordinierte Handlungen von Individuen zurückgeht.

Davon abgesehen haben wir oft überhaupt nicht die Möglichkeit, das verursachende Phänomen direkt zu messen. Entweder weil wir es nicht kennen oder weil wir keine Messinstrumente besitzen, mit denen das möglich wäre. Also benutzen wir Indikatoren und Proxys. Wo wir auch hinsehen, wird nicht das eigentliche Phänomen gemessen, für das wir uns interessieren, sondern auf Stellvertreter gesetzt.

Dazu muss man keine abstrakten Beispiele erfinden. Schon der Abfall des Benzindrucks, den wir aus den Sensordaten auslesen und aus dem wir schließen, dass die Turbine bald ausfällt, ist nicht die Ursache für deren Ausfall, sondern nur Epiphänomen, das wir als Indikator benutzen. Ursache ist etwas anderes. Vielleicht ein Steinschlag, der die Benzinleitung beschädigt hat.

In manchen Fällen spielt es womöglich keine Rolle, ob wir Ursache oder Begleiterscheinungen messen. Vollkommen irrelevant ist es aber so gut wie nie. Allein schon, weil ein Epiphänomen von sehr unterschiedlichen Faktoren ausgelöst werden kann und nicht nur von dem einen Faktor, der das Ereignis zur Folge hat, das wir prognostizieren wollen. Wir können uns also nie sicher sein, ob am Ende wirklich das erwartete Ereignis eintritt, nur weil wir das Epiphänomen beobachtet haben.

Messungen

Damit sind wir auch schon bei einem zweiten Aspekt angelangt: bei der Messung bzw. der Gewinnung von Informationen. Darüber machen wir uns als Data Scientists nur selten Gedanken. Jedenfalls nicht, wenn es um die Frage der Erhebung geht. Ein Vorgang, bei dem wir auf sehr konkrete Weise mit der Realität und ihren Eigenarten konfrontiert werden.

In der empirischen Praxis delegieren wir die Erhebung von Informationen an Messinstrumente: An Thermometer, Spektrometer, Cookies, Tracker, Formulare oder Fragebögen. Dabei nehmen wir stillschweigend an, dass solche Informationen zuverlässig oder sogar objektiv sind – was immer das heißt. Zum Beispiel, dass sie nicht den typischen Verzerrungen unterliegen, die unsere Sinnesorgane und unser Erinnerungsvermögen produzieren.

Das ist ein Fehler. Denn Messungen gehen in den meisten Fällen mit einer Vielzahl von Problemen einher. Auch wenn wir das den polierten Datenmatrizen, mit denen wir später arbeiten, nicht mehr ansehen.

Da wäre zum Beispiel, wie wir oben gesehen haben, die Tatsache, dass wir die Dinge, für die wir uns eigentlich interessieren, häufig nicht direkt erheben können. Wir weichen auf Proxys aus, mit all den Konsequenzen, die daraus im Hinblick auf die Frage der Analyse von Ursache-Wirkungsbeziehungen resultieren.

Da wären aber auch die Ungenauigkeiten des Messinstruments oder der Einfluss sich verändernder Rahmenbedingungen bei mehrmaligen Messungen. Wenn zum Beispiel die Vibrationen, die beim Ausfahren der Landeklappen eines Flugzeugs entstehen, die Aufzeichnungen der Schwingungen einer Turbine beeinflussen oder wenn das Messinstrument über die Zeit hinweg verkalkt, undicht wird oder oxidiert, sind unsere Messungen verzerrt. Auch ein Tracker misst nur so lange die Aktivitäten einer Person im Internet, bis ihn jemand löscht oder bis sich die Person entscheidet, mit einem anderen Browser die interessanten Seiten zu öffnen. Hinzu kommt, dass solche Ungenauigkeiten und Ausfälle, wie wir später sehen werden, bei der Analyse von Zeitreihen besonders schwer ins Gewicht fallen, weil Algorithmen häufig schon kleinste Schwankungen im Verlauf als Anzeichen für ein Ereignis deuten.

Veränderung

Darüber hinaus haben wir es in der Zeitreihenanalyse mit einem ganz allgemeinen und wissenschaftstheoretisch weitgehend ungelösten Kernproblem zu tun, nämlich mit der Frage, was Veränderung überhaupt bedeutet. Das klingt vielleicht erst einmal seltsam. Aber was ist Veränderung? Wenn sich etwas verändert, wird es dann durch die Veränderung nicht zu etwas Anderem? Ist Veränderung nicht ein Paradoxon? Wenn es Veränderung gibt, dann muss das Objekt, das sich verändert, doch gleichzeitig unverändert bleiben, jedenfalls soweit unverändert, dass wir es nach der Änderung immer noch als das gleiche Objekt erkennen können.

Ist ein Mensch, der altert, noch derselbe Mensch wie früher, der Erwachsene der gleiche Mensch wie das Kind? Die Frage können wir vielleicht aus unserer Erfahrung heraus noch eindeutig mit Ja beantworten – obwohl dem einen oder anderen schon gewisse Zweifel kommen mögen. Und die Grenzen sind ja fließend. Wie ist es mit einer Raupe, die sich zu einem Schmetterling verpuppt, ein Mensch, der stirbt, oder eine Maschine, die sich in ihre Bestandteile auflöst? Jetzt wird es schon schwieriger. In den ersten beiden Fällen würde man vermutlich eher von Verwandlung oder von Übergang und im zweiten von Desintegration sprechen [Popper2016, S. 45].



	1.2
	Daten, Korrelationen und das „Ende der Theorie“




Das Schöne oder auch das Problem der Data Sciences – je nachdem aus welcher Perspektive man das betrachten möchte – ist, dass sie sich um all diese Dinge in der Regel wenig Gedanken machen muss.

Zum einen überlassen wir die Erhebung der Informationen anderen. Wir arbeiten mit fertigen Datenmatrizen, die wir höchstens noch für die Analyse aufbereiten und in Form bringen müssen. Wenn Daten fehlen oder ungenau sind, dann sind das für uns pragmatische Fragen, dir wir mit technischen Mitteln, mit Imputationsverfahren oder Kontrollvariablen, die wir in Lernalgorithmen einsetzen, – soweit wie möglich – in den Griff bekommen müssen.

Zum anderen haben wir uns eine gewisse Ignoranz gegenüber der Frage von Ursache-Wirkungsbeziehungen zu eigen gemacht. Manche haben daraus sogar eine Grundhaltung entwickelt, die sich in etwa so zusammenfassen lässt: Warum sollten wir uns überhaupt dafür interessieren, ob die Modelle auf Basis von Epiphänomenen angelernt werden oder nicht, solange wir damit nur zuverlässige Prognosen erstellen können?

Google’s founding philosophy is that we don’t know why this page is better than that one: If the statistics of incoming links say it is, that’s good enough. No semantic or causal analysis is required. That’s why Google can translate languages without actually „knowing“ them. [Anderson2008]

Das ist natürlich nur eine Art der Grundhaltung. Andere sehen das anders. Andere denken, dass wir uns, indem wir die methodische Not zur beruflichen Tugend machen, mittelfristig die Zukunftschancen verbauen.

Zum Beispiel Judea Pearl, einer der Pioniere in der Entwicklung intelligenter Systeme: „All the impressive achievements of deep learning amount to just curve fitting“, sagte er 2018 in einem Interview [TheAtlantic2018] und wollte damit zum Ausdruck bringen, dass wir uns seit geraumer Zeit im Kreis drehen.

Solange künstliche Intelligenz nicht mehr leistet als Regelmäßigkeiten in großen Datensätzen aufzuspüren und wir den Algorithmen nicht den Unterschied zwischen Epiphänomenen und kausalen Ursache-Wirkungsbeziehungen beibringen können, werden wir schon bald keine weiteren Fortschritte mehr erzielen [Pearl2018]:

The key, he [Judea Pearl] argues, is to replace reasoning by association with causal reasoning. Instead of the mere ability to correlate fever and malaria, machines need the capacity to reason that malaria causes fever. [TheAtlantic2018]

Zuletzt, und das ist vielleicht die wichtigste Erkenntnis, können wir das Paradoxon von Veränderung und Identität in gewisser Weise für unsere Zwecke lösen, nämlich indem wir daraus eine statistische Eigenschaft machen. Vielleicht ist das nicht die Antwort auf die philosophische Frage, die dahintersteht, aber immerhin eine Antwort auf die Frage, wie sich Veränderung bei gleichzeitiger Beständigkeit überhaupt konzeptualisieren lässt.

Nehmen wir an, ein Objekt verfügt über gewisse Eigenschaften, die es zu dem machen, was es ist. Und nehmen wir weiter an, dass wir diese Eigenschaften mithilfe eines oder mehrerer Indikatoren messen können. Wenn wir die Identität eines Objekts nicht als etwas außerhalb dieser Eigenschaften stehendes betrachten, dann drückt sich Identität offensichtlich in der Korrelation dieser Eigenschaften über die Zeit aus.

Das Phänomen nennt sich Autokorrelation. Es bedeutet zum Beispiel, dass der Messwert einer Eigenschaft zum Zeitpunkt t vermutlich sehr ähnlich dem Messwert zum Zeitpunkt t + 1 ist. Zumindest dann, wenn man davon ausgeht, dass der zeitliche Abstand zwischen t und t + 1 sehr klein Ist. Veränderung drückt sich dann in einer abnehmenden Korrelation über die Zeit aus. Die Korrelation selbst zeigt aber immer noch an, dass zwischen dem Objekt zum Zeitpunkt t und dem Objekt zum Zeitpunkt t + 1, t + 10 oder t + 1000 eine Verbindung besteht.

Nehmen wir zum Beispiel die Drehgeschwindigkeit eines Triebwerkteils, die wir zu zwei Zeitpunkten messen. Wenn der Abstand zwischen den beiden Messzeitpunkten hinreichend gering ist, ist die Divergenz zwischen der Drehzahl sehr klein. Die Geschwindigkeit zum Zeitpunkt t0 beinhaltet also bereits einen hohen Anteil der Information über die Drehgeschwindigkeit zum Zeitpunkt t1.1

Die Veränderung der Messwerte zwischen zwei Zeitpunkten zeigt entsprechend an, dass sich das Objekt verändert. Darüber hinaus erhalten wir über den Vergleich der Messwerte aber auch Informationen über die Art der Veränderung. Bleiben wir bei unserem Triebwerk: Wenn der Messwert zum Zeitpunkt t0 kleiner ist als zum Zeitpunkt t1, deutet das darauf hin, dass die Maschine beschleunigt. Ist der Wert zum Zeitpunkt t1 kleiner als zum Zeitpunkt t0, verlangsamt sich die Drehgeschwindigkeit.

Auch lässt sich die Stärke der Differenz interpretieren, zum Beispiel weil ein Schwungrad eine gewisse Trägheit an den Tag legt und eine abrupte Verlangsamung oder Beschleunigung nur unter hoher Krafteinwirkung zustande kommt. Ein vollkommenes Degradieren der Maschine würde sich gegebenenfalls in einer Nullkorrelation relevanter Messwerte über zwei kurze Zeitpunkte hinweg widerspiegeln. Wenn man das wollte, könnte man dann von der Auflösung der Identität des Objekts sprechen.

Ob es über diese Art der Analyse hinaus sinnvoll ist, Identität mithilfe von Korrelationen auszudrücken, ist eine andere Frage. Tatsächlich ist die Trägheit von Objekten beziehungsweise die Abhängigkeit von Zuständen eines Objekts in der Zukunft von Zuständen in der Vergangenheit ja die einzige Möglichkeit überhaupt, einen Blick in die Zukunft zu werfen. Wenn wir also für den Kurs einer Aktie keine Korrelation zwischen den Kursen am Vortag und Folgetag feststellen, können wir auch keine Prognosen erstellen. Für den Börsenmakler oder den Anleger ist das allerdings kein Grund, die Identität der Aktie in Zweifel zu ziehen – zumal die daran gekoppelten Gewinne und Verluste sehr reale Konsequenzen dieser Identität sind. Das liegt aber streng genommen nicht daran, dass wir Identität falsch operationalisieren, sondern dass die Identität eines Objekts im Zweifelsfall über ein Außenkriterium hergestellt wird, dass sich per Definition nicht verändern kann.

In der Zeitreihenanalyse sind Autokorrelationen jedenfalls ein wichtiges Konzept, das für verschiedenste Zwecke herangezogen wird. Auch saisonale Schwankungen sind aus statistischer Sicht nicht viel mehr als Korrelationen zweier Messwerte über die Zeit hinweg. Allerdings kommen jetzt andere zeitliche Bezüge ins Spiel. Wir müssen uns daher nicht nur um zeitversetzte Messungen kümmern, sondern auch um die Abstände zwischen den Messzeitpunkten. Die Temperatur im März hängt vielleicht weniger von der Temperatur im Februar als von der Temperatur im März des Vorjahres ab. Die Verkaufszahlen von Weihnachtsmännern im Dezember 2021 lassen sich präziser mithilfe der Zahlen der Verkäufe von Weihnachtsmännern im Dezember 2020 vorhersagen als mit den verkauften Weihnachtsmännern im November des gleichen Jahres.

Prognosen erzeugen heißt also im Wesentlichen, die wiederkehrenden Muster entdecken und sie in die Zukunft fortzuschreiben. Solche Muster können natürlich mehr oder weniger komplex sein: Trägheit, saisonale Schwankungen, einfache Trends, exponentielles Wachstum. Und sie können in unterschiedlichen Messdaten zum Ausdruck kommen.

Als Menschen vor unserer Zeit versuchten, die Temperatur von morgen vorherzusagen, verwendeten sie intuitiv alle verfügbaren Indikatoren und nicht nur die Temperatur am heutigen Tag. Sie warfen einen Blick in den Himmel und deuteten aufziehende Wolken als Vorboten für Regen, der Kälte bringt. Sie leiteten aus der Windrichtung ab, ob Luftmassen aus dem Süden oder Norden zu ihnen strömten. Sie orientierten sich womöglich am Verhalten der Tiere, an den Schwalben, die bei aufziehendem Regen, so sagt man, tiefer fliegen.

Komplexe statistische Modelle gehen ganz ähnlich vor. Wir können sie unter Verwendung aller verfügbaren Messdaten trainieren, und sie versuchen aus all diesen Daten – aus Verläufen, Trends, Interaktionen einzelner Messindikatoren untereinander – Muster zu erlernen, die Hinweise auf Zielwerte in der Zukunft geben.



	1.3
	Inhalt




Damit haben wir uns einen ersten Eindruck über die Hintergründe und Probleme verschafft. Wir werden sehen, dass wir einige dieser Probleme nicht loswerden. Trotzdem sollten wir sie nicht ignorieren, da die Modelle ab einem bestimmten Punkt nicht mehr besser werden, wenn wir nicht in der Lage sind, die tieferliegenden Schwachstellen unserer Daten oder Ansätze zu beheben.

Kommen wir jetzt aber zu den Inhalten dieses Buches. Es geht schließlich nicht darum, was wir nicht können, sondern um das, was möglich ist. Was wir also aus unseren Daten machen, welche Ansätze für welche Arten von Daten geeignet sind, wie wir Daten vorbereiten, Modelle aufsetzen, einstellen und anlernen können. Das ist Thema dieses für die Praxis geschriebenen Einführungsbuches.

Wir beginnen im zweiten Kapitel mit einer Auseinandersetzung mit dem Datenmaterial. Die Aufbereitung von Zeitreihendaten birgt in der Praxis einige Fallstricke. Wir müssen mit Datumsangaben arbeiten, unsere Daten in gleichmäßige Intervalle unterteilen, in Sekunden-, Minuten-, Stunden-, Tages- oder Monatsrhythmen. Wir müssen unser Datenmaterial, bevor wir Modelle anlernen können, verstehen, Dynamiken und Bewegungen visuell erfassen, um das richtige Modell für eine Aufgabe auswählen zu können und auch, um unsere Modelle beim Anlernen auf die richtige Spur zu bringen. Denn der Erfolg von Lernalgorithmen hängt neben der Frage, ob die Daten überhaupt relevante Informationen beinhalten, auch von der Wahl der richtigen Lernarchitektur ab.

Nachdem wir also im ersten Kapitel die Daten organisiert und visualisiert haben, beginnen wir im dritten Kapitel mit der Besprechung möglicher Prognoseverfahren. Wir starten mit den einfacheren Verfahren, die zum Grundstock des Machine Learning gehören. Es geht um lineare, logistische und Softmax-Regressionen. Verfahren, die zwar nicht speziell zur Analyse von Zeitreihendaten konzipiert sind, mit denen sich aber bestimmte Problemstellungen ohne Weiteres modellieren lassen. Davon abgesehen bilden sie die Grundlage aller anderen Verfahren, sowohl der ARIMA- als auch der Deep-Learning-Modelle, denen wir uns in den folgenden Kapiteln widmen. Daher nutzen wir die Gelegenheit und sehen uns an, wie sie arbeiten, wie sich lineare und nicht-lineare Zusammenhänge modellieren lassen und woran sie scheitern.

Von dort aus geht es ohne weitere Umwege zum vierten Kapitel und damit zu den ARIMA-Verfahren. Mit ihnen lassen sich latente Beziehungen, die erst auf den zweiten Blick in den Daten sichtbar werden, für Prognosen fruchtbar machen. Außerdem bieten sie Möglichkeiten, mit saisonalen und Trendkomponenten umzugehen. Auf der anderen Seite sind ARIMA-Modelle etwas widerspenstig in der Handhabung. Sie verlangen, dass wir die Daten vorbereiten und gut genug kennen. Wir müssen den Modellen mitteilen, in welchen Regionen der Reihe sie Muster anlernen sollen. Daher kümmern wir uns um Begriffe wie Stationarität und versuchen mithilfe von Autokorrelationsdiagrammen ein Auge für die verborgenen Muster zu entwickeln, die in unseren Daten enthalten sind.

Die Beschäftigung mit ARIMA-Verfahren ist die beste Schule, um das Handwerk der Zeitreihenanalyse zu lernen. Das brauchen wir auch, wenn es im fünften Kapitel um Deep-Learning-Verfahren geht. Von allen Verfahren sind neuronale Netze am leistungsstärksten. Sie können auf Grundlage eines Messwertes oder einer Vielzahl von Messwerten einer Zeitreihe eine Zielvariable prognostizieren. Sie können komplexe Muster aus Daten lernen. Sie haben das größte Potenzial und ihnen gehört die Zukunft. Aber sie verzeihen Fehler in der Handhabung noch weniger als ARIMA-Modelle. Sie sind anfällig für schlecht vorbereitete Daten, die sie nicht anlernen. Sie neigen zur Überanpassung an die Trainingsdaten und es gibt nur sehr wenige Anhaltspunkte dafür, wie wir ein neuronales Netz aufbauen sollten, über wie viele Schichten und Neuronen es verfügen sollte, um optimale Schätzergebnisse zu erzielen.

Wir müssen also erst verstehen, wie neuronale Netze arbeiten, um sie für unsere Problemstellungen einsetzen und zuschneiden zu können und um unsere Daten für den Anlernprozess vorbereiten zu können. Und wir brauchen vor allem Vergleichsmöglichkeiten. Wir müssen in der Lage sein, herauszufinden, ob ein angelerntes neuronales Netz wirklich besser funktioniert als eine einfache Regression, ein ARIMA-Modell oder ein Baseline-Schätzer, den wir auf Grundlage einer Faustformel erzeugt haben.



	1.4
	Voraussetzungen, Ressourcen und praktische Hinweise




Im praktischen Teil arbeiten wir dabei mit der Programmiersprache Python. Sie hat sich in den letzten Jahren zu einer der beliebtesten Programmiersprachen unter Data Scientists und Entwicklern gleichermaßen gemausert [Stackoverflow2019].

Python ist leicht zu lernen und bietet eine Reihe von Vorteilen im Umgang mit der Verarbeitung strukturierter und unstrukturierter Daten, im Umgang mit mehrdimensionalen Arrays und mit Datentypen aller Art. Außerdem bietet Python mit Scikit-learn, statsmodels, TensorFlow und Keras State-of-the-Art Machine-Learning-Bibliotheken, die ständig verbessert und weiterentwickelt werden.

Wenn Sie mit diesem Buch arbeiten, sollten Sie über Python-Grundlagenwissen verfügen. Und sie sollten wissen, wie sich Daten mit der Bibliothek pandas einlesen und verarbeiten lassen. Außerdem sind Kenntnisse statistischer Basiskonzepte wie Mittelwert, Standardabweichung, Korrelation oder lineare Regression hilfreich.

Die Inhalte der Kapitel des Buches bauen aufeinander auf. Sie sollten also die Inhalte des Kapitels zur Verarbeitung und Vorverarbeitung von Zeitreihen kennen, wenn Sie das Kapitel Grundlagen maschinellen Lernens lesen. Und Sie sollten die Grundlagen maschinellen Lernens beherrschen, wenn sie das Kapitel zum Thema neuronale Netze lesen. Eine Ausnahme bildet das ARIMA-Kapitel. Es ist nicht zwingend Voraussetzung, um das nachfolgende Kapitel zum Thema Deep Learning zu verstehen. Trotzdem finden Sie dort eine Reihe von Informationen über die Anatomie von Zeitreihen, die ihnen das Leben bei der Anwendung von Deep-Learning-Verfahren leichter macht.

Wenn Sie bereits Vorerfahrung in Machine Learning haben, können Sie gegebenenfalls das dritte Kapitel überspringen. Die Verfahren, die im Speziellen für die Analyse von Zeitreihendaten interessant sind, werden in den Kapiteln 4 und 5 vorgestellt.

Die Anwendungsbeispiele sind durchgehend mit Python 3.7.7 und unter Verwendung der folgenden Pakete/Versionen umgesetzt worden:

tensorflow=2.1.0
statsmodels=0.11.1
scikit-learn=0.22.1
pandas=1.1.1
seaborn=0.10.1

Wenn Sie die Beispiele selbst rechnen und dazu eine neue virtuelle Umgebung mit den relevanten Bibliotheken aufsetzen möchten, ist es ratsam, das mit Anaconda zu erledigen.2 Wenn Sie stattdessen den Package-Installer pip zur Installation verwenden, laufen Sie Gefahr, auf eine Reihe von Versionskonflikten zu stoßen.

Begleitend zum Buch finden Sie den kompletten Code und die Daten zu den Anwendungsbeispielen im Internet auf einem GitHub-Repository unter: https://github.com/tplusone/hanser_ml_zeitreihen. Sie können sich die Jupyter Notebooks mit dem Code zu den Kapiteln entweder im Browser ansehen oder das Repository klonen. Dafür benötigen Sie eine lauffähige git-Version, die sie kostenlos im Internet herunterladen und installieren können (https://git-scm.com/downloads). Mit dem folgenden Befehl werden alle Daten und Code-Beispiele auf ihren lokalen Rechner gezogen:

$ git clone https://github.com/tplusone/hanser_ml_zeitreihen.git


[image: Image]


Hinweis zur Dezimalschreibweise:

Da in der Ausgabe der Programmiersprache Python durchgehend das amerikanische Zahlenformat zur Darstellung verwendet wird, haben wir uns – um Verwechslungen zu vermeiden – entschieden, auch im Text, in den Formeln und Tabellen dieses Zahlenformat zu verwenden. Mit einem Punkt werden daher immer Dezimalstellen, mit einem Komma Tausenderstellen abgetrennt. Ausgenommen davon sind Prozentangaben.

[image: Image]




1 Ganz anders ist das, wenn wir diese Messwerte mit den Messwerten eines anderen Triebwerks vergleichen, die so gut wie unkorreliert sind.

2 Anaconda (https://www.anaconda.com) ist eine Data-Science-Plattform, die verschiedene nützliche Werkzeuge, unter anderem zum Anlegen virtueller Umgebungen und zur Installation von Bibliotheken, zur Verfügung stellt.









	2
	Verarbeitung und Vorverarbeitung von Zeitreihen






Zeitreihen sind Sammlungen von Beobachtungen, die sich über einen bestimmten Zeitraum erstrecken. Die häufigste Form sind diskrete Zeitreihen, bei denen die Beobachtungen – meist Messungen – jeweils zu bestimmten Zeitpunkten erfolgen. Die Intervalle zwischen diesen Zeitpunkten können dabei regelmäßig oder unregelmäßig sein.

Wir interessieren uns für Zeitreihen mit regelmäßigen Intervallen, weil sich damit spezielle Analysen durchführen lassen. Allerdings können die meisten Zeitreihen mit unregelmäßigen Intervallen in Zeitreihen mit regelmäßigen Intervallen überführt werden – vorausgesetzt wir verfügen über genügend Datenmaterial und einen Zeitstempel, der die Zeit der Messung hinreichend genau spezifiziert.

In den folgenden Abschnitten sehen wir uns an, wie sich Zeitreihen in Form bringen lassen. Dabei arbeiten wir mit der Bibliothek Pandas und NumPy.

[image: Image]       Pandas ist ein Framework, das im Speziellen zur Arbeit mit strukturierten Daten entwickelt wurde. Hauptbestandteil ist die Klasse DataFrame, mit der sich zweidimensionale Tabellen, die aus Zeilen und Spalten bestehen, aufbereiten und umarbeiten lassen.

[image: Image]       Bei Pandas handelt es sich um eine High-Level-API, die die Daten unter der Haube mit NumPy organisiert. NumPy steht für Numerical Python. Zentrale Einheit des Frameworks ist die Klasse ndarray. Dabei handelt es sich um Behälter für datentypsichere Arrays, mit denen sich mehrdimensionale Datenstrukturen darstellen und mit einer Vielzahl von Funktionen bearbeiten lassen. NumPy ist auch deshalb so wichtig, weil faktisch alle hier verwendeten Machine-Learning-Bibliotheken Daten zum Anlernen als NumPy-Arrays erwarten.

Wir können an dieser Stelle keine umfassende Einführung in Pandas oder NumPy bieten. Das würde den Rahmen dieser Einführung sprengen. Stattdessen konzentrieren wir uns auf die Darstellung der Möglichkeiten, die Pandas und NumPy für die Aufarbeitung von Zeitreihen bieten. Darunter insbesondere das Arbeiten mit Datumsfunktionen und mit Datumsindexen. Mit ihrer Hilfe lassen sich Zeitreihen in Strukturen bringen, die für das Anlernen von Lernalgorithmen vorteilhaft sind.

Darüber hinaus kümmern wir uns um den Umgang mit fehlenden Werten und darum, wie wir Zeitreihendaten mit NumPy in dreidimensionale und andere mehrdimensionale Formate bringen können, die wir später, wenn es um die Fütterung von Deep-Learning-Modellen geht, benötigen.



	2.1
	Mit Datumsangaben arbeiten




Die Frage, ob man Beobachtungsdaten als Zeitreihen interpretieren kann, hängt zunächst und zuallererst von der technischen Frage ab, ob die Daten bei der Aufzeichnung mit einem Zeitstempel versehen werden, der Auskunft über den exakten Zeitpunkt der Beobachtung gibt.

Fortlaufende, womöglich theoretisch unendliche Zeitreihen werden zur Verarbeitung meist in Tabellen gegossen. Dabei stellen ID (Objektidentität, falls mehr als ein Objekt fortlaufend beobachtet wird) und die Bezeichnungen der Messwerte die Spaltenüberschriften, und die Messwerte pro Zeiteinheit die Inhalte jeder Zeile dar. Jede neue Messung wird in eine neue Zeile einer strukturell unveränderten Tabelle geschrieben, in der das Datum der Messung als Index festgelegt ist (Tabelle 2.1). In seltenen Fällen, zum Beispiel bei kurzen Zeitreihen, in der fixe Zeitpunkte erhoben werden, können die verschiedenen Messwerte auch in einer Zeile über verschiedene Spalten aufgezeichnet werden.


Tabelle 2.1 Beispiel einer Zeitreihe mit fixen Intervallen (Stunden), in der Messwerte (Luftdruck, Grad Celsius) für verschiedene Zeitpunkte aufgezeichnet wurden. Jede Zeile beinhaltet Messwerte, die sich auf die gleiche Einheit (Ort) für verschiedene Zeitpunkte beziehen.



	Date

	p (mbar)

	T (degC)




	2009-01-01 00:00:00

	996.528

	−8.304




	2009-01-01 01:00:00

	996.525

	−8.065




	2009-01-01 02:00:00

	996.745

	−8.763




	2009-01-01 03:00:00

	996.987

	−8.897




	2009-01-01 04:00:00

	997.158

	−9.348






Machine-Learning-Verfahren, die auf die Analyse von Zeitreihen spezialisiert sind, setzen in der Regel eine Datenstruktur voraus, die folgende Kriterien erfüllt:

[image: Image]       Jede Zeile bildet die Messwerte für eine Zeiteinheit ab, die sich auf ein einzelnes Objekt bezieht.

[image: Image]       Die Zeilen sind in festen, regelmäßigen Intervallen organisiert (z. B. monatliche, stündliche, sekündliche Messdaten).

[image: Image]       Es handelt sich um lückenlose Daten. Es liegen keine fehlenden Zeilen vor, die die Intervallstruktur unterbrechen würden, und es liegen keine Zeilen vor, in denen fehlende Werte auftreten.

Da Daten in den seltensten Fällen in genau dieser Form aufgezeichnet werden, bietet Pandas eine Reihe von Möglichkeiten, Daten nachträglich umzustrukturieren: Wir können Zeitreihen unter Verwendung von Zeitstempeln in regelmäßige Intervalle überführen, und wir können unvollständige oder lückenhafte Datenreihen schließen.

Wir werden im Folgenden die Möglichkeiten ausloten, mit Zeitstempeln zu arbeiten und Daten in unterschiedliche Strukturen zu bringen. Zur Veranschaulichung verwenden wir dabei vorzugsweise eine Zeitreihe mit Klimadaten, die in der Stadt Jena zwischen den Jahren 2009 und 2015 erhoben wurden.



	2.1.1
	Daten laden




Beginnen wir mit dem Laden der Daten als Data-Frame und der Ansicht der ersten Zeilen, um uns einen Überblick zu verschaffen:

import pandas as pd
df = pd.read_csv(file)
df.head()

Ausgabe:

   Date Time   p (mbar)  T (degC)
0  01.01.2009  00:10:00  996.52   -8.02
1  01.01.2009  00:20:00  996.57   -8.41
2  01.01.2009  00:30:00  996.53   -8.51
3  01.01.2009  00:40:00  996.51   -8.31
4  01.01.2009  00:50:00  996.51   -8.27

Mit der head-Methode, die wir auf den als DataFrame instanziierten Datensatz anwenden, erhalten wir eine Übersicht über die ersten fünf Zeilen. Die Daten enthalten insgesamt drei Variablen: einen Zeitstempel (Date Time) und die Messwerte für Luftdruck und Temperatur (p (mbar), T (degC)). Außerdem erzeugt Pandas automatisch einen Index, der – falls nicht anders spezifiziert – einer Durchnummerierung der einzelnen Zeilen beginnend mit dem Indexwert 0 entspricht.



	2.1.2
	Datumsangaben und Zeitstempel parsen




Pandas versucht beim Einlesen die Daten automatisch in Zahlenformate (Integer oder Floats) zu konvertieren, sofern dies möglich ist. Für die beiden Messparameter (Luftdruck und Temperatur) ist das gelungen. Wenn wir die Spalten anpacken und das Attribut dtype abfragen, erhalten wir den entsprechenden Datentyp zurück:

df['p (mbar)'].dtype

Ausgabe:

dtype('float64')

Bei der Variable Date Time hat Pandas das Datenformat nicht automatisch verstanden und deshalb einen gemischten Datentypus (O) produziert, der sich wie ein String verhält. Für die Verarbeitungsschritte, die uns noch bevorstehen, ist dieses Format ungeeignet. Wir wollen später mit Datumsangaben arbeiten, z. B. Mittelwerte über Stunden berechnen oder einzelne Datumsbereiche (Monate) extrahieren.

Deshalb wandeln wir das Datum zunächst in eine Basisinstanz der Klasse datetime um, mit der wir datumsspezifische Operationen durchführen können. Dafür gibt es in Pandas mehrere Möglichkeiten. Wir beschränken uns hier auf die einfachste, die nachträgliche Umwandlung, indem wir die Pandas-Funktion to_datetime einsetzen:

df['date'] = pd.to_datetime(df['Date Time'])
df['date'].dtype

Ausgabe:

dtype('<M8[ns]')

Nach dieser Aktion erhalten wir eine neue Spalte date, die vom Datentyp M8 ist. Dabei handelt es sich um einen Pandas-spezifischen Datumstypus, der alle wesentlichen Funktionalitäten der Python-datetime-Klasse beinhaltet, darüber hinaus jedoch einige weitere Funktionalitäten bietet, die wir später benötigen werden.

Die Funktion to_datetime hat beim Aufruf den Wert jeder Zeile, der sich in der Variablen Date Time befindet, gelesen, interpretiert und automatisch die richtigen Direktiven auf die jeweiligen Positionen des Strings angewendet: Jahr, Monat, Tag, Stunde, Minute usw.

Auf diese Weise entsteht am Ende eine neue Spalte, in der jeder einzelne Wert in einen Datumstyp umgewandelt wurde. Dieser Automatismus funktioniert in vielen Fällen – aber nicht immer. Liegt ein Datumsstring in einem Format vor, das nicht automatisch gelesen und interpretiert werden kann, bekommen wir eine Fehlermeldung und wir müssen den Parse-Vorgang manuell anleiten. Dazu bietet die to_datetime-Funktion den optionalen Parameter format an.

Der Parameter format nimmt einen String, der das Parsing durch Angabe von Datumsdirektiven informiert. Bei den Direktiven handelt es sich um vorgegebene Abkürzungen für datumsrelevante Angaben. In unserem Fall müssten wir folgenden String zur Formatierung anwenden:

df['date'] = pd.to_datetime(
             df['Date Time'], format='%d.%m.%Y %H:%M:%S')

Pandas wird damit informiert, dass die zu lesenden Werte nacheinander Angaben zum Tag, Monat, Jahr, zur Stunde, Minute und Sekunde beinhalten. Außerdem spezifizieren wir damit das Format dieser Angaben (z. B. vierstellig vs. zweistellig). Die dafür vorgesehenen Direktiven sind vordefiniert. Eine Liste finden Sie in der Python-API der Klasse datetime, https://docs.python.org/3/library/datetime.html#strftime-strptime-behavior. Beachten Sie auch, dass der String, der das Parsing anleitet, auch alle Zeichen beinhalten muss, die beim Parsen übergangen werden sollen (z. B. Punkte, Doppelpunkte, Leerzeichen).

Nach der Umwandlung stehen uns einige einfache und weitreichendere Funktionen zur Verfügung, mit denen wir an unseren Daten arbeiten können.

Sehen wir uns zunächst die einfachen Funktionen an. Wir können jetzt zum Beispiel den Tag, Monat und das Jahr oder die Stunde aus dem geparsten Datum extrahieren, indem wir zuerst das Postfix dt angeben und dann das gewünschte Datums-Attribut abrufen: day, month, year, hour etc. Eine neue Variable, die den Monat des jeweiligen Datums als Integer beinhaltet, würden wir zum Beispiel auf folgende Weise erzeugen:

df['month'] = df['date'].dt.month
df.head()

Ausgabe:

        Date Time            p (mbar) T (degC) date                 month
69499   28.04.2010 15:40:00  996.51   20.53    2010-04-28 15:40:00   4
189060  04.08.2012 22:30:00  986.66   19.54    2012-08-04 22:30:00   8
229360  11.05.2013 19:10:00  987.09   12.25    2013-05-11 19:10:00   5
308450  11.11.2014 10:30:00  985.40   4.65     2014-11-11 10:30:00  11
395306  06.07.2016 14:30:00  992.49   18.96    2016-07-06 14:30:00   7



	2.1.3
	Indexbezogene Datums-Funktionen




Um die weitreichenderen Vorzüge der Datumsklasse für Zeitreihenanalysen kennenzulernen, müssen wir zunächst das Datum als Index des Data-Frames setzen. Im Augenblick arbeiten wir noch mit dem bestehenden Standard-Index, der beim Laden der CSV-Datei automatisch erzeugt wurde und der die Zeilen im Wesentlichen durchnummeriert. Das ändern wir, indem wir die set_index-Methode aufrufen, und die Spalte übergeben, die wir als Index festlegen möchten:

df = df.set_index('date')
df.head()

Ausgabe:

date                 p (mbar)  T (degC)
2009-01-01 00:10:00  996.52    -8.02
2009-01-01 00:20:00  996.57    -8.41
2009-01-01 00:30:00  996.53    -8.51
2009-01-01 00:40:00  996.51    -8.31
2009-01-01 00:50:00  996.51    -8.27

Der Index ist jetzt durch die Spalte date (Datentyp M8) ersetzt worden. Nun können wir die Zeitreihe unter die Lupe nehmen, einzelne Fenster extrahieren und datumsspezifische Berechnungen durchführen.

Beginnen wir mit Extraktionen auf Grundlage von Datumsangaben. Nehmen wir an, wir möchten alle Zeilen, die zwischen dem 01. Februar 2011 und dem 31. Juli 2012 aufgezeichnet wurden, filtern. Das lässt sich jetzt über das in Python bewährte Slicing-Verfahren bewerkstelligen – entweder, indem wir einfach den Datums-Auszug als String definieren, der dann geparst wird, oder indem wir vordefinierte Instanzen der datetime-Klasse übergeben:

# Slicing: Variante 1
df['2011-01-02':'2011-07-31']
# Slicing: Variante 2
from datetime import datetime
start = datetime(day=1, month=2, year=2011)
end = datetime(day=31, month=7, year=2011)
df[start:end]

Ausgabe:

Date                 p (mbar)  T (degC)
2011-01-02 00:00:00  990.02    0.03
2011-01-02 00:10:00  990.07    0.15
…
2011-07-31 23:40:00  989.98    13.34
2011-07-31 23:50:00  989.97    13.36

Wenn wir auf Grundlage einzelner Angaben (Wochentag, Monat, Jahr) Selektionen durchführen möchten, können wir dazu die Attribute des Indexobjekts ansprechen. Im Folgenden selektieren wir zum Beispiel alle Mai-Monate beliebiger Jahre:

df[df.index.month == 5]

Darüber hinaus lassen sich jetzt alle möglichen datumsbezogenen Berechnungen und Umstrukturierungen durchführen. Dabei hilft uns die Instanzmethode resample. Zum Beispiel, wenn wir die Daten von der 10-Minuten-Frequenz in eine stündliche Frequenz downsamplen möchten. Der übergebene Parameter (rule) definiert die Art des Resamplings. Mit dem anschließenden mean-Befehl wird im Beispiel die Berechnung von Mittelwerten über die ursprünglichen Werte eingeleitet, sodass ein neuer Data-Frame entsteht, der aus einer lückenlosen Zeitreihe besteht, in der die Intervalle zwischen den Zeilen genau eine Stunde betragen.

df = df.resample(rule='H').mean()
df.head()

Ausgabe:

date                 p (mbar) T (degC)
2009-01-01 00:00:00  996.528  -8.304
2009-01-01 01:00:00  996.525  -8.065
2009-01-01 02:00:00  996.745  -8.763
2009-01-01 03:00:00  996.987  -8.897
2009-01-01 04:00:00  997.158  -9.348

Der Übergabeparameter rules kann dabei mit unterschiedlichen Anweisungen arbeiten, die zu unterschiedlichen Intervallstrukturen führen. Die wichtigsten sind in Tabelle 2.2 verzeichnet.


Tabelle 2.2 Auswahl an Regeln, die die Reindexierung der Resample-Anweisung anleiten



	Rule

	Bedeutung




	D

	Kalendertag




	B

	Arbeitstage (spart Samstage und Sonntage aus)




	W

	Wochentag




	M

	Monatsende




	H

	Stunde




	T

	Minute




	S

	Sekunde






Sobald wir resample einsetzen bzw. immer dann, wenn wir davon ausgehen können, dass die Intervalle einer Zeitreihe fixiert sind, sollten wir dem Datumsindex des Data-Frames das mitteilen. Das hat im Moment noch keine weitreichenden Konsequenzen. Später, wenn wir mit ARIMA-Modellen arbeiten oder bestimmte Funktionen verwenden, die mit Datumsangaben arbeiten, kann das jedoch hilfreich sein.

Um diese Einstellung vorzunehmen, müssen wir den Index des Data-Frames noch einmal anfassen. Dazu greifen wir auf das Attribut freq des Index-Objekts des Data-Frames zu und stellen es entsprechend ein:

df.index.freq = 'H'

Wenn wir anschließend das Attribut freq abfragen, erhalten wir die Information Hour zurück. Damit signalisiert der Data-Frame nach außen, dass die Intervalle zwischen den Zeilen jeweils auf eine Stunde eingestellt sind.



	2.2
	Operationen entlang der Zeitachse




Zeitreihen unterscheiden sich von Querschnittsdaten im Wesentlichen dadurch, dass in Zeitreihen spezifische Korrelationsverhältnisse über die Zeitachse vorherrschen. Hintergrund ist die Annahme bzw. die Beobachtung, dass ein Objekt, das als Einheit betrachtet wird, den Zustand, in dem es sich zu einem Zeitpunkt befindet, nicht willkürlich wechseln kann.

Nehmen wir an, es handle sich bei dem Objekt um einen Ort und die Messgröße sei die Temperatur, die wir monatlich beobachten. Die Temperatur im Januar ist der Temperatur im Dezember oder im Februar wesentlich ähnlicher als der Temperatur im August. Je weiter wir uns von einem Zeitpunkt entfernen, so könnte man verallgemeinern, umso unterschiedlicher sind die Temperaturwerte.

Das trifft aber nicht ganz zu. Unsere Zeitreihe weist schließlich eine zyklische Struktur auf, in der die Korrelationen zwischen den gemessenen Temperaturwerten zunächst abnehmen, um dann wieder zuzunehmen. Die Temperatur zum Zeitpunkt t12 ist mit hoher Wahrscheinlich sehr ähnlich der Temperatur zum Zeitpunkt t0, da sich die Erde in diesem Zeitraum einmal komplett um die Sonne gedreht hat.

Diese Korrelationsmuster beinhalten Informationen über die Struktur der Zeitreihe, die sich bestimmte Verfahren zur Prognose von Zuständen in der Zukunft zunutze machen. Wie man solche Muster analysiert und damit Modelle anlernt, sehen wir uns im dritten Kapitel zum Thema ARIMA-Verfahren genauer an. Was uns in diesem Abschnitt interessiert, sind die vorbereitenden Arbeiten an Zeitreihen, die wir auf dem Weg dorthin erledigen müssen.



	2.2.1
	Mit Lags arbeiten




Unter Lags versteht man zeitversetzte Werte einer Reihe. Das Lag erster Ordnung bezeichnet den Messwert des vorherigen Intervalls. In einer diskreten Zeitreihe mit konstanten Intervallen, die in einem Data-Frame abgelegt sind, ist das einfach der Wert aus der vorherigen Zeile.

In Pandas können wir auf die Lags mit der shift-Methode zugreifen. Der Parameter periods bestimmt dabei, um wie viele Zeitschritte (Intervalle) wir in die Vergangenheit zurückgreifen.

Nehmen wir wieder die Temperaturdaten der Stadt Jena, die wir diesmal in eine monatliche Intervallstruktur gezwungen haben. Wenn wir pro Zeile eine neue Variable mit dem Temperaturwert aus dem vorherigen Monat erhalten möchten, können wir wie folgt vorgehen:

df['Lag_1'] = df['T (degC)'].shift(periods=1)
df.head()

Ausgabe:

date        T (degC)  Lag_1
2009-01-31  -3.627    NaN
2009-02-28   0.170    -3.627
2009-03-31   3.990     0.170
2009-04-30  11.890     3.990
2009-05-31  13.434    11.890



	2.2.2
	Differenzen erster und höherer Ordnung




Die Tatsache, dass wir auf beliebige Lags zugreifen können, lässt sich für verschiedene Zwecke nutzen. Unter anderem dafür, um die Differenzen erster und höherer Ordnung zu bilden. Die Differenzbildung ist immer dann nützlich, wenn man eine Zeitreihe um saisonale oder Trend-Komponenten bereinigen möchte.

Obwohl man in der Praxis meistens mit den First Differences arbeitet, kann man theoretisch Differenzen beliebiger Ordnung bilden. Bei den First Differences geht man die Reihe der Messwerte Zeile für Zeile durch und subtrahiert vom aktuellen Messwert jeweils das Lag erster Ordnung. Bei Differenzen zweiter Ordnung wendet man das gleiche Verfahren über das Ergebnis der First Differences noch einmal an.

Sehen wir uns dazu ein einfaches Beispiel an. In Bild 2.1 (links) ist eine einfache Zeitreihe über einige Minuten abgedruckt, die einen sinusartigen Verlauf nimmt. Die Messwerte liegen in einem Data-Frame unter der Spalte value vor, und der Data-Frame weist einen Datumsindex auf, der in 10-Sekunden-Intervalle getaktet ist.

Setzen wir jetzt also die First Differences ein, um zu sehen, welche Varianzen übrig bleiben, wenn wir die zyklische Komponente aus der Reihe entfernen. In Pandas können wir dazu entweder mit dem shift-Operator arbeiten und damit auf das erste Lag zugreifen, das wir dann vom jeweils aktuellen Messwert subtrahieren. Oder wir schlagen den einfacheren Weg ein und verwenden gleich die diff-Methode, die uns Pandas anbietet. Sie erledigt die gleiche Arbeit im Hintergrund für uns:

# Variante 1: diff 1 mithilfe der shift-Methode
df['diff1'] = df['value'] - df['value'].shift(periods=1)
# Variante 2: diff 1 mit diff-Methode
df['diff1'] = df['value'].diff()

Das Ergebnis sehen wir in Bild 2.1 (rechts). Die Kurve (diff1) ist deutlich abgeflacht, der saisonale Verlauf nur noch in Ansätzen erkennbar. Dafür tritt die zyklusunabhängige Varianz viel deutlicher zutage.

Wenn uns das Resultat noch nicht ausreicht, weil uns die zyklische Komponente noch immer zu deutlich ausgeprägt ist, können wir mit der Bildung der Differenzen zweiter Ordnung Abhilfe schaffen. Dazu wenden wir einfach die diff-Methode noch einmal auf die bereits einfach differenzierte Zeitreihe an:

df['diff2'] = df['diff1'].diff()
df.head()

Ausgabe:

                    value     diff1      diff2
2000-01-0100:00:00  0.824721   NaN       NaN
2000-01-0100:00:10  0.902207   0.077486  NaN
2000-01-0100:00:20  0.956789   0.054582  -0.022905
2000-01-0100:00:30  0.947058  -0.009731  -0.064313
2000-01-0100:00:40  0.988950   0.041892   0.051622

Es handelt sich bei den Differenzen zweiter Ordnung also nicht um die Bereinigung der Originalwerte mit dem zweiten Lag, sondern um die Bereinigung der First Differences mit dem ersten Lag.

Bild 2.1 (rechts) zeigt das Ergebnis. Der schwache, wellenförmige Verlauf, der in den First Differences (diff1) noch enthalten war, ist aus den Differenzen zweiter Ordnung (diff2) gänzlich verschwunden. Übrig bleiben die in diesem Beispiel schwach ausgeprägten zyklusunabhängigen Varianzen der Messreihe, die von bestimmten Methoden bevorzugt analysiert werden.
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Bild 2.1 Differenzen erster Ordnung (diff1) und Differenzen zweiter Ordnung (diff2) am Beispiel einer Zeitreihe mit zyklischer Komponente




	2.3
	Imputation fehlender Werte




Machine-Learning-Algorithmen reagieren allergisch auf Zellen, die fehlende Werte beinhalten. Unabhängig von der Art der Daten stellt sich deshalb immer die Frage, wie man damit umgehen sollte. Allerdings fällt die Antwort auf diese Frage unterschiedlich aus, je nachdem, ob man mit Querschnittsdaten oder mit Zeitreihen arbeitet.

Wenn man es mit Querschnittsdaten zu tun hat und sich die Anzahl fehlender Werte in Grenzen hält, ist es das einfachste, die Zeilen mit den Missing Values einfach zu entfernen. Wenn das keine Option ist, zum Beispiel, weil dadurch eine große Anzahl an Fällen verloren gingen, muss man die Variablen imputieren. Dafür kommen verschiedene Verfahren in Frage, abhängig vom Skalenniveau der Daten. Bei metrischen Variablen ersetzt man die fehlenden Werte häufig einfach durch den Mittelwert oder den Median der Spalte.

Wenn man mit Zeitreihen arbeitet, bereiten fehlende Werte ungleich größeres Kopfzerbrechen. Machine-Learning-Ansätze, die auf Zeitreihen spezialisiert sind, gehen meist implizit davon aus, dass die Intervalle zwischen den Zeilen konstant und die Daten lückenlos sind. Selbst wenn nur wenige Werte fehlen, kann man die Zeilen deshalb nicht einfach entfernen. Dadurch würden die Lags einzelner Datensätze plötzlich andere Intervallschritte zum Ausdruck bringen, die zeitliche Achse würde ihre ursprüngliche Bedeutung verlieren.

Auch sind einfache Imputationsverfahren oft nicht einsetzbar. Ersetzt man zum Beispiel in einer Klimazeitreihe einen fehlenden Temperaturwert im Januar durch den Mittelwert über die Temperaturen des ganzen Jahres, produziert man Ausreißer, die den Anlernprozess eines Algorithmus verzerren.

Im Folgenden sehen wir uns deshalb die Möglichkeiten an, fehlende Werte im Allgemeinen und in Zeitreihen im Speziellen zu behandeln. Wir beginnen mit einfachen Verfahren und arbeiten uns zu den komplexeren Optionen durch.



	2.3.1
	Fehlende Werte vorbehandeln




Pandas weist fehlenden Werten numerischer Variablen normalerweise den NumPy-Wert NaN (Not a number) zu. Dabei handelt es sich um eine spezielle Klasse des Typs Float. Die Zuweisung bewirkt, dass die Werte der Spalte trotzdem als numerische Datentypen interpretiert werden können und dass Pandas unter Ausschluss der als NaN codierten Werte arithmetische Operationen durchführen kann.

Außerdem ermöglicht uns diese Codierung, die Anwendung spezifischer Pandas-Methoden, die den Umgang mit fehlenden Werten erleichtern. Etwa die Instanzmethode dropna, mit der sich Zeilen, die Missings enthalten, aus dem Data-Frame entfernen lassen. Oder auch die Methode fillna, die nach Anweisung einfachere oder komplexere Imputationen durchführt.

Aus diesem Grund sollten wir dafür sorgen, dass Werte einer Variable, die Missing Values bezeichnen, von Pandas als solche registriert werden. Wenn das nicht automatisch geschieht, können wir das auch nachträglich besorgen.

Nehmen wir an, wir hätten die folgende Zeitreihe, in der fehlende Werte mit dem Buchstaben X codiert sind:

                     value
2000-01-01 00:00:00  0.841
2000-01-01 00:00:10  0.891
2000-01-01 00:00:20  X
2000-01-01 00:00:30  0.964
2000-01-01 00:00:40  0.985

Das Problem mit dieser Spalte (die eigentlich numerische Werte enthält) ist, dass Pandas sie im Moment wie eine beliebige nicht-numerische Spalte behandelt. Pandas-Spalten bestehen nämlich aus NumPy-Arrays, die im Vergleich zu den meisten pythoninternen Sequenzen datentypsicher sind. Sie können also keine gemischten Datentypen beinhalten. Deshalb wird die Spalte in einen Datentyp konvertiert, in dem sich alle enthaltene Werte darstellen lassen. Das ist in Pandas normalerweise der Datentyp Object (O):

df['value'].dtype

Ausgabe:

dtype('O')

Um diese Spalte in einen numerischen Typ umzuwandeln, müssen wir Pandas zuerst mitteilen, welche Werte der Spalte als Missing zu behandeln sind. Das erreichen wir mit der Methode replace:

import numpy as np
df = df.replace(to_replace={'value': 'X'}, value=np.nan)
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Code-Hinweise: Das Dictionary, das wir der Instanzmethode replace unter dem Parameter to_replace übergeben, enthält als Key den Namen der Spalte und als Value (des Dictionarys) den Wert, der in dieser Spalte ersetzt werden soll. Danach übergeben wir unter dem Parameter value den einzusetzenden Wert. In diesem Fall ist das ein Float-Maskierungsobjekt vom Typ numpy.nan.
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Wenn das erledigt ist, sollte Pandas den Datentyp der Spalte automatisch in float64 umgewandelt haben. Wenn das nicht passiert ist, liegen gegebenenfalls noch weitere uncodierte Missing Values vor. Manchmal wird die Konversion aber auch aus anderen Gründen nicht automatisch durchgeführt. Mit dem astype-Befehl kann man die Umwandlung aktiv anregen:

df['value'] = df['value'].astype(np.float)
df['value'].dtype

Ausgabe:

dtype('float64')

Jetzt können wir auch die Anzahl der Missing Values in der Spalte mit der Methode isna abfragen und uns die relevanten Zeilen ausgeben lassen, falls wir sie kontrollieren möchten:

df[df.isna().any(axis=1)]

Ausgabe:

                     value
2000-01-01 00:00:20  NaN
2000-01-01 00:09:10  NaN
2000-01-01 00:16:50  NaN

Wenn wir hinter den isna-Aufruf den Methoden-Aufruf sum platzieren, erhalten wir die Anzahl fehlender Werte pro Spalte:

df.isna().sum()

Ausgabe:

value 3

Insgesamt liegen drei Zeilen in der Spalte value vor, die Missings beinhalten. Würden wir den Mittelwert oder die Standardabweichung über diese Spalte berechnen, werden diese drei Zeilen automatisch ausgeschlossen.



	2.3.2
	Einfache Imputationsverfahren




Wenn Pandas die Missings einer Spalte erkennt, sind wir in der Lage, mit diesen Missings spezifische Operationen durchzuführen. Die einfachste besteht darin, die Zeilen mit den Missings zu löschen.

Das geht mit der Methode dropna. Falls wir keine weiteren Parameter setzen, werden alle Zeilen aus dem Data-Frame gelöscht, die Missing Values enthalten. Falls wir den Löschvorgang auf Missing Values in bestimmten Spalten einschränken wollen, können wir das durch Spezifizierung des Parameters subset erreichen:

df = df.dropna(subset=['value'])
df.isna().sum()

Ausgabe:

value 0

Die Daten sind jetzt um die drei Zeilen reduziert, die Missings enthielten.

Das ist die einfachste Variante, um mit fehlenden Werten umzugehen. Wenn Sie mit Zeitreihen arbeiten, ist das aber nicht besonders effektiv, weil jetzt eine Lücke zwischen den beiden Intervallen klafft, zwischen denen eine der gelöschten Zeilen lag:

                     value
2000-01-01 00:00:00  0.841
2000-01-01 00:00:10  0.891
2000-01-01 00:00:30  0.964
2000-01-01 00:00:40  0.985
2000-01-01 00:00:50  0.997

Deshalb arbeitet man in solchen Fällen häufig mit Imputationsverfahren. Dabei werden die fehlenden Werte durch zu spezifizierende Werte ersetzt.

Am einfachsten ist es, den Mittelwert der Spalte als Imputation zu verwenden. Das ist leicht und mit einem einfachen Befehl zu handhaben, den wir uns gleich ansehen. Bei Zeitreihen, die saisonale Komponenten beinhalten, ist das – wie oben beschrieben – keine besonders glückliche Methode, weil wir unter Umständen einen Wert einsetzen, der an dieser Stelle völlig unpassend ist. Und das wollen wir bei der Imputation ja gerade verhindern. Wir möchten so unauffällig wie möglich imputieren. Wir möchten nicht, dass ein Lernalgorithmus eine Regel lernt, die durch die Imputation entstanden ist.

Eine bessere Wahl ist die Imputation mit dem ersten Lag. Das würde bei einer saisonal orientierten Zeitreihe helfen, deren Anatomie nicht grundlegend zu verändern.

Einfache Imputationen lassen sich in Pandas mit der Methode fillna bewerkstelligen, die wir auf einzelne oder mehrere Spalten zugleich anwenden können. Wenn wir einen spezifischen Wert einsetzen möchten, zum Beispiel den Mittelwert oder den Median, können wir diesen Wert einfach dem Parameter value übergeben. Er wird dann in allen Zeilen der Spalte(n) eingesetzt, an dem sich ein NaN befindet.

Mit dem Parameter method lassen sich dagegen zwei eingebaute Imputationsmethoden aufrufen. Unter Übergabe des Strings ffill (Forward Fill) wird eine Art Lag-Imputation durchgeführt, die den Wert aus der Zeile zuvor einsetzt. Mit bfill (Back Fill) wird der Wert aus der nachfolgenden Zeile eingesetzt. Beide Methoden nutzen aber den nächstgelegenen gültigen Wert. Wenn also zwei aufeinanderfolgende Zeilen NaNs beinhalten, wird für beide Imputationen jeweils der gleiche Messwert aus der Zeile verwendet, der vor bzw. nach dem ersten NaN liegt.

1. df_mean_imput = df['value'].fillna(value=df['value'].mean())
2. df['value'].fillna(method='ffill', inplace=True)
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Code-Hinweise: In Zeile 1 imputieren wir mit dem Mittelwert unter Aufruf von fillna. Dabei übergeben wir dem Parameter value einfach den Mittelwert, den wir an Ort und Stelle unter Aufruf der mean-Methode über die Spalte value berechnen. Den neuen Datensatz mit den imputierten Werten fangen wir unter der Referenzvariable df_mean_imput ab.

In Zeile 2 imputieren wir alternativ mit dem ersten Lag. Dazu belegen wir den Parameter method mit dem String ffill. Man beachte dabei auch den Einsatz von inplace, das wir auf True setzen. Damit wird die Aktion auf das aktuelle DataFrame-Objekt, auf das die Referenzvariable df verweist, angewendet. Inplace ist in verschiedenen Pandas-Methoden verfügbar und erspart uns zuweilen das Abfangen des neuen Data-Frames, auf den die aufgerufene Methode angewendet wurde, wenn wir den alten (unveränderten) Data-Frame nicht behalten möchten.
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Bild 2.2 Imputation einer Zeitreihe mit dem Mittelwert und dem ersten Lag


In Bild 2.2 sind die Ergebnisse beider Imputationsvarianten abgetragen. Bei der Zeitreihe handelt es sich um eine einfache Sinuskurve, in die von Hand Missings eingefügt wurden. Links sind die Ausreißer deutlich zu erkennen, die durch die Mittelwerts-Imputation typischerweise entstehen, wenn eine Zeitreihe eine saisonale Komponente aufweist. Die Kurve rechts, die mit der Forward-Fill-Methode imputiert wurde, verläuft dagegen wesentlich glatter. Abhängig vom Auftreten der Missings in der Reihe werden jeweils naheliegende Werte (Lag 1) zur Imputation verwendet und damit wird die Grundstruktur der Sinuskurve im Wesentlichen reproduziert.



	2.3.3
	Mit gleitenden Mittelwerten arbeiten




Mit der Foward-Fill- und der Backward-Fill-Methode werden die Reihen der Missings durch Übertragung von Messwerten aus vorhergehenden oder nachfolgenden Lags geschlossen. Bei der Imputation mit der Rolling-Means-Methode (gleitende Mittelwerte) geht man ähnlich vor. Allerdings werden jetzt Mittelwerte über kleinere Teilbereiche der Originalzeitreihe berechnet, die dann zur Imputation genutzt werden. Wenn die Daten saisonale oder Trend-Komponenten aufweisen, entsteht dadurch eine etwas geschliffenere Imputation.

Bei gleitenden Mittelwerten handelt es sich nicht in erster Linie um ein Imputationsverfahren. Es ist ein Verfahren, das zu Glättung von Messreihen eingesetzt wird. Es bereinigt kleinere Fluktuationen und macht dadurch langfristige Trends besser sichtbar.

Technisch wird dazu über kleine Zeitfenster, die aus zwei, drei oder mehr aufeinanderfolgenden Intervallen bestehen, der Mittelwert berechnet. Das Zeitfenster wird über die gesamte Zeitreihe geschoben, sodass für jedes Intervall ein Mittelwert über die gewählte Anzahl von Beobachtungen in der Umgebung entsteht.

Sehen wir uns auch das an einem Beispiel an. In Bild 2.3, links, ist der Verlauf einer Zeitreihe mit einer saisonalen Komponente abgetragen, die starke lokale Fluktuationen aufweist. Diese Fluktuationen wollen wir etwas abschleifen, um den übergreifenden Verlauf besser herauszuarbeiten.
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Bild 2.3 Originalwerte und Rolling Means einer Zeitreihe


Pandas unterstützt uns bei der Berechnung gleitender Mittelwerte wieder. Dazu gibt es die Methode rolling. Nehmen wir an, die Originaldaten lägen in einem Data-Frame df und bei der Spalte, die wir transformieren möchten, handle es sich um value. Die Rolling Means (berechnet über ein Zeitfenster von neun Intervallen) erhalten wir dann mit folgendem Befehl:

df['rm'] = df['value'].rolling(window=9,
                               min_periods=3,
                               center=True).mean()
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Code-Hinweise: Mit window spezifizieren wir die Anzahl der angrenzenden Zeilen, über die der Mittelwert jeweils berechnet werden soll. Zusätzlich bietet die rolling-Methode einige hilfreiche Einstellungsoptionen: Nehmen wir an, wir wollten auch für die Ränder und für Zeilen, in denen sich einzelne Missing Values befinden, Werte erhalten. Mit dem Parameter min_periods können wir festlegen, wie viele gültige Werte in einem Zeitfenster mindestens vorhanden sein müssen, um den Mittelwert für eine einzelne Zeile zu berechnen. In unserem Fall haben wir den Wert auf drei festgelegt. Wenn weniger als drei Werte vorliegen, wird automatisch ein Missing value erzeugt.

Mit center können wir bestimmen, dass die Berechnung der Mittelwerte pro Zeile sowohl auf Grundlage vorhergehender als auch nachfolgender Messwerte erfolgen soll. Mit der vorliegenden Einstellung werden neben dem aktuellen Messwert, für den der Rolling Mean berechnet wird, also die vier vorhergehenden und die vier nachfolgenden Messwerte herangezogen. Standardmäßig ist center auf False gesetzt, sodass nur vorausgehende Messwerte zur Berechnung herangezogen werden.

Nachdem wir mit rolling den Rahmen der Berechnung vorgegeben haben, müssen wir noch den zu berechnenden Wert festlegen. Wir möchten Mittelwerte berechnen, also rufen wir einfach die mean-Methode auf. Wenn wir statt Mittelwerte andere Maßzahlen (zum Beispiel die Standardabweichung oder den Median) erhalten wollten, würden wir nach rolling einfach eine andere Berechnungsmethode aufrufen (std, median etc.)
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Das Ergebnis sehen Sie in Bild 2.3, rechts: Der Verlauf der Kurve zeigt sich jetzt ohne die starken lokalen Fluktuationen.

Der Vorteil der Verwendung gleitender Mittelwerte zur Imputation besteht zum einen darin, dass dieses Verfahren im Vergleich zur Lag-Methode weniger anfällig für die Reproduktion von Ausreißern ist. Schließlich könnte der vorhergehende oder der nachfolgende Wert ein sehr untypischer Messwert sein. Gleitende Mittelwerte nivellieren solche Ausreißer und führen deshalb in der Regel zu etwas sanfteren Imputationen. Zum anderen können wir durch die Verwendung zentrierter gleitender Mittelwerte die Richtung der Bewegung einer Zeitreihe besser einfangen und dadurch die Imputationen nahtloser in die Reihe integrieren.

Auch das schauen wir uns wieder an einem Beispiel an. In Bild 2.4, links, ist wieder das Beispiel einer sinusartigen Zeitreihe mit drei fehlenden Werten aus dem vorherigen Abschnitt abgedruckt. Um die Missings zu imputieren, verwenden wir die gleitenden Mittelwerte, die über ein Zeitfenster von drei Intervallen berechnet werden. Außerdem müssen wir jetzt natürlich festlegen, dass nur zwei Intervalle verfügbar sein können, um einen gültigen Mittelwert zu berechnen. Das Resultat übergeben wir gleich dem value-Parameter der fillna-Methode, sodass Pandas automatisch die gleitenden Mittelwerte für Zeilen einsetzt, die NaN-Werte enthalten:

df['rm_imput'] = df['value'].fillna(
                  value=df['value'].rolling(
                                     window=3,
                                     center=True,
                                     min_periods=2).mean())

Wie man in Bild 2.4, rechts, sehen kann, sind die imputierten Werte kaum noch von den übrigen Werten der Reihe zu unterscheiden. Das ist natürlich im Beispiel der Tatsache geschuldet, dass es sich bei den Originalwerten um Realisationen einer Sinus-Funktion handelt. Aber die Stärke der Rolling-Mean-Imputation im Vergleich zur Lag-Imputation zahlt sich auch in anderen Kontexten aus: das gilt vor allem dann, wenn die Lage eines fehlenden Wertes sowohl durch einen vorhergehenden Wert als auch durch einen nachfolgenden Wert innerhalb der Reihe bestimmt wird.
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Bild 2.4 Imputation fehlender Werte einer sinusartigen Zeitreihe mit der Rolling-Means-Methode




	2.3.4
	Zeitfenster imputieren




Wir haben jetzt gesehen, wie sich einzelne Missings einer Zeitreihe imputieren lassen. Leider treten fehlende Werte in Zeitreihendaten häufig über größere Zeitfenster auf. Sei es, weil ein Messgerät, das für die Erhebung zuständig ist, für eine gewisse Zeit defekt war. Sei es, weil die Verbindung zum Speichermedium temporär nicht verfügbar ist. Sei es aus anderen Gründen.

Natürlich sollte man in solchen Fällen die Zeitreihe am besten in zwei oder mehr vollständige Reihen unterteilen und einen Machine-Learning-Algorithmus nacheinander mit getrennten Daten anlernen. In der Praxis ist das aber zuweilen schwierig. Wenn in einer langen Reihe immer wieder kleinere Ausschnitte fehlen, macht das den Anlernprozess ziemlich kompliziert.

Manchmal macht es deshalb Sinn, auch ganze Zeitfenster zu imputieren. Damit das funktioniert, sollte die zu imputierende Zeitreihe allerdings gewisse Eigenschaften aufweisen, aus denen sich der fehlende Verlauf rückschließen lässt.

Streng genommen wird damit die Aufgabe der Imputation allerdings zu einer Aufgabe der Vorhersage. Wir bräuchten ein angelerntes Modell, das Schätzwerte für die fehlenden Zeilen produziert. Wenn wir Daten imputieren, dann sind wir allerdings meistens noch in der Phase, in der wir diese Modelle anlernen und nicht in einer Phase, in der wir sie anwenden können.

Wir müssen deshalb auf regelbasierte Verfahren zur Imputation zurückgreifen. Dass man das überhaupt in Erwägung zieht, hat damit zu tun, dass die Aufgabe der Imputation anders definiert ist als die der Prognose. Bei einer Prognose möchten wir auf Grundlage der Eigenarten der bekannten Werte einer Reihe einen oder mehrere Werte dieser Reihe in der Zukunft prognostizieren. Dabei geht es vor allem darum, Abweichungen nach oben oder unten zu erkennen. Bei einer Temperaturschätzung möchten wir nicht nur einen durchschnittlichen Temperaturwert im Mai vorhersagen, sondern wir möchten wissen, ob die Temperatur aufgrund des Temperaturverlaufs in den Tagen zuvor vom Durchschnitt nach oben oder unten abweichen wird.

Bei einer Imputation ist das anders. Bei einer Imputation möchten wir möglichst unauffällige Werte generieren. Wir möchten Durchschnittswerte der Reihe erzeugen, die ein Machine-Learning-Verfahren beim Anlernen verdauen kann, ohne dass es dadurch in eine bestimmte Richtung abgelenkt wird. Die Stellschrauben des Modells sollen sich beim Anlernen über imputierte Daten möglichst wenig ändern. Wir wollen ja nicht, dass das Modell an den imputierten Daten effektiv lernt, sondern nur verhindern, dass der Lernprozess durch das Auftreten fehlender Werte unterbrochen wird.

Wenn wir solche Imputationen erzeugen, müssen wir deshalb über einige Kenntnisse der Zeitreihe verfügen, die wir imputieren möchten. In manchen Fällen ist das schier unmöglich. Ein Aktienkurs, über den uns über ein oder mehrere Wochen keine Daten vorliegen, lässt sich nicht imputieren. Im Grunde geht das vor allem dann, wenn eine Zeitreihe durch eine zyklische Komponente dominiert wird, wie das zum Beispiel bei Klimadaten der Fall ist oder bei saisonabhängigen Verkaufszahlen. In solchen Fällen können wir über zyklische Komponenten Anhaltspunkte für die Imputation gewinnen.

Gehen wir die verschiedenen Möglichkeiten wieder an einem Beispiel durch. In Bild 2.5 links ist ein Auszug der Temperaturdaten der Stadt Jena verzeichnet. Die Daten liegen als Mittelwerte über die Monate vor und erstecken sich über ein Zeitfenster von drei Jahren (Januar 2009 bis Januar 2012). Das Auf und Ab entspricht dabei den jahreszeitlichen Schwankungen.
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Bild 2.5 Fehlende Werte in einer Zeitreihe mit Temperaturdaten – Imputation mit dem ersten und dem zwölften Lag im Vergleich


Wie man sieht, klafft in den Originaldaten eine Lücke, die ein Zeitfenster zwischen Mai und August 2010 beschreibt. Wenn wir diese Daten mit einem Standard-Imputationsverfahren wie der ffill-Methode imputieren, erhalten wir als Ergebnis eine vervollständigte Verlaufskurve, wie sie in Bild 2.5 in der Mitte abgetragen ist. Für jeden einzelnen Missing wird der letztgültige Wert aus dem nächstgelegenen Lag eingesetzt. Dabei handelt es sich um die Temperatur im April 2010. Folglich wird die Kurve einfach horizontal verlängert und dabei der aus den anderen Jahren erwartete Anstieg über die Sommermonate ignoriert.

Da die saisonale Struktur der Daten offensichtlich ist, können wir uns leicht ein besseres Imputationsverfahren ausdenken. Wir wissen schließlich, dass sich die Temperaturkurve jahreszeitlich wiederholt. Wenn wir also die Monate Mai bis August des Jahres 2010 imputieren möchten, könnten wir dazu einfach die Temperaturwerte der gleichen Monate aus dem vorherigen Jahr verwenden. Das ist auch technisch eine leichte Übung. Schließlich müssen wir nur das 12. Lag in unseren Daten ansteuern und damit die Imputation durchführen:

df_lag12 = df['T (degC)'].fillna(
            value=df['T (degC)'].shift(periods=12))

Das Ergebnis ist in Bild 2.5 rechts zu sehen. Man sieht, dass sich jetzt zwischen Mai und August der Temperaturhügel aus dem Vorjahr erhebt. Damit ist zumindest die saisonale Struktur wiederhergestellt.

Problematisch sind solche Imputationen aus den gleichen Gründen wie bei der Forward-Fill-Methode. Wir verlassen uns bei der Imputation wieder auf einzelne Werte. Diesmal sind es die aus dem 12. Lag. Aber das Problem bleibt das gleiche. Wenn die Sommertemperaturen des Vorjahrs Ausreißer nach oben oder unten waren, lernt der Algorithmus diese Ausreißer über die imputierten Daten noch einmal kennen und stellt die Gewichtungen entsprechend ein.

Besser ist es deshalb, zur Imputation auf Informationen über die gesamten verfügbaren Monate innerhalb der Zeitreihe zurückzugreifen. Zum Beispiel, indem wir die Mittelwerte pro Monat über alle Jahre berechnen. Dadurch beugen wir dem Ausreißerproblem vor.

Technisch ist das jetzt allerdings etwas anspruchsvoller. Pandas bietet leider keine Methode, mit der sich das einfach so arrangieren ließe. Wir müssen mehrere Schritte abarbeiten: Zuerst die Mittelwerte über die Monate berechnen, dann die monatlichen Mittelwerte wieder an die Originaldaten über den Monat als Key anhängen, und zum Schluss noch die Imputation durchführen.

Beginnen wir mit der Erzeugung der Mittelwerttabelle:

1. monthly_means = df.groupby(
2.                 df.index.month)['T (degC)'].mean()
3. monthly_means.name = 'T month'
4. monthly_means

Ausgabe:

Date  Time
1      2.291
2      4.804
3      7.025
4     10.168
5     12.378
6     13.949
7     15.768
8     15.264
9     11.943
10     8.636
11     6.264
12     4.717
Name: T month, dtype: float64

Jetzt hängen wir die berechneten Werte an den ursprünglichen Data-Frame an. Und zwar so, dass jede Zeile – abhängig vom Monat, die sie bezeichnet – den korrespondierenden Mittelwert aus monthly_means zugeordnet bekommt. Danach können wir imputieren:

5. df = df.merge(month_means,
6.                 left_on=df.index.month,
7.                 right_index=True, how='left')
8. df['T imputed'] = df['T (degC)'].fillna(value=df['T month'])
9. df.head()

Ausgabe:

             T (degC)  T month  T imputed
Date Time
2010-03-31   7.927      7.025    7.927
2010-04-30   8.737     10.168    8.737
2010-05-31   NaN       12.378   12.378
2010-06-30   NaN       13.949   13.949
2010-07-31   NaN       15.768   15.768
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Code-Hinweise: In Zeile 1 und 2 erzeugen wir die Mittelwerttabelle unter Anwendung der groupby-Methode. Wir gruppieren über die Monate, die wir aus dem Index-Objekt des Data-Frames unter Verwendung des Attributs month abfragen, und bilden dann den Mittelwert über die Variable T (degC). Resultat ist ein Series-Objekt, das wir in monthly_means hinterlegen. In Zeile 3 stellen wir den Namen der Variable in monthly_means auf T month um.

Der Inhalt dieses Produkts ist unterhalb des Codes abgedruckt. Es handelt sich um ein Series-Objekt mit den Monaten als Index und den mittleren Temperaturen der Monate als Werte.

Diese Werte hängen wir in den Zeilen 5 bis 7 wieder an die ursprünglichen Daten mit der Zeitreihe (df) an. Beim Zusammenführen mit dem merge-Befehl soll für alle Zeilen, die einen Wert vom Januar beinhalten (unabhängig vom Jahr) der Gesamtmittelwert für den Januar angehängt werden. Das Gleiche geschieht für die anderen Monate.

Um das zu bewerkstelligen, mergen wir df und monthly_means unter Verwendung des Monats als Schlüsselvariable aus den beiden Tabellen. In df beziehen wir diesen Key über den Index und unter Aufruf des month-Attributs: left_on=df.index. month. In month_means brauchen wir nur auf den Index zuzugreifen, der bereits die Monate pro Jahr enthält (vgl. Zeile 1): right_index=True.

In Zeile 8 führen wir dann noch die Imputation durch. Dabei weisen wir die fillna-Methode an, für alle fehlenden Werte in der Spalte T (degC) Werte aus der Spalte T month einzusetzen.
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Die Ausgabe oben zeigt das Resultat der Imputation. Die Spalte T (degC) beinhaltet die Original-Temperaturwerte aus der Zeitreihe inklusive der Missings. T month beinhaltet die Durchschnittswerte pro Monat über alle Jahre. Und in T imputed sind die imputierten Werte abgelegt, die im Normalfall aus T (degC) gezogen werden und nur für den Fall, dass eine Zeile einen Missing beinhaltet, auf die Angaben aus der Spalte T month zurückgreifen.

Wie in Bild 2.6 zu sehen ist, reproduziert die imputierte Reihe jetzt nicht mehr den Verlauf der Temperaturkurve der Sommermonate aus dem Vorjahr. Es handelt sich um einen durchschnittlichen Sommer, aus dem ein Lernalgorithmus keine Besonderheiten lernen könnte.
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Bild 2.6 Imputation mit saisonalen Mittelwerten




	2.4
	Daten mit NumPy in Form bringen




Pandas ist auf die Verarbeitung zweidimensionaler Tabellen spezialisiert. In den meisten Fällen liegen unsere Daten in diesem Format vor, sodass wir mit Pandas alle nötigen Maßnahmen der Vorverarbeitung treffen können.

Es gibt aber auch Situationen, in denen wir mit höherdimensionierten Arrays arbeiten müssen. Vor allem Deep-Learning-Verfahren, die mit Zeitreihen arbeiten, verlangen von uns, dass wir die Daten in drei-, vier- oder höherdimensionierten Tensoren anliefern. Außerdem retournieren einige der Vorverarbeitungsklassen, die wir aus der Bibliothek Scikit-learn nutzen, standardmäßig NumPy-Arrays.

Deshalb haben wir manchmal keine andere Wahl, als Pandas den Rücken zu kehren und mit NumPy weiterzuarbeiten.

Das Gute an NumPy ist, dass es reibungslos mit Pandas zusammenarbeitet. Jede Spalte, die wir in einer Klasse vom Typ pandas.DataFrame ablegen, ist streng genommen ein NumPy-Array. Daher können Pandas-Series-Objekte und Data-Frames auch ohne Weiteres als NumPy-Array-Objekte zurückgegeben werden. Umgekehrt könnten NumPy-Arrays einer bestimmten Form (ein oder zweidimensional) problemlos in Series-Objekte bzw. Data-Frames konvertiert werden.

Das Problem ist nur, dass uns NumPy einer Vielzahl der komfortablen Möglichkeiten beraubt, mit Datenmatrizen umzugehen, die Pandas bietet. NumPy-Arrays werden über Integer-Indexpositionen verwaltet. Es gibt jetzt keine Spaltenbezeichnungen mehr, keine Datumsindexe, keine einfachen Standardfunktionen mit Default-Einstellungen, die typischerweise auf Tabellen angewendet werden.

Im Folgenden sehen wir uns wiederum nur einen kleinen Teil der Möglichkeiten an, die NumPy bietet. Wir beschränken uns dabei auf einige wichtige Aspekte, die für die Arbeit mit Zeitreihen relevant sind. Nach einer kurzen Einführung werfen wir insbesondere einen Blick auf die Möglichkeiten, die Dimensionalität eines NumPy-Arrays zu ändern und mehrere Arrays entlang einer Achse zusammenzuführen.



	2.4.1
	Pandas und NumPy




Jeder Pandas-DataFrame und jedes Series-Objekt kann unter Abfrage des Attributs values oder mithilfe der to_numpy-Methode in ein NumPy-Array konvertiert werden. Dabei entsteht eine Klasse vom Typ ndarray, die die Struktur der zugrunde liegenden Datenmatrix widerspiegelt. Eine einzelne Spalte wird als eindimensionales Array, mehrere Spalten werden als zweidimensionales Array repräsentiert.

Bei der Konversion werden allerdings sowohl die Spaltenbezeichnungen als auch der Index entfernt und durch einfache Integer-Indexierungen ersetzt. Außerdem sind NumPy-Arrays datentypsicher. Bei Data-Frames bezieht sich die Typsicherheit auf einzelne Spalten. Ein Data-Frame kann deshalb Spalten aufnehmen, die unterschiedliche Datentypen beinhalten. Ein NumPy-Array (auch wenn es mehrdimensional ist) hat nur einen einzigen Datentyp.

Sehen wir uns das ein einem Beispiel an. Die Referenzvariable df verweist auf einen Data-Frame mit drei Zeilen und drei Spalten:

   a  b  c
0  1  A  4.55
1  2  B  5.33
2  3  C  6.22

Die Datentypen der Spalten erhalten wir über das Attribut dtypes:

df.dtypes

Ausgabe:

Datentypen, df:
a     int32
b    object
c   float64

Bei der Umwandlung in ein NumPy-Array wird der kleinste gemeinsame Nenner aller Werte in allen Spalten gesucht und als Datentyp festgelegt. Bei einer Spalte, die aus einem Mix aus Integer- und Float-Werten besteht, entsteht ein Float-Array. Bei einer Spalte mit Float-Werten und einem oder mehreren Werten vom Datentyp der Object-Klasse ein Object-Array.

Wandeln wir den Data-Frame zuerst in ein NumPy-Array um:

array = df.values
array

Ausgabe:

[[1 'A' 4.55]
 [2 'B' 5.33]
 [3 'C' 6.22]]

Dann fragen wir den Datentyp des Arrays mit dtype ab:

array.dtype

Ausgabe:

object

Aufwendiger als die Konversion eines Data-Frames in ein NumPy-Array ist der umgekehrte Vorgang, die Erzeugung eines Data-Frames aus einem NumPy-Array. Dazu müssen wir den Konstruktor der DataFrame-Klasse aufrufen und das NumPy-Array übergeben. Spalten- und Indexpositionen werden separat unter Belegung der Parameter columns und index eingestellt:

df = pd.DataFrame(array,
                  index=[0, 1, 2],
                  columns=['a', 'b', 'c'])
df

Ausgabe:

   a  b  c
0  1  A  4.55
1  2  B  5.33
2  3  C  6.22



	2.4.2
	Slicing




Aus den über Indexpositionen organisierten Sequence-Klassen list und tuples können wir, wie wir wissen, Auszüge extrahieren, indem wir in eckigen Klammern zwischen einem Doppelpunkt die Start und Endposition spezifizieren: [start:end]. Das Prinzip nennt sich Slicing und funktioniert auch für NumPy-Arrays. Allerdings gibt es dort eine hilfreiche Zusatzoption: Durch Verwendung von Kommata als Trennzeichen können in zwei- oder mehrdimensionalen Arrays die gewünschten Zeilen und Spalten, die wir ausschneiden möchten, separat spezifiziert werden.

Sehen wir uns das an einem Beispiel an. Im Folgenden schneiden wir aus einem zweidimensionalen Array die ersten beiden Zeilen mit den Werten aus den ersten beiden Spalten aus:

import numpy as np
array = np.array([[1.1, 1.2, 1.3],
                  [2.1, 2.2, 2.3],
                  [3.1, 3.2, 3.3]])
array[:2, :2]

Ausgabe:

[[1.1 1.2]
 [2.1 2.2]]

Und jetzt extrahieren wir alle Zeilen beginnend mit der Indexposition 1 und daraus wiederum alle Spalten beginnend mit der Indexposition 1:

array[1:, 1:]

Ausgabe:

[[2.2 2.3]
 [3.2 3.3]]

Das gleiche Prinzip können wir übrigens auch auf pandas.DataFrames anwenden. Dazu müssen wir dem Data-Frame allerdings vor der Slicing-Operation mit iloc (integer-location based indexing) mitteilen, was wir vorhaben:

df.iloc[:2, :2]

Ausgabe:

   a  b
0  1  A
1  2  B



	2.4.3
	Restrukturierungsmaßnahmen




Einer der großen Vorteile von NumPy-Arrays gegenüber Pandas-Data-Frames besteht darin, dass wir eine Matrix sehr einfach in eine beliebig höher oder niedriger dimensionale Struktur bringen können. Das benötigen wir manchmal bei der Vorverarbeitung der Daten. Zum Beispiel, wie wir später sehen werden, wenn wir ein rekurrentes neuronales Netz anlernen möchten.

Die Aufgabe der Restrukturierung übernimmt der reshape-Befehl. Nehmen wir an, wir verfügen über ein zweidimensionales NumPy-Array, das über drei Zeilen und zwei Spalten verfügt:

array = np.array([[1.1, 1.2],
                  [2.1, 2.2],
                  [3.1, 3.2]])
array.shape

Ausgabe:

(3, 2)

Mit der reshape-Methode können wir diese Matrix zum Beispiel in einen flachen Vektor verwandeln:

arr1d = array.reshape(6)
arr1d

Ausgabe:

[1.1, 1.2, 2.1, 2.2, 3.1, 3.2]

Genauso gut können wir daraus ein dreidimensionales Array machen, in dem jeder einzelne Wert jeder Zeile in ein weiteres Array verschachtelt ist:

arr3d = array.reshape(3, 2, 1)
arr3d

Ausgabe:

[[[1.1] [1.2]]
 [[2.1] [2.2]]
 [[3.1] [3.2]]]

Falls wir uns im Unklaren darüber sind, über welche Dimensionalität oder welche Struktur ein NumPy-Array verfügt, können wir das über die Parameter ndim bzw. shape jederzeit abfragen:

arr3d.ndim, arr3d.shape

Ausgabe:

3, (3, 2, 1)

Beim Aufruf von reshape kann ein einzelner, die neue Struktur beschreibender Parameter auch unspezifiziert bleiben. NumPy erkennt dann automatisch, welcher Wert dort eingesetzt werden muss, um die Restrukturierung zu ermöglichen. Um das zu bewirken, müssen wir im reshape-Befehl statt eines gültigen positiven Integers einfach den Wert −1 setzen.

Nehmen wir an, wir möchten unseren flachen Vektor in eine zweidimensionale Matrix mit zwei Spalten zurückverwandeln. Wir wissen zwar, dass pro Zeile zwei Spalten entstehen sollen, aber wir wissen nicht, wie viele Zeilen dann in unserem Array verzeichnet sein werden. Unter diesen Umständen genügt es, den folgenden Befehl auszuführen:

arr2d = arr1d.reshape(-1, 2)
print(arr2d)
print('Shape:', arr2d.shape)

Ausgabe:

array([[1.1, 1.2],
       [2.1, 2.2],
       [3.1, 3.2]])
Shape: (3, 2)

Natürlich kann NumPy ein Array mit reshape nur dann in die gewünschte Struktur bringen, wenn die Daten das erlauben. Wenn Sie versuchen, ein Array in eine Form zu zwingen, für die es keine Lösung gibt, erhalten Sie einen ValueError:

arr1d.reshape(8, 1)

Ausgabe:

ValueError: cannot reshape array of size 6 into shape (8,1)









	3
	Grundprinzipien maschinellen Lernens






Maschinelles Lernen bezeichnet die Fähigkeit eines Algorithmus, selbstständig aus Daten zu lernen. In diesem Buch geht es vorwiegend um überwachte Lernverfahren (Supervised Learning). Dabei lernt ein Algorithmus eine Beziehung zwischen einer Anzahl von x-Variablen (den Merkmalen oder Features) und einer y-Variable (der Zielvariable oder Target).

Ziel ist es, den Algorithmus so zu trainieren, dass er für gegebene Werte auf den x-Variablen den Wert auf der Zielvariable vorhersagen kann. Zum Beispiel soll der Algorithmus auf Grundlage von Merkmalen wie Alter, Essgewohnheiten und Vorerkrankungen mögliche Folgeerkrankungen einer Person vorhersagen können.

Damit das funktioniert, wird der Algorithmus während des Trainings sowohl mit x- als auch mit y-Daten gefüttert. Wir müssen ihm also Gelegenheit geben, Erfahrungen zu sammeln. Dazu brauchen wir eine hinreichend große Menge von Daten, in denen solche Erfahrungen gespeichert sind. In den Daten müssen also für eine gewisse Anzahl von Untersuchungsobjekten (z. B. Personen) die x-Daten als auch die y-Daten enthalten sein.

Wie umfangreich diese Daten sein sollten, ist schwer zu sagen. Je mehr, desto besser. Allerdings brauchen wir keine vollständigen Daten, keine Grundgesamtheit, um einen Algorithmus zu trainieren. Es müssen ja nicht schon alle möglichen Erfahrungen in allen möglichen Variationen gemacht und gesammelt worden sein, bevor man etwas lernen kann. Es reicht ein Auszug, eine Stichprobe möglicher Erfahrungen, die hinreichend repräsentativ für die Grundgesamtheit ist. Schwierig wird es nur dann, wenn die Daten verzerrt sind. Zum Beispiel, wenn nur Untersuchungsobjekte einer bestimmten Art enthalten sind – nur Personen mit Diabetes oder Personen, die unter Tage arbeiten. Solche Personen entwickeln vermutlich mit höherer Wahrscheinlichkeit spezielle Krankheiten.

Während des Trainings lernt der Algorithmus dann aus der Stichprobe die Beziehungen zwischen den x- und y-Daten. Und da maschinelle Lernverfahren nicht auf Hellseherei beruhen, funktioniert das nur, wenn eine erlernbare Beziehung gegeben ist. Die x-Daten müssen Informationsanteile beinhalten, die auch die y-Daten beinhalten.

In manchen Fällen ist diese Beziehung sehr einfach. Zum Beispiel eine lineare Beziehung zwischen dem Alter und den Arztkosten in einer Stichprobe von PatientInnen. Häufig sind Beziehungen zwischen Variablen aber verdeckter. Denken Sie zum Beispiel an eine Entweder- oder-Beziehung: ein Pilz, der nur dann giftig ist, wenn der Hut entweder sehr hell oder sehr dunkel ist. Solche Beziehungen sind schwerer zu analysieren und die meisten einfacheren Algorithmen scheitern daran.

In diesem einführenden Kapitel schauen wir uns einige der wichtigsten Lernalgorithmen und ihre Funktionsweise an. Darunter die lineare Regression, die zur Schätzung stetiger Zielvariablen eingesetzt wird, die logistische und die Softmax-Regression, die zur Klassifizierung eingesetzt werden. Danach kümmern wir uns um das unangenehme aber wichtige Thema der Vorverarbeitung der Daten (Preprocessing). Diese Arbeit wird gerne unterschätzt, ist aber entscheidend dafür, ein Modell dazu zu bringen, etwas aus Daten zu lernen. Zum Schluss nutzen wir dann das Gelernte, um einige einfache Analysen im Bereich der Zeitreihenanalyse durchzuführen.



	3.1
	Lineare Regression




Auch wenn die verschiedenen Algorithmen maschinellen Lernens in ihrer Anlage und Komplexität variieren, teilen die meisten eine Gemeinsamkeit: Sie basieren auf einem Grundprinzip des Lernens, das sich anhand des einfachsten dieser Verfahren am besten veranschaulichen lässt: an der linearen Regression. Deshalb wollen wir uns zu Beginn mit diesem Verfahren auseinandersetzen.



	3.1.1
	Grundlagen




Nehmen wir an, Sie führen ein kleines Café. In diesem Café haben sie über einige Tage jeweils die Anzahl der Gäste pro Stunde gezählt. Außerdem haben sie ihren Nettoverdienst in diesem Zeitraum ermittelt. Insgesamt liegen ihnen Informationen über 50 Zeitpunkte in einer Datenmatrix vor.

Nun möchten Sie aus diesen Daten ableiten, wie viel Gewinn sie in einer Stunde abhängig von der Anzahl der Gäste im Durchschnitt erzielen. Das könnte zum Beispiel interessant sein, um herauszufinden, wie viele Gäste Sie mindestens benötigen, um Gewinn zu erzielen und um auf dieser Grundlage die Öffnungszeiten anzupassen, früher oder später zu schließen, weil ab einer bestimmten Uhrzeit nur noch wenige Kunden kommen.

Wie können Sie vorgehen? Um sich mit dem Zusammenhang zwischen den beiden Variablen vertraut zu machen, visualisieren wir zunächst diesen Zusammenhang. Dazu verwenden wir einen Scatterplot, in dem wir die Anzahl der Gäste und den Nettoverdienst jeweils als Punkte in ein Koordinatensystem eintragen(Bild 3.1, links).

Jeder Punkt entspricht einer Datenzeile. Wählen wir als Beispiel den Punkt ganz links mit den Koordinaten x = 0, y = −70. Er bezieht sich auf eine Betriebseinheit in ihrem Café (eine Stunde), in der Sie keinen einzigen Gast hatten. Das heißt, Sie haben Verlust gemacht. Ziemlich genau 70 Euro. Schließlich mussten sie während dieser Stunde weiterhin ihre Aushilfskraft bezahlen und Sie hatten die üblichen laufenden Kosten: Strom, Wasser usw. Diese Situation trat aber nicht besonders häufig auf. In den meisten Fällen waren zehn oder mehr Gäste im Café, sodass Sie Gewinn erwirtschaftet haben.

Anhand der Punktewolke erkennt man nun ganz gut die Form dieses Zusammenhangs, der auch intuitiv offensichtlich ist: je mehr Gäste, umso mehr Verdienst. Die Gerade, die über die Punktewolke gelegt ist, bildet diesen Zusammenhang modellhaft ab. Genau genommen ist diese Gerade unser Schätzmodell. Darum kümmern wir uns jetzt etwas eingehender.
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Bild 3.1 Modellierung des Zusammenhangs zweier Variablen mithilfe einer linearen Regression


Die Frage, wie wir zu dieser Gerade kommen, verlegen wir auf später. Schauen wir uns zunächst an, wie uns diese Gerade – das Modell – bei unserer Aufgabenstellung hilft. Wir wollen ja aus bekannten Informationen (x) auf unbekannte Informationen (y) schließen – von der Anzahl der Gäste auf den Verdienst. Genau das können wir jetzt.

Nehmen wir an, wir möchten wissen, wie viel wir verdienen, wenn wir in einer Stunde nur fünf Gäste bewirten. Dafür liegen uns keine Daten aus der Stichprobe vor. Aber nachdem wir das Modell erzeugt haben, brauchen wir die Datengrundlage ja nicht mehr. Stattdessen verwenden wir das Modell, um eine Schätzung durchzuführen. Dazu bewegen wir uns auf der x-Achse von links nach rechts, bis wir die 5 erreicht haben. Den Punkt merken wir uns, denn von dort aus gehen wir im rechten Winkel nach oben, bis wir die Gerade schneiden. Dort angekommen, drehen wir uns um neunzig Grad nach links, wandern von dort aus zur y-Achse und lesen den Wert des Achsenabschnitts ab, auf dem wir uns befinden. Das wären ziemlich genau −50 Euro.

Wenn wir also in einer Stunde nur genau fünf Gäste bewirten, rechnen wir mit 50 Euro Verlust. Genauso können wir es mit beliebigen anderen Gästeanzahlen machen, für die wir den Gewinn ermitteln wollen. Bei 25 Gästen verdienen wir, wenn unser Modell stimmt, etwas mehr als 200 Euro, bei 15 Gästen um die 80 Euro. Bei 9 Gästen liegt ungefähr die Schwelle zwischen Verlust und Gewinn.

Lineare Schätzgleichung

Natürlich würden wir in der Praxis nicht auf diese Weise vorgehen. Die Gerade selbst haben wir ja auch nicht einfach nach Augenmaß in die Punktewolke gelegt. Wir haben dafür ein mathematisches Verfahren benutzt, das wir uns gleich ansehen. Jedenfalls ist die Gerade selbst nur visuelle Repräsentation einer Schätzformel, die so aussieht:
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Die Formel beschreibt, wie wir den Verdienst für unterschiedliche Gästeanzahlen schätzen können. In der ersten Zeile ist die allgemeine Gleichung, in der zweiten die konkrete, für unseren Zweck mit Koeffizienten gefüllte, Gleichung abgedruckt.

Was bedeuten diese Koeffizienten? Sehen wir uns dazu die rechte Grafik in Bild 3.1 an. Sie zeigt einen vergrößerten Ausschnitt des gesamten Koordinatensystems. Der Wert für α entspricht dem Intercept. Er beschreibt die vertikale Lage der Kurve. Er bestimmt den Wert der y-Variable (Verdienst), wenn die x-Variable, die Gästeanzahl, 0 ist. Das kann man anhand der Formel leicht ableiten. Wenn wir xgäste = 0 setzen, multiplizieren wir β mit 0 und erhalten entsprechend 0 zurück, ganz egal, welcher Wert für β festgelegt ist; übrig bleibt nur α. −114.43 ist also der Schätzwert für den Verdienst, den wir bei einer Gästezahl von 0 erzielen.

β beschreibt demgegenüber die Steigung der Geraden (Slope). Das ist der zweite Parameter, den wir benötigen, um eine Gerade in ein Koordinatensystem zu setzen. Wenn wir statt einem Gast zwei Gäste bewirten oder statt zehn Gästen elf Gäste, erhöht sich unser Verdienst um durchschnittlich 12 Euro und 88 Cent. β bezeichnet also die Veränderung des Verdienstes (y) bei einer Veränderung der Gästeanzahl (x) um genau eine Einheit.

Wenn wir α und β kennen, können wir den Verdienst für beliebige Gästezahlen schätzen, z. B. für 10 Gäste, 11 Gäste oder 30 Gäste:


  14.39 =− 114.43 + 12.88 ⋅ 10

  27.28 =− 114.43 + 12.88 ⋅ 11

310.71 =− 114.43 + 12.88 ⋅ 33



Natürlich können wir jetzt auch ganz und gar unsinnige Schätzungen durchführen. Zum Beispiel für −10 Gäste oder auch für 1000 Gäste, für die unser Café gar nicht ausgelegt ist. Die Schätzgerade kennt keinen Anfang und kein Ende. Wenn das aber keinen Sinn macht, müssen wir solche Schätzungen auch nicht durchführen.

Auf der anderen Seite könnten wir mit dieser Formel aber immerhin austesten, wie viel mehr Gewinn wir erzielen würden, wenn wir ein paar Sitzplätze mehr einrichten würden, z. B. indem wir die Tische näher zusammenrücken, um zu den Stoßzeiten mehr Gäste bewirten zu können. Nehmen wir also an, Sie hätten im Moment 33 Sitzplätze, aber es wäre ihnen möglich, wodurch auch immer, auf 40 Sitzplätze aufzustocken. Wenn Sie diese Gästeanzahl mit ihrer Aushilfskraft noch bewältigen können und es kommen tatsächlich so viele Gäste, würde sich ihr Gewinn in dieser Stunde von 310 auf über 400 Euro erhöhen.

Das sind die Optionen, die solche Modelle bieten. Sie können Szenarien austesten, Öffnungs- und Schließzeiten optimieren und darüber nachdenken, ob es sich lohnen könnte, das Café zu erweitern oder herausfinden, was sie verlieren, wenn sie renovieren müssen und in dieser Zeit einige Sitzplätze wegfallen.

Geschätzte vs. tatsächliche Werte: die Residuen

Jetzt wissen wir immerhin, was wir mit einem Modell anstellen können, wenn es angelernt ist. Die wichtigste Frage haben wir aber noch nicht geklärt: Woher beziehen wir die Koeffizienten, um die Formel zu füllen? Mit welchem mathematischen Verfahren lassen sich Lage und Steigung der Geraden bestimmen?

Offensichtlich müssen diese Parameter aus den Daten abgeleitet werden, auf deren Grundlage das Modell angelernt wurde. Um zu verstehen, wie das funktioniert, werfen wir noch einmal einen Blick in die Punktewolke. Diesmal sehen wir uns aber die Abstände der Punkte von der Geraden an, die Residuen (Bild 3.2). Die Residuen können wir aus zwei Gründen gebrauchen: Zum einen können wir aus ihnen die Qualität eines fertigen Schätzmodells ableiten. Zum anderen können wir uns an den Residuen bei der Optimierung der Gewichte orientieren.
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Bild 3.2 Lineare Regression, Residuen


Kümmern wir uns zuerst um die Qualität des Modells. Wir haben zwar bei der Geraden, die wir für die Schätzungen verwenden, ein ganz gutes Gefühl. Aber wir wissen auch, dass unsere Schätzungen nicht perfekt sind. Wir können also nicht erwarten, dass wir aus der Anzahl von Gästen ganz genau prognostizieren können, wie viel wir verdienen werden. Das liegt daran, dass die Assoziation zwischen den beiden Variablen nicht perfekt ist. Nicht alle Gäste konsumieren schließlich die gleiche Menge an Getränken oder Speisen. Zum Beispiel liegen uns für den Verdienst bei neun Gästen insgesamt zwei Messwerte vor. Das eine Mal haben wir ca. 47 Euro Verlust gemacht, das andere Mal 26 Euro Gewinn. Noch stärker sind die Unterschiede bei 20 Gästen; dafür liegen uns insgesamt 4 Messwerte vor; drei davon liegen relativ nahe an der Schätzgeraden, mit ihnen haben wir zwischen 145 Euro und 190 Euro Gewinn erzielt. Der vierte Datenpunkt ist ein Ausreißer – was auch immer in dieser Stunde passiert ist, vielleicht haben mehrere Kunden die Zeche geprellt – jedenfalls haben wir in diesem Fall 21 Euro Verlust gemacht.

Generell kann man sagen, dass ein Modell umso besser ist, je geringer die Residuen sind, je näher die Datenwolke an der Geraden liegt. Bei einem perfekten Modell würden alle Punkte wie an einer Perlenschnur an der Gerade aufgereiht sein. Bei einem sehr schlechten Modell sehen wir dagegen keinerlei Annäherung zwischen der Wolke und der Linie.

Wir wollen uns aber bei der Evaluation nicht von visuellen Eindrücken leiten lassen. Wir wollen mithilfe eines belastbaren Indikators die Qualität unseres Modells benennen. Dazu können wir zum Beispiel die Abstände jedes Datenpunkts von der Geraden messen, den Absolutwert über die Differenzen bilden1 und dann über die Einzelwerte den Mittelwert berechnen. Je kleiner dieser Wert, umso besser das Modell. In unserem Fall liegt er (mean absolute error) bei 33,9. Das heißt, durchschnittlich liegen wir um 33 Euro und 90 Cent daneben, wenn wir einen Schätzwert mithilfe der Gästeanzahl erzeugen. Ob wir diesen Fehler akzeptieren oder nicht akzeptieren, kommt natürlich auf den Kontext an und darauf, was wir uns von einem Modell versprechen. Besser können wir mit einer linearen Regression und auf Grundlage der Gästezahl aber nicht schätzen.

Verlustfunktion und Einstellung der Gewichte

Aber woher wissen wir das eigentlich? Woher wissen wir, dass wir das bestmögliche Modell gefunden haben?

Weil wir uns bei der Festlegung der Koeffizienten für die Regressionsgerade an den Residuen orientiert haben. Wir haben jene Koeffizienten gewählt, bei der die Summe der Residuen zwischen Gerade und den Datenpunkten den kleinstmöglichen Wert annehmen.

Das Verfahren, das wir dafür benutzt haben, nennt sich Ordinary Least Square. Es orientiert sich zwar nicht am Mittelwert über die absoluten Abweichungen, sondern an einer anderen Kenngröße, die nur wenig verschieden davon ist: am Mittelwert bzw. an der Summe über die quadratischen Abweichungen. Statt die Beträge über die Residuen zu bilden, werden die Residuen also quadriert und anstatt den Mittelwert zu bilden, wird die Summe über die einzelnen Differenzen berechnet. Die Quadratur bewirkt lediglich, dass starke Abweichungen höher gewichtet werden und damit mehr zur Einstellung der Koeffizienten beitragen, der Einfluss geringerer Abweichungen wird dagegen abgeschwächt.

Mit diesem Werkzeug können wir die Regressionsgerade ermitteln. Vergessen wir einmal, um es leichter zu machen, das Intercept und konzentrieren uns nur auf die Ermittlung der Steigung der Geraden.2 Und nehmen wir außerdem an, wir würden bei der Ermittlung iterativ vorgehen. Das ist nämlich das, was die meisten Verfahren tun. Da wir zu Beginn nicht wissen, welchen Wert der Koeffizient annehmen muss, um unsere Daten bestmöglich abzubilden, setzen wir einfach einen Zufallswert ein. Wir beginnen zum Beispiel mit einem β von −1.7 – warum auch immer, zum Beispiel, weil wir einen Zufallsgenerator eingesetzt haben, um den Startwert zu bestimmen. Danach produzieren wir auf dieser Grundlage Schätzergebnisse. Die Formel würde zu Beginn (bei gegebenem Intercept) also so aussehen:
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Mit dieser Formel können wir für alle verfügbaren x-Daten Schätzwerte für die y-Variable erzeugen, und dann die mittleren quadratischen Abweichungen von den realen y-Werten berechnen. Wir erhalten jetzt einen Wert, der ungefähr bei 80770 liegt.

Gradientenabstieg

Es ist natürlich sehr unwahrscheinlich, dass dieser Zufallswert schon nahe am Optimum für den Koeffizienten liegt und das tut er auch nicht, wie wir gleichen sehen werden. Aber jetzt haben wir immerhin einen Richtwert, an dem wir uns orientieren können. Und da wir uns für ein iteratives Verfahren entschieden haben, können wir auf dieser Grundlage schrittweise optimieren. Das heißt, von unserem derzeitigen Standort aus die richtige Richtung einschlagen. Im nächsten Schritt ermitteln wir, ob wir unseren Koeffizienten erhöhen oder reduzieren müssen, um einen geringen Wert für die mittleren quadratischen Abweichungen zu erzielen.

Wie geht das? Schauen wir, um das zu verstehen, die Abhängigkeit des mittleren quadratischen Fehlers vom Regressionskoeffizienten in einer Grafik an. Dazu setzen wir in unserer Schätzformel eine Bandbreite von Werten für β ein. Wir fangen zum Beispiel bei −5 an und gehen dann in kleinen Schritten (0,1) weiter, bis wir einen selbst gesetzten Maximalwert von 25 erreichen. Für jeden dieser β-Werte erzeugen wir dann Schätzwerte über unsere gesamten Daten und für jedes dieser Ergebnisse berechnen wir jeweils die quadratischen Abweichungen.

Resultat ist die bohlenförmige Kurve, die in Bild 3.3 dargestellt ist. Auf der x-Achse sind die verschiedenen β-Koeffizienten abgetragen, auf der y-Achse die mittleren quadratischen Fehler, die mit diesen Koeffizienten auf Grundlage unserer Daten entstehen.
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Bild 3.3 Verlustfunktion: Mittlere quadratische Abweichungen für verschiedene Koeffizienten.


Anhand dieser Kurve – der sogenannten Verlustfunktion (Loss) – sehen wir, wo wir uns im Moment befinden, und wir sehen, wohin wir uns bewegen müssen: ins Tal der Kurve. Dort finden wir den kleinstmöglichen Wert für den mittleren quadratischen Fehler. Er liegt bei 1.916.

Das Problem ist nur, dass wir den Verlauf dieser Kurve in diesem Moment nicht kennen. Wir sind blind dafür. Im Moment sind wir das natürlich nicht. Aber bei einem komplexen Problem, in dem wir nicht nur eine x-Variable, sondern eine Vielzahl von Features einsetzen, ist das anders. In solchen Fällen können wir nicht mehr jede Kombination aus Gewichten für jede Variable ausprobieren und dann den tiefsten Punkt auf der Verlustfunktion ablesen.

In der Literatur finden Sie dazu häufig eine Geschichte, die in etwa so geht:

Nehmen Sie an, Sie befinden sich in der Lage eines Bruchpiloten. Er hat in der Nacht die Kontrolle über sein Flugzeug verloren und sich mit dem Fallschirm gerettet. Dummerweise ist er irgendwo im Gebirge gelandet und muss nun versuchen, so schnell wie möglich ins Tal zu gelangen. Da er die Landschaft in der Dunkelheit nicht überblicken kann, weiß er nicht, wohin er gehen muss. Seine einzige Möglichkeit sich zu orientieren besteht darin, einen Schritt vor den anderen Schritt zu setzen und sich dorthin zu bewegen, wo es nach unten geht. Genau das Gleiche tun wir auch. Wir bewegen uns nach unten.

Aber wie finden wir ohne Tastsinn heraus, ob wir nach links (Reduktion des Koeffizienten) oder nach rechts (Erhöhung des Koeffizienten) gehen müssen, um ins Tal der Verlustfunktion zu gelangen?

Wir bedienen uns des Verfahrens der Differenzialrechnung. Wir legen, wie in Bild 3.3 angedeutet, eine Tangente an, an deren Neigung wir erkennen, in welche Richtung es ins Tal geht. Dadurch wissen wir, dass wir den Koeffizienten erhöhen müssen, um nach unten zu kommen. Das ist eine wichtige Erkenntnis. Das heißt aber noch lange nicht, dass wir dadurch schon wüssten, um welchen Betrag wir den Koeffizienten nach oben schrauben müssen, um in der Talsohle zu landen. Vielmehr können wir immer nur um einen festgelegten Betrag, Schritt für Schritt, wie der Bruchpilot, nach unten schreiten.

Das soll uns aber im Moment nicht stören. Nehmen wir weiter an, wir hätten die Möglichkeit, diesen Betrag, die Lernrate, dynamisch anzupassen, sodass sie bei jedem Schritt kleiner wird. Beim ersten Durchlauf beträgt die Lernrate 6,7. Das ist zwar ziemlich unrealistisch, aber für das Beispiel ganz geschickt. Wir inkrementieren den Koeffizienten β also um den Betrag von 6,7 und erhalten dann einen neuen Wert für β von 5,0.

Diesen Wert können wir in die Schätzgleichung einsetzen, damit wieder Schätzungen über alle Trainingsdaten produzieren und dann aus dem Vergleich mit den wahren y-Daten wieder die quadratischen Fehler der Residuen ermitteln. Wir kommen jetzt auf einen mittleren quadratischen Fehler von 24.961. Das ist schon deutlich besser als der Anfangswert. Aber es ist noch nicht der beste Wert.

Aber jetzt wissen wir ja, wie wir uns weiter vorarbeiten können. Wir legen also wieder die Tangente an und schauen, ob wir noch weiter nach rechts oder nach links gehen müssen (es könnte ja auch sein, dass wir durch unsere Schrittweite die Talsohle versehentlich übersprungen haben). Dann ändern wir den Koeffizienten wieder um einen festgelegten Betrag und wiederholen den Vorgang: Schätzwerte mit dem neuen β berechnen, quadratische Abweichungen ermitteln, Tangente anlegen usw. Wenn wir nach einigen weiteren Iterationsschritten – abhängig von der Lernrate – im Tal angelangt sind, sind wir fertig. Dann haben wir das bestmögliche Modell gefunden.

In Bild 3.4 ist der iterative Prozess der Anpassung des Steigungskoeffizienten über die Residuen und das Differenzialverfahren aus der Perspektive der Regressionsgeraden dargestellt. Man sieht, dass der Koeffizient, den wir zu Beginn für das β per Zufall festlegen, eine völlig unpassende Gerade legt, mit der sich die Assoziation zwischen x und y nicht einmal annäherungsweise abbilden lässt. Das Verfahren der inkrementellen Anpassung tastet sich langsam an eine bessere Lösung heran, Schritt für Schritt wird der Koeffizient in die richtige Richtung gedreht, bis das Optimum erreicht ist.

Das ist das Grundprinzip des Modelllernens. Sie werden es so oder so ähnlich in einer Reihe von Anwendungen des maschinellen Lernens finden. Bei linearen Regressionen, deren Koeffizienten in der Regel nach dem Prinzip der kleinsten Quadrate geschätzt werden, der sogenannten Ordinary Least Square Regression (OLS), wird allerdings ein anderes Verfahren eingesetzt. Da die Verlustfunktion in diesen Modellen nicht besonders komplex ist, ist es ohne Weiteres möglich, in einem einzigen Rechenschritt das Minimum zu ermitteln. Damit spart man sich die iterative Anpassung.

In einem neuronalen Netz müssen dagegen eine Vielzahl von Gewichten in unterschiedlichen Schichten trainiert werden. Dort kommt das oben beschriebene Verfahren, das sogenannte Gradientenabstiegsverfahren, zum Einsatz. Ähnliches gilt für die logistische Regression, die allerdings eine andere Verlustfunktion (Maximum Likelihood) zum Anlernen verwendet. Auch dieses Verfahren lernt iterativ mithilfe eines Optimierers, da die Lösung nur in Ausnahmefällen in einem einzigen Rechenschritt ermittelt werden kann [Green2003, S. 468 ff.].
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Bild 3.4 Iterative Anpassung des Steigungskoeffizienten (b)




	3.1.2
	Umsetzung mit Scikit-learn




Die Python-Bibliothek Scikit-learn verfügt nicht nur über eine leicht verständliche API, sie beinhaltet auch alle relevanten Klassen, die wir für maschinelle Lernaufgaben benötigen. Wir nutzen also die Gelegenheit, uns anhand einer einfachen Beispielanwendung mit der praktischen Umsetzung der linearen Regression und zugleich mit dem Umgang mit Scikitlearn vertraut zu machen.

Nehmen wir, zur Veranschaulichung, einen simulierten Datensatz, der Kunden einer Krankenversicherung beinhaltet. Um das Beispiel etwas anschaulicher zu machen, gehen wir davon aus, dass es sich um eine private Krankenversicherung handelt. Außerdem versetzen wir uns in die Rolle eines Versicherungsmaklers, der Neukunden gewinnen möchte. Um einem Neukunden ein angemessenes Angebot für eine Krankenversicherung zu unterbreiten, ist es für den Makler vorteilhaft, wenn er bereits einen Richtwert über die Kosten ermitteln kann, die ein Kunde vermutlich verursacht.

Natürlich könnte man dafür einfach den Mittelwert oder Median der jährlichen Arztkosten über alle Bestandskunden berechnen. Allerdings variieren diese Kosten vermutlich sehr stark von Kunde zu Kunde, wobei die Schwankungen nicht einfach zufällig auftreten, sondern zum Beispiel nach Alter, Vorerkrankungen, Lebenswandel etc. variieren. Was liegt also näher, als die Daten der Bestandskunden, die neben den Arztkosten eine Reihe weiterer Informationen beinhalten, auszunutzen, um ein Prognosemodell anzulernen. Wenn das gelingt, kann der Makler mit einigen Hintergrundinformationen über den potenziellen Kunden das System füttern, und darüber womöglich einen weitaus präziseren Schätzwert für die jährlichen Kosten gewinnen.

Das ist also unsere Aufgabe. Dabei beschränken wir uns zuerst auf einige wenige Features, um den Anlernprozess zu demonstrieren. Wir laden zunächst die Daten, wie gewohnt, als Pandas Data-Frame (df). Bei den Features stehen uns Alter (age), Body Mass Index (bmi) und Anzahl Kinder (children) zur Verfügung. Die Zielvariable bilden die jährlichen Arztkosten (charges), gemessen in US$. Insgesamt liegen uns 1138 Fälle vor. Sehen wir uns die ersten fünf Zeilen des Datensatzes an:

   age  bmi     children  charges
0  19   27.900  0         16884.924
1  18   33.770  1         1725.552
2  28   33.000  3         4449.462
3  33   22.705  0         21984.471
4  32   28.880  0         3866.855

Beginnen wir damit, die Daten besser kennenzulernen. Zum Beispiel haben wir die Vermutung, dass das Alter für die Erklärung der Arztkosten relevant sein könnte. Also stellen wir den Zusammenhang mithilfe eines Scatterplots dar, in der Hoffnung, dass sich diese These schon rein visuell bestätigt.

In Bild 3.5 (links) sehen wir das Ergebnis – auf der x-Achse ist das Alter, auf der y-Achse sind die Arztkosten abgetragen. Abgesehen von den drei vertikalen Lagen, die offensichtlich auf andere Faktoren als das Alter zurückgehen, zeigt sich der Zusammenhang wie erwartet: je älter eine Person, umso höher die Arztkosten.

Versuchen wir also, diese einfache Assoziation mithilfe einer linearen Regression zu modellieren.
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Bild 3.5 Zusammenhang zwischen Alter und Arztkosten (Beispieldaten)


Im ersten Schritt müssen wir die Features (X) und die Zielvariable (y) in separaten Arrays abspeichern. Dazu greifen wir einfach in den Data-Frame und lösen die Variablen heraus. Auch wenn das im Moment kein Problem ist, weil wir die beiden Zeilen aus einem Data-Frame ziehen, sollten wir uns im Klaren sein, dass Scikit-learn erwartet, dass sich korrespondierende x- und y-Daten anhand der Indexposition der beiden Arrays zuordnen lassen. Die charges an der Indexposition 0 des y-Arrays beziehen sich also auf den Datensatz mit dem Alter an der Indexposition 0 innerhalb des x-Arrays.

Außerdem müssen wir Scikit-learn die x-Daten zum Anlernen als zweidimensionales Array übergeben. Das gilt auch dann, wenn wir, wie in unserem Fall, nur einen einzigen Prädiktor verwenden. Jede Einheit, die einen Fall bezeichnet, muss in ein inneres Array verschachtelt sein. Bei den y-Daten ist das anders. Da in den meisten Fällen nur eine Zielvariable existiert, übergeben wir ein eindimensionales Array, in dem jeder Fall als einzelner Zahlenwert vorliegt.

1. X = df[['age']].values
2. y = df['charges'].values
3. print(X.shape, y.shape)
4. print(X[:5])

Ausgabe:

(1338, 1), (1338,)
[[19], [18], [28], [33], [32]]
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Code-Hinweise: In Zeile 1 lösen wir die x-Daten (das Alter) als NumPy-Array (values) heraus. Beachten Sie dabei die doppelten eckigen Klammern, mit denen wir den Data-Frame dazu veranlassen, ein zweidimensionales Array zurückzugeben. In Zeile 2 verwenden wir dagegen nur eine einzige eckige Klammer, weil wir ein eindimensionales Array brauchen. In Zeile 3 schauen wir uns noch die Struktur der Daten unter Aufruf des Attributs shape an, und in Zeile 4 geben wir die ersten fünf Datensätze zur Ansicht aus. Darunter sind die Outputs dargestellt. X und y-Daten beinhalten jeweils 1338 Zeilen (Fälle). In den x-Daten sind die Altersangaben jeweils in ein extra Array (1338,1) eingeschlossen (zweidimensional), die y-Daten liegen als eindimensionales Array mit der Shape 1338 vor (eindimensional).
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Nachdem wir die Daten vorbereitet haben, können wir das Modell instanziieren und anlernen. Dazu brauchen wir eine Instanz der Klasse LinearRegression aus Scikit-learn. Das Anlernen geschieht dann unter Aufruf der fit-Methode und unter Übergabe der x- und y-Daten. Das ist alles.

Die Klasse führt im Hintergrund den Anlernprozess durch und speichert das Intercept und die Gewichtung(en) für die Variable(n) als Attribute. Wenn wir möchten, können wir Intercept und Gewichte abfragen. In jedem Fall können wir mit der angelernten Instanz jetzt Schätzungen der Arztkosten für beliebige Altersangaben durchführen. Dabei müssen wir nur beachten, dass wir uns an das Format halten, das schon die fit-Methode verlangt: Die zu schätzenden Daten werden in einem zweidimensionalen Array übergeben:

1. from sklearn.linear_model import LinearRegression
2. model = LinearRegression()
3. model.fit(X, y)
4. intercept = model.intercept_
5. coef = model.coef_
6. y_pred = model.predict([[18], [65]])
7. print('intercept {:.3f}, coef. age {}'.format(intercept, coef))
8. print('predictions:', y_pred)

Ausgabe:

intercept: 3165.885, coef. age: [257.723]
predictions: [ 7804.892, 19917.855]
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Code-Hinweise: Wenn Sie Scikit-learn installiert haben (entweder über pip oder conda), können Sie die Bibliothek und ihre Klassen importieren (Zeile 1). In Zeile 2 instanziieren wir ein Objekt vom Typ LinearRegression. Um das Modell anzulernen, rufen wir die fit-Methode auf (Zeile 3) und übergeben zuerst die x- und dann die y-Daten. Danach hat das Modell die Koeffizienten berechnet und wir können damit arbeiten. In Zeile 4 und 5 rufen wir aus dem angelernten Modell das Intercept und den Steigungskoeffizienten des einzigen Prädiktors (Alter) ab. Unter Verwendung dieser Koeffizienten produziert das Modell Schätzwerte, sobald wir die predict-Methode aufrufen (Zeile 6). Nehmen wir an, wir möchten Schätzwerte für eine Person, die 18 Jahre alt ist, und für eine Person, die 65 Jahre alt ist, also übergeben wir ein zweidimensionales Array mit den entsprechenden Werten. Die Rückgabe fangen wir in y_pred ab. Danach leiten wir nur noch die Ausgabe der Koeffizienten und die Ergebnisse der Prognose ein (Zeile 7 und 8).
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Das Intercept und den Steigungskoeffizienten des angelernten Modells können wir wieder in die zugrunde liegende Schätzgleichung der Regression eintragen, wenn wir das möchten:
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Das ist die Formel, die auch die predict-Methode im Hintergrund verwendet, um Schätzwerte zu erzeugen. Zum Beispiel, wenn wir die Arztkosten pro Jahr für zwei Personen mit 18 und 65 Jahren herausfinden möchten:
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Das Modell können wir auch graphisch darstellen, indem wir einfach die Regressionsgerade in die Punktewolke legen (Bild 3.5, rechts). Die vertikale Lage der Geraden wird durch das Intercept eingestellt. Eine Person, die 0 Jahre alt ist, weist in unserem Modell also Arztkosten in Höhe von 3165 Euro auf. Die Steigung ergibt sich aus dem β-Koeffizienten. Mit jedem Jahr, das eine Person älter wird, steigen die Arztkosten um ungefähr 257 Euro an.

Jetzt müssen wir das Modell noch evaluieren. Wir müssen herausfinden, wie gut es arbeitet, damit wir wissen, was wir bei einer Schätzung erwarten können. Dazu berechnen wir den mittleren absoluten Fehler und das R-Quadrat. Den mittleren absoluten Fehler kennen wir schon, das R-Quadrat sehen wir uns gleich noch etwas genauer an.

Bei der Berechnung hilft uns Scikit-learn. Im Package metrics finden sich zur Berechnung beider Kenngrößen Funktionen, die wir verwenden:

1. from sklearn.metrics import mean_absolute_error, r2_score
2. y_pred = model.predict(X)
3. mae = mean_absolute_error(y, y_pred)
4. r2 = r2_score(y, y_pred)
5. print('mean absolute error: {:.3f}, r2: {:.3f}'.format(mae, r2))

Ausgabe:

▸ mean absolute error: 9055.150, r2: 0.089
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Code-Hinweise: Nachdem wir die Funktionen importiert haben (Zeile 1), erzeugen wir zuerst Schätzwerte. Da wir im Moment Trainings- und Testdaten noch nicht unterscheiden, übergeben wir dazu die kompletten x-Daten, mit dem wir das Modell angelernt haben (Zeile 2). In Zeile 3 und 4 verwenden wir dann die Funktionen, um den mittleren absoluten Fehler bzw. das R-Quadrat zu berechnen. Dabei übergeben wir zuerst die wahren Arztkosten aus unseren Trainingsdaten (y) und dann die von unserem Modell geschätzten Arztkosten (y_pred). Aus den Differenzen werden dann die jeweils gewünschten Kenngrößen berechnet. In Zeile 5 geben wir die berechneten Werte auf der Konsole aus.
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Die Ausgabe des mittleren absoluten Fehlers zeigt, dass wir bei einer Schätzung im Durchschnitt um 9055 Euro im Jahr danebenliegen. Das ist nicht besonders gut. Aber denken Sie daran, dass wir nur eine einzige Variable, das Alter, zum Anlernen des Modells verwendet haben. Dafür ist das Ergebnis immer noch deutlich besser, als wenn wir einfach den Mittelwert über alle Daten als Grundlage für Prognosen verwendet hätten. Dann würden wir uns im Durchschnitt nämlich um 13231 Euro verschätzen.

Das zweite Gütemaß, das R-Quadrat, berechnet sich aus dem Vergleich der durch die Prädiktoren erklärten Varianz der y-Variable in Relation zur Gesamtvarianz. Der Vorteil des R‑Quadrats ist, dass es (zumindest theoretisch) nur Werte zwischen 0 und 1 annehmen kann. In jedem Fall können wir damit unterschiedliche Modelle, die auf unterschiedlichen Daten angelernt wurden, miteinander vergleichen.

Außerdem lässt sich das R-Quadrat relativ leicht interpretieren: Ein Wert von 1 bedeutet, dass wir alle Unterschiede der y-Variable mithilfe der Prädiktoren erklären können. Ein Wert von 0 bedeutet, dass wir überhaupt keine Unterschiede erklären können. Je näher der Wert also bei eins liegt, umso besser ist unser Modell. Der Nachteil des R-Quadrats gegenüber dem mittleren absoluten Fehler ist, dass es relativ abstrakt ist. Es sagt wenig darüber aus, wie gut unser Modell im Hinblick auf eine spezifische Aufgabe funktioniert.

Bezogen auf unsere Aufgabe liegt das R-Quadrat bei 0,089. Wir können also ungefähr 9 Prozent der Varianz der Arztkosten durch das Alter erklären.

Was haben wir jetzt für Möglichkeiten, das Modell zu verbessern? Die wichtigste Option besteht im Moment darin, weitere Prädiktoren aufzunehmen. Dazu stehen im Moment der Body Mass Index und die Anzahl der Kinder zur Verfügung. Also nehmen wir diese Variablen einfach in die Reihe der erklärenden Variablen auf. Aus der bivariaten wird eine multivariate Regression, die für jeden Prädiktor einen separaten Koeffizienten anlernt:
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Die Regressionsformel wird also einfach um die zusätzlichen Prädiktoren erweitert. Für jeden Prädiktor wird ein separater β-Koeffizient angelernt, dessen Wert auf das Schätzergebnis aufgeschlagen wird.

Um Scikit-learn dazu zu bringen, diese Funktion anzulernen, müssen wir nicht mehr tun, als der fit-Methode unserer Linear-Regression alle x-Variablen, mit denen wir das Modell ausrüsten wollen, zu übergeben. Im Hintergrund wird dann für jede Spalte ein separater Koeffizient angelernt:

6.  X = df[['age', 'bmi', 'children']].values
7.  y = df['charges'].values
8.  model = LinearRegression()
9.  model.fit(X, y)
10. intercept = model.intercept_
11. coef = model.coef_
12. y_pred = model.predict(X)
13. mae = mean_absolute_error(y, y_pred)
14. r2 = r2_score(y, y_pred)
15. print('intercept: {:.3f}, coefs.: {}'.format(intercept, coef))
16. print('mean absolute error: {:.3f}, r2: {:.3f}'.format(mae, r2))

Ausgabe:

intercept: -6916.243, coefs.: [239.994, 332.083, 542.865]
mean absolute error: 9015.442, r2: 0.120

Statt eines einzelnen Koeffizienten erhalten wir jetzt drei Koeffizienten. Sie werden bei Abfrage des Attributs coef_ in der gleichen Reihenfolge, in der wir sie der fit-Methode übergeben haben, zurückgeliefert. An der Indexposition 0 finden wir den Wert für das Alter, an der Indexposition 1 den für den Body Mass Index und an der Indexposition 2 den Wert für die Anzahl der Kinder. Daraus ergibt sich folgende Schätzgleichung:
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Und natürlich müssen wir uns jetzt, wenn wir die predict-Methode aufrufen, an diese Reihenfolge bei der Übergabe von x-Daten, für die wir Schätzwerte erhalten möchten, halten. Um die Arztkosten für eine 40-jährige Person mit einem Body Mass Index von 20,1 und einem Kind zu erhalten, rufen wir die Methode mit folgendem Array im Gepäck auf:

model.predict([[40., 20.1, 1.]])

Ausgabe:

[9901.276]

Im Hintergrund werden dann die Werte in die mit Schätzkoeffizienten gefüllte Regressionsgleichung eingesetzt und das Ergebnis zurückgeliefert:
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Die Evaluationsergebnisse des neuen Modells sind allerdings etwas enttäuschend. Durch Hinzunahme der beiden zusätzlichen Variablen verbessert sich das R-Quadrat gerade mal um drei Prozentpunkte von 9 % auf 12 %. Und der durchschnittliche mittlere Schätzfehler reduziert sich nur von 9055 Euro auf 9015 Euro.

Das ist aber kein Problem unseres Modells, sondern ein Problem unserer Daten. Weder der Body Mass Index noch die Anzahl der Kinder sind offensichtlich gute Prädiktoren für die Arztkosten – oder die relevanten Informationen, die sie enthalten, sind bereits über das Alter in die Regression eingeflossen. Wenn wir andere Informationen hinzunehmen würden, z. B. bekannte Vorerkrankungen, würde sich das bestimmt ändern – das R-Quadrat würde steigen, der mittlere quadratische Fehler sinken.



	3.1.3
	Trainings- und Testdaten separieren




Bevor wir uns mit anderen Verfahren des überwachten Lernens auseinandersetzen, den Klassifizierern, nutzen wir die Gelegenheit und machen uns mit der typischen Vorgehensweise beim Training und der Evaluation von Lernalgorithmen vertraut.

Was wir im Abschnitt zuvor zu Demonstrationszwecken getan haben, würden wir in der Praxis eher vermeiden. Wir haben unser Modell über die Daten, mit denen wir es angelernt haben, evaluiert. Das Problem dieser Vorgehensweise besteht darin, dass alle Lernalgorithmen – manche mehr, andere weniger – zur Überanpassung neigen. Sie stellen die Koeffizienten auf das Datenmaterial ein, an dem wir sie anlernen. Das sollen sie auch tun. Allerdings sollen sie aus diesen Daten Modelle ableiten. Sie sollen die Trainingsdaten nicht „auswendig lernen“.

Im Moment ist das zwar noch kein großes Problem. Schon allein, weil wir mit wenigen Variablen und einfachen Algorithmen arbeiten, die über zu wenig Gewichte verfügen, um sich allzu sehr an die Besonderheiten der Trainingsdaten anzupassen. Trotzdem sollten wir überprüfen, ob das, was ein Algorithmus aus den Trainingsdaten gelernt hat, auch noch funktioniert, wenn wir mit Daten arbeiten, die der Algorithmus nicht kennt. Schließlich wollen wir ja genau das, wenn wir später ein Modell in der Produktion einsetzen: Schätzungen unbekannter Daten durchführen.

Bevor man einen Algorithmus anlernt, sollte man deshalb immer einen Teil der Daten für Testzwecke separieren. Wir unterteilen die Gesamtdaten also in eine Trainingspartition, die wir zum Anlernen verwenden, und in eine Testpartition, an der wir das angelernte Modell evaluieren.

Unser Workflow sieht jetzt also folgendermaßen aus:

a)      Extraktion der x- und y-Daten aus dem Data-Frame (df):

1. X = df[['age', 'bmi', 'children']].values
2. y = df['charges'].values

b)      Unterteilung der Daten in Trainings- und Testpartitionen im Verhältnis 80:20:

3. from sklearn.model_selection import train_test_split
4. X_train, X_test, y_train, y_test = train_test_split(X, y,
5.                                    test_size=0.2, random_state=11)
6. X_train.shape, X_test.shape, y_train.shape, y_test.shape

Ausgabe:

(1070, 3), (268, 3), (1070,), (268,)

c)      Instanziierung und Anlernen des Modells über die Trainingsdaten:

7. model = LinearRegression()
8. model.fit(X_train, y_train)

d)      Evaluation des Modells über die Testdaten:

9.  y_test_pred = model.predict(X_test)
10. mae = mean_absolute_error(y_test, y_test_pred)
11. r2 = r2_score(y_test, y_test_pred)

Ergebnisse:

mean absolute error (test): 9057.371
R-Square (test): 0.083
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Code-Hinweise: Das meiste kennen Sie jetzt schon. Neu ist nur der Arbeitsschritt b). Wir importieren und verwenden die train_test_split-Funktion aus Scikit-learn (Zeile 3), um die Daten in Trainings- und Testdaten zu unterteilen. Der Funktion übergeben wir die bereits in x- und y-Arrays getrennten Daten (Zeile 4 und 5). Mit dem Parameter test_size legen wir dann noch fest, wie viele Fälle für das Training behalten und wie viele wir für die Evaluation separieren möchten. In diesem Fall legen wir 20 % der Daten für Testzwecke zur Seite, entsprechend fließen 80 % in die Trainingsdaten ein. Insgesamt verfügen wir dann noch über 1070 Fälle zum Anlernen, an den restlichen 268 Fällen können wir unser Modell evaluieren. Mit dem Parameter random_state können wir den Zufallsgenerator ansteuern, mit dem die Fälle den Trainings- und Testpartitionen zugewiesen werden. Die train_test_split-Funktion zieht nämlich nicht einfach die ersten 1070 Zeilen und weist sie den Trainingsdaten zu. Sie verwendet einen Zufallsgenerator. Wenn wir die Funktion allerdings mehrfach aufrufen, ohne random_state zu setzen, würden wir bei jedem Aufruf eine neue zufällige Einteilung in Trainings- und Testdaten erhalten. Das ist von Nachteil, zum Beispiel, weil eine günstige oder weniger günstige Zusammensetzung der Test- oder Trainingsdaten unsere Modellevaluation beeinflusst. Wenn wir die Leistung verschiedener Modelle, solche mit mehr oder weniger Features, untereinander vergleichen möchten, sollten wir sicherstellen, dass diese Modelle jeweils auf den gleichen Trainingsdaten angelernt und auf Basis der gleichen Testdaten evaluiert wurden. Dazu setzen wir den Parameter random_ state auf einen beliebigen Integer-Wert. Die Zufallsziehung wird jetzt nur beim ersten Aufruf durchgeführt. Wird die Funktion danach mit dem gleichen Integer-Wert wieder und wieder aufgerufen, erhalten wir immer die gleiche Stichprobenauswahl wie beim ersten Aufruf.
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Wir belassen es an dieser Stelle bei dieser einfachen Unterteilung in Trainings- und Testdaten. In der Praxis werden aber manchmal ausgefeiltere Methoden eingesetzt, um Überanpassung an bestimmte Datenauszüge zu verhindern.

Zum Beispiel kann es sinnvoll sein, statt eines einzigen Testauszugs zwei Auszüge zu erzeugen: Validierungs- und Testdaten. Dahinter steckt der Gedanke, dass wir unsere Modelle an den Testdaten abstimmen und damit implizit ein an die Testdaten adaptiertes Modell züchten. Wenn wir die Abstimmung stattdessen an den Evaluationsdaten erledigen, haben wir später immer noch die Möglichkeit, unser fertiges Modell an einem finalen Datensatz, den Testdaten, zu überprüfen. Erst wenn es auf diesen Daten vergleichbare Ergebnisse erzielt, können wir uns sicher sein, dass es effektiv arbeitet.

Gebräuchlich ist auch die sogenannte Kreuzvalidierungsmethode (Cross-Validation). Dabei werden Modelle mehrfach an unterschiedlichen Zufallspartitionen der Daten angelernt und jeweils an einer anderen Testpartition überprüft [Provost2013, S. 126 ff.]. Auf diese Weise können verschiedene Modelle mit unterschiedlichen Variablen und Hyperparametern ausprobiert werden. Am Ende wählt man das Modell aus, das über alle Partitionen hinweg die besten Evaluationsergebnisse erzielt. Vorteil ist, dass sich auf diese Weise ausschließen lässt, dass das gewählte Modell nur über eine bestimmte Train-/Testkonstellation funktioniert.

Die Kreuzvalidierung eignet sich aber nur für bestimmte Aufgabenstellungen. Sobald wir mit Algorithmen arbeiten, die lange anlernen, wird das Verfahren schwerfällig. Außerdem können wir aus Zeitreihendaten oft keine Zufallsstichproben ziehen. Zum Beispiel, wenn die Daten in einer bestimmten Ordnung stehen (Zeitintervalle), die beim Anlernen nicht zerstört werden darf. In solchen Fällen haben wir keine andere Wahl, als die Trainingsdaten als zusammenhängenden Datensatz aus dem ersten Teil der Gesamtdaten zu ziehen. Der verbleibende Rest fließt dann in die Testpartition.



	3.2
	Logistische Regression




Die lineare Regression ist geeignet, wenn wir eine Zielvariable schätzen möchten, die stetig ist. Wenn wir eine kategoriale Variable verarbeiten möchten, die zwei oder mehrere qualitativ unterschiedliche Zustände zum Ausdruck bringt, benötigen wir ein anderes Verfahren.

Das Verfahren nennt sich – abhängig davon, ob wir zwei oder mehrere Kategorien unterscheiden möchten – logistische Regression oder Softmax-Regression.

Im Folgenden werfen wir zunächst einen Blick auf die Grundlagen des Algorithmus, der für Klassifizierungsaufgaben eingesetzt wird. Danach sehen wir uns eine praktische Anwendung an.



	3.2.1
	Grundlagen




Nehmen wir an, wir möchten die Temperatur im Inneren einer Produktionsmaschine einsetzen, um zu prognostizieren, ob die Maschine fehlerfreie oder fehlerhafte Produkte erzeugt. Die Zielvariable weist jetzt genau zwei unterschiedliche Zustände auf: fehlerfrei vs. fehlerhaft. Das ist eine binäre Klassifikationsaufgabe, die sich mit einer logistischen Regression lösen lässt.

Kategoriale statt stetige Werte schätzen

Um Klassifikationsaufgaben lösen zu können, benötigen wir eine andere Schätzformel als zur Bearbeitung stetiger Zielvariablen. Wir müssen dafür sorgen, dass die Ausgabe innerhalb der Schätzformel nur festgelegte Zustände produziert. Zum Beispiel eine 1, wenn das Produkt fehlerhaft ist, und eine 0, wenn das Produkt fehlerfrei ist.

Diese Art der Ausgabe kann man glücklicherweise mit einem einfachen Trick erzeugen. Wir müssen das Rad nicht neu erfinden, müssen nicht die Regressionsformel oder das grundlegende Verfahren aufgeben, mit dem wir die Koeffizienten in der linearen Regression ermitteln. Wir müssen nur die Ausgabe der linearen Regression in eine Aktivierungsfunktion einspannen, die aus dem stetigen Zahlenwert, der aus dem Bereich plus bis minus unendlich stammt, eine Ganzzahl macht. Zum Beispiel eine 0 oder eine 1, wenn wir eine binäre Klassifikationsaufgabe lösen möchten.

Das ist nicht besonders schwer. Die einfachste Lösung besteht darin, eine Step-Funktion einzusetzen wie bei einem Perzeptron. Dazu legt man einfach einen bestimmten Grenzwert für die stetige Ausgabe fest. Alles, was über diesem Grenzwert liegt, wird als 1 zurückgegeben, und alles, was darunterliegt als 0. Oder genau umgekehrt – je nachdem, ob es sich um eine positive oder negative Beziehung zwischen x und y handelt.

Meistens wird aber die logistische Funktion einer Step-Funktion zur Aktivierung stetiger Ausgaben bevorzugt. Sie produziert keine harte Entweder-oder-Entscheidung. Sie quetscht den Schätzwert der linearen Regression aus dem Bereich zwischen plus und minus unendlich in einen Zahlenbereich zwischen 0 und 1. Das Ergebnis lässt sich dann als Wahrscheinlichkeitswert interpretieren: Eine Ausgabe von 0,9 würde bedeuten, dass es sich bei dem zu schätzenden Zielwert zu 90 % um eine Klasse 1 handelt (zum Beispiel ein fehlerhaftes Produkt). Eine Ausgabe von 0,2, dass es sich zu 20 % um eine Kategorie der Klasse 1 und damit zu 80 % um eine Kategorie der Klasse 0 handelt.

Sehen wir uns das an dem Beispiel von oben an. Wir untersuchen eine Produktionsmaschine und möchten herausfinden, ob es eine Abhängigkeit zwischen der Temperatur im Inneren der Maschine (X) und der Erzeugung fehlerhafter Produkte (y) gibt. Die ersten fünf Zeilen aus den Daten sehen zum Beispiel wie folgt aus:



	

	T degC

	target




	0

	49.765

	1




	1

	24.368

	0




	2

	17.522

	0




	3

	52.330

	1




	4

	32.440

	0





Jede Zeile beschreibt einen Produktionsvorgang mithilfe der Temperatur (T degC) und gibt das Ergebnis dieses Produktionsvorgangs (target) aus (0 steht für die Erzeugung eines fehlerfreien Produkts, 1 für ein fehlerhaftes Produkt).

Nehmen wir an, uns liegen insgesamt Daten über 50 Produktionsvorgänge vor. Wenn wir die Daten als Scatterplot darstellen, erhalten wir das in Bild 3.6 abgedruckte Ergebnis. Die target-Werte (y) hängen jetzt auf der vertikalen Achse entweder ganz oben bei der 1 oder ganz unten bei der 0. Ein Zusammenhang zwischen X (Temperatur) und y (target) drückt sich in der Verdichtung von Fällen auf der linken oder rechten Seite der x-Achse aus. In unserem Fall scheint die Fehlerrate mit der Temperatur zuzunehmen, wobei die Schwelle, die kritische Temperatur, irgendwo zwischen 30 und 40 °Celsius liegt.
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Bild 3.6 Binäre Klassifikationsaufgabe: Die Beziehung zwischen X und y wird durch eine S-förmige Kurve (Sigmoid) statt durch eine Gerade (lineare Regression) modelliert.


Wir können jetzt keine Aussagen mehr in der Art treffen: je höher oder je niedriger x, umso höher oder niedriger y. Allerdings können wir Aussagen der Art treffen: ab einem x-Wert von zum Beispiel 35 ist y = 1, darunter ist y = 0 – das wäre die Perspektive der Step-Funktion. Oder, aus der Perspektive der logistischen Funktion, die durch die eingezeichnete S-Kurve (Sigmoid) repräsentiert wird: je höher x, umso höher die Wahrscheinlichkeit, dass y der Kategorie 1 zugehört.

Um zu dieser zweiten Interpretation zu kommen, verwenden wir die folgende Gleichung:
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Wenn Sie sich den Term im Nenner des Bruchs genauer ansehen, werden Sie feststellen, dass darin die gleiche Schätzformel enthalten ist, die wir für die lineare Regression eingesetzt haben. Das ist auch das Herzstück der logistischen Schätzformel. Die Aktivierung ist nur eine konstante Funktion, die wir auf deren Ausgabe anwenden. Um das zu verdeutlichen, könnten wir alternativ auch schreiben:
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Der griechische Buchstabe σ (Sigma) steht dabei für die Aktivierung mit der logistischen Funktion, in die die stetige Ausgabe der einfachen Schätzgleichung eingespannt wird. Die beiden Koeffizienten (α, β) müssen bei der logistischen Regression zwar etwas anders interpretiert werden als bei der linearen Regression, aber sie erfüllen im Wesentlichen die gleiche Aufgabe. Mit dem Intercept wird die Lage des Sigmoids im Raum festgelegt, mit der Gewichtung die Streckung der Kurve.

Interpretation des Intercepts und der Koeffizienten

In Bild 3.7 sind zur Veranschaulichung verschiedene Werte für das Gewicht und das Intercept der Logit-Funktion abgetragen.
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Bild 3.7 Veränderung der Streckung und Lage des Sigmoids bei unterschiedlichen Koeffizienten


Man erkennt, dass der Wendepunkt des Sigmoids immer genau in der Mitte zwischen 0 und 1 auf der y-Achse liegt. Wenn wir einen Schätzwert erhalten, der auf diesem Punkt liegt, können wir keine Aussage darüber treffen, ob y der Kategorie 0 oder 1 zugehört. Wir würden für beide Kategorien jeweils eine Wahrscheinlichkeit von 50 % veranschlagen.

Je näher wir der 0 oder der 1 kommen, umso wahrscheinlicher ist das eine oder andere Ereignis. Die Streckung der Kurve bestimmt, wie lange wir uns in der unsicheren Zone aufhalten. Je höher der Gewichtungskoeffizient (β), umso stärker der Zusammenhang zwischen X und y.

Umso schneller schaltet das Sigmoid von 0 auf 1 um. Bei einem extrem hohen Wert würden wir annäherungsweise eine Step-Funktion erhalten. Geringe Gewichtungen deuten dagegen auf schwache Zusammenhänge hin. Die Kurve dehnt sich aus, der Bereich der Unsicherheit zieht sich in die Länge. In solchen Fällen ist die x-Variable nicht besonders aussagekräftig im Hinblick auf unsere Zielvariable. Bei einem Gewicht von 0 würde die Kurve mehr oder weniger einer horizontalen Geraden gleichen, die auf dem Scheitelpunkt liegt.

Auch negative Gewichtungskoeffizienten sind einfach zu interpretieren: Sie kehren den Verlauf der Kurve um. Je höher der x-Wert, umso geringer die Wahrscheinlichkeit für y = 1.

Das Intercept legt jetzt die horizontale Lage der Kurve fest (Bild 3.7, rechts). Es bestimmt, bei welchem x-Wert der Punkt maximaler Unsicherheit liegt. Bei einem Gewicht (β) von 1 und einem Intercept (α) von 0 liegt der Scheitelpunkt (y = 0.5) auf der x-Achse genau bei 0. Wenn wir dagegen das Intercept in den negativen Bereich von −5 verschieben, verschiebt sich die Lage der Kurve um fünf Skalenpunkte auf der x-Achse nach rechts (!). Ein Intercept von 5 bewirkt eine Verschiebung des Scheitels um fünf Skalenpunkte nach rechts.

Da die lineare Schätzgleichung in die Exponentialfunktion eingespannt ist, ist die Interpretation des Intercepts von den Werten der Gewichtungskoeffizienten abhängig. Das sieht man ganz gut in Bild 3.6 anhand unserer Beispieldaten. Das Intercept liegt in diesem Fall bei −13.85 und der Gewichtungskoeffizient für die Temperatur nimmt einen Wert von 0.39 an. Der Wendepunkt des Sigmoids liegt dadurch bei einer Temperatur von ca. 35 °Celsius.

Optimierung

Zur Ermittlung des Koeffizienten und des Intercepts wird in der logistischen Regression eine andere Verlustfunktion als bei der linearen Regression eingesetzt. Das hat damit zu tun, dass die y-Variable jetzt nur noch aus Werten von 0 oder 1 besteht und sich der mittlere quadratische Fehler für die Berechnung der Residuen nicht eignet. Stattdessen arbeitet man mit der Log-Likelihood als Verlustfunktion. Das Verfahren selbst nennt sich Maximum-Likelihood-Estimation (MLE). Es arbeitet iterativ, wie im vorherigen Abschnitt gezeigt, indem es die Koeffizienten schrittweise im Hinblick auf die Verlustfunktion (Log-Likelihood) optimiert [Green2003, S. 468 ff.].

Evaluation

Die letzte Frage, die uns jetzt noch interessiert, ist die Frage, wie wir die Qualität eines Klassifizierers evaluieren können.

Als Erstes könnten wir die sogenannte Confusion Matrix zur Orientierung heranziehen. Sie ist nichts weiter als eine Kreuztabelle, in der die wahren Klassenzuordnungen im Vergleich zu den von unserem Modell geschätzten Zuordnungen betrachtet werden. Wir produzieren also zuerst mit dem angelernten Modell Schätzwerte über unsere Daten und stellen die geschätzten Werte dann den wahren Werten gegenüber.

Aber wie produzieren wir Schätzwerte mit einem Modell, das stetige Wahrscheinlichkeitswerte zwischen 0 und 1 als Ausgabe zurückliefert? Das ist ziemlich einfach. Im Normalfall verwenden wir einfach den Wahrscheinlichkeitswert von 0.5 als Trennkriterium. Alle x-Daten, die ein y > 0.5 produzieren, werden der Klasse 1, die anderen der Klasse 0 zugeordnet.

Sehen wir uns also die Confusion Matrix an unserem Beispiel von oben an. Die Klasse 0 bezeichnet die fehlerfreien, die Klasse 1 die fehlerhaften Produkte:



	Beispieldaten

	Bezeichnungen der Zellen




	

	Predicted

	

	Predicted




	0

	1

	0

	1




	True

	0

	24

	1

	True

	0

	True negatives

	False positives (False alerts)




	1

	3

	22

	1

	False negatives

	True positives (Hits)





Im linken Teil der Tabelle sind die Ergebnisse aus dem Beispiel abgetragen, im rechten Teil die Bezeichnungen der einzelnen Felder, die in der Literatur verwendet werden.

Interpretieren wir erst die Beispieldaten: In den Zeilen (True) ist die wahre Zuordnung, die wir aus den Daten beziehen, abgetragen. In den Spalten (Predicted) die vom Algorithmus geschätzte Zuordnung. Wenn nur die Diagonale besetzt wäre und alle anderen Zellen Nullen enthielten, würden wir über einen perfekten Klassifizierer verfügen, der alle Klassen richtig voraussagt. In dem dargestellten Fall gibt es einige wenige Abweichungen. Ein Produkt, das fehlerfrei ist (true = 0), wurde als fehlerhaft (predicted = 1) eingestuft und drei Produkte, die fehlerhaft sind (true = 1), wurden als fehlerfrei (predicted = 0) eingestuft.

Die Bezeichnungen für die einzelnen Felder lauten entsprechend True negatives, wenn ein Fall vom Klassfizierer als negative Klasse (0) erkannt wurde und auch tatsächlich dieser Klasse angehört. True positives (Hits) sind Fälle, die der Klassifizierer der Klasse 1 zugeordnet hat und die tatsächlich der Klasse 1 angehören. False negatives (False alerts) und False positives sind fehlerhaft klassifizierte Fälle. False negatives gehören in Wirklichkeit der Klasse 1 an, der Klassifizierer hat sie aber der Klasse 0 zugeordnet. Bei False positives ist es genau umgekehrt.

Aus der Confusion Matrix lassen sich eine Reihe weiterer Evaluationskoeffizienten ableiten. Der am einfachsten zu interpretierende ist der Korrekt-Klassifizierungskoeffizient (accuracy). Er berechnet sich aus der Summe der True positives und der True negatives dividiert durch die Gesamtzahl der Fälle. In unserem Beispiel liegt die Accuracy bei 0.92 – wir haben also 92 Prozent der Fälle richtig klassifiziert.

Auch wenn die Accuracy leicht zu interpretieren ist, sollte man sich immer zusätzlich die Confusion Matrix ansehen. Das hat damit zu tun, dass die Accuracy nicht besonders aussagekräftig ist, wenn die verschiedenen Klassen innerhalb der Stichprobe nicht gleich verteilt sind.

Nehmen wir als Beispiel ein Modell, das E-Mails nach Spam (1) vs. Nicht-Spam (0) klassifiziert. Nach dem Anlernen wird der Klassifizierer über Testdaten evaluiert, die nur 1 % Spam-Mails enthalten. Ein Klassifizierer, der keine einzige der Spam-Mails richtig erkennt (True positives=0) und einfach alle Mails als Nicht-Spam einstuft, käme trotzdem auf eine Accuracy von 99 %. Bei der gegebenen Verteilung und einer Fallzahl von zum Beispiel 10000 Mails sind nämlich nur 100 Mails in der Stichprobe Spam-Mails. Der Klassifizierer stuft als 9900 Mails (alle Nicht-Spam-Mails) richtig ein, wenn er alle Mails als Nicht-Spam behandelt. Daraus ergibt sich die Accuracy wie folgt:
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In der Praxis werden deshalb zur Evaluation neben der Accuracy häufig auch Maße für Präzision (precision) und Recall verwendet [Provost2013, S. 204].

Beim Recall handelt es sich um den Anteil der Hits, gemessen über alle Fälle, die tatsächlich der Klasse 1 zugehören:
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Die Precision bezeichnet den Anteil der Hits an allen Fällen, die der Klassifizierer als der Klasse 1 zugehörig interpretiert:
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	3.2.2
	Umsetzung mit Scikit-learn




Die Scikit-learn-API haben wir schon im Abschnitt zur Umsetzung der linearen Regression kennengelernt. Die gute Nachricht ist, dass wir dieses Wissen für die Durchführung logistischer Regressionen gut gebrauchen können. Die Instanziierung, das Anlernen und das Abfragen des Algorithmus funktionieren fast identisch.

Als Beispiel wählen wir diesmal einen realen Datensatz, der aus der Medizin stammt. Er ist zwar schon etwas älter, aber für unseren Zweck wie geschaffen. Es geht um die Diagnose von Brustkrebs [William1994]. Uns liegen für insgesamt 683 Patientinnen Untersuchungsergebnisse über das Zellgewebe von Brustzellen vor. Das Gewebe wurde mithilfe des Verfahrens der Feinnadelaspiration gewonnen. Dabei werden Zellen abgesaugt und zytologisch untersucht. Aus der zytologischen Untersuchung resultierten neun beschreibende Merkmale.3 Außerdem liegt eine Zielvariable vor, die für jede Probe angibt, ob es sich um gutartiges oder bösartiges Zellgewebe handelt.

Unsere Aufgabe besteht also darin, mit den neun Merkmalen der zytologischen Untersuchung einen Klassifizierer anzulernen, der zwischen gutartigen (0) und bösartigen (1) Zellen unterscheiden kann.

Bevor wir den Klassifizierer anlernen, arbeiten wir wieder die Vorverarbeitungsschritte ab. Wir extrahieren die Features (X) und die Zielvariable und teilen die Daten zufällig in Trainings- (80 %) und Testdaten (20 %) ein:

a)      Extraktion der x- und y-Daten aus dem Data-Frame (df):

X = df[['clump thickness', 'uniformity cell size',
        'uniformity cell shape', 'marginal adhesion',
        'epithelial cell size', 'bare nuclei',
        'bland chromatin', 'normal nucleoli', 'mitoses']]
y = df['target']

b)      Unterteilung der Daten in Trainings- und Testpartitionen im Verhältnis 80:20:

from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y,
                                    test_size=0.2, random_state=11)
X_train.shape, X_test.shape, y_train.shape, y_test.shape

Ausgabe:

(546, 9), (137, 9), (546,), (137,)

c)      Instanziierung und Anlernen des Modells mit den Trainingsdaten:

Da es sich um eine binäre Klassifikationsaufgabe handelt, verwenden wir dafür ein logistisches Regressionsmodell. Scikit-learn bietet dafür eine eigene Klasse im Package linear_model unter der Bezeichnung LogisticRegression an. Nachdem wir die Klasse importiert haben, können wir sie ohne weitere Parameter instanziieren. Danach lernen wir das Modell mit den Trainingsdaten (X_train, y_train) unter Verwendung der fit-Methode an.

from sklearn.linear_model import LogisticRegression
model = LogisticRegression()
model.fit(X_train, y_train)

d)      Evaluation des Modells über die Testdaten:

Zur Bestimmung der Qualität des Modells müssen wir nur noch die Confusion Matrix und die Accuracy über die Testdaten bilden. Auch dabei hilft uns Scikit-learn mit relevanten Funktionen.

Bevor wir damit arbeiten können, brauchen wir allerdings Schätzergebnisse, die unser Modell über die Testdaten produziert hat. Das geht ganz leicht mit der aus der linearen Regression bekannten predict-Methode, die wir über das angelernte Modell aufrufen.

Da es sich um eine Klassifikationsaufgabe handelt, bekommen wir jetzt die geschätzten Klassenzugehörigkeiten für jeden Fall zurück. Wir müssen uns beim Anlernen nur merken, welche Kategorie wir in der y-Variable als 0 und welche wir als 1 übergeben haben. In unserem Fall bezeichnet die 0 die gutartigen Tumoren (benign) und die 1 die bösartigen (malignant).

Danach berechnen wir die Accuracy und die Confusion Matrix mit den Funktionen aus Scikit-learn (accuracy_score, confusion_matrix) unter Übergabe der wahren Klassen (y_test) und der mit der predict-Methode geschätzten Klassen (y_test_pred):

from sklearn.metrics import accuracy_score, confusion_matrix
y_test_pred = model.predict(X_test)
accuracy = accuracy_score(y_test, y_test_pred)
matrix = confusion_matrix(y_test, y_test_pred)

Ergebnisse:

accuracy: 0.949
matrix: [[79,  2],
         [ 5, 51]]

Da wir so wenig Fälle haben, können die Ergebnisse variieren – je nachdem, ob wir dankbare (wenig Ausreißer) oder weniger dankbare Testdaten erwischt haben (viele Ausreißer). Mit der vorliegenden Train-/Test-Partition kommen wir jedenfalls auf eine Korrekt-Klassifizierungsrate (Accuracy) von ungefähr 95 %.

Die Confusion Matrix wird von Scikit-learn ähnlich organisiert wie im Abschnitt oben besprochen: Der Zeilenindex (0, 1) bezeichnet die tatsächliche Zuordnung zu den Klassen, der Spaltenindex die vom Prädiktor erzeugten Schätzwerte. Von den insgesamt 81 Testfällen, die tatsächlich der Kategorie 0 (gutartig) zugehören, hat der Klassifikator 79 richtig (True negatives) und zwei fälschlicherweise als bösartig (1) klassifiziert (False alerts). Von den 56 Fällen, die bösartig sind (Zeilenindex 1), hat er 51 richtig (Hits) und fünf als gutartig (0) eingestuft (False negatives).

Nehmen wir einmal an, wir wollten mit dem angelernten Klassifizierer ernsthaft arbeiten, dann wäre das Ergebnis vermutlich nicht besonders befriedigend. Auch wenn wir auf eine Accuracy von immerhin 95 % kommen, würden wir in der Praxis einen Teil der Patientinnen, bei denen bösartige Krebszellen vorliegen, unbehandelt nach Hause schicken.

Wir könnten an dieser Stelle natürlich noch versuchen mit anderen Algorithmen zu arbeiten, die Daten zu standardisieren oder bestimmte Hyperparamater nachjustieren. Vielleicht würde das helfen, vielleicht auch nicht. Gehen wir einfach einmal davon aus, dass der vorliegende Klassifizierer von allen Varianten der beste sei. Was können wir dann noch ausrichten?

Bis jetzt haben wir die predict-Methode allein entscheiden lassen, welche Rückgabe wir unter welchen Bedingungen erhalten. Sie entscheidet sich im Moment immer dann dafür, eine Krebszelle als gutartig zu diagnostizieren, wenn die resultierende Wahrscheinlichkeit aus der Logit-Funktion (y = 1) < 0.5 ist. Und genau das ist unser Problem. Wenn wir eine Patientin haben, bei der die Diagnose unsicher ist, sollten wir auf Nummer sicher gehen und die Diagnose besser als bösartig einstufen, damit der zuständige Arzt noch weitere Untersuchungen einleiten kann.

Nehmen wir also an, wir möchten die Diagnose gutartig nur dann akzeptieren, wenn der Klassifizierer sich zu mindestens 99 % sicher ist, dass es sich tatsächlich um eine gutartige Krebszelle handelt. Um das einzustellen, bietet die Klasse LogisticRegression neben der predict-Methode eine Methode mit der Bezeichnung predict_proba.

Die Methode predict_proba gibt das uninterpretierte Ergebnis der Aktivierungsfunktion zurück: die Wahrscheinlichkeit dafür, dass die Krebszelle bösartig (1) bzw. gutartig (0) ist. Wir rufen diese Methode im Folgenden zur Demonstration mit einem beliebigen Datensatz auf und danach die predict-Methode mit dem gleichen Datensatz:

X_pred = [[6., 3., 4., 1., 5., 2., 3., 9., 1.]]
y_pred_proba = model.predict_proba(X_pred)
y_pred = model.predict(X_pred)

Ergebnis:

y_pred_proba: [[0.563, 0.437]]
y_pred: [0]

Die Wahrscheinlichkeiten werden in einem Array verpackt zurückgegeben. Auf den jeweiligen Indexpositionen (0/1) sind die Wahrscheinlichkeiten für die korrespondierende Klasse (0/1) enthalten. Die Wahrscheinlichkeit dafür, dass es sich um eine gutartige Krebszelle handelt (0) beträgt 56,3 %, die Wahrscheinlichkeit, dass die Zelle bösartig ist (1) liegt bei 43,7 %. Wenn wir die predict-Methode mit dem gleichen Vektor aufrufen, erhalten wir erwartungsgemäß die Klasse 0 zurück. Schließlich wählt predict immer die Klasse mit der höchsten Wahrscheinlichkeit aus.

Das wollen wir jetzt ändern. Dazu berechnen wir für alle Zeilen in den Testdaten die Wahrscheinlichkeiten. Dann stufen wir die Klassenzuordnung nach unserer neuen Regel manuell ein: Wenn die Wahrscheinlichkeit, dass eine Probe gutartig ist > 0.99 ist, stufen wir sie als gutartig ein (0), alle anderen Proben setzen wir vorsichtshalber auf bösartig (1). Wenn wir das getan haben, sehen wir uns noch einmal die Accuracy und die Confusion Matrix an:

1. y_test_pred_proba = model.predict_proba(X_test)
2. y_test_pred99 = [ 0 if prob[0] > .99 else 1
3.                   for prob in y_test_pred_proba ]
4. accuracy99 = accuracy_score(y_test, y_test_pred99)
5. matrix99 = confusion_matrix(y_test, y_test_pred99)

Ergebnis:

accuracy99: 0.869
matrix: [[63, 18],
          [0, 56]]
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Code-Hinweise: In Zeile 1 produzieren wir zunächst die Schätzergebnisse für die Wahrscheinlichkeiten mithilfe der predict_proba-Methode über die Testdaten. Dann (Zeile 2 bis 3) erzeugen wir mithilfe einer List-Comprehension eine neue Liste (y_test_pred99), indem wir über die Schätzergebnisse des Modells (y_test_pred_proba) iterieren. In die neue Liste tragen wir die neuen Klassenzuordnungen auf Grundlage der 99 %-Regel ein. Wenn der Wert an der ersten Indexposition in y_test_pred_proba, der die Wahrscheinlichkeit für die gutartige Probe enthält, größer 0.99 ist, tragen wir in y_test_pred99 eine 0 ein, in allen anderen Fällen eine 1. Danach verfügen wir über eine Liste neuer Klassenzuordnungen (bösartig = 1, gutartig = 0), mit der wir die Accuracy berechnen und eine neue Confusion Matrix erzeugen (Zeile 4 bzw. Zeile 5).
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Die Accuracy ist jetzt zwar deutlich schlechter als zuvor. Das liegt daran, dass wir im Vergleich zu bisher 18 statt 7 Fehlklassifikationen produzieren. Aber wir haben jetzt keine einzige Probe, die in Wirklichkeit bösartig ist, als gutartig eingestuft. Alle Patientinnen, die auf den Test negativ anschlagen (56), können sich mit hoher Sicherheit darauf verlassen, dass sie auch wirklich keinen bösartigen Krebs haben.



	3.3
	Softmax-Regression




Das Softmax-Verfahren ist eine Verallgemeinerung des logistischen Regressionsverfahrens. Streng genommen werden dabei einfach mehrere logistische Regressionen gebündelt, um mehrere Klassen voneinander unterscheiden zu können. Für jede Klasse wird eine eigene logistische Regression angelernt, die jeweils die Wahrscheinlichkeit für das Auftreten der einen Klasse im Vergleich zu den anderen Klassen berechnet.



	3.3.1
	Grundlagen




Nehmen wir zum Beispiel an, wir wollten nicht nur fehlerhafte Erzeugnisse einer Produktionsmaschine von fehlerfreien unterscheiden, sondern zusätzlich die Fehlertypen klassifizieren. Es gibt jetzt neben fehlerfreien Produkte (0) Produkte, bei denen die Form nicht stimmt (1), und Produkte, die farblich fehlerhaft sind (2).

Um die Klassenzugehörigkeiten zu schätzen, stehen uns zwei Messwerte zur Verfügung: Der erste beschreibt die Temperatur im Inneren der Maschine während des Produktionsvorgangs (T degC), der zweite den Druck beim Pressen der Formen (P bar).

In Bild 3.8, links, ist die Verteilung der drei Klassen über die beiden Features dargestellt. Korrekte Produkte benötigen offenbar eine niedrige Temperatur und einen hohen Druck, farblich inkorrekte Produkte entstehen dagegen, wenn die Temperatur zu hoch ist, und Formfehler, wenn der Druck beim Pressen der Formen zu niedrig ist.
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Bild 3.8 Darstellung der linearen Trennung bei einer Mehrfachklassifizierung mit dem Softmax-Verfahren


Wie geht das Softmax-Verfahren mit dieser Aufgabe um? Es löst die Mehrfachklassifizierungsaufgabe in binäre Teilproblemstellungen auf und lernt für jede Klasse, die im Hinblick auf die beiden Features geschätzt werden soll, eine eigene logistische Regression an. Da jede dieser Regressionen immer nur zwei Zustände unterscheiden kann (1 und 0), wird die Klasse, für die in der jeweiligen Gleichung die Wahrscheinlichkeit des Auftretens geschätzt werden soll, mit 1 dargestellt, die beiden anderen Klassen (Referenzkategorien) mit 0.

In unserem Beispiel entstehen also insgesamt drei Gleichungen:
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Im Unterschied zur getrennten Behandlung mit separaten Regressoren wird bei der Softmax-Regression allerdings noch die Summe der Einzelwahrscheinlichkeiten über alle drei Klassen jeweils auf 1 normiert [Géron2017, S. 139]. So ergibt die Summe der Gesamtwahrscheinlichkeiten über alle Klassen jeweils den Wert 1. Wenn wir eine Schätzung durchführen und eine Wahrscheinlichkeit von 0.8 dafür erhalten, dass es sich um ein fehlerfreies Produkt handelt (0), können wir sicher sein, dass sich die Restwahrscheinlichkeit von 0.2 auf die beiden anderen Klassen (1, 2) verteilt.

Zur Veranschaulichung der Arbeitsweise einer Softmax-Regression sind auf der rechten Seite in Bild 3.8 die Trenner sichtbar gemacht, die ein angelerntes Modell auf Grundlage unserer Beispieldaten produziert. Man versteht jetzt auch, warum sowohl die logistische Regression als auch das Softmax-Verfahren als lineare Trennverfahren gelten: Zur Unterscheidung der verschiedenen Klassen wird jeweils eine Gerade durch den von den x-Variablen aufgespannten Raum gezogen. Die Gerade trennt Bereiche ab und die Bereiche entscheiden darüber, welche Ausprägungen auf den x-Variablen zu welchen Klassifikationsergebnissen führen.

Zur Evaluation eines angelernten Softmax-Modells sind die gleichen Instrumente geeignet, die auch zur Evaluation binärer Klassifizierer eingesetzt werden: Accuracy und Confusion Matrix. Für unser Beispiel ergibt sich eine Accuracy von 0.96 und die folgende Confusion Matrix:
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	33
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	31

	0




	2
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Insgesamt vier Schätzungen sind fehlerhaft. In Bild 3.8 (rechts) lässt sich leicht erkennen, um welche Datenpunkte es sich dabei handelt. Zwei davon sind Ausreißer, die sich offensichtlich mithilfe der beiden Features nicht einfangen lassen (die beiden fehlerfreien Produkte, die sich mitten unter die Farbfehler gemischt haben). Die anderen liegen jeweils an der Grenze, aber auf der falschen Seite der Trennlinie.



	3.3.2
	Umsetzung mit Scikit-learn




Das binäre logistische Verfahren und die Softmax-Regression unterscheiden sich in der Handhabung nur rudimentär. Scikit-learn arbeitet in beiden Fällen mit der gleichen Basisklasse. Der einzige Unterschied zur logistischen Regression besteht darin, dass wir bei der Instanziierung des Modells den Parameter multi_class mit dem String multinomial belegen müssen.

Der Rest ist wie gehabt. Beim Anlernen übergeben wir wieder die Features (X) und die Zielvariable (y) in getrennten Arrays. Die Zielvariable y enthält dabei die zu schätzenden Klassen als Integer-Werte oder Strings.

Schauen wir uns das an einem berühmten Beispiel an: den Iris-Daten. Es geht darum, drei verschiedene Schwertlilien-Arten, die sich Setosa, Versicolor und Virginica nennen, anhand der Länge und Breite der Kelchblätter (Sepal) und der Blütenblätter (Petal) zu unterscheiden.

Wenn wir die Daten geladen haben, arbeiten wir wieder die bekannten Schritte ab. Wir extrahieren x- und y-Daten und führen einen Train-Test-Split im Verhältnis 80 zu 20 durch. In der y-Variable sind die drei Lilienarten nach folgendem Schlüssel als Integer-Werte codiert4: Setosa = 0, Versicolor = 1, Virginica = 2:

a)      Extraktion der x- und y-Daten aus dem Data-Frame (df):

X = df[['sepal length (cm)', 'sepal width (cm)',
'petal length (cm)', 'petal width (cm)']]
y = df['target']

b)      Unterteilung der Daten in Trainings- und Testpartitionen:

from sklearn.model_selection import train_test_split
X_train, X_test, y_train, y_test = train_test_split(X, y,
                                    test_size=0.2, random_state=11)
X_train.shape, X_test.shape, y_train.shape, y_test.shape

Ausgabe:

(120, 4), (30, 4), (120,), (30,)

c)      Instanziierung und Anlernen des Modells mit den Trainingsdaten:

Auch hier gibt es wenig Neues zu berichten, bis auf die Belegung des multi_class-Parameters.

from sklearn.linear_model import LogisticRegression
model = LogisticRegression(multi_class='multinomial')
model.fit(X_trai, y_train)

d)      Evaluation des Modells über die Testdaten:

Zuletzt evaluieren wir wieder die Güte des Modells, indem wir – genau wie bei der binären Klassifizierung – die Accuracy und die Confusion Matrix über die Testdaten berechnen:

from sklearn.metrics import accuracy_score, confusion_matrix
y_test_pred = model.predict(X_test)
accuracy = accuracy_score(y_test, y_test_pred)
matrix = confusion_matrix(y_test, y_test_pred)

Ergebnis:

accuracy: 0.933
matrix: [[ 9, 0, 0],
         [ 0, 10, 0],
         [ 0, 2, 9]]

Die Accuracy liegt bei 93,3 %. Sie berechnet sich aus der Confusion Matrix, indem die Summe der korrekt klassifizierten Fälle ins Verhältnis zur Gesamtzahl der Fälle gesetzt wird.

Da wir drei Klassen unterscheiden müssen, weist die Confusion Matrix drei Zeilen und drei Spalten auf. In den Zeilen sind die tatsächlichen Klassen, die aus den y_test-Daten gezogen werden, in den Spalten die geschätzten Klassen abgetragen. Der Algorithmus ordnet alle Setosa (0) und alle Versicolor (1) richtig zu. Von den Virignica (2) werden zwei versehentlich als Versicolor (1) eingestuft.

Die Unterschiede beim Anlernen zwischen der logistischen Regression und der Softmax-Regression werden offensichtlich, wenn wir einen Blick unter die Haube des Modells werfen. Insgesamt entstehen jetzt drei Schätzgleichungen, deren angelernte Gewichte wir uns über die Abfrage des Intercepts und der Koeffizienten ansehen können:

intercept = model.intercept_
coef = model.coef_

Ergebnis:

intercept: [8.691, 2.7, -11.391]
coef: [[-0.379, 0.896, -2.282, -0.98 ],
       [ 0.515, -0.686, -0.101, -0.876],
       [-0.136, -0.21, 2.383, 1.855]]

Aus den Koeffizienten können wir dann die Schätzgleichungen rekonstruieren. Die Indexpositionen des äußeren Arrays geben dabei jeweils an, auf welche Klasse sich die Einträge beziehen:
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Wenn wir gültige Werte für die x-Variablen (Sepal length, Sepal width, Petal length, Petal width) einsetzen, erhalten wir für jede Pflanzenart einen Schätzwert. Genau das erledigt die predict_proba-Methode für uns im Hintergrund, ohne dass wir uns darum kümmern müssten. Außerdem normalisiert sie die Ergebnisse der drei logistischen Modelle, sodass in der Summe eine Wahrscheinlichkeit von 1 resultiert.

Schauen wir uns das an einem Beispiel an:

X_pred = [[6.7, 3. , 5. , 1.7]]
y_pred_proba = model.predict_proba(X_pred)

Ausgabe:

[[0.001, 0.491, 0.508]]

Die resultierenden Wahrscheinlichkeiten für die Zuordnung zu einer der drei Klassen finden wir wieder an den entsprechenden Indexpositionen (0, 1, 2). Das Modell ist sich ziemlich sicher, dass es sich bei der Pflanze um keine Setosa handelt (prob = 0.001). Weniger sicher ist, ob es sich um eine Versicolor (prob = 0.49) oder eine Virginica (0.51) handelt.

Der Aufruf der predict-Methode liefert genau wie beim logistischen Modell einfach die Kategorie mit der höchsten Wahrscheinlichkeit zurück, unabhängig davon, wie hoch die Unsicherheit ist. In unserem Fall ist das die Klasse 2 (Virginica).



	3.4
	Feature-Vorverarbeitung




Zu den unangenehmeren Dingen, die mit dem Anlernen von Algorithmen zusammenhängen, gehört das Preprocessing: die Vorverarbeitung der Daten. Unangenehm, weil jede Vorverarbeitungsmaßnahme, die die Trainingsdaten betreffen, auch auf die Testdaten und später in der Produktion auf die zu schätzenden Daten angewendet werden muss. Es reicht also nicht, diesen Vorgang einmal abzuwickeln. Wir müssen ihn immer wieder reproduzieren können. Wir müssen in der Produktion wissen, mit welchen Maßnahmen wir gearbeitet und in welcher Reihenfolge wir die Maßnahmen durchgeführt haben. Und wir müssen wissen, welche Partitionen der Daten in welcher Ordnung zu verarbeiten sind. Wenn wir einen Fehler machen, liefert der Algorithmus falsche Prognosen zurück.

Aber wozu sind Vorverarbeitungsmaßnahmen überhaupt notwendig?

Zunächst geht es darum, die Daten, mit denen wir Modelle anlernen, in eine numerische Form zu bringen. Algorithmen können generell keine Strings oder Objektklassen, die sich nicht in Gleitkommazahlen oder Integer-Werte auflösen lassen, verarbeiten. Aber es genügt oft nicht, numerische Daten zu liefern. Auch wenn es bisher so aussah: Algorithmen sind keine Allesfresser. Ganz im Gegenteil. Sie reagieren sensibel auf die Art der Daten. Sie erkennen Muster nur dann, wenn wir ihnen die Daten in einer Form liefern, die eine bestimmte Art der Interpretation zulässt.



	3.4.1
	One-Hot-Codierung




Variablen können in unterschiedlichen Messskalen vorliegen. Das Skalenniveau einer Variable sagt etwas darüber aus, welche Arten mathematischer Interpretationen zulässig sind und welche nicht.

Arten von Messskalen

Wenn wir zum Beispiel die Größe eines Objekts in Zentimeter messen, können wir davon ausgehen, dass gewisse Relationen gelten: Die Zahlen implizieren nicht nur eine bestimmte Ordnung zwischen Objekten unterschiedlicher Größe – zum Beispiel, dass ein Objekt, das 20 cm misst, größer ist als ein Objekt mit 15 cm. Auch sind die Intervalle untereinander vergleichend interpretierbar. Eine Skalenverschiebung von einem Zentimeter hat immer die gleiche Bedeutung, egal auf welchem Achsenabschnitt der Skala wir uns befinden. Außerdem sind die Verhältnisse zwischen Objekten interpretierbar, weil es einen natürlichen Nullpunkt gibt. Ein Objekt, das 20 cm groß ist, ist doppelt so groß wie ein Objekt, das 10 cm groß ist. Das ist eine metrische oder Verhältnisskala.

Bei einer Intervallskala, zum Beispiel der Temperatur gemessen in Grad Celsius, gelten alle zuvor genannten Kriterien. Aber nicht die mathematischen Verhältnisse: Wenn in Neapel 40 Grad herrschen, ist es nicht doppelt so warm wie in Helsinki mit 20 Grad.

Bei einer ordinalen Skala können wir aus den Zahlen nur noch allgemeine Relationen ableiten. Die Schulnote 6 ist zwar schlechter als eine 5 und die 3 besser als eine 4. Aber weder ist die 6 doppelt so schlecht wie die 3 noch sind Intervalle zwischen den Einheiten vergleichbar. Der Abstand zwischen einer 4 und einer 5 ist nicht gleich wie der Abstand zwischen einer 1 und einer 2.

Der für uns interessanteste aber auch arbeitsintensivste Fall ist die Nominalskala. Hier gelten überhaupt keine mathematischen Relationen mehr. Nehmen wir die verschiedenen Modi eines Multifunktionsdruckers: Druckmodus, Kopiermodus, Scanmodus. Wir können diesen unterschiedlichen Zuständen zwar Zahlenwerte zuordnen, zum Beispiel dem Druckmodus eine 1, dem Kopiermodus eine 2 und dem Scanmodus eine 3. Dadurch erzeugen wir aber keine mathematisch interpretierbare Relation. Weder können wir die 1, den Druckmodus, als größer oder kleiner als die 2 oder die 3 (den Kopiermodus bzw. den Scanmodus) interpretieren, und schon gar nicht lassen sich Intervalle vergleichend betrachten. Wir können jetzt nur noch sagen, dass die Werte auf der Skala qualitativ verschiedene Zustände zum Ausdruck bringen.

Verarbeitung kategorialer Variablen als Features

Während die meisten Data Scientists eher großzügig sind, wenn es um die Behandlung metrischer, intervall- und ordinalskalierter Variablen geht, sollten kategoriale Variablen immer gesondert behandelt werden. Denken Sie dabei wieder an die Regression aus dem vorherigen Abschnitt, die für jede Variable einen Gewichtungskoeffizienten anlernt, der mit dem korrespondieren Feature multipliziert wird. Das Modell geht dabei implizit davon aus, dass der zu modellierenden Variablen eine Eigenschaft zugrunde liegt, die sich als Hypothese in der Form Je mehr von X, umso mehr oder weniger von y ausdrücken lässt. Bei einer mehrstufigen kategorialen Variablen wie Druckmodus, Kopiermodus, Scanmodus geht das aber nicht mehr. Hier gibt es kein mehr oder weniger.

Wie kann man solche Variablen trotzdem verarbeiten?

Prinzipiell gibt es zwei Arten, mit kategorialen Features umzugehen: die Dummy-Encodierung und die One-Hot-Codierung.

Nehmen wir zuerst das einfachste Beispiel einer dichotomen Variablen, die genau zwei Ausprägungen aufweist, z. B. online/offline, Raucher/Nichtraucher, schwarz/weiß.

Wenn wir eine dichotome Variable als Dummy codieren wollen, erzeugen wir einfach eine neue Variable, die einen der beiden Zustände mit dem Wert 1 und den anderen Zustand mit 0 codiert. Um sich vorzustellen, was bei der Verarbeitung einer Dummy-Variablen passiert, ist es hilfreich, sich eine einfache lineare Regressionsformel vor Augen zu führen. Nehmen wir an, wir möchten den Raucherstatus einer Person (x) zur Schätzung der Arztkosten pro Jahr (y) einsetzen. Wenn wir bei einer bivariaten Regression bleiben, würde die Gleichung so aussehen:
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Nehmen wir weiter an, wir hätten für α und β während des Trainings Koeffizienten ermittelt und wir möchten jetzt einen Schätzwert für Raucher, die wir mit 1 codiert haben, und für Nichtraucher, die wir mit 0 codiert haben, erzeugen. Der Koeffizient für das Intercept (α) sei 7000 und das Gewicht für die Raucher-Variable (β) 3000. In diesem Fall ergeben sich folgende Schätzwerte:
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Der Koeffizient arbeitet in der Formel als Differenzbetrag zwischen den beiden Kategorien. Er wird für die Raucher veranschlagt (Multiplikation mit 1) und für die Nichtraucher nicht veranschlagt (Multiplikation mit 0).

Das ist alles. Aber damit haben wir das Problem der qualitativen Unterschiede behandelt. Wir setzen eine Referenzkategorie fest und lernen einen Koeffizienten an, der den Unterschied zwischen zwei Zuständen zum Ausdruck bringt. Solange wir weder beim Anlernen noch beim Schätzen Werte der Rauchervariable von 0.5, 2 oder 10 zulassen, sondern nur Werte von 0 und 1, funktioniert das Modell.

Die One-Hot-Codierung arbeitet fast identisch. Der Unterschied ist nur, dass bei dieser Variante jeder Zustand auf der kategorialen Variable mit einer separaten Variable angelernt wird. Für unser Beispiel würde in den Daten also eine Spalte Raucher und eine Spalte Nichtraucher existieren. Alle Raucher werden auf der Variable Raucher mit 1 codiert und auf der Variable Nichtraucher mit 0. Bei den Nichtrauchern ist es genau umgekehrt. Sehen wir uns auch diese Variante in der Regressionsgleichung mit den Arztkosten an:
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Wir müssen jetzt zwei Koeffizienten anlernen, für jede Kategorie eine. Wenn wir inhaltlich die gleichen Daten zum Anlernen übergeben wie im Beispiel oben, würde unser Modell für das Intercept auf einen Wert von 8500 kommen und für die beiden Variablen (Raucher, Nichtraucher) auf Werte von 1500 bzw. −1500:
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Wir haben jetzt also die gleiche Information auf andere Weise ausgedrückt und dadurch das Modell veranlasst, anders anzulernen. Das Ergebnis ist aber identisch. Raucher kosten im Durchschnitt 10000 Euro, Nichtraucher 7000 Euro.

Aber warum sollte man diesen aufwendigen Weg gehen, wenn man es mit der Dummy-Codierung doch viel leichter hat und noch dazu einen Koeffizienten weniger anlernen muss?

Der Grund ist, dass wir mit der One-Hot-Codierung für Neuerungen in den Schätzdaten besser gewappnet sind. Nehmen wir an, das Formular, das ein Neukunde der Versicherung ausfüllen muss, wird überarbeitet. Neben den Kategorien Raucher, Nichtraucher gibt es jetzt eine Kategorie Aufgehört mit Rauchen. Unser Algorithmus kann aber im Moment nur mit Rauchern oder Nichtrauchern umgehen. Wie würden wir jetzt Schätzungen für einen Kunden durchführen, der angibt, früher einmal geraucht zu haben?

Wenn wir die Daten beim Anlernen dummycodiert haben und bei unserem System bleiben wollen, müssen wir uns für eine Kategorie entscheiden. Entweder wir behandeln eine Person, die mit Rauchen aufgehört hat als Raucher (1) oder als Nichtraucher (0). Die Ergebnisse unterscheiden sich dann sehr deutlich voneinander. Bei der One-Hot-Codierung müssen wir das nicht. Bei der One-Hot-Codierung setzen wir die Person einfach auf beiden Variablen, Raucher und Nichtraucher, auf 0 und eliminieren damit sowohl die Mehrkosten, die ein Raucher verursacht, als auch die Reduktion der Kosten eines Nichtrauchers. Damit landen wir dann ziemlich genau in der Mitte. Das ist der Vorteil. Die One Hot-Codierung schafft Raum für eine Referenzkategorie, die zum Zeitpunkt des Anlernens des Modells noch nicht bekannt ist.

Kategoriale Variablen mit mehr als zwei Kategorien verarbeiten

Dann stellt sich noch die Frage, wie wir mit kategorialen Variablen umgehen sollten, die mehr als zwei Kategorien umfassen. Wenn wir uns die One-Hot-Codierung für die binäre Variable ansehen, dann haben wir eigentlich schon die Antwort auf diese Frage: Wir erzeugen für jede Kategorie eine eigene Variable und codieren die Fälle entsprechend. Bei einem Drucker, der im Druckmodus, im Kopiermodus und im Scanmodus arbeiten kann, würden wir drei Variablen benötigen: Druckmodus, Kopiermodus, Scanmodus. Wenn sich der Drucker im Druckmodus befindet, wird die Variable Druckmodus auf 1 gesetzt und die anderen beiden Variablen auf 0. Wenn sich der Drucker im Kopiermodus befindet, wird die Variable Kopiermodus auf 1 und die beiden anderen Variablen werden auf 0 gesetzt usw.

In der Regression wird dann für jeden Modus ein separater Koeffizient angelernt, dessen Wert jeweils den Unterschied zu den anderen beiden Modi zum Ausdruck bringt. Nehmen wir an, wir würden den Stromverbrauch in Abhängigkeit vom Modus schätzen wollen, dann würde das so aussehen:
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Schauen wir uns die One-Hot-Codierung an einem praktischen Beispiel an. Dafür verwenden wir wieder die Versicherungsdaten, die wir aus dem Abschnitt zur linearen Regression schon kennen.

Der Originaldatensatz umfasst neben den metrisch skalierten Variablen Alter, Body Mass Index und Anzahl Kinder eine Variable smoker, die über den Raucherstatus des Kunden informiert (dichotom wie im Beispiel), und eine Variable region, die die Bezeichnung der Region, in der der Kunde lebt, beinhaltet. Regions ist nach Himmelsrichtungen in Nordost, Nordwest, Südost und Südwest unterteilt.

Bevor wie eine Regression anlernen, mit der wir die Arztkosten schätzen können, müssen wir die beiden kategorialen Variablen in Form bringen. Das könnten wir direkt im Data-Frame erledigen (zum Beispiel mit der map-Methode), der wir ein Dictionary zur Recodierung übergeben. Einfacher geht es mit der Klasse OneHotEncoder, die uns Scikit-learn zur Verfügung stellt.

Nachdem wir den One-Hot-Encoder instanziiert haben, müssen wir zunächst die fit-Methode zum Anlernen aufrufen. Damit starten wir den Prozess der Analyse der Variablen, aus denen die einzelnen Kategorien ausgelesen und zugeordnet werden müssen. Mit der transform-Methode wird dann die Umwandlung in ein One-Hot-codiertes Array vorgenommen:

1. from sklearn.preprocessing import OneHotEncoder
2. X = df[['smoker', 'region']]
3. ohe = OneHotEncoder(sparse=False)
4. ohe.fit(X)
5. print('categories: {}'.format(ohe.categories_))
6. X_ohe = ohe.transform(X)
7. print('array: {}'.format(X_ohe[:5]))

Ausgabe:

categories: [['no', 'yes'], ['northeast', 'northwest', 'southeast', 'southwest']]
array: [[0. 1. 0. 0. 0. 1.]
        [1. 0. 0. 0. 1. 0.]
        [1. 0. 0. 0. 1. 0.]
        [1. 0. 0. 1. 0. 0.]
        [1. 0. 0. 1. 0. 0.]]
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Code-Hinweise: In Zeile 1 importieren wir die Klasse OneHotEncoder aus Scikit−Preprocessing. Danach (Zeile 2) extrahieren wir die beiden kategorialen Variablen, die wir encodieren möchten, aus dem Data-Frame (df). In Zeile 3 instanziieren wir den OneHotEncoder und setzen den Parameter sparse auf False, damit wir beim Aufruf der transform-Methode keine Sparse-Matrix, sondern ein einfaches NumPy-Array zurückbekommen. In Zeile 4 lernen wir die Instanz mit der fit-Methode unter Übergabe der kategorialen Variablen (X) an. Danach lassen wir uns die angelernten Kategorien über das Attribut categories_ anzeigen (Zeile 5).

Die Ausgabe ist unter dem Code abgedruckt. Die Variable smoker beinhaltet zwei, die Variable region vier unterschiedliche Werte. Zum Schluss (Zeile 6) führen wir die Umwandlung mit der transform-Methode durch.
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Die Ausgabe zeigt die ersten fünf Zeilen der transformierten Daten. Wenn wir das Attribut categories_ abfragen und uns die Werte in der ausgegebenen Reihenfolge als Spaltenüberschriften vorstellen, wissen wir, in welcher Spalte des Arrays welche Information encodiert sind. Die erste Person aus unserem Beispiel ist ein Raucher (no = 0, yes = 1) und lebt in der Region Südwest (northeast = 0, northwest = 0, southeast = 0, southwest = 1). Die zweite und die dritte Person sind Nichtraucher. Beide leben im Südosten.

Mit diesem Array können wir jetzt ein Regressionsmodell füttern, zum Beispiel, um die Arztkosten pro Jahr zu schätzen:

from sklearn.linear_model import LinearRegression
y = df['charges'].values
model = LinearRegression()
model.fit(X_ohe, y)
intercept, coef = model.intercept_, model.coef_
print('intercept: {:.3f}'.format(intercept))
print('coef: {}'.format(coef))

Ausgabe:

intercept: 20215.137
coef: [-11782.243, 11782.243, 100.588, -220.673, 411.396, -291.311]

Der Anlernprozess läuft wie gewohnt ab: unter Aufruf der fit-Methode, der die transformierten x-Daten und die y-Variable übergeben werden. Wenn wir die Koeffizienten des Modells nach dem Anlernen abfragen, erhalten wir insgesamt sechs Werte zurück – für jede One-Hotcodierte Variable ein eigenes Gewicht. Die Zuordnung zu den Kategorien ergibt sich wieder aus der Reihenfolge der Übergabe innerhalb der fit-Methode: Nichtraucher (no) Raucher (yes), Northeast, Northwest, Southeast, Southwest.

Um einen Schätzwert für einen Raucher aus dem Südwesten zu erhalten, müssen wir die relevanten Features einfach an die entsprechenden Stellen innerhalb der Regressionsformel platzieren und vorher das Intercept und die Koeffizienten eintragen:
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Die Kosten für einen Raucher aus dem Südwesten betragen also 31706 Euro. Der Wert berechnet sich aus der Summe des Intercepts und den Koeffizienten, auf denen die Feature-Variable Werte von 1 aufweist.

Das gleiche Ergebnis erhalten wir, wenn wir der predict-Methode des angelernten Modells den entsprechenden Datensatz übergeben:

X_pred = [[0., 1., 0., 0., 0., 1.]]
y_pred = model.predict(X_pred)

Ausgabe:

y_pred: 31706.069



	3.4.2
	Standardisierung




Die meisten Algorithmen reagieren sensibel auf die Art, wie die Feature-Daten übergeben werden. Die lineare und die logistische Regression sind noch relativ unempfindlich gegenüber der Form der Daten. Bei Support Vector Machines oder Clusteranalysen ist das schon anders. Wenn die Messskalen der Feature-Variablen stark voneinander abweichen, können die Koeffizienten nicht optimal angelernt werden. Deep-Learning-Verfahren konvergieren oft überhaupt nicht mehr, wenn die Features nicht in ein einheitliches Format gebracht werden. Das hat mit dem Backpropagation-Mechanismus und den Optimierern zu tun, die die Gewichte jeweils in die richtige Richtung treiben müssen. Darauf gehen wir in Kapitel 5 noch genauer ein.

Standardisieren heißt, den Zahlenbereich der Messskala, mit der Informationen gemessen werden, verändern. Es heißt nicht, dass dadurch die Daten an Informationen verlieren würden. Die Skala, auf der wir etwas messen, ist meist eine willkürliche Festlegung. Ob wir die Größe eines Objekts in Millimeter, Zentimeter oder Inch oder die Temperatur in Grad Celsius, Fahrenheit oder Kelvin messen, verändert nichts am Informationswert der Messgröße. Deshalb können wir jede Messeinheit auch ungestraft auf einen anderen Skalenbereich projizieren.

Bei der Standardisierung von Daten wird dieser Bereich über statistische Parameter festgelegt. Standardisierte Daten weisen einen Mittelwert von 0 und eine Standardabweichung von 1 auf.

Um Daten zu standardisieren, müssen wir zuerst den Mittelwert (xmean) und die Standardabweichung (xstd) über die Rohdaten berechnen, und dann die Einzelwerte (xi) nach der folgenden Formel transformieren:
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Die praktische Umsetzung können wir entweder mit NumPy oder direkt im Pandas Data-Frame erledigen. Oder wir können dafür eine Preprocessing-Klasse aus Scikit-learn einsetzen. Dass wir das in Erwägung ziehen, hat weniger damit zu tun, dass die Standardisierung so kompliziert wäre. Es geht darum, dass alle Preprocessing-Maßnahmen reproduzierbar sein müssen. Sobald wir unser Modell über die Testdaten evaluieren oder in der Produktion Schätzergebnisse erzeugen wollen, benötigen wir die gleichen Mittelwerte und die gleichen Standardabweichungen, mit denen wir die Trainingsdaten transformiert haben, um damit die Testdaten oder die Schätzdaten zu transformieren.

Man kann das selbst organisieren – die Mittelwerte und die Standardabweichungen für jede Spalte abspeichern – oder dafür eine Scikit-learn-Klasse nutzen, die sich nach dem Anlernen einfach serialisieren und später wieder deserialisieren und einsetzen lässt. Wie das geht, sehen wir uns im nächsten Abschnitt an.

Verwenden wir zur Demonstration der beiden Verfahrensweisen zwei Variablen aus einem Datensatz, der eine Stichprobe von PatientInnen umfasst. Darin enthalten sind Informationen über den Body Mass Index (bmi) und über den Glucose-Spiegel (glucose). Der Glucose-Spiegel wurde in Milligramm pro Deziliter gemessen; das BMI nach einer Formel, bei der das Gewicht in Kilogramm durch die quadrierte Größe einer Person dividiert wird.

In Bild 3.9 (links) sind die Verteilungen der beiden Variablen als Histogramm dargestellt. Man sieht, wie sehr sich die Messskalen unterscheiden. Der Glucose-Level weist einen Mittelwert von ungefähr 104 und eine Standardabweichung von 43 auf. Beim BMI liegt der Mittelwert bei 28.6 und die Standardabweichung bei 7.8. Deshalb verläuft die Kurve des Glucose-Levels auf der Skala nicht nur viel weiter rechts, sie ist auch deutlich weiter über die Skala gestreckt.
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Bild 3.9 Histogramme der Rohdaten (links) und der standardisierten Daten (rechts) im Vergleich


Wenn wir die Daten skalieren, ändert sich das. Führen wir die Skalierung zunächst manuell mit Pandas durch:

1. mean_gl, std_gl = df['glucose'].mean(), df['glucose'].std()
2. mean_bmi, std_bmi = df['bmi'].mean(), df['bmi'].std()
3. df['glucose_z'] = (df['glucose'] - mean_gl) / std_gl
4. df['bmi_z'] = (df['bmi'] - mean_bmi) / std_bmi
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Code-Hinweise: In Zeile 1 und Zeile 2 berechnen wir Mittelwert und Standardabweichung über die beiden Spalten (glucose, bmi) der Rohdaten. Die Ergebnisse speichern wir in vier Referenzvariablen. In Zeile 3 und 4 werden die Daten standardisiert. Dazu subtrahieren wir von jeder Zeile den zugehörigen Spaltenmittelwert und dividieren das Ergebnis durch die Standardabweichung. Pandas macht uns dabei das Leben leicht, indem es die Formel, die hinter dem Zuweisungsoperator aufgeführt ist, automatisch auf jede einzelne Zeile innerhalb des Data-Frames (df) anwendet.
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Das Ergebnis dieser Operation ist in Bild 3.9, rechts, abgedruckt. Die Struktur der Verteilung der beiden Variablen ist unverändert. Beide Variablen schwanken jetzt allerdings um einen gemeinsamen Mittelwert von 0 und weisen eine Standardabweichung von 1 auf.

Das gleiche Ergebnis erhalten wir mit der Scikit-learn-Preprocessing-Klasse StandardScaler. Die Vorgehensweise beim Anlernen und Umwandeln der Daten kennen wir schon vom One-Hot-Encoder: Instanziierung, Anlernen der Daten mit der fit-Methode, Umwandlung mit der transform-Methode:

1. from sklearn.preprocessing import StandardScaler
2. scaler = StandardScaler()
3. X = df[['bmi', 'glucose']].dropna()
4. scaler.fit(X)
5. X_std = scaler.transform(X)
6. means_bmi_gl = X_std.mean(axis=0)
7. std_bmi_gl = X_std.std(axis=0)
8. print('means: {}, std: {}'.format(means_bmi_gl, std_bmi_gl))

Ausgabe:

means: [-0. -0.], std: [1. 1.]


[image: Image]


Code-Hinweise: Nachdem wir die Klasse StandardScaler importiert und mit den Default-Werten instanziiert haben (Zeile 1 und 2), übergeben wir der fit-Methode die Spalten bmi und glucose (Zeile 4). Das sind die Rohwerte, die aus dem Data-Frame (df) extrahiert wurden (Zeile 3). Im Hintergrund werden jetzt Mittelwert und Standardabweichung berechnet und in der Objektinstanz des Standard-Scalers gespeichert. Zur Standardisierung übergeben wir die gleichen Daten der transform-Methode (Zeile 5), die die standardisierten Werte als NumPy-Array zurückliefert.

Die Aktionen in Zeile 6 und 7 dienen nur noch der Überprüfung bzw. der Veranschaulichung. Wir wollen den Mittelwert und die Standardabweichung der konvertieren Daten berechnen und erwarten als Ausgabe für beide Variablen einen Mittelwert von 0 und eine Standardabweichung von 1. Um das zu erreichen, verwenden wir die NumPy-Methoden means und std. Beide Methoden funktionieren zwar ähnlich wie die namensgleichen Pandas-Data-Frame-Methoden, allerdings müssen wir jetzt noch die „Achse“ bestimmen, über die die Berechnungen durchgeführt werden sollen: Mit axis=0 weisen wir NumPy an, die Berechnungen spaltenweise durchzuführen (axis=1 würde die Berechnungen zeilenweise durchführen und der Default-Wert (None) berechnet die Parameter über die kompletten Daten). Danach geben wir das Ergebnis auf der Konsole aus (Zeile 8) und erhalten für den Mittelwert der transformierten Daten jeweils annäherungsweise den Wert 0 und für die Standardabweichung den Wert 1 zurück.
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	3.4.3
	Hauptkomponentenanalyse




Data Scientists sind häufig mit Unmengen von Daten konfrontiert. Unproblematisch ist das im Hinblick auf die schiere Anzahl von Datensätzen. Zwar erhöhen große Stichprobenumfänge die Zeit, die es dauert, einen Algorithmus anzulernen. Allerdings lernen Algorithmen dadurch eine Problemstellung aus unterschiedlichen Perspektiven kennen. Modelle werden dadurch in der Regel robuster gegenüber Ausreißern. Im Übrigen können Stichprobenumfänge ohne Weiteres verkleinert werden, zum Beispiel indem man einfach eine Zufallsstichprobe aus den Gesamtdaten zieht.

Schwieriger ist es, wenn die Features, die man für die Schätzung einer Zielvariable einsetzen möchte, eine gewisse Anzahl überschreiten. Das ist Fluch und Segen zugleich.

Ein Segen, weil sich durch die Verfügbarkeit verschiedenartiger Informationen die Genauigkeit und Tiefe, mit der ein Sachverhalt beschrieben wird, erhöht. Dadurch erhöhen sich wiederum die Möglichkeiten, Vorhersagen zu erzeugen. Wenn Sie nur Angaben über die Wassertemperatur eines Motors haben, ist es schwieriger, einen Defekt zu prognostizieren, als wenn zusätzlich Informationen über die Öltemperatur und den Öldruck im Inneren des Motorblocks vorliegen.

Fluch ist es, weil Messwerte unterschiedlicher Indikatoren häufig redundante Informationen enthalten. Die Wassertemperatur und die Öltemperatur sind vermutlich positiv korreliert. Wenn der Motor überhitzt, weil die Kühlerventilation nicht mehr funktioniert, wird sowohl die Wasser- als auch die Öltemperatur ansteigen.

Das Problem ist, dass Prädiktoren, die stark untereinander korrelieren, das Anlernen der Gewichte eines Lernalgorithmus negativ beeinflussen. Das liegt daran, dass bei der Analyse die Wirkung des einen von der Wirkung des anderen Prädiktors auf die Zielvariable nicht mehr unterschieden werden kann. Modelle werden dadurch instabil, die Leistung bei der Vorhersage verringert sich.

Daher sollte man die Korrelation der Features untereinander beim Anlernen im Auge behalten. Wenn wir die Wassertemperatur in Grad Celsius und in Grad Fahrenheit messen, können wir auf einen der beiden Indikatoren verzichten. Aber meistens sind die Verhältnisse komplizierter. Die meisten Indikatoren – in unserem Beispiel die Wasser- und Öltemperatur – sind schwach oder mittelstark korreliert. In einem Modell würden wir weder auf die eine noch auf die andere Information verzichten wollen, auch wenn es Situationen gibt, in denen beide dasselbe messen. In anderen Situationen bringen sie unterschiedliche Zustände zum Ausdruck.

Die Hauptkomponentenanalyse, Principal Component Analysis) schafft in solchen Situationen Abhilfe. Zum einen können wir mit der PCA die redundanten Informationen zweier oder mehrerer Variablen in nicht redundante, unkorrelierte Komponenten zerlegen. Das erleichtert die Arbeit des Algorithmus beim Anlernen. Zum anderen lassen sich mit der PCA eine Vielzahl von Indikatoren auf eine überschaubare Anzahl Komponenten reduzieren, die immer noch einen großen Anteil der ursprünglichen Informationen enthalten.

Grundlagen der Hauptkomponentenanalyse (PCA)

Die PCA arbeitet – wie so viele Verfahren – auf Grundlage der Korrelationen von Variablen untereinander.

Regressionsverfahren lernen Assoziationen zwischen Features und Zielvariablen und gießen sie in Gewichte. Ziel ist es, aus den Ausprägungen der x-Variablen Vorhersagen im Hinblick auf die y-Variable zu treffen.

Die PCA nimmt eine andere Perspektive ein. Hier geht es nicht um Prognose. Es geht darum, auf Grundlage der Korrelationen Anhaltspunkte über die in zwei oder mehr Variablen enthaltenen gemeinsamen Informationsanteile zu bekommen. Ziel ist es, Informationen, die in allen Features enthalten sind, zu extrahieren und in einer neuen Variable zum Ausdruck zu bringen, und die restlichen Informationen in einer oder mehreren anderen Variablen unterzubringen.

Um zu verstehen, wie das funktioniert, werfen wir am besten einen Blick auf ein Beispiel. Der Scatterplot in Bild 3.10 (links) zeigt den Zusammenhang der Messwerte zweier Variablen (x1 und x2). Anhand der Anordnung der Datenpunkte im Koordinatensystem erkennt man, dass x1 und x2 positiv korreliert sind. Je höher der Wert auf x1, umso höher der Wert auf x2. Die Informationen, die in beiden Variablen enthalten sind, sind also zum Teil identisch. Egal ob wir die eine oder die andere Variable als Prädiktor in einer Regression verwenden würden, jede Variable für sich würde diesen gemeinsamen Informationsanteil allein zum Ausdruck bringen.
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Bild 3.10 Drehung der Achsen des ursprünglichen Koordinatensystems eines Merkmalraums mithilfe der PCA. An der Struktur der Daten ändert sich nichts. Die Daten werden lediglich mithilfe einer anderen Systematik beschrieben.


Mit der PCA werden die gemeinsamen Informationsanteile zweier oder mehrerer Variablen als je eigene Komponente extrahiert. Dazu verwendet sie einen Trick. Wenn wir das Koordinatensystem geschickt um die ursprünglichen Datenpunkte drehen und dabei die orthogonale Anordnung der Achsen beibehalten, erhalten wir ein neues Darstellungssystem. In diesem System sind die gemeinsamen Informationsanteile beider Variablen komplett auf einer der beiden neuen Achsen abgebildet.

Das Verfahren wirkt beim ersten Anblick seltsam. Das Grundprinzip ist aber sehr einfach. Es basiert auf der Annahme, dass wir gleiche Informationen auf ganz unterschiedliche Weise mithilfe unterschiedlicher Koordinatensysteme repräsentieren können. Es ist so ähnlich als würden Sie das Sternbild des großen Wagens am Nachthimmel beschreiben wollen. Dafür können Sie verschiedenartige Systeme verwenden, unterschiedliche Achsen in den Nachthimmel projizieren. Wichtig ist nur, dass das System, das Sie verwenden, in sich logisch ist. Sie müssen die gleichen (orthogonalen) Achsen verwenden, um die Position verschiedener Sterne zu beschreiben.

In Bild 3.10 rechts haben wir also einfach ein anderes Koordinatensystem zur Beschreibung der gleichen Punktewolke eingesetzt.

Aber die PCA dreht die Achsen des ursprünglichen Koordinatensystems natürlich nicht einfach willkürlich. Das Ganze folgt einer bestimmten Logik. Wir möchten durch das neue System schließlich etwas gewinnen. Die PCA verschiebt die vertikale-Achse so, dass die gesamten redundanten Informationen von x1 und x2 auf dieser Achse abgebildet werden. Die neue horizontale Achse ist dagegen nur noch für die verbleibenden, nicht-redundanten Informationen zuständig.

Bild 3.11 zeigt zwei Beispiele, in denen diese Drehung anhand konkreter Daten vorgenommen wurde. Die vier Datensätze im Diagramm oben links weisen eine perfekte Korrelation auf. Wenn wir die Achse mit den Mitteln der PCA drehen, erhalten wir ein neues Koordinatensystem, in dem nur noch Unterschiede zwischen den Datenpunkten auf der ersten Dimension auftreten (oben rechts). Das sollte einleuchten. Unterschiede von Messwerten zwischen Datensätzen (Varianzen) bringen schließlich Informationen zum Ausdruck. Wenn alle Fälle in unseren Daten gleiche Werte auf einer Variable annehmen, bringt diese Variable keine Informationen mehr zum Ausdruck. Das ist so ähnlich als würde man die Produktfarbe als Kriterium für den Verkaufserfolg eines Produkts einsetzen, aber alle Produkte sind rot. Wie soll man daraus Informationen gewinnen?

Bei einer perfekten Korrelation zwischen zwei Variablen können wir deren Gesamtinformationen auch mit einer einzigen Variable einfangen. Das sehen Sie in Bild 3.11 oben rechts. Varianzen treten nur noch auf der ersten Dimension auf, auf der zweiten Dimension liegen alle Datenpunkte auf der Koordinate mit dem Wert 0.

Bei der PCA werden also Informationen umgeschichtet. Das gelingt natürlich in den wenigsten Fällen so wie wir das gerade gesehen haben. Schließlich weisen Variablen nur in Ausnahmefällen perfekte Korrelationen auf. In Bild 3.11 unten sehen wir ein anderes, etwas realistischeres Beispiel.
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Bild 3.11 PCA-Beispiel: Originaldaten (links) und durch die PCA rotierte Achsen (rechts) anhand zweier Beispiele.


Hier liegt keine perfekte, aber immer noch eine starke Korrelation zwischen x1 und x2 vor. Wenn wir die Achsen um die Datenpunkte rotieren, können wir immerhin 99 % der Varianz auf der ersten Dimension bündeln. Es bleibt nur ein kleiner, nicht-redundanter Rest von Informationen übrig (1 %), der auf die zweite Dimension projiziert wird.

Eigenschaften der Komponenten

Das ist es im Wesentlichen, was eine PCA für uns erledigt, nämlich Informationen umschichten. Die Resultate sind für uns aus zweierlei Gründen interessant:

Zum einen sind die extrahierten Komponenten unkorreliert, da sie keine redundanten Informationsanteile mehr beinhalten. Wir können die rotierten Dimensionen als Variablen speichern und sie unbesorgt zum Anlernen unserer Algorithmen verwenden.

Zum anderen kann die PCA mit einer Vielzahl von Variablen arbeiten. Sie spannt einen mehrdimensionalen Raum auf und rotiert mehrere Achsen um die Datenpunkte. Der Effekt ist der gleiche wie bei zwei Variablen. Allerdings kommt jetzt noch eine Eigenschaft hinzu, die in den Beispielen untergegangen ist.

Wenn wir zum Beispiel die Achsen von 100 Variablen drehen, erhalten wir 100 rotierte Komponenten. Insgesamt bilden diese 100 neuen Komponenten wiederum die exakt gleichen Informationen ab wie die 100 Ursprungsvariablen (nämlich 100 %). Die Informationsanteile an den Gesamtinformationen werden allerdings im Zuge der Extraktion automatisch hierarchisch geordnet: Die erste extrahierte Komponente einer PCA enthält immer den größten Anteil an Informationen, die zweite Komponente den zweitgrößten Anteil an Informationen, die dritte Komponente den drittgrößten Anteil usw. Wenn wir also 100 Variablen einer PCA übergeben, ist es gut möglich, dass wir mithilfe der ersten 50 Komponenten bereits 90 % oder mehr der gesamten Varianz der 100 Ursprungsvariablen erfassen können.

Abgesehen von der Erzeugung unabhängiger Faktoren gibt uns die PCA also die Möglichkeit, eine Vielzahl von Variablen auf eine handhabbare Anzahl Dimensionen zu reduzieren. Mit ihnen können sparsamere Modelle schneller angelernt werden, ohne dass wir damit allzu viele Informationen verlieren würden.

Praxis der PCA mit Scikit-learn

Sehen wir uns das in der Praxis mit Scikit-learn an. Dafür verwenden wir wieder die Daten der Brustkrebs-Studie, die wir bereits im vorherigen Abschnitt 3.2.2 kennengelernt haben. Zur Erinnerung: Es handelte sich um ein Klassifizierungsproblem, bei dem bösartige (1) von gutartigen Krebszellen (0) unterschieden werden sollten. Dafür stehen neun Indikatoren zur Verfügung, die das Gewebe auffälliger Zellproben von 683 Patientinnen beschreiben.

Anstatt die neun Indikatoren in Rohform einzusetzen, wollen wir die Daten zunächst in einer PCA vorbereiten. Der Grund liegt hier natürlich weniger darin, dass es sich um zu viele Features handelt. Schon eher besteht der Verdacht, dass die einzelnen Features stark untereinander korreliert sind und das Regressionsverfahren dadurch Probleme beim Anlernen bekommt.

Um diesen Verdacht zu überprüfen, werfen wir einen Blick auf die Korrelationsmatrix. Wir extrahieren dazu die ursprünglichen neun Features aus dem Pandas-Data-Frame und rufen die corr-Methode auf. Ergebnis ist eine Matrix mit den Pearson-Korrelationskoeffizienten für jedes Feature mit jedem anderen Feature und sich selbst.

Das Ergebnis ist in Tabelle 3.1 zu sehen. Alle Variablen sind positiv untereinander korreliert. Die Stärke der Korrelationen variiert zwischen Werten von 0.4 und 0.9. Manche Indikatoren scheinen also fast identische Sachverhalte zum Ausdruck zu bringen. Ideale Daten, um die Arbeitsweise und die Vorteile der PCA zu demonstrieren.


Tabelle 3.1 Korrelationsmatrix der Feature-Variablen aus der Brustkrebs-Studie. Die Variablen sind teils stark untereinander korreliert (Werte > 0.9).



	 

	clump thickness

	uniformity cell size

	uniformity cell shape

	marginal adhesion

	Epithelial cell size

	bare nuclei

	bland chromatin

	normal nucleoli

	mitoses




	clump thickness

	1.000

	0.642

	0.653

	0.488

	0.524

	0.593

	0.554

	0.534

	0.351




	uniformity cell size

	—

	1.000

	0.907

	0.707

	0.754

	0.692

	0.756

	0.719

	0.461




	uniformity cell shape

	—

	—

	1.000

	0.686

	0.722

	0.714

	0.735

	0.718

	0.441




	marginal adhesion

	—

	—

	—

	1.000

	0.595

	0.671

	0.669

	0.603

	0.419




	epithelial cell size

	—

	—

	—

	—

	1.000

	0.586

	0.618

	0.629

	0.481




	bare nuclei

	—

	—

	—

	—

	—

	1.000

	0.681

	0.584

	0.339




	bland chromatin

	—

	—

	—

	—

	—

	—

	1.000

	0.666

	0.346




	normal nucleoli

	

	

	

	

	

	

	

	1.000

	0.434




	mitoses

	

	

	

	

	

	

	

	

	1.000






Wir gehen davon aus, dass die Features und die Zielvariablen in Arrays mit den Bezeichnungen X und y getrennt vorliegen und die Gesamtdaten wiederum in Trainings- und Testpartitionen unterteilt wurden. Wie bei allen Scikit-learn-Algorithmen müssen wir zunächst die relevante Klasse (PCA) instanziieren und dann mit den Trainingsdaten (den neun Features) anlernen. Bei der Instanziierung können wir über den Parameter n_components die Anzahl zu extrahierender Komponenten angeben. Der Default-Wert entspricht der Anzahl übergebener x-Variablen (in unserem Beispiel wären das neun).

Wenn wir n_components mit einem Float-Wert zwischen 0 und 1 statt eines Integer-Wertes belegen, weisen wir den Algorithmus an, die Anzahl der Komponenten an die dadurch erklärbare Gesamtvarianz anzupassen. Ein Wert von 0.9 stellt sicher, dass nicht mehr, aber auch nicht weniger Komponenten extrahiert werden, um mindestens 90 % der Gesamtvarianz der ursprünglichen Variablen abzubilden.

Danach lernen wir das Modell wie gewohnt mit der fit-Methode an und verwenden die transform-Methode, um die Rotation der Achsen durchzuführen. Vergessen Sie nicht, dass die PCA – genau wie alle anderen Preprocessing-Methoden – mit den Trainingsdaten angelernt wird. Auf die Testdaten wird nur das angelernte Koordinatensystem angewendet. Es wird kein neues Koordinatensystem erzeugt.

Wenn man nach dem Anlernen herausfinden möchte, wie viel der Gesamtinformationen (Varianzen) durch die einzelnen Komponenten erklärt werden, kann man das Attribut explained_variance_ratio_ abfragen:

1. from sklearn.decomposition import PCA
2. pca = PCA(n_components=0.9)
3. X_train_fact = pca.fit_transform(X_train)
4. X_test_fact = pca.transform(X_test)
5. exp_var = pca.explained_variance_ratio_
6. sum_exp_var = sum(exp_var)
7. print('explained variance by factor:', exp_var)
8. print('sum explained variance all factors:{:.3f}'
9.                                .format(sum_exp_var))

Ausgabe:

explained variance by factor: [0.654, 0.085, 0.063,
                               0.05, 0.046, 0.034]
sum explained variance all factors:0.932
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Code-Hinweise: Wir importieren die Klasse PCA aus sklearn.decomposition und instanziieren dann wie gewohnt ein Objekt der Klasse (Zeile 1 und 2). Indem wir den Parameter n_components auf 0.9 stellen, weisen wir das Modell wie oben beschrieben an, nicht mehr Komponenten zu extrahieren als erforderlich sind, um 90 % der Varianz aus den Ursprungsdaten zu erklären. Danach verwenden wir die fit_transorm-Methode (Zeile 3), um das Modell anzulernen und zugleich die Transformation über die Trainingsdaten durchzuführen. Das Ergebnis wird als NumPy-Array zurückgegeben. Wir fangen es in der Variable X_train_fact ab.

Alles Weitere ist Routine: Transformation der Testdaten mithilfe der angelernten Klasse (Zeile 4), Abfrage der durch die einzelnen Komponenten erklärten Varianzen (explained_variance_ratio_, Zeile 5), Berechnung der erklärten Gesamtvarianz über alle Komponenten (Zeile 6). Zuletzt geben wir noch die berechneten bzw. abgefragten Werte auf der Konsole aus (Zeile 7 bis 9).
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Das Modell hat insgesamt sechs Komponenten extrahiert (vgl. Ausgabe explained variance by factor). Damit lassen sich 93,2 % der Varianz der Ursprungsdaten erklären. Die erste Komponente allein enthält bereits 65 % der Gesamtinformationen, die zweite Komponente noch 8,5 %. Danach werden die Anteile der erklärten Varianz stetig weniger.

Wenn wir eine Korrelationsmatrix über die extrahierten Komponenten erzeugen, die die transform-Methode zurückliefert, erhalten wir jeweils Korrelationskoeffizienten mit Werten um 0. Jede einzelne Komponente enthält also unkorrelierte, nicht-redundante Informationen.

Mit den transformierten Daten, den sechs Komponenten, die im Array X_train_fact stecken, können wir jetzt wie gewohnt einen Klassifikator anlernen:

logistic = LogisticRegression()
logistic.fit(X_train_fact, y_train)
accuracy = logistic.score(X_test_fact, y_test)
print('accuracy: {:.3f}'.format(accuracy))

Ausgabe:

accuracy: 0.956

Wenn man bedenkt, dass wir mit den neun Original-Indikatoren über den gleichen Train-Test-Split eine Accuracy von 94,9 % erzielt haben (siehe dazu Abschnitt 3.2, „Logistische Regression“), dann ist eine Accuracy von 95,6 % mit nur sechs Komponenten durchaus bemerkenswert.

Leider kann die PCA nur lineare Zusammenhänge zwischen Variablen identifizieren und umorganisieren. Auch können kategoriale Variablen (auch solche, die wir vorher mit einem One-Hot-Encoder vorverarbeitet haben) nicht adäquat transformiert werden. Wenn Sie mit solchen Daten arbeiten und auf eine Dimensionsreduktion angewiesen sind, müssten Sie einen Autoencoder einsetzen, den wir weiter hinten, im fünften Kapitel zum Thema Deep Learning, besprechen.



	3.4.4
	Vorverarbeitungsmethoden in der Praxis




Die Vorverarbeitung von Daten ist einfach, solange man alles in einem Rutsch prozessieren kann. Sobald man auf verschiedene Datenpartitionen unterschiedliche Verfahren, womöglich mehrere nacheinander – zum Beispiel Imputation, Skalierung oder Standardisierung –, anwenden muss, wird es komplizierter. Jetzt müssen einzelne Variablen erst extrahiert, dann nacheinander verarbeitet und hinterher wieder zusammenführt werden.

Da man die Prozedur nicht nur während des Anlernens, sondern auch später, wenn man mit angelernten Modellen Prognosen erzeugen möchte, wiederholen muss, lohnt es sich, etwas Arbeit in die Organisation dieses Prozesses zu investieren. Zumal fehlerhafte Vorverarbeitungen – die Anwendung der falschen Parameter oder die falsche Reihenfolge der Verarbeitung – zu fehlerhaften Schätzergebnissen führen.

Scikit-learn und andere Module bieten Funktionen und Klassen an, mit denen sich solche Problemstellungen angehen lassen (z. B. Pipelines, DataMapper etc). Leider ist keine davon universell einsetzbar. Oft ist das Preprocessing in der Praxis mit sehr speziellen Anforderungen verbunden, die aus den Eigenarten des Datenmaterials resultieren. Daher sollte man es erwägen, für solche Aufgabenstellungen eigene Funktionen oder besser eigene Klassen zu schreiben. Mit ihnen können die Eigenarten der Problemstellung angemessen behandelt werden.

Schauen wir uns zu Beginn eine überschaubare Problemstellung und einen objektorientieren Lösungsansatz an.

Nehmen wir als Beispiel wieder die Krankenversicherungsdaten, mit denen wir die lineare Regression ausprobiert haben. Die Daten umfassen drei kategoriale Variablen (Geschlecht, Raucherstatus und Wohnort) und drei metrisch skalierte Variablen (Alter, BMI, Anzahl Kinder), die wir vor der Verarbeitung standardisieren.

In den vorigen Abschnitten haben wir den One-Hot-Encoder und den Standardisierer kennengelernt. Wir wissen also, wie wir Daten vorverarbeiten können. Wenn wir aber alle verfügbaren Variablen im Anlernprozess verarbeiten wollen, müssen wir nicht nur das Preprocessing über die einzelnen Partitionen der Daten durchführen. Wir müssen die kategorialen Daten nach der One-Hot-Codierung auch wieder mit den standardisierten Daten zusammenführen, um das Modell mit allen Variablen anlernen zu können.

Vor dem Anlernen müssen wir also folgende Schritte abarbeiten:

a)      Trainings- und Testdaten separieren.

b)      Kategoriale Variablen aus Trainingsdaten ziehen, mit dem OneHotEncoder anlernen und transformieren.

c)      Numerische Variablen aus Trainingsdaten extrahieren, den Standardisierer anlernen, die Daten transformieren.

d)      Die beiden separierten Arrays wieder zusammenführen, um sie der fit-Methode des Regressors zum Anlernen zu übergeben.

e)      Den angelernten OneHotEncoder und den angelernten Standardisierer abspeichern.

Wenn wir Schätzungen durchführen wollen, müssen wir die Schritte b) bis d) wiederholen. Allerdings dürfen wir jetzt die Vorverarbeitungsklassen nicht neu anlernen. Wir müssen die One-Hot-Codierung und die Standardisierung nach den gleichen Regeln und mit den gleichen Mitteln durchführen, die wir auch auf die Trainingsdaten angewendet haben, damit das Modell die Werte richtig verarbeiten kann.5

Arbeiten wir zuerst die Verfahrensweise für die Trainingsdaten im gewohnten „Spaghetticode-Modus“ ab. Danach greifen wir auf das Mittel der objektorientierten Programmierung zurück, um Struktur in die Erzeugung von Schätzwerten aus Rohdaten und die Evaluation des Modells mithilfe von Testdaten zu bringen.

Trainingsdaten vorbereiten und Modell anlernen

a)      Trainings- und Testdaten separieren:

1. from sklearn.model_selection import train_test_split
2. X = df[['age', 'sex', 'bmi', 'children', 'smoker', 'region']]
3. y = df['charges']
4. X_train, X_test, y_train, y_test = train_test_split(X, y,
5.                                    test_size=0.2, random_state=11)

b)      Kategoriale Variablen aus Trainingsdaten ziehen, mit dem OneHotEncoder anlernen und transformieren:

6.  from sklearn.preprocessing import OneHotEncoder
7.  X_train_ohe = X_train[['sex', 'smoker', 'region']]
8.  ohe = OneHotEncoder(sparse=False)
9.  ohe.fit(X_train_ohe)
10. X_train_ohe = ohe.transform(X_train_ohe)
11. X_train_ohe.shape

Ausgabe:

shape: (1070, 8)

c)      Numerische Variablen aus Trainingsdaten extrahieren, den Standardisierer anlernen, die Daten transformieren:

12. from sklearn.preprocessing import StandardScaler
13. X_train_std = X_train[['age', 'bmi', 'children']]
14. scaler = StandardScaler()
15. scaler.fit(X_train_std)
16. X_train_std = scaler.transform(X_train_std)
17. X_train_std.shape

Ausgabe:

(1070, 3)

d)      Die beiden separierten Arrays wieder zusammenführen, um sie der fit-Methode des Regressors zum Anlernen zu übergeben.

18. import numpy as np
19. X_train_compl = np.concatenate([X_train_ohe, X_train_std], axis=1)
20. X_train_compl.shape

Ausgabe:

(1070, 11)

e)      Den angelernten OneHotEncoder und den angelernten Standardisierer abspeichern.

21. import joblib
22. joblib.dump(ohe, 'ohe.pkl')
23. joblib.dump(scaler, 'scaler.pkl')
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Code-Hinweise: Neu sollten jetzt nur die Unterpunkte d) und e) sein. In d) verwenden wir die NumPy-concatenate-Funktion, um zwei Arrays zusammenzufügen. Wir übergeben der Funktion die beiden NumPy-Arrays (Zeile 18) in einer Liste und stellen den Parameter axis auf 1, mit dem wir die Funktion anweisen, die Arrays zeilenweise zu verbinden. Da beide Arrays über die gleiche Anzahl von Zeilen verfügen, funktioniert das reibungslos. Die Zeilen werden über die Zeilenindexe als Keys zusammengefügt. Am Ende erhalten wir ein Array mit der gleichen Fallzahl, aber mit 11 Spalten (8 aus dem One-Hot-codierten Array und 3 aus dem standardisierten Array).

In e) serialisieren wir die beiden über die Trainingsdaten angelernten Preprocessing-Objekte (den OneHotEncoder und den StandardScaler). Dazu verwenden wir das Modul joblib, das standardmäßig zusammen mit Scikit-learn installiert wird. Nachdem wir das Modul importiert haben (Zeile 20), verwenden wir die dump-Funktion, übergeben jeweils die zu speichernde Instanz und einen Dateipfad (Zeilen 21 und 22).
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Die vorverarbeiten x-Trainingsdaten können wir jetzt zusammen mit den Zieldaten (y_train) der Regression zum Anlernen übergeben. Danach speichern wir das angelernte Modell mit Joblib ab.

24. from sklearn.linear_model import LinearRegression
25. mode = LinearRegression()
26. model.fit(X_compl, y_train)
27. joblib.dump(model, 'model.pkl')

Schätzungen erzeugen und das Modell evaluieren

Im nächsten Schritt geht es um die Evaluation des Modells bzw. um die Verwendung des Modells zur Produktion von Schätzwerten. Dazu müssen wir die x-Rohdaten nach den gleichen Regeln vorbereiten wie beim Anlernen des Modells. Wir greifen also auf die über die Trainingsdaten angelernten Klassen zurück und rufen jeweils nur die transform-Methode auf, um die Umwandlung durchzuführen.

Man kann das sehr unterschiedlich handhaben. Man darf den Aufwand aber nicht unterschätzen. Alle relevanten Vorverarbeitungs-Klassen müssen im Arbeitsspeicher verfügbar sein. Wir müssen wissen, in welcher Reihenfolge wir die Spalten diesen Klassen zum Anlernen übergeben und in welcher Reihenfolge wir die getrennten Arrays wieder zusammengesetzt haben.

Im Folgenden ist das Problem mithilfe einer eigenen Klasse PredictInsurance gelöst. Sie besteht aus einem Konstruktor, der alle für die Schätzung und die Vorbereitung relevanten Klassen lädt und zwei API-Methoden predict und evaluate, die im Hintergrund die ganze Arbeit für uns erledigt:

[image: Image]       predict soll die x-Rohdaten übernehmen, für die wir Schätzwerte erzeugen möchten. Diese Daten werden im Hintergrund durch die ganzen Preprocessing-Klassen geschleust und dann der predict-Methode des Modells zur Produktion von Schätzwerten übergeben.

[image: Image]       evaluate wollen wir beim Aufruf x- und y-Daten übergeben. Die x-Daten werden von der predict-Methode verarbeitet. Das Ergebnis (die Schätzwerte) wird dann zur Evaluation mit den y-Daten verglichen.

1. import joblib
2. import numpy as np
3. from sklearn.metrics import mean_absolute_error, r2_score
4.
5. class PredictInsurance():
6.
7.     def __init__(self, ohe: str, scaler: str, model: str,
8.                 ohe_cols=['sex', 'smoker', 'region'],
9.                 scale_cols=['age', 'bmi', 'children']):
10.         self.ohe = self.__load_file(ohe)
11.         self.scaler = self.__load_file(scaler)
12.         self.model = self.__load_file(model)
13.         self.ohe_cols = ohe_cols
14.         self.scale_cols = scale_cols
15.
16.     def predict(self, X_pred: pd.DataFrame) -> np.array:
17.         X_compl = self.__preprocess(X_pred)
18.         return self.model.predict(X_compl)
19.
20.     def evaluate(self, X_pred: pd.DataFrame, y_true: pd.Series) -> float:
21.         y_pred = self.predict(X_pred)
22.         return (mean_absolute_error(y_true, y_pred),
23.                     r2_score(y_true, y_pred))
24.
25.     def __load_file(self, file):
26.         return joblib.load(file)
27.
28.     def __preprocess(self, X_pred):
29.         X_ohe = self.__ohe(X_pred[self.ohe_cols])
30.         X_std = self.__scale(X_pred[self.scale_cols])
31.         return np.concatenate([X_ohe, X_std], axis=1)
32.
33.     def __ohe(self, X_ohe):
34.         return self.ohe.transform(X_ohe)
35.
36.     def __scale(self, X_std):
37.         return self.scaler.transform(X_std)
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Code-Hinweise: In Zeile 1 bis 3 importieren wir zuerst alle relevanten Bibliotheken, die die Klasse explizit verwendet. Dann definieren wir die Klasse unter dem Namen InsurancePredict (Zeile 5), und wir definieren innerhalb der Klasse die __ init__-Methode{__init__-Methode (Python) (Zeilen 7 bis 9), mit der wir das Objekt bei der Instanziierung konfigurieren können.

Die __init__-Methode erwartet beim Aufruf die Pfade, an denen der angelernte und serialisierte One-Hot-Encoder, der Skalierer und das lineare Regressionsmodell liegen. Außerdem müssen die Spaltennamen, die für die One-Hot-Codierung und die Skalierung verwendet werden, angepasst werden, sofern sie von den eingestellten Default-Werten abweichen, die wir bereits auf unsere Anwendung zugeschnitten haben.

Im Körper des Konstruktors werden zum einen die übergebenen Spaltennamen als Attribute der Objektinstanz gespeichert (Zeilen 13/14). Zum anderen rufen wir dreimal hintereinander die private Submethode load_file auf, die über die übergebenen Pfade die Deserialisierung des One-Hot-Encoders, des Scalers und des Regressionsmodells übernimmt (Zeilen 10–12 bzw. Zeilen 25–26). Die Rückgaben werden unter den Namen ohe, scaler und model als Attribute des Objekts abgelegt, sodass sie für andere Methoden der Klasse verfügbar sind.

In den Zeilen 16 bis 18 wird die API-Methode predict definiert. Sie verlangt, dass der Aufrufer x-Daten, die für die Schätzung verwendet werden sollen, als Data-Frame übergibt. Der Data-Frame muss dabei mindestens über die bei der Instanziierung der Klasse spezifizierten Spalten (ohe_cols, scale_cols) verfügen.

Innerhalb der predict-Methode wird zunächst (Zeile 17) die private Submethode preprocess unter Weitergabe der x-Daten aufgerufen. Preprocess (Zeilen 28 bis 31) erledigt die komplette Vorverarbeitung der Daten unter Verwendung zweier weiterer Submethoden: ohe und scale. Dazu übergibt sie einfach die relevanten Spalten aus dem Data-Frame, die sie über die Attribute ohe_cols bzw. scale_cols abgreift.

Die beiden Submethoden (Zeilen 33 bis 37) verwenden dann jeweils den als Attribut verfügbaren One-Hot-Encoder bzw. den Scaler, rufen die transform-Methode dieser Objekte auf, übergeben die Daten und returnieren das Ergebnis.

Zurück in preprocess werden die beiden Rückgaben mithilfe der NumPy-concatenate-Methode verbunden (Zeile 31) und an predict (Zeile 17) zurückgegeben. Mit den vorbereiteten x-Daten muss jetzt nur noch die predict-Methode des Regressionsmodells, das unter dem Attribut model verfügbar ist, aufgerufen werden (Zeile 18). Das Schätzergebnis wird an den externen Aufrufer zurückgeliefert.

Die zweite API-Methode, evaluate, (Zeilen 20 bis 23) muss zunächst Schätzdaten für die übergebenen x-Rohdaten erzeugen (X_pred). Deshalb rufen wir diese Methode einfach auf und fangen die Schätzergebnisse (Zeile 21). Mit den Ergebnissen (y_pred) und den beim Aufruf der evaluate-Methode von außen übergebenen y_true-Daten, die die wahren y-Werte enthalten, wird dann der mittlere quadratische Fehler und das R-Quadrat berechnet (Zeilen 22/23). Die Ergebnisse werden im gleichen Schritt an den Aufrufer der evaluate-Methode in einem Tupel zurückgegeben.
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Die Klasse PredictInsurance können wir jetzt instanziieren. Dabei übergeben wir dem Konstruktor die Pfade, an denen die serialisierten Versionen des One-Hot-Encoders, des Standard-Scalers und des angelernten linearen Regressionsmodells liegen.

Danach lässt sich die Güte des Modells über den Aufruf der evaluate-Methode und unter Übergabe der x- und y-Testdaten (Rohdaten) evaluieren. Schätzungen erzeugen wir analog unter Verwendung von predict und einem Data-Frame, der mindestens eine Zeile mit x-Daten enthält, für die wir Zielwerte schätzen möchten:

1. predictor = PredictInsurance( ohe='ohe.pkl',
2.                               scaler='scaler.pkl',
3.                               model='model.pkl')
4. mae, r_square = predictor.evaluate(X_test, y_test)
5. X_pred = pd.DataFrame([[35, 'female', 25.77, 1, 'no', 'southeast']],
6.    columns=['age', 'sex', 'bmi', 'children', 'smoker', 'region'])
7. y_pred = predictor.predict(X_pred)
8. print('mae: {:.3f}, r2: {:.3f}'.format(mae, r_square))
9. print('prediction (X_pred): {:.3f}'.format(y_pred[0]))

Ausgabe:

mae: 3804.198, r2: 0.800
prediction (X_pred): 5407.016

Natürlich sind verschiedene andere Lösungen für dieses Problem denkbar. Wer keine eigene Klasse schreiben möchte, kann die verschiedenen Routinen auch über Funktionen abarbeiten.

Allerdings sind die Vorteile der objektorientierten Programmierung in diesem Fall unmittelbar einsichtig. Zumal sich damit auch für das Anlernen eine eigene Klasse schreiben ließe, die die notwendigen Preprocessing-Instanzen produziert und im Hintergrund serialisiert. Man könnte dieser Klasse auch beibringen, nach dem Anlernen ein fertiges Objekt vom Typ PredictInsurance zurückzugeben, mit dem sich danach gleich die Evaluation durchführen ließe.



	3.5
	Zeitreihen mit Standardverfahren verarbeiten




Aufgabenstellungen, die auf Zeitreihendaten beruhen, können sehr unterschiedlich sein. In vielen Fällen sind zur Bearbeitung spezielle Methoden erforderlich. Das gilt vor allem dann, wenn aus dem Verlauf der Reihe Zukunftsprognosen erstellt werden sollen. Zum Beispiel die Schätzung des Kurses einer Aktie in der Zukunft. Hier werden in der Regel die Entwicklungstendenzen aus den jeweils letzten Stunden oder Tagen analysiert, um auf dieser Grundlage ein Modell anzulernen.

Aber nicht alle Aufgaben gehören in diese Kategorie. Einige Aufgaben lassen sich mit den Standardverfahren maschinellen Lernens wie der linearen oder logistischen Regression, die wir bereits kennen, angehen.

Solche Verfahren kommen vor allem dann in Frage, wenn …

[image: Image]       … die Rahmenbedingungen eines Zeitpunkts, für den eine Prognose erstellt werden soll, bereits im Vorhinein bekannt sind.

[image: Image]       … diese Rahmenbedingungen (X) in systematischem Zusammenhang zur Zielvariable (y) stehen. Wenn sich also aus X ein großer Teil der Varianz von y erklären lässt.

Dieses Szenario ist häufig gegeben, wenn die y-Variable stark von zyklischen Schwankungen abhängt. Nehmen wir als Beispiel einen Eisverkäufer. Wenn Sie schätzen möchten, wie viel Umsatz der Eisverkäufer an einem Tag macht, dann würden Sie einerseits an die Temperatur denken, andererseits aber auch an den Wochentag und den Monat im Jahr. Wir würden annehmen, dass mit steigender Temperatur mehr Eis verkauft wird. Aber wir würden auch annehmen, dass in den Sommermonaten generell viel und im Winter wenig Eis verkauft wird, und wir würden annehmen, dass am Wochenende im Durschnitt mehr Eis als an Werktagen verkauft wird.

Streng genommen nehmen wir durch diese Art der Behandlung der Daten Abstand von einem wesentlichen Charakterzug von Zeitreihen: der Intervallstruktur der Daten und den Beziehungen, die darin enthalten sind.

Nehmen wir an, die Eisverkäufe lägen in einer Tabelle vor, in der jede Zeile einen Tag bezeichnet, der mit einem Datumsstempel belegt ist (Tabelle 3.2). Wir können jetzt einfach aus dem Datumsstempel den Wochentag und den Monat extrahieren und als Prädiktoren in einer Regression einsetzen. Die chronologische Ordnung der Daten spielt dabei keine Rolle mehr. Deshalb schätzen wir jetzt auch keine Zustände in der Zukunft mehr.


Tabelle 3.2 Auszug aus einer Zeitreihe, die die Einnahmen eines Eisverkäufers wiedergibt



	Datum

	Einnahmen

	Temperatur

	Wochentag

	Monat




	01.07.2020

	1020,90 €

	23 °C

	Mittwoch

	Juli




	02.07.2020

	1010,10 €

	21 °C

	Donnerstag

	Juli




	03.07.2020

	1390,70 €

	20 °C

	Freitag

	Juli




	04.07.2020

	1890,00 €

	25 °C

	Samstag

	Juli




	…

	…

	…

	…

	…






Wir charakterisieren vielmehr einen Tag anhand einer festgelegten Anzahl von Features und führen dann eine Schätzung im Hinblick auf den Zielwert durch.

Diese Verfahrensweise sollte man nur dann wählen, wenn man davon ausgehen kann, dass die Zeilen im Hinblick auf die Zielvariable relativ unabhängig voneinander sind. In unserem Beispiel ist das vermutlich der Fall. Nicht die Eisverkäufe am Vortag bestimmen darüber, wie viel am nachfolgenden Tag verkauft wird, sondern die Frage, welcher Wochentag und welcher Monat heute ist.

Man könnte sich für das Eisverkäufer-Beispiel auch vorstellen, dass das anders ist. Stellen sie sich vor, der Eisverkäufer arbeite in einem sehr kleinen Dorf. Wenn an einem Tag das ganze Dorf ein Eis gekauft hat, würde womöglich ein gewisser Sättigungseffekt eintreten. Am nächsten Tag erwirtschaftet der Eisverkäufer dann so gut wie keine Einnahmen mehr, weil nur wenige aus dem Dorf Lust auf ein Eis haben.

Das wäre eine Beziehung, die wir über die Zeitreihenstruktur der Daten modellieren müssten, indem wir die Verkaufszahlen vom Vortag als Prädiktor für die Verkaufszahlen des nachfolgenden Tags einsetzen. Ein Sättigungseffekt würde sich dann in einer negativen Korrelation zwischen den Verkäufen zwei benachbarter Tage niederschlagen. Diese Art der Modellierung entspräche dann tatsächlich einer Zukunftsprognose. Schließlich würden wir auf Grundlage unseres heutigen Kenntnisstandes der Eisverkäufe (t) die Eisverkäufe von morgen schätzen (t + 1)

Um solche Beziehungen zu modellieren, benötigt man allerdings spezielle Verfahren. Wie diese Verfahren arbeiten und wie wir sie anlernen und einsetzen können, erfahren Sie in den folgenden Kapiteln zu den Themen ARIMA und Deep Learning.

Im folgenden Abschnitt sehen wir uns ein einfaches Verfahren zur Analyse von Zeitreihen an, mit denen wir lediglich den Kontext einer Schätzung mithilfe zeitabhängiger Variablen beschreiben und gegebenenfalls einen allgemeinen Trend modellieren können.



	3.5.1
	Modelle mit Zeitangaben anlernen




Steigen wir gleich in die Praxis ein. Wir verfügen über anonymisierte Daten eines Fahrrad-Verleihs in San Fransisco und Umgebung, der über insgesamt 70 über die Halbinsel verteilte Fahrrad-Stationen verfügt. Die Daten wurden aufbereitet und liegen als Zeitreihe vor, in der die Anzahl ausgeliehener Räder pro Stunde verzeichnet sind. Dabei liegt uns für jedes Intervall neben dem Zeitstempel und der Anzahl ausgeliehener Fahrräder auch die niedrigste gemessene Temperatur am jeweiligen Tag vor.

Die Aufzeichnungen beginnen am 29.08.2013 um 9 Uhr und enden am 31.08.2015 um 23 Uhr. Insgesamt verfügen wir damit über mehr als 17500 Datensätze:

start_date           number_trips  min_temp_c
2013-08-29 09:00:00  12            16.11
2013-08-29 10:00:00  14            16.11
2013-08-29 11:00:00  42            16.11
…                                  …
2015-08-31 21:00:00  13            15.56
2015-08-31 22:00:00   2            15.56
2015-08-31 23:00:00   7            15.56

Nehmen wir an, wir möchten auf Grundlage dieser Daten ein Modell anlernen, das in der Lage ist, für eine beliebige Stunde eines beliebigen Tags in der Zukunft oder Vergangenheit die Anzahl von Ausleihen zu prognostizieren. Dieses Szenario erinnert stark an das des Eisverkäufers. Neben der Temperatur wird vermutlich der Monat im Jahr, der Wochentag (insbesondere Wochenende vs. Werktag) und die Stunde des Tages für die Schätzung von Bedeutung sein.

Also beginnen wir, diese Variablen zu erzeugen. Wie das geht, haben wir im zweiten Kapitel zur Vorverarbeitung von Zeitreihendaten gesehen. Wenn wir den Index des Data-Frames (df) als datetime-Objekt geparst haben, können wir einfach auf die Attribute month, weekday und hour zugreifen und damit die gewünschten Variablen produzieren:

df['month'] = df.index.month
df['weekday'] = df.index.weekday
df['hour'] = df.index.hour
df.head()

Ausgabe:

start_date           number_trips  min_temp_c  month  weekday  hour
2013-08-29 09:00:00  12            16.11       8      3         9
2013-08-29 10:00:00  14            16.11       8      3        10
2013-08-29 11:00:00  42            16.11       8      3        11
…                    …             …           …      …        …
2015-08-31 21:00:00  13            15.56       8      0        21
2015-08-31 22:00:00   2            15.56       8      0        22
2015-08-31 23:00:00   7            15.56       8      0        23

Wir erhalten drei neue Spalten in unserem Data-Frame, die den Monat (1–12), den Wochentag (0 = Montag, 6 = Sonntag) und die Tagesstunde (0–23) enthalten. Damit haben wir vorerst alle Informationen aus der Zeitreihe gezogen, die für die Bearbeitung der Aufgabe benötigt werden. Jetzt können wir wie gewohnt mit dem Preprocessing und dem Anlernen des Modells beginnen.

Sehen wir uns aber zunächst an, ob die drei Variablen überhaupt in Zusammenhang mit der Zielvariable stehen und, wenn ja, wie dieser Zusammenhang aussieht. Dazu produzieren wir Balkendiagramme, in denen die Mittelwerte über die Anzahl der Ausleihen (number_trips) über die Monate, Wochentage und Tagesstunden abgetragen sind (Bild 3.12).
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Bild 3.12 Fahrrad-Ausleihen (y-Achse) nach Monat, Wochentag und Stunde


Wir sehen, dass alle drei Variablen mit der Zielvariable assoziiert sind. In allen drei Fällen handelt es sich aber um eine nicht-lineare Beziehung. Im Falle des Monats liegen wie erwartet in den Wintermonaten (1, 2 und 12) am wenigsten und in den Sommermonaten (6, 7, 8) am meisten Ausleihen vor. Bei den Wochentagen ist der Zusammenhang anders, als man vielleicht denken würde: Am Wochenende werden deutlich weniger Fahrräder ausgeliehen als an Werktagen. Fahrräder werden also offensichtlich ausgeliehen, um damit den Weg zur Arbeit zurückzulegen und weniger, um am Wochenende einen Ausflug zu machen. Diese These stützt die Grafik mit den Durchschnittswerten über die Tagesstunden (Bild 3.12, rechts). Die Gipfel liegen jeweils morgens zwischen 7 und 9 Uhr und abends zwischen 16 und 18 Uhr. Dazwischen liegt die Rate auf einem moderaten Wert. In den Abendstunden und nachts sinkt sie auf die niedrigsten Werte, zwischen Mitternacht und vier Uhr morgens finden fast keine Ausleihen statt.

Die Frage ist nun, wie wir diese Variablen in der Regression verarbeiten sollten. Offensichtlich steht keine davon in einer linearen Beziehung mit der Zielvariablen. Würden wir sie, so wie sie sind, in eine lineare Regression als Features verarbeiten, würden wir wenig erklären können.

Es gibt verschiedene Möglichkeiten, damit umzugehen. Die einfachste davon kennen wir bereits: Die One-Hot-Codierung. Wir behandeln die einzelnen Ausprägungen der Variablen einfach als distinkte Kategorien und produzieren für jeden Monat, für jeden Wochentag und für jede Stunde eine neue One-Hot-codierte Variable. Das ist zwar nicht besonders elegant, weil wir dadurch insgesamt 12 + 7 + 24 = 43 Variablen produzieren. Aber es ist sehr einfach und sehr effektiv, wie wir gleich sehen werden.

Wenn Sie etwas Eleganteres suchen, können Sie sich zum Beispiel der polynomialen Vorverarbeitung bedienen. Darauf kommen wir im folgenden Abschnitt zurück.

Bleiben wir jetzt aber erst einmal bei der One-Hot-Codierung. Wie das geht, haben wir im vorherigen Abschnitt gesehen. Wir lernen einfach eine Vorverarbeitungsklasse vom Typ One-HotEncoder aus Scikit-learn an, führen die Transformationen durch und trainieren dann eine lineare Regression mit der Anzahl von Ausleihen als Zielvariable. Zuvor haben wir die Daten in x- (month, weekday, hour) und y-Daten (number_trips) und in Trainings- und Testdaten separiert:

1.  from sklearn.linear_model import LinearRegression
2.  from sklearn.preprocessing import OneHotEncoder
3.  from sklearn.model_selection import train_test_split
4.
5.  X = df[['month', 'weekday', 'hour']]
6.  y = df['number_trips']
7.  X_train, X_test, y_train, y_test = train_test_split(X, y,
8.                                 test_size=.2,
9.                                 random_state=11)
10. ohe = OneHotEncoder()
11. ohe.fit(X_train)
12. X_train_ohe = ohe.transform(X_train)
13. X_test_ohe = ohe.transform(X_test)
14. print(X_train_ohe.shape, X_test_ohe.shape)
15.
16. model = LinearRegression()
17. model.fit(X_train_ohe, y_train)
18. r2 = model.score(X_test_ohe, y_test)
19. print('r2: {:.3f}'.format(r2))

Ausgabe:

(14066, 43) (3517, 43)
r2: 0.665

Wie erwartet entstehen durch die One-Hot-Codierung aus den drei Ursprungsvariablen insgesamt 43 Dummy-Variablen. Aber die Erklärungskraft des Modells rechtfertigt das Aufpumpen der Daten. Wir können jetzt immerhin 66,5 % der Varianz der Ausleihen erklären. Zum Vergleich: Wenn wir die drei Ursprungsvariablen zum Anlernen verwenden würden, erreichten wir ein R-Quadrat von gerade mal 9,5 %.

Natürlich könnten wir das Modell jetzt noch um weitere Variablen erweitern. Zum Beispiel die Temperatur. Wie das geht, haben wir im Abschnitt zuvor gesehen. Wir müssten uns die One-Hot-codierten Trainings- und Testdaten als NumPy-Array ausgeben lassen und dann die Temperaturvariable einfach mit der NumPy-Funktion concatenate anhängen.



	3.5.2
	Mit Interaktionsvariablen arbeiten




Bei der Arbeit mit mehreren Prädiktoren tritt manchmal der Fall auf, dass spezifische Zustände, die für die Schätzung einer Zielvariable relevant sind, durch die Features nur unzulänglich zum Ausdruck kommen. Dabei geht es nicht um Zustände, die wir mit den verfügbaren Variablen nicht beschreiben können. Es geht um Zustände, die sich durch eine spezifische Kombination der Features auszeichnen.

Nehmen wir als Beispiel wieder unsere Fahrrad-Verleihdaten. Aus Bild 3.12 haben wir gelernt, dass sich das Fahrrad-Ausleihverhalten an Werktagen und am Wochenende deutlich voneinander unterscheidet. Wir haben außerdem gesehen, dass die Ausleihen auch über die Tagesstunden hinweg stark variieren, wobei man davon ausgehen kann, dass die Höchstwerte, die gegen 8 Uhr morgens und 17 Uhr nachmittags auftreten, typische Pendelbewegungen von ArbeitnehmerInnen sind.

Pendelbewegungen treten aber vorwiegend an den Werktagen und nicht an den Wochenenden auf. Daher liegt der Verdacht nahe, dass am Wochenende zu ganz anderen Stunden viele oder wenige Fahrräder ausgeliehen werden, und dass wir diese Unterschiede nicht wahrnehmen, solange wir Werktage und Wochenenden in einen Topf werfen.

In Bild 3.13 sind die Ausleihen pro Tagesstunde getrennt für Werktage (links) und Wochenenden (rechts) abgetragen. Der Verdacht bestätigt sich. Während an den Werktagen das bereits oben diagnostizierte Muster auftritt, drehen sich die Verhältnisse an den Wochenenden um: Am Wochenende schlafen die Menschen aus oder verbringen ihre Freizeit zu Hause oder im Café um die Ecke. Erst später nehmen die Aktivitäten zu. Zwischen 11 und 17 Uhr werden die meisten Räder ausgeliehen.

Wenn wir eine Regression anlernen, sollten wir dem Modell die Chance geben, diese Unterschiede zu lernen. Das haben wir bis jetzt noch nicht getan. Das Modell aus dem letzten Abschnitt kann nur eine Linearkombination aus Variablen, die Wochentage, und aus Variablen, die Tagesstunden bezeichnen, anlernen. Es besitzt keine separaten Koeffizienten für Tagesstunden an Wochenenden und an Werktagen. Genau das brauchen wir aber, wenn wir die Unterschiede modellieren wollen.
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Bild 3.13 Fahrrad-Ausleihen über die Stunden des Tages an Werktagen im Vergleich zu den Wochenenden


Um das zu erreichen, benötigen wir Interaktionsvariablen. Eine Interaktionsvariable ist eine Variable, die eine Kombination zweier Faktoren zum Ausdruck bringt. Interaktionsvariablen können für stetige und für Dummy- oder One-Hot-codierte Variablen angelegt werden.

Am einfachsten zu verstehen ist das, wenn wir uns zwei Dummy-codierte Variablen vorstellen. Nehmen wir an, wir würden aus unseren Daten eine Variable mit der Bezeichnung weekend und eine mit der Bezeichnung night erzeugen. Weekend belegen wir mit 1, wenn Wochenende ist und sonst mit 0. Night codieren wir zwischen 21 und 5 Uhr morgens mit 1, zu allen anderen Stunden mit 0. Eine Interaktionsvariable (wknd_night) zwischen weekend und night erhalten wir, indem wir die beiden Variablen pro Zeile multiplizieren (Tabelle 3.3)


Tabelle 3.3 Bildung einer Interaktionsvariable



	

	weekend

	night

	wknd_night




	0

	0

	0

	0




	1

	0

	1

	0




	2

	1

	0

	0




	3

	1

	1

	1






In der Regression verwenden wir jetzt alle drei x-Variablen. Daraus resultieren drei Koeffizienten, mit denen wir vier mögliche Zustände zum Ausdruck bringen können:
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Der Gewichtungskoeffizient, der für die Interaktion angelernt wird, weist nur eine 1 auf, wenn es sich um eine Ausleihe am Wochenende in der Nacht handelt. Die Gewichtung bringt also den Unterschied zum Ausdruck, der für diese spezielle Konstellation gilt. Dadurch ändert sich im Übrigen auch die Bedeutung der anderen Gewichtungen. Die Gewichtung, die für die Variable weekend angelernt wird, bezieht sich jetzt auf die Kombination Wochenende/Tag und die Gewichtung für night bezieht sich auf Werktag/Nacht.

Man kann das System natürlich auch in One-Hot-Manier vollständig zum Ausdruck bringen. Dadurch ergeben sich entsprechend mehr Variablen, wobei die Interpretation etwas leichter fällt (Tabelle 3.4).


Tabelle 3.4 Interaktionsvariablen, One-Hot-Codierung



	

	workday day

	workday night

	weekend day

	weekend night




	0

	1

	0

	0

	0




	1

	0

	1

	0

	0




	2

	0

	0

	1

	0




	3

	0

	0

	0

	1






Für unsere Analyse ist uns die Art der Codierung aus dem Beispiel allerdings zu oberflächlich. Die Einteilung in Werktag und Wochenende scheint zwar auszureichen, um die Hauptunterschiede bezüglich der Wochentage abzubilden. Aber für die Tageszeiten reicht eine Differenzierung in Tag und Nacht sicher nicht aus. Wir möchten das komplette Stundenspektrum abbilden. Also benötigen wir für jede Stunde zusätzlich eine Interaktionsvariable, die den Unterschied zwischen Werktagen und Wochenenden zum Ausdruck bringt.

Um dieses System umzusetzen, müssen wir leider selbst Hand anlegen. Das ist zum Glück nicht so schwer, erfordert aber etwas Vorarbeit. Zuerst müssen wir die Stundenvariable One-Hot-codieren. Danach müssen wir eine Variable erzeugen, die die Unterscheidung zwischen Wochenende und Werktag zum Ausdruck bringt. Dann können wir die Interaktionsvariable erzeugen und am Ende müssen wir alle Variablen noch in ein Array zusammenpacken, das wir zum Anlernen verwenden. Es bietet sich natürlich wiederum an, dafür eine Funktion oder eine Klasse zu schreiben, die das für uns übernimmt. Um den Code möglichst anschaulich zu gestalten, verzichten wir jetzt aber darauf:

1.  from sklearn.linear_model import LinearRegression
2.  from sklearn.preprocessing import OneHotEncoder
3.
4.  # Variable hour aus Daten lösen und One-Hot-codieren
5.  X_train_hour = X_train[['hour']]
6.  X_test_hour = X_test[['hour']]
7.
8.  ohe = OneHotEncoder(sparse=False)
9.  ohe.fit(X_train_hour)
10. X_train_hour = ohe.transform(X_train_hour)
11. X_test_hour = ohe.transform(X_test_hour)
12.
13. # Dummy weekday erzeugen
14. X_train_wd = X_train['weekday'].map(lambda x:
15.                                 1 if x >= 5 else 0)
16. X_test_wd = X_test['weekday'].map(lambda x:
17.                                 1 if x >= 5 else 0)
18. X_train_wd = X_train_wd.values.reshape(-1, 1)
19. X_test_wd = X_test_wd.values.reshape(-1, 1)
20.
21. # Interaktionsvariablen erzeugen
22. X_train_int = X_train_wd * X_train_hour
23. X_test_int = X_test_wd * X_test_hour
24.
25. # Variablen zusammenfügen
26. X_train_compl = np.concatenate(
27.     [X_train_wd, X_train_hour, X_train_int],
28.     axis=1)
29. X_test_compl = np.concatenate(
30.     [X_test_wd, X_test_hour, X_test_int],
31.     axis=1)
32.
33. # Modell anlernen
34. linear = LinearRegression()
35. linear.fit(X_train_compl, y_train)
36. r2 = linear.score(X_test_compl, y_test)
37. print('r2 {:.3f}'.format(r2))

Ausgabe:

r2 0.829
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Code-Hinweise: Nachdem wir in den Zeilen 5 und 6 die Variable hour aus den Trainings- und Testdaten extrahiert haben, führen wir erst die One-Hot-Codierung durch (Zeilen 8 bis 11). Beachten Sie dabei, dass wir im One-Hot-Encoder den Parameter sparse auf False stellen, damit wir ein NumPy-Array und keine Sparse-Matrix zurückbekommen. Das brauchen wir, um später die Gesamtdaten wieder zusammenführen zu können.

Danach besorgen wir uns die Variable, die zwischen Wochenende und Werktag unterscheidet. Wir wenden den map-Befehl auf die Spalte weekday an und recodieren mit einer Lambda-Funktion alle Werte auf 1, wenn es sich um Wochenend-Tage handelt und den Rest auf 0. Die resultierenden Series-Objekte wandeln wir in den Zeilen 18 und 19 erst in NumPy-Arrays um und restrukturieren die Daten dann mit dem reshape-Befehl, sodass wir ein zweidimensionales Array erhalten.

Danach können wir das Array mit den Interaktionsvariablen anlegen. In den Zeilen 22 und 23 multiplizieren wir dazu einfach die NumPy-Arrays mit den recodierten Wochentagen (X_train_wd, X_test_wd) mit den NumPy-Arrays mit den One-Hotcodierten Tagesstunden (X_train_hour, X_test_hour).

Zum Schluss müssen wir die einzelnen Arrays, die die Variablen für die Stunden, Wochentage und die Interaktionsvariablen enthalten, noch zu einem NumPy-Array zusammenfügen, mit dem wir das Regressionsmodell anlernen. Das geschieht in den Zeilen 26 bis 31 unter Verwendung der NumPy-concatenate-Funktion.
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Der Aufwand hat sich gelohnt. Das R-Quadrat ist noch einmal deutlich angewachsen. Von 66,5 % auf 82,9 %. Dabei haben wir die Variablen, die den Monat codieren und die Temperatur noch gar nicht berücksichtigt. Wenn wir das tun wollten, müssten wir diese Variablen einfach an die bestehenden Arrays anhängen und würden dann auf ein R-Quadrat von 84 % kommen.



	3.5.3
	Nicht-lineare Beziehungen modellieren




Die One-Hot-Codierung ist eine wirkungsvolle Methode, kategoriale Variablen und Variablen, die in einer nicht-linearen Beziehung zu einer Zielvariable stehen, für die Analyse in Form zu bringen. Aber sie ist nicht immer die eleganteste Methode.

Wenn wir zum Beispiel an den Zusammenhang zwischen den Jahreszeiten und den Fahrrad-Ausleihen denken, dann stellen wir uns eine umgekehrt U-förmige Beziehung vor. Die Ausleihen steigen von Januar bis Juli an und fallen dann wieder ab. Anders als bei einer kategorialen Variable bilden die Zahlenwerte durchaus eine Reihenfolge ab, die den Verlauf der Jahreszeiten beschreibt. Die One-Hot-Codierung ignoriert diese Ordnung aber. Sie stückelt die einzelnen Monate und veranschlagt jeden Monat als von jedem anderen Monat unabhängige Variable, für die dann jeweils ein Gewichtungsfaktor angelernt wird. Das führt zwar zu dem gewünschten Ergebnis, aber es ist kein Modell der Beziehung zwischen den Jahreszeiten und den Ausleihen. Letztlich werden einfach die Mittelwerte der Ausleihen pro Monat berechnet und als Koeffizienten in der Schätzgleichung veranschlagt.

Unter einer Modellierung stellen wir uns aber etwas Anderes vor. Wir stellen uns ein generalisierbares Muster vor, zum Beispiel die umgekehrt U-förmige Beziehung zwischen Monat und Fahrradausleihen, in der die saisonalen Schwankungen zum Ausdruck kommen.

Die lineare Regression kann aber, wie der Name schon sagt, nur lineare Beziehungen modellieren. Wenn wir mit der unvorbereiteten Monatsvariable (Integer-Werte zwischen 1 und 12) anlernen, zieht es eine Gerade in die Punktewolke. Das hilft uns nicht weiter.

Was können wir dagegen unternehmen? Eine Möglichkeit besteht darin, die x-Daten als polynomiale Features darzustellen. Wie bei der One-Hot-Codierung werden dabei aus einer Variable mehrere Variablen erzeugt und zum Anlernen verwendet. Im Gegensatz zur One-Hot-Codierung bleibt allerdings die Originalvariable erhalten und die anderen Variablen bilden Potenzen des Originals.

Im einfachsten Fall lernen wir mit dem Original-Feature und dessen quadrierter Fassung ein Modell an. Man kann aber eine beliebige Anzahl von Exponenten einsetzen und dadurch komplexe Beziehungen modellieren.

Um zu verstehen, was bei diesem Verfahren passiert, ist es hilfreich, sich eine einfache Klassifikationsaufgabe anzusehen. Nehmen wir an, wir wollten zwei Klassen (Quadrate vs. Kreise) mithilfe einer logistischen Regression unterscheiden und dafür stünde uns eine einzige x-Variable zur Verfügung. Nehmen wir weiter an, bei der Aufgabe handle es sich um ein klassisches XOR-Problem. Die eine Klasse (Quadrate) weist auf der x-Variable entweder hohe Werte (x > 1) oder niedrige Werte (x < −1) auf. Die andere Klasse (Kreise) zeichnet sich durch Werte im mittleren Bereich der x-Variable aus (Bild 3.14, links).

Wenn wir mit x eine logistischen Regression anlernen, können wir das Problem nicht lösen. Es handelt sich um ein lineares Verfahren, das zur Trennung eine Gerade zwischen die Punktewolke zieht (Bild 3.8). Es kann also entweder hohe von niedrigen oder niedrige von hohen Werten unterscheiden.

Wenn wir der logistischen Regression aber zusätzlich eine quadrierte Fassung der x-Variable zum Anlernen übergeben, ändert sich die Lage grundlegend. Jetzt entsteht ein zweidimensionaler Raum, der die Klassifikationsaufgabe als linear trennbares Problem darstellt (Bild 3.14, rechts). Die Separierung der beiden Klassen ist in diesem höherdimensionalen Raum für einen linearen Trenner kein Problem mehr.
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Bild 3.14 Lösung einer nicht-linear trennbaren Klassifikationsaufgabe durch Hinzufügen einer quadrierten Fassung von x


Auch wenn das Beispiel sehr einfach ist, zeigt es ein wichtiges Grundprinzip maschinellen Lernens. Komplexe Probleme lassen sich oft Schritt für Schritt lösen, indem man sie in einfachere Probleme zerlegt. Wir benötigen keinen komplexen Algorithmus, um ein komplexes Problem anzugehen. Wir müssen das Problem nur geschickt vorverarbeiten, dann kann die Lösung auch mit einem einfachen Algorithmus realisiert werden. In einem späteren Kapitel, wenn es um die Funktion der Layer eines neuronalen Netzes geht, werden wir uns daran wieder erinnern.

Kehren wir jetzt aber zu unserer ursprünglichen Problemstellung zurück: der Modellierung des Zusammenhangs zwischen den Monaten und den Fahrrad-Ausleihen. Was für Klassifizierungsaufgaben funktioniert, funktioniert auch für Probleme mit stetigen Zielvariablen.

Versuchen wir es mit der polynomialen Vorverarbeitung. Erzeugen wir eine quadrierte Fassung der Monatsvariable, um damit (und mit der Originalvariable) eine lineare Regression zu trainieren. Wir können die Quadratur natürlich von Hand berechnen. Oder wir nehmen das Angebot von Scikit-learn an und bedienen uns einer dafür konzipierten Vorverarbeitungsklasse. Sie liefert auf Anfrage für eine oder mehrere Variablen die Originalvariablen plus Versionen mit beliebigen Exponenten zurück.

Die Preprocessing-Klasse nennt sich PolynomialFeatures und sie arbeitet wie alle Scikit-learn-Preprocessing-Klassen. Wir instanziieren ein Objekt und spezifizieren genauer, was wir tun möchten – in diesem Fall geben wir den Grad des Polynoms an, das wir erzeugen möchten (degree=2), dann rufen wir die fit-Methode auf, damit das Modell die Trainingsdaten kennenlernt. Zum Schluss wenden wir noch die transform-Methode an, um die Trainings- und Testdaten umzuwandeln:

from sklearn.preprocessing import PolynomialFeatures
X_train_month = X_train[['month']]
X_test_month = X_test[['month']]
poly = PolynomialFeatures(degree=2, include_bias=False)
poly.fit(X_train_month)
X_train_poly = poly.transform(X_train_month)
X_test_poly = poly.transform(X_test_month)
X_train_poly[:5]

Ausgabe:

array([[ 4., 16.],
       [ 1., 1.],
       [ 5., 25.],
       [ 1., 1.],
       [ 10., 100.]])

Das Array, das die transform-Methode zurückliefert, beinhaltet jetzt einfach die Originalvariable und eine zweite Spalte mit der quadrierten Version. Wenn wir bei der Instanziierung der Klasse degree auf 3 festlegen würden, bekämen wir drei Variablen zurück: die Originalvariable, die Quadratur und die dritte Potenz.

Nachdem wir die Daten vorbereitet haben, können wir damit eine lineare Regression anlernen. Das funktioniert so wie immer, unter Aufruf der fit-Methode mit den x- und y-Trainingsdaten (in unserem Fall sind das X_train_poly und y_train).

Die Ergebnisse der Schätzungen dieses Modells sind in Bild 3.15 ganz rechts abgetragen. Links sind die Ergebnisse zweier Vergleichsmodelle zu sehen. Ganz links eine Regression, die über die Original-Monatsvariable angelernt wurde, und in der Mitte ein Modell, das mit der One-Hot-codierten Version des Monats arbeitet. Die durchgezogene Linie zeigt jeweils die Mittelwerte über die Testdaten für die verschiedenen Monate, die gestrichelte Linie die Schätzwerte der unterschiedlichen Regressoren.
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Bild 3.15 Modellierung der Anzahl von Fahrrad-Ausleihen mit der Originalvariable, einer One-Hotcodierten und polynomialen Variablen, im Vergleich (gestrichelte Linie). Die durchgezogene Linie zeigt die Mittelwerte über die Testdaten.


Die Stärken und Schwächen dieser Ansätze gehen aus der Abbildung hervor. Das Modell, das mit der unvorbereiteten Variable angelernt wurde, produziert eine einfache Schätzgerade, die den Verlauf der Ausleihen über die Monate nur unzureichend abbildet.

Durch die One-Hot-Codierung werden dagegen einfach die Mittelwerte der Trainingsdaten nachgezeichnet. Das funktioniert zwar ganz gut, ist aber auch am aufwendigsten – schließlich brauchen wir dafür 12 separate Variablen.

Die Schätzkurve des polynomialen Modells liegt zwar etwas weiter von den wahren Werten der Testdaten entfernt, benötigt aber auch nur zwei Variablen zum Anlernen und bildet den umgekehrt U-förmigen Verlauf über die Jahreszeiten ganz gut ab.

Mit der polynomialen Feature-Vorverarbeitung können wir eine Regressionskurve fast beliebig biegen und an die Trainingsdaten anpassen. Nehmen wir als Beispiel den Zusammenhang zwischen den Tagesstunden und den Fahrrad-Ausleihen an Werktagen, deren Verlauf ein wenig wie der Umriss des Kölner Doms aussieht.

In Bild 3.16 sind die Ergebnisse dreier Regressionen abgedruckt, die mit verschiedenen Anzahlen von Polynomen arbeiten. Je höher der Grad, umso besser passt sich der Verlauf der Schätzkurve den Mittelwerten an.
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Bild 3.16 Polynomiale Regression mit Polynomen unterschiedlichen Grades


Allerdings neigen solche Modelle auch stark zur Überanpassung an die Trainingsdaten. Die richtige Anzahl von Polynomen auszuwählen, ist deshalb nicht so leicht. Vor allem, wenn sich die zugrunde liegende Verteilung schlecht einsehen lässt. Am besten man orientiert sich bei der Einstellung am Vergleich des R-Quadrats zwischen Trainings- und Testdaten, um den Punkt zu erwischen, an dem das Modell kippt.

Generell gilt, dass man die Daten und ihre Strukturen gut kennen sollte, wenn man auf die polynomiale Vorverarbeitung setzt – im besten Fall sollte man schon im Vorhinein eine Hypothese über die Art des Zusammenhangs zwischen bestimmten x- und y-Variablen haben. Für die Analyse zeitbezogener Daten ist das Verfahren vor allem deshalb interessant, weil saisonale Effekte häufig sinusartige Verläufe annehmen, die sich mit Polynomen zweiten oder dritten Grades ganz gut modellieren lassen.



1 Damit sich positive und negative Abweichungen bei der Summierung nicht aufheben.

2 Genau genommen können wir das Intercept wie einen Steigungskoeffizienten behandeln und anlernen. Der einzige Unterschied besteht darin, dass wir den Steigungskoeffizienten für jede Zeile in unserem Datensatz mit einem vorgegebenen x-Wert von 1 anlernen.

3 Bei den Features handelt es sich um Clump thickness, Uniformity cell size, Uniformity cell shape, Marginal adhesion, Epithelial cell size, Bare nuclei, Bland chromatin, Normal nucleoli, Mitoses [Wolbert1994].

4 Die y-Daten, die die Klassen enthalten, können inzwischen auch direkt als Strings übergeben werden. Scikit-learn leitet aus der Anzahl einzigartiger Strings dann die Anzahl anzulernender Klassen ab.

5 Zur Standardisierung müssen also Mittelwert und Standardabweichung, die über die Trainingsdaten berechnet wurden, auf die zu schätzenden Daten angewendet werden. Und bei der One-Hot-Codierung dürfen nur die in den Trainingsdaten aufgespürten Kategorien als One-Hot-Array recodiert werden. Man darf auf keinen Fall eine der beiden Vorverarbeitungsklassen über die Testdaten oder andere zu schätzende Daten neu instanziieren und anlernen.









	4
	Prognoseverfahren für univariate Zeitreihen: ARIMA & Seasonal ARIMA






Univariate Zeitreihen bestehen aus fortlaufenden Messungen, die mit einem einzelnen Messinstrument erhoben werden. Beispiele finden sich in ganz unterschiedlichen Bereichen: die stündlichen Temperaturwerte in einer Stadt, die Verkaufszahlen eines Produkts über die Monate oder der Kurswert einer Aktie, der in regelmäßigen Abständen – in Sekunden-, Minuten-, Stunden- oder Tagesintervallen – gemessen wird.

Die Besonderheit univariater Zeitreihen besteht darin, dass zur Prognose zukünftiger Werte nur Werte des gleichen Indikators aus der Vergangenheit herangezogen werden können. Deshalb funktionieren Prognoseverfahren auch nur, wenn die Messwerte der Reihe systematisch untereinander korreliert sind und sich aus der Historie der Reihe Rückschlüsse auf die zukünftige Entwicklung der Reihe ableiten lassen.

Korrelationen dieser Art sind allerdings keine Seltenheit. Sie treten in unterschiedlicher Stärke und Form – auch als saisonale Effekte und Trends– und in verschiedenen Bereichen auf und können auf sehr unterschiedliche Ursachen zurückgehen. In der Regel sind sie aber Spiegel von Ursachen, die außerhalb der Messreihe selbst liegen.

Nehmen wir als Beispiel die saisonalen Schwankungen beim Verkauf von Speiseeis. Der Zusammenhang zwischen der Verkaufsmenge wird vermutlich systematisch mit der Verkaufsrate 12 Monate früher oder später zusammenhängen. Das hat aber nichts damit zu tun, dass die Eisverkäufe aus der Vergangenheit Ursache der Eisverkäufe in der Zukunft sind. Vielmehr sind die Rahmenbedingungen zu den beiden Zeitpunkten – zum Beispiel jahreszeiten- bzw. temperaturbedingt – ähnlich. Aber natürlich können Korrelationen in einer Reihe auch kausale Beziehungen zum Ausdruck bringen. Wenn im einen Jahr aufgrund staatlicher Stimuli sehr viele Autos verkauft werden, kann das im nächsten Jahr zu einem Sättigungseffekt führen, der die Verkaufszahlen einbrechen lässt.

Um die Analyse univariater Zeitreihen hat sich in der Vergangenheit ein eigenes Forschungsfeld mit speziellen Konzepten, Vorverarbeitungs- und Analysetechniken entwickelt. Im Folgenden geht es um dieses Forschungsfeld und um das, was daraus an praktischen Verfahren zur Prognose von Zuständen in der Zukunft resultiert. Insbesondere um das von Box und Jenkins [Box2008] vorgeschlagene ARIMA-Verfahren, mit dem die verschiedenen Analysetechniken in ein einheitliches Modell integriert werden.

Bevor wir uns um dieses Modell kümmern und es praktisch einsetzen, müssen wir aber einige Konzepte kennenlernen und uns die verschiedenen Analyse- und Vorverarbeitungstechniken genauer ansehen.

Wir werden uns also im Folgenden zuerst mit den beiden Hauptverfahren auseinandersetzen, die zur Bearbeitung univariater Zeitreihen eingesetzt werden: der Autoregression (AR) und der Moving-Averages-Methode (MA). Dann kümmern wir uns um die Frage, welche Vorausset­zungen eine Zeitreihe erfüllen muss, damit wir diese Verfahren anwenden dürfen und welche Möglichkeiten der Vorbereitung wir haben. Dazu werfen wir nicht nur einen Blick auf hilfreiche Werkzeuge, wir werden auch unser Auge für die typischen Muster schärfen, die in Zeitreihen auftreten. Danach geht es um das ARIMA-Modell und in der Folge um einige Erweiterungen, mit denen sich saisonale Komponenten, Trends und Kontexteffekte modellieren lassen.



	4.1
	Autoregression (AR)




Stellen Sie sich eine Zeitreihe mit Messwerten vor, die in ihrem zeitlichen Verlauf von äußeren Einflussfaktoren unabhängig ist. Ein Prozess, der sich aus sich selbst heraus speist. Er lässt sich auch aus sich selbst heraus erklären. Wenn wir den Verlauf einer solchen Zeitreihe für einen gewissen Zeitraum beobachten, können wir die für die Vorhersage zukünftiger Werte relevanten Muster ableiten und die Zeitreihe in die Zukunft hinein fortschreiben. Das ist die Kernidee, die der Verarbeitung univariater Zeitreihen zugrunde liegt.

Es ist wenig verwunderlich, dass der erste Ansatz, der uns auf diesem Weg begegnet, die Autoregression ist. Sie verbindet das Verfahren der Regression mit dem Einsatz zeitversetzter Prädiktoren.

Nehmen wir an, wir hätten eine solche sich selbst genügende Zeitreihe, und unsere Aufgabe bestünde darin, den jeweils nachfolgenden Wert innerhalb der Reihe zu schätzen. Was liegt näher, als die vorhergehenden Werte der Reihe (die sogenannten Lags) als Prädiktoren in eine lineare Schätzgleichung einzusetzen? Das formale Modell nimmt dann die folgende Form an [Box2008, S. 53]:
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Es besteht neben dem Fehlerterm et im Wesentlichen aus einer Linearkombination einer Konstante (f0) und einer Serie von Gewichten (ϕ1, ϕ2,...), die den Einfluss der zeitversetzten Werte der Zeitreihe (xt−1, xt−2...) zur Modellierung des aktuellen Werts (xt) verwenden.1 Für wie viele Lags Gewichte berechnet werden, müssen wir selbst entscheiden. Diese Wahl zu treffen ist, wie wir später noch sehen werden, gar nicht so einfach.

Schauen wir uns, um die Funktionsweise der Autoregression an einem Beispiel zu testen, zunächst eine sehr einfache Zeitreihe an, die wir für den Zweck der Demonstration konstruieren. Die Zeitreihe besteht aus 500 Zufallszahlen, die aus einer Standardnormalverteilung gezogen werden. Jeder Wert der Reihe (beginnend mit der Indexposition 1) wird mit einer systematischen Korrelation mit dem ersten Lag (t − 1) von 0.5 ausgestattet:

import numpy as np
X = np.random.randn(500)
for t in range(1, len(X)):
    X[t] = 0.5*X[t-1] + X[t]

Wir verfügen jetzt also über eine univariate Reihe, in der jeder aktuelle Wert systematisch mit dem Wert des Lags zuvor korreliert ist. Wir können diese Abhängigkeit auch quantifizieren, da wir sie manuell eingesetzt haben: Sie beträgt 0.5.

Diese Zeitreihe wollen wir mit dem Verfahren der Autoregression analysieren. Um die Analyse durchzuführen, brauchen wir dem Modell nur mitzuteilen, für welches bzw. für welche Lags es Gewichtungen anlernen soll. Das ist in unserem Fall das erste Lag. Mehr müssen wir nicht einstellen.

Die praktische Durchführung erledigen wir mit der Klasse AutoReg aus dem Python-Modul statsmodels. Technisch arbeiten die Modelle aus statsmodels so ähnlich wie die Modellklassen aus Scikit-learn. Wir instanziieren die Analyseeinheit, mit der wir arbeiten wollen, und rufen dann über das fertige Objekt die fit-Methode auf, um es anzulernen.

Allerdings gibt es einige kleinere Unterschiede. Zum Beispiel verlangt die Autoregressionsklasse aus statsmodels die anzulernenden Daten bereits bei der Instanziierung des Modells und nicht erst beim Aufruf der fit-Methode. Außerdem erhalten wir von der fit-Methode erst die Klasse mit dem angelernten Modell zurück (eine Klasse des Typs AutoRegResults), das wir abfangen sollten, wenn wir damit weiterarbeiten wollen:

1. from statsmodels.tsa.ar_model import AutoReg
2. model = AutoReg(X, lags=1, trend='n')
3. model_fit = model.fit()
4. model_fit.summary()

Ausgabe:

      Coef   std err  z       P>|z   [0.025  0.975]
L1.y  0.499  0.039    12.713  0.000   0.418  0.571
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Code-Hinweise: Nachdem wir die Klasse AutoReg aus statsmodels importiert haben (Zeile 1), instanziieren wir ein Objekt, mit dem wir dann weiterarbeiten (Zeile 2). Die Daten, über die wir anlernen möchten, übergeben wir in einem NumPy-Array oder alternativ in einem Pandas-Series-Objekt. Durch Belegung des Parameters lags bestimmen wir die Anzahl der anzulernenden Gewichte/Lags. Mit dem Wert 1 sagen wir dem Modell, das wir nur für das erste Lag einen Koeffizienten anlernen möchten und mit trend='n' verhindern wir, dass das Modell eine Konstante anlernt – das ist aber optional.

In Zeile 3 rufen wir die fit-Methode auf, die den Anlernprozess in Gang setzt. Das Ergebnis fangen wir in der Referenzvariable model_fit ab. Danach können wir mit der summary-Methode die Zusammenfassung der Ergebnisse des Anlernprozesses abrufen (Zeile 4).
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Wir interessieren uns im Augenblick nur für einen kleinen Teil der Ergebnisse, die beim Aufruf der summary-Methode angezeigt werden: den Regressionskoeffizienten der ersten zeitversetzten Variable (L1.y). Das Gewicht liegt im vorliegenden Fall mit 0.499 nur unwesentlich niedriger als der erwartete Wert von 0.5, mit dem wir die Daten manipuliert haben (die kleine Abweichung entsteht vermutlich durch die Zufallszahlen, die die Korrelation etwas verwässern).

Mit dem angelernten Modell könnten wir jetzt einen Blick in die Zukunft werfen. Das ist so einfach wie es aussieht. Das Modell ist ja, wie oben gezeigt, so angelegt, dass es unter Verwendung der Gewichte für die Lags genau einen Zeitschritt in die Zukunft (t + 1) prognostizieren kann. Da wir nur einen Gewichtungskoeffizient für das erste Lag angelernt und die Konstante deaktiviert haben, brauchen wir auch nur den gegenwärtigen Wert der Reihe (t), um eine Prognose für t + 1 zu erstellen. Läge uns zum Beispiel für t der Wert 0.5 vor, würde sich daraus folgende Schätzformel und daher der folgende Schätzwert für t + 1 ergeben:
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	4.2
	Moving-Averages-Modell (MA)




Alternativ zur Autoregression wird zur Modellierung univariater Zeitreihen häufig das Moving-Averages-Verfahren eingesetzt. Auch wenn der Name an die gleitenden Mittelwerte erinnert, die wir in Kapitel 2 zur Glättung von Kurven eingesetzt haben, hat das Verfahren damit nur entfernt zu tun.

Der Name rührt vielmehr daher, dass die vorhergesagten Werte als gewichtete gleitende Mittelwerte früherer Vorhersagefehler interpretiert werden können. Kern des Verfahrens ist aber wiederum die Regression, die mit zeitversetzten Prädiktoren und Gewichtungen ausgestattet wird.

Anstelle zeitversetzter Werte der Messreihe verwendet Moving Averages allerdings zeitversetzte Fehlerterme als Prädiktoren. Dabei handelt es sich um Prognosefehler (Residuen). Anstatt also die Korrelationen angrenzender Werte einer Zeitreihe zu modellieren (Autoregression), modelliert man die Korrelationen zwischen angrenzenden Schätzfehlern [Nelson1998, S. 742]:
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Die Gewichte (Θ1, Θ2… Θp ) bezeichnen wiederum Konstanten, die im Zuge des Anlernens iterativ bestimmt werden. Die Werte der Lags (εt−1 …εt−q), auf die die Gewichte angewendet werden, beziehen sich jetzt allerdings nicht mehr auf beobachtbare Werte einer Messreihe (wie bei der Autoregression), sondern auf Fehlerterme, die rekursiv berechnet werden müssen. Dafür gibt es verschiedene Ansätze und Vorschläge, deren Diskussion den Rahmen dieser Einführung sprengen würde [Chatfield2004, S. 63, Box2003, S. 73 ff.].

Interessant für uns ist in erster Linie die Tatsache, dass Moving Averages eine Möglichkeit eröffnet, latente Strukturen einer Zeitreihe zu modellieren, mit der die Autoregression Schwierigkeiten hat. Autoregressionen eignen sich, wenn der Einfluss eines Lags auf spätere Werte der Zeitreihe nachhallt, wenn die Wirkung also von Lag zu Lag wellenartig übertragen wird. Moving Averages eignen sich dagegen eher für die Modellierung kurzfristiger, zeitlich begrenzter Effekte von Lags, sogenannter Schocks, die auf einen einzelnen nachfolgenden Wert beschränkt bleiben.

Um die Frage, woran man erkennt, ob man das eine oder das andere Verfahren einsetzen sollte, kümmern wir uns später noch genauer. Sehen wir uns jetzt erst einmal die Arbeitsweise eines einfachen Moving-Averages-Modells anhand der gleichen Daten an, die wir schon im vorherigen Abschnitt zur Demonstration der Autoregression verwendet haben.

Da die Bibliothek statsmodels keine eigene Moving-Averages-Klasse zur Verfügung stellt, verwenden wir die integrierte Klasse ARMA, mit der sich sowohl Autoregressionen als auch Moving-Averages-Modelle getrennt oder kombiniert anlernen lassen.

Um das Modell auf die Bearbeitung einer Zeitreihe mit dem Moving-Averages-Verfahren einzustellen, übergeben wird dem order-Parameter beim Aufruf des Konstruktors der ARMA-Klasse ein Tupel, das an der Indexposition 0 die Anzahl zeitversetzter Variablen für die Autoregression (p) und an der Indexposition 1 die Anzahl zeitversetzter Fehlerterme für das Moving-Averages-Modell (q) erwartet. Wenn wir einen der Parameter auf 0 setzen, bleibt das entsprechende Verfahren innerhalb der Analyse deaktiviert.

Mit dem nachfolgenden Code berechnen wir also nur ein Moving-Averages-Modell erster Ordnung (mit genau einem zeitversetzten Fehlerterm):

from statsmodels.tsa.arima_model import ARMA
model = ARMA(X, order=(0,1))
model_fit = model.fit(trend='nc')
model_fit.summary()

Ausgabe (Auszug):


         Coef    std err  z       P>|z|  [0.025  0.975]
ma.L1.y  0.4480  0.034    13.282  0.000   0.382  0.514

Wir sehen, dass auch Moving Averages prinzipiell in der Lage ist, die Abhängigkeit von Lag 1 aus den Trainingsdaten zu erlernen. Das gilt, auch wenn der Koeffizient mit 0.448 etwas geringer ausfällt, als der erwartete Wert von 0.5.

Der Grund für das schlechtere Abschneiden gegenüber der Autoregression liegt in der Struktur der Daten begründet, die dem Moving-Averages-Modell weniger entgegenkommt als der Autoregression. Der konstruierte Effekt des vorherigen Lags wird schließlich über weitere Lags innerhalb der Zeitreihe weitergereicht. Er nimmt die Form eines Echos an, das durch die Datenreihen übertragen wird und nicht die Form eines Schocks, der nur das nachfolgende Lag tangiert und dann abbricht.

Die Frage, wie wir im Vorhinein oder auch nach dem Anlernen des Modells herausfinden können, welches Verfahren für welche Daten eher geeignet ist, werden wir im Folgenden noch genauer untersuchen. Für den Moment genügt es, wenn wir das Grundprinzip des Verfahrens kennen, wissen welche Eigenschaften es aufweist und in der Lage sind, es praktisch mit Python einzusetzen.



	4.3
	Stationarität




Stationarität bedeutet so viel wie stillstehen. Das mag für eine Messreihe etwas ungewöhnlich klingen, da man sich deren Verlauf eher als etwas Fließendes vorstellt. Mit Stationarität ist allerdings nicht viel mehr gemeint, als dass zentrale statistische Eigenschaften wie Mittelwert, Standardabweichung und Autokorrelation über die Zeit hinweg konstant bleiben. Stationarität heißt also nicht, dass eine Zeitreihe aus unkorrelierten Zufallsvariablen besteht, sondern lediglich, dass Korrelationen – wenn sie denn auftreten – über die Zeit hinweg unveränderlich sind.

Sehen wir uns das Konzept an einem Beispiel etwas genauer an. Die Zeitreihe, die wir in Abschnitt 4.1 künstlich produziert haben, erfüllt alle Kriterien der Stationarität. Schließlich haben wir die einzelnen Werte per Zufallsverfahren aus einer Standardnormalverteilung gezogen, die einen Mittelwert von 0 und eine Standardabweichung von 1 aufweist. Auch die Autokorrelation, die wir jeweils für das erste Lag manuell hinzugefügt haben, ist über die Zeit hinweg konstant, da wir jeden einzelnen Wert innerhalb der Zeitreihe mit dem gleichen Betrag an den vorherigen Wert gekoppelt haben (0.5). Egal, welchen Ausschnitt der Reihe wir betrachten, wir werden immer einen Mittelwert, der nahe der 0 liegt vorfinden und eine Standardabweichung um die 1. Außerdem beträgt die Autokorrelation zwischen dem Wert t und t − 1 immer ziemlich genau 0.5, egal aus welchem Zeitfenster wir eine Stichprobe ziehen.

Aber warum kümmern wir uns überhaupt um Stationarität? Um es einfach zu sagen: Weil die Verfahren, die wir in den Abschnitten weiter oben kennengelernt haben (Autoregression, Moving Averages) nur für Zeitreihen geeignet sind, die stationär sind. Warum das so ist, lässt sich leicht nachvollziehen, wenn wir uns an die Vorgehensweise der Autoregression zurückerinnern.

Prognosen über zukünftige Zustände der Zeitreihe werden über vergangene Zustände der Zeitreihe gewonnen. Dabei können mehrere oder nur eine zeitversetzte Variable(n) als Prädiktor(en) eingesetzt werden. Wenn sich aber der Einfluss dieser zeitversetzten Variablen über die Zeit hinweg ändert, wenn wir auf unterschiedliche Korrelationen stoßen, je nachdem, in welchem Abschnitt der Zeitreihe wir uns befinden, ist es unmöglich, einheitliche Gewichtungen anzulernen, die für alle Zeitphasen gelten. In diesem Fall wird das Verfahren die Zeitreihe nicht adäquat modellieren können. Das Gleiche gilt für Moving Averages, da das Grundprinzip der Analyse dasselbe ist.

Bevor wir eine Zeitreihe also mit einem dieser Verfahren analysieren, müssen wir prüfen, ob unsere Daten stationär sind.



	4.3.1
	Auf Stationarität testen




Es gibt verschiedene Teststatistiken, mit der sich eine Zeitreihe im Hinblick auf Stationarität untersuchen lässt. Die bekannteste ist der sogenannte Augmented-Dickey-Fuller-Test. Die meisten Software-Bibliotheken, die ARIMA-Verfahren anbieten, stellen eine Funktion zur Verfügung, mit der sich der Test durchführen lässt. In statsmodels gibt es dafür die Funktion adfuller.

Die Handhabung des Tests ist denkbar einfach. Ein Dickey-Fuller-Test geht davon aus (Nullhypothese), dass eine Zeitreihe nicht stationär ist und prüft dann, ob wir diese Annahme verwerfen dürfen oder nicht bzw. mit welcher Sicherheit bzw. Unsicherheit wir die These verwerfen dürfen. Dazu müssen wir die Teststatistik in Kombination mit einem Wahrscheinlichkeitswert prüfen, der die Unsicherheitsschwelle bezeichnet (p-Wert). Liegt der p-Wert unter einer gewissen Schwelle (meist werden dafür 5 %, d. h. p < 0.05 veranschlagt), können wir mit hinreichender Sicherheit (bei p < 0.05 wären das 95 %) davon ausgehen, dass die Zeitreihe stationär ist. Liegt er darüber, müssen wir die Alternativhypothese (die Zeitreihe ist stationär) verwerfen und die Nullhypothese (die Zeitreihe ist nicht stationär) annehmen.

Sehen wir uns das an unseren Beispieldaten aus dem letzten Abschnitt an:

1. from statsmodels.tsa.stattools import adfuller
2. result = adfuller(X)
3. print("Test statistic = {:.4f}".format(result[0]))
4. print("p-value = {:.4f}".format(result[1]))

Ausgabe:

Test statistic = -12.7271
p-value = 0.0000
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Code-Hinweise: Nachdem wir die Funktion adfuller in Zeile 1 importiert haben, übergeben wir der Funktion die Zeitreihe, die wir im Hinblick auf Stationarität überprüfen möchten (Zeile 2). Danach müssen wir nur noch die beiden ersten Indexpositionen des Tupels auslesen, das uns die Funktion zurückgeliefert (Zeile 3). Es enthält die Testergebnisse. Die erste Indexposition beinhaltet die Teststatistik, die zweite das Signifikanzniveau.

[image: Image]


Im Falle der konstruierten Daten ist die Sache eindeutig: Die Wahrscheinlichkeit, dass die Verteilung nicht stationär ist, ist denkbar gering. Wir können also die Nullhypothese getrost verwerfen und ohne Weiteres das Autokorrelations- oder Moving-Averages-Verfahren zur Analyse einsetzen.

Solche Ergebnisse sind aber gewiss nicht die Regel. Im Gegenteil. Zeitreihen, die saisonale Schwankungen oder Trends aufweisen, sind nicht stationär. Und welche Zeitreihe, die aus der Realität stammt, tut das schon nicht?

Sehen wir uns einmal die Klimadaten an, die Auskunft über den Verlauf der Temperatur in der Stadt Jena geben. Wir haben damit bereits im Kapitel 2 (Vorverarbeitung) experimentiert. Die Reihe liegt jetzt in einer monatlichen Intervallstruktur als Data-Frame unter der Referenzvariable df vor.

Bevor wir auf Stationarität prüfen, werfen wir einen Blick auf die verschiedenen Komponenten dieser Zeitreihe. Dazu verwenden wir die Hilfsfunktion seasonal_decompose aus statsmodels, die uns das Leben erleichtert:

from statsmodels.tsa.seasonal import seasonal_decompose
decomposition = seasonal_decompose(df['T (degC)'])
decomposition.plot()

Bild 4.1 zeigt das Ergebnis dieser Operation. Die Dekomposition fußt auf der Annahme, dass sich eine Zeitreihe aus einem Trend, einer saisonalen Komponente und einem nicht weiter spezifizierten Fehlerterm (den Residuen) additiv zusammensetzt.
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Bild 4.1 Komponenten einer Zeitreihe: Original, Trend, saisonale Schwankungen und Residuen


Bereits die Rohdaten (Bild 4.1, oben) lassen erkennen, dass die Zeitreihe nicht stationär ist, da sich der Mittelwert abhängig von der Jahreszeit ändert. Diese saisonalen Schwankungen sind für die dritte Grafik (seasonal) herausgerechnet, aufbereitet und zeigen die Reinform der Tempertaturschwankungen über die Monate.

Außerdem weist die Zeitreihe einen leicht aufsteigenden Trend auf, der in der Grafik allerdings stärker erscheint als er in Wirklichkeit ist; schließlich weist die y-Achse der Trend-Darstellung nur eine Bandbreite von etwas mehr als 2 Grad auf, während die jahreszeitlichen Schwankungen mehr als 10 Grad auseinanderliegen.

Die unterste Grafik zeigt noch die Residuen, die man erhält, wenn man Trend und saisonale Schwankungen eliminiert. So seltsam das im Moment klingen mag: Dabei handelt es sich im Wesentlichen um die Daten, die wir für die Hauptanalyse heranziehen wollen.

Wenn wir den Rohdatensatz dem Dickey-Fuller-Test unterziehen, bekommen wir das erwartete Ergebnis:

Test statistic = -1.1551
P-value = 0.6926

Wir dürfen die Nullhypothese nicht verwerfen – die Zeitreihe ist mit über 69-prozentiger Wahrscheinlichkeit nicht stationär.



	4.3.2
	Saisonale Komponenten entfernen




Was können wir in solchen Fällen ausrichten, in denen uns nicht-stationäre Daten vorliegen, aber wir trotzdem Analysen mithilfe der Autoregression oder des Moving-Averages-Verfahren durchführen möchten?

Wir können die Daten durch verschiedene Vorverarbeitungsmaßnahmen gegebenenfalls in eine stationäre Struktur zwingen. Dazu müssen wir die saisonale Komponente und die Trendkomponente entfernen.

Zur Bereinigung des saisonalen Effekts, gibt es zwei Möglichkeiten:

Die erste Option besteht darin, die Kenntnis der saisonalen Struktur zur Bildung von Differenzen einzusetzen. Wenn die Zeitreihe, wie im vorliegenden Fall, regelmäßigen jährlichen Schwankungen unterliegt und die Daten im monatlichen Zyklus vorliegen, würden wir jeweils den Wert des 12. Lags vom aktuellen Lag subtrahieren. Hätten wir die Daten im Wochenzyklus erhoben, müssten wir das 52. Lag bzw. in Schaltjahren gegebenenfalls das 53. Lag subtrahieren.

Das Ergebnis dieser Operation sehen wir in Bild 4.2. Im Vergleich zu den Originaldaten tritt in den um das 12. Lag bereinigten Daten die sinusartige Jahreszeitenrhythmik nicht mehr in Erscheinung. Das heißt natürlich nicht, dass die Daten jetzt keine Varianzen mehr aufweisen würden. Zum einen sind die latenten Effekte enthalten, auf die wir später noch zu sprechen kommen und für die wir uns am allermeisten interessieren. Und zum anderen weist die Zeitreihe all jene Dynamiken auf, für die wir keine unmittelbare Erklärung haben und die uns innerhalb der Analyse die meisten Sorgen bereiten, weil sie uns den Blick auf die Zukunft verstellen.
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Bild 4.2 Original und 12. Differenzen der Jena-Temperaturdaten


Allerdings sind die Daten durch die Operation jetzt so gut wie stationär. Wenn wir sie dem Dickey-Fuller-Test unterziehen, erhalten wir jedenfalls die Information, dass wir die Nullhypothese mit einer Sicherheit von über 99,9 % verwerfen können:

df['temp diff 12'] = df['T (degC)'].diff(periods=12)
result = adfuller(df['temp diff 12'].dropna())
print("Test statistic = {:.4f}".format(result[0]))
print("P-value = {:.4f}".format(result[1]))

Ausgabe:

Test statistic = -4.3426
P-value = 0.0004

Eine zweite Möglichkeit, saisonale Daten stationär zu machen, besteht darin, die Durchschnitte über die einzelnen Monate der gesamten Zeitreihe zu bilden und diese von den einzelnen Monaten der Jahre zu subtrahieren. Dabei wird zum Beispiel vom Monat Dezember 2009 der Durchschnittswert, der über alle in den Daten verfügbaren Dezembermonate (2006 bis 2016) berechnet wurde, subtrahiert.

Diese Technik ist zwar in der praktischen Umsetzung etwas aufwendiger, aber im Resultat eleganter. Sie hat den Vorteil, dass sie weniger stark auf Ausreißer reagiert als die Differenzenbereinigung, bei der untypische Werte des Monats des Vorjahrs (Lag 12) zu untypischen Bereinigungen führen. Andererseits wird bei der Differenzbereinigung die Trendkomponente mehr oder weniger automatisch mit entfernt – bei der Durchschnittsbereinigung dagegen nicht.

Die praktische Umsetzung der Mittelwertbereinigung mit Pandas haben wir bereits in Kapitel 2 (Vorverarbeitung) durchgenommen. Deshalb hier der Ablauf nur in Kürze und zur Erinnerung: Wir erzeugen aus den Originaldaten einen neuen Data-Frame mithilfe des groupby-Befehls, der die Mittelwerte über die Monate enthält. Danach fügen wir diesen Data-Frame über die Monatsvariable als Schlüssel wieder an den Data-Frame mit den Originaldaten an. Im Beispiel unten geschieht das über die SQL-artig aufgebaute merge-Methode. Zum Schluss müssen wir nur noch von jedem einzelnen Temperaturwert den monatlichen Mittelwert subtrahieren:

means = df.groupby(df.index.month)[['T (degC)']].mean()
means.columns = ['Temp month']
df_ = df.merge(means, left_on=df.index.month, right_index=True,
                      how='left')
df_['mean_month_cleaned_Temp'] = df_['T (degC)'] - df_['Temp month']

Das Ergebnis ist in Bild 4.3 zu sehen. Die saisonalen Effekte sind verschwunden. Im Vergleich zur Differenzbereinigung (Bild 4.2) wirkt der Verlauf etwas ruhiger, die Ausschläge weniger abrupt. Dadurch sollten die für die Prognose relevanten Eigenarten der Zeitreihe – die Korrelationen von Intervall zu Intervall oder über mehrere Intervalle hinweg – leichter identifizierbar sein.
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Bild 4.3 Original-Temperaturdaten und mittelwertbereinigte Temperaturdaten


Auch der Dickey-Fuller-Test bestätigt den visuellen Eindruck: Die Hypothese, dass die Zeitreihe stationär ist, können wir jetzt mit über 99,9-prozentiger Sicherheit akzeptieren:

Test statistic = -4.8152
P-value = 0.0001



	4.3.3
	Trends entfernen




Zeitreihen mit Trends sind ähnlich wie Zeitreihen mit saisonalen Komponenten nicht stationär. Wenn wir sie einer der beiden Methoden zur Analyse unterziehen möchten (Autoregression oder Moving-Averages), müssen wir zuerst den Trend entfernen.

Schauen wir uns dazu ein konstruiertes Beispiel einer Zeitreihe an, die eine Autokorrelation mit dem ersten Lag und eine Trendkomponente enthält:

1.  import pandas as pd
2.  import numpy as np
3.  import random
4.  X = np.random.randn(500)
5.  for t in range(1, len(X)):
6.      X[t] = X[t-1] + (random.randint(0, 100)/1000)
7.      X[t] = X[t] + (random.randint(-100, 100)/100)
8.  for t in range(1, len(X)):
9.      X[t] = X[t] + 0.5*X[t-1]
10. index = pd.date_range('1/1/2000', periods=500, freq='W')
11. X = pd.Series(X, index=index)
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Code-Hinweise: Zunächst erzeugen wir ein NumPy-Array mit Zufallszahlen (Zeile 4). In der ersten Schleife wird dann der Trend und eine Zufallszahl erzeugt (Zeilen 5 bis 7) und in der zweiten Schleife (Zeilen 8 bis 9) eine Korrelation mit dem jeweils vorherigen Lag hinzugefügt.2 Danach instanziieren wir mit dem resultierenden NumPy-Array ein Pandas-Series-Objekt (Zeile 11) und versehen es zu Anschauungszwecken mit einem Datumsindex, den wir willkürlich am 1.1.2000 beginnen lassen und jeweils in Wochenintervallen hochzählen (Zeile 10).
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Bild 4.4 (original) zeigt das Ergebnis dieser Operation. Der Test auf Stationarität fällt wie erwartet negativ aus: Da sich der Mittelwert über die Zeitintervalle hinweg kontinuierlich nach oben schiebt, dürfen wir die Alternativhypothese (die Zeitreihe ist stationär) nicht annehmen (p < 0.934).
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Bild 4.4 Konstruierte Zeitreihe: Rohdaten und First Differences.


Trends lassen sich allerding relativ leicht entfernen. Eine einfache und gebräuchliche Methode besteht in der Bildung von First Differences. Wenn wir von jedem Wert der Zeitreihe den Wert des jeweils vorherigen Lags subtrahieren, erhalten wir die gerade, leicht gezackte Linie, die in Bild 4.4 um den Nullpunkt oszilliert. Was sich hier visuell andeutet, bestätigt der Dickey-Fuller-Test: Die First Differences der Originaldaten sind stationär und zwar mit einer Irrtumswahrscheinlichkeit, die unter 0,001 % liegt.

Das war einfach. In der Praxis kann es aber durchaus komplizierter werden. Zumal mit dem An- oder Abstieg der Messwerte über die Zeit hinweg häufig die Amplitude der Ausschläge größer oder kleiner wird. Schauen wir ein Beispiel aus der Praxis an: den Verlauf des Aktienkurses der amerikanischen Firma Oracle (Bild 4.5).
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Bild 4.5 Originalwerte und First Differences des Kurses der Oracle-Aktie


Auch hier bereinigt die First-Differences-Methode zwar den Trend. Außerdem spricht der Dickey-Fuller-Test dafür, dass die Zeitreihe stationär ist. Nur sollte man dieser Aussage diesmal, wo wir die Daten vor uns sehen, nicht trauen. Denn ganz offensichtlich variieren die Ausschläge über die Zeit hinweg und in Abhängigkeit von der Höhe des Aktienkurses. Deshalb ist es so wichtig, Zeitreihen zu visualisieren – weil wir mit dem geschulten Blick oft mehr erkennen als mathematische Testverfahren, die sich nur an bestimmten Kenngrößen orientieren.

Da wir diese verdächtigen Schwankungen erkannt haben, sollten wir also Gegenmaßnahmen ergreifen. Zum Beispiel mit einer der Allzweckwaffen in der Zeitreihenanalyse: Der Anwendung des natürlichen Logarithmus. Er macht aus einem nicht-linearen einen linearer Trend und dämmt, davon abgesehen, Ausschläge ein, die mit dem Bereich der Skala, auf dem wir uns bewegen, korrelieren.3 Da der Trendcharakter erhalten bleibt, müssen wir nach dem Logarithmieren allerdings noch die First Differences bilden.

Die praktische Umsetzung der Transformation ist unten beschrieben. Zunächst logarithmieren wir mit NumPy die Originaldaten, die in unserem Data-Frame unter dem Spaltennamen Close abgespeichert sind. Danach bilden wir wie gewohnt die First Differences.

import numpy as np
df['close_log'] = np.log(df['Close'])
df['log_diff'] = df['close_log'].diff(periods=1)

In Bild 4.6 sind die verschiedenen Transformationen im Vergleich dargestellt. Während der Logarithmus die starken, werteabhängigen Ausschläge lindert, ohne den Trend zu glätten, hebelt die First-Differences-Methode den Trend aus, ohne die Varianzen zu normieren. Beide Maßnahmen zusammen führen zum gewünschten Ergebnis (Logged First Differences).
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Bild 4.6 Verschiedene Datentransformationen im Vergleich (Oracle-Aktienkurse): Logarithmierung, First Differences und Kombination aus Logarithmierung und First Differences.


Interessant ist auch, dass durch die Logarithmierung die Ausschläge nicht einfach gleichmäßig abgeschliffen werden. Im Gegenteil, die Logarithmierung wirkt wie ein Filter, der bestimmte Amplituden – womöglich jene, die für Autokorrelations- oder Moving-Averages-Analysen informativ sind – erst sichtbar und dadurch analytisch nutzbar macht.



	4.3.4
	Warum man Zeitreihen stationär macht




Man wird sich an dieser Stelle womöglich die Frage stellen, welchen Vorteil ein Analyseverfahren für Zeitreihen haben sollte, das von uns verlangt, dass wir die Daten von all den typischen, zeitspezifischen Effekten reinigen müssen, bevor wir es anwenden dürfen. Wenn wir die Trends und saisonalen Schwankungen entfernen müssen, über welche relevanten Informationen, die uns Aussagen über den zukünftigen Verlauf geben, verfügt die Zeitreihe dann überhaupt noch?

Tatsächlich lagern die Informationen, die für eine Prognose interessant sind, häufig unterhalb der Oberfläche von Trends oder saisonalen Schwankungen und werden erst sichtbar und bearbeitbar, wenn wir von den Daten die überlagernden Schichten abklopfen.

Stellen Sie sich zum Beispiel eine Temperaturkurve vor, die jahreszeitlichen Schwankungen und womöglich einem klimawandelgeschuldeten aufsteigenden Trend unterliegt. Beides sind Effekte, die wir für Schätzungen zwar berücksichtigen müssen, die aber auf die kurze Sicht bei einer Temperaturprognose, zum Beispiel für den nachfolgenden Tag, nicht allein als Informationsquelle dienen sollten.

Weit interessanter sind in solchen Fällen die Temperaturen der letzten Tage, die zum Beispiel Auskunft über die Ausläufer eines Hochs oder Tiefs und deren Einfluss auf die Temperatur geben. Wenn wir an einem Februartag außergewöhnliche 20 °Celsius messen, am Vortag 18 °Celsius und wir wissen aufgrund der jahreszeitlichen Schwankungen, dass im Durchschnitt an einem solchen Februartag normalerweise nur ca. 7 °Celsius herrschen, sollten wir dann für den nachfolgenden Tag wirklich einfach das saisonale Mittel von 7 °Celsius prognostizieren? Vermutlich nicht, jedenfalls würden wir dann implizite Zusatzinformationen, die uns die Zeitreihe anbietet, unberücksichtigt lassen. Noch gravierender wäre die Vernachlässigung solcher Informationen, wenn es um die Prognose von Aktienkursen geht.

Die Herstellung von Stationarität öffnet der Analyse also neue Möglichkeiten. Das heißt aber nicht, dass wir Trends und saisonale Faktoren einfach entfernen und vergessen. Wie wir später sehen werden, sind intelligente Modelle in der Lage, solche Einflüsse für die Prognose im Nachhinein, nach Berechnung der latenten Prognosen, wieder geltend zu machen.



	4.4
	Autokorrelationen und partielle Autokorrelationen




Wir haben jetzt verschiedene Verfahren zur Verarbeitung von Zeitreihen kennengelernt. Wir haben das Konzept der Stationarität kennengelernt und dessen Bedeutung im Zusammenhang mit Autoregression und Moving-Averages-Analysen. Was wir jetzt noch in Erfahrung bringen müssen, um Vorhersagemodelle einsetzen zu können, sind zwei Dinge:

[image: Image]       Erstens müssen wir in der Lage sein, das richtige Analyseverfahren für einen spezifischen Anwendungsfall auszuwählen. Wir sollten wissen, ob wir auf eine Autokorrelation (AR), auf Moving-Averages (MA) oder eine Kombination beider Verfahren setzen sollten.

[image: Image]       Zweitens brauchen wir Anhaltspunkte, um die Hyperparameter dieser Ansätze einzustellen. Wir müssen wissen, für wie viele bzw. für welche Lags wir in der MA oder AR-Analyse Koeffizienten berechnen, sodass die Verfahren die für die Prognose relevanten Muster der Zeitreihe angemessen modellieren können.

Bevor wir uns an diese Arbeit machen, sei gesagt, dass für Machine-Learning-Methoden im Allgemeinen fast nie präzise Anleitungen existieren, die man einfach Schritt für Schritt abzuarbeiten bräuchte. Prognoseverfahren für Zeitreihen bilden darin keine Ausnahme. Wir müssen verschiedene Lösungen ausprobieren, Ergebnisse vergleichen und evaluieren, um das richtige Modell zu finden. Und ständig sind wir uns im Unklaren darüber, ob wir nicht ein besseres Modell hätten finden können [Gerunov2016]. Das heißt andererseits aber nicht, dass es keine Anhaltspunkte gibt, die den Weg weisen. Das Problem ist eher, dass die Anhaltspunkte oft uneindeutig sind. Trotzdem sollte man die Anhaltspunkte kennen und sich daran orientieren. Man sollte nur nicht glauben, man komme dadurch automatisch immer ans gewünschte Ziel.

Eine wichtige Quelle der Orientierung bei der Wahl eines Modells liefern die sogenannten Autokorrelationsdiagramme. Autokorrelationsdiagramme gibt es in zwei Varianten: Die einfache Variante zeigt die Korrelation der Werte einer Zeitreihe mit den Werten vorheriger Lags.

Bei den partiellen Korrelationen wird der Einfluss jedes Lags um den Einfluss anderer Lags bereinigt. Damit wird die genuine (partielle) Korrelation eines einzelnen Lags identifizierbar. Schließlich ist es gut möglich, dass in der Korrelation von xt mit xt − 1 bereits Informationen enthalten sind, die auch in der Korrelation von xt mit xt − 2 oder einer Korrelationen mit einem Lag höherer Ordnung stecken.

Schauen wir uns, um das zu verdeutlichen, noch einmal das Beispiel der konstruierten stationären Zeitreihe an, die wir künstlich mit einer Autokorrelation für das erste Lag von 0.5 ausstatten:

import numpy as np
X = np.random.randn(500)
for t in range(1, len(X)):
    X[t] = 0.5*X[t-1] + X[t]

Um die Autokorrelationen der Reihe zu visualisieren, bedienen wir uns der statsmodels-Funktionen plot_acf (autocorrelation function) und plot_pacf (partial autocorrelation function). Dabei können wir über den lags-Parameter einstellen, für wie viele Lags die Korrelationen berechnet und dargestellt werden sollen:

from statsmodels.graphics.tsaplots import plot_acf, plot_pacf
plot_acf(X, lags=5)
plot_pacf(X, lags=5)
plt.show()

Bild 4.7 (links) zeigt die einfachen Autokorrelationen. Wir sehen, dass die Korrelation mit dem ersten Lag (t + 1) für die nachfolgenden Lags (t + 2, t + 3) wie ein Echo nachhallt. Wir wissen, woher das rührt, da wir die Struktur der Daten kennen – wir haben sie selbst konstruiert. Die systematische Abhängigkeit, die wir mit dem Code für das Lag t − 1 eingefügt haben, wird von Lag zu Lag vererbt, weist also eine gewisse Trägheit auf, die sich erst allmählich – über die Intervalle hinweg – verflüchtigt. Insofern gewinnen die Zufallswerte wieder Oberhand. Hier ist das ziemlich genau ab dem vierten Lag der Fall.
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Bild 4.7 Autokorrelationen und partielle Autokorrelationen einer konstruierten Zeitreihe im Vergleich


Die partielle Autokorrelation (Bild 4.7, rechts), zeigt ein andere Bild. Das Herauspartialisieren des Einflusses der jeweils anderen Lags hat seine Wirkung getan. Es bleibt nur der Effekt des ersten Lags erhalten. Und tatsächlich genügt es ja zu wissen, dass xt − 1 signifikant mit xt korreliert, um auch die anderen Effekte, d. h. die Korrelationen von xt − 2 mit xt und xt − 3 mit xt, zu erklären. Die anderen Korrelationen sind nur Nachwirkung der Korrelation erster Ordnung, leisten aber keinen genuinen Beitrag zur Erklärung der Entwicklung der Zeitreihe.

Inwiefern hilft uns diese Information nun bei der Wahl eines Modells?

Tatsächlich handelt es sich bei der Konfiguration dieser beiden Plots um einen sehr idealtypischen Fall, der für die Wahl der Autoregression als Verfahren spricht. Da im partiellen Autokorrelationsdiagramm nur das allererste Lag signifikant ist, sollten wir als Prädiktor auch nur das erste Lag einsetzen (AR(1)).

Schauen wir uns im Vergleich ein Beispiel an, das eher nach einem Moving-Averages-Modell verlangt. Die Daten dazu stammen von der Börse. Wir betrachten noch einmal den Kurs der Oracle-Aktie, die wir in Abschnitt 4.3.2 eingeführt haben. Bevor wir die Daten der Autokorrelationsanalyse unterziehen, bereinigen wir erst den Trend mithilfe des Logarithmus und der First-Differences-Methode, wie im vorhergehenden Abschnitt beschrieben.

Im Vergleich zu den künstlichen Daten von oben weist die einfache Autokorrelation (Bild 4.8, links) keine Echo-Struktur auf. Nur das erste Lag korreliert signifikant positiv, die nachfolgenden Lags liegen deutlich unterhalb der Signifikanzschwelle. Das zweite Lag korreliert nicht mal mehr im Ansatz. Wir können daraus den Schluss ziehen, dass die Wirkung eines Lags vollständig auf den nachfolgenden Wert der Zeitreihe beschränkt bleibt. Es gibt keinen längerfristigen Einfluss, kein Echo; nur einen Schock.
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Bild 4.8 Autokorrelationsdiagramme über die logarithmierten und differenzierten Oracle-Aktienkurs-Daten


Das partielle Autokorrelationsdiagramm sieht sehr ähnlich aus wie das einfache; zumindest dann, wenn wir die negative Korrelation des zweiten Lags ignorieren, was sich hier anbietet, da die Korrelation mit dem zweiten Lag nur gering ausgeprägt ist.

Alles in allem spricht diese Konfiguration – die abrupt abbrechende Autokorrelation im einfachen Autokorrelationsdiagramm – für den Einsatz eines Moving-Average-Modells mit Lag 1 als Prädiktor (MA(1)).



	4.5
	ARIMA-Verfahren




ARIMA steht für Autoregression (AR) Integrated (I) Moving-Averages (MA). Die in den vorherigen Abschnitten getrennt behandelten Verfahren werden in der ARIMA-Klasse vereint, um ein Modell zur Prognose von Werten in der Zukunft anzulernen.

Bevor man das Verfahren einsetzt, sollte man die Einzelverfahren und ihre Bedeutung kennen, wissen, welche Voraussetzungen die Daten erfüllen müssen, und in der Lage sein, die Daten, falls nötig, entsprechend vorzubereiten. Und natürlich sollte man eine Vorstellung von der Ordnung des ARIMA-Prozesses haben, den man einleiten möchte, das heißt, die Parameter, die in der Literatur mit den Buchstaben p, d, q abgekürzt werden, einstellen können. Der Parameter p steht dabei für die Lags des Autoregressions-Prozesses, d für die Lags der Differenzen, und q für die Lags des Moving-Averages-Prozesses.



	4.5.1
	Umsetzung mit statsmodels




statsmodels bietet zwei unterschiedliche Klassen, die zum Anlernen von ARIMA-Modellen geeignet sind: ARIMA und SARIMAX. Wir nutzen von Anfang an die jüngere SARIMAX-Klasse, die einige Convenience-Features bietet und die uns die Möglichkeit gibt, mit saisonalen Komponenten zu arbeiten.

Im Folgenden sehen wir uns aber ein einfaches Modell an, das wir auf Grundlage der im vorherigen Abschnitt eingeführten Oracle-Daten anlernen. Zur Erinnerung: Die Daten bilden die Entwicklung des Aktienkurses der Firma Oracle zwischen 1988 und 2017 in monatlichen Intervallen ab.

Vorbereitung der Daten

Bevor wir das Modell instanziieren und anlernen, müssen wir die Daten vorbereiten. Zuerst teilen wir die Gesamtdaten in Trainings- und Testdaten ein. Danach machen wir die Daten stationär. Außerdem sollten wir uns noch Gedanken über ein geeignetes Verfahren zum Anlernen (Moving Averages oder Autoregression) und über die anzulernenden Lags machen.

Beginnen wir mit der Unterteilung in Trainings- und Testdaten. Wir gehen davon aus, dass die Gesamtdaten in einem Pandas-Data-Frame (df) liegen, der chronologisch sortiert ist. Jede nachfolgende Zeile enthält also Daten, die genau einen Monat in der Zukunft liegen. Insgesamt verfügen wir über 357 Fälle, d. h. Kursdaten über 357 konsekutive Monate. Davon wollen wir 90 % für das Training verwenden, 10 % separieren wir zu Testzwecken.

Da die Ordnung der Daten für den Anlernprozess entscheidend ist, können wir nicht einfach eine Zufallsstichprobe ziehen. Stattdessen ziehen wir eine Trennlinie. Die ersten 90 % bilden den Trainingsauszug, die letzten 10 % den Testauszug:

1. from math import ceil
2. end_train = ceil(len(df) * 0.9)
3. df_train = df.iloc[:end_train]
4. df_test = df.iloc[end_train:]
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Code-Hinweise: Zuerst (Zeile 2) erzeugen wir die Variable end_train, die einen Integer-Wert enthält, mit der wir die Daten über eine Indexposition teilen können. Dazu multiplizieren wir einfach die Anzahl der Zeilen des Data-Frames mit der gewünschten Größe des Trainingsdatensatzes (0,9–90 %) und runden das Ergebnis auf, sodass eine Ganzzahl entsteht. Dann führen wir die Teilung der Daten durch. In den Trainingsdatensatz (Zeile 3) kommen alle Zeilen bis zur Indexposition end_ train (exklusiv); in den Testdatensatz (Zeile 4) alle Daten ab end_train. df_train beinhaltet 322 Fälle, der erste stammt vom März 1988 (erste Aufzeichnung), der letzte vom Dezember 2014. Die Testdaten (df_test) umfassen 35 Fälle, die den Verlauf des Kurses im Zeitraum von Januar 2015 bis November 2017 (Ende der Aufzeichnungen) beschreiben.
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Jetzt geht es um die Herstellung von Stationarität. Aus der Vorverarbeitung und Voranalyse im letzten Abschnitt wissen wir, dass wir dazu die Rohdaten zunächst logarithmieren und dann die erste Differenz bilden müssen. Da das ARIMA-Modell auf Anweisung für uns die Differenzbildung erledigt (Parameter d), reicht es also, die Daten vor dem Anlernen zu logarithmieren:

import numpy as np
df_train['close_log'] = np.log(df_train['Close'])

Aufsetzen und Anlernen des ARIMA-Modells

Nachdem die Daten vorbereitet sind, wählen wir ein geeignetes Analyseverfahren und legen die Ordnung des ARIMA-Prozesses fest.

Aus der Prüfung der Autokorrelationsdiagramme (Bild 4.8) wissen wir, dass genau eine signifikante Korrelation mit dem ersten Lag auftritt, die sich nicht weiter ausbreitet. Es handelt sich also um einen schockartigen Effekt, für dessen Modellierung das Moving-Averages-Verfahren prädestiniert ist.

Unser ARIMA-Modell instanziieren wir demnach unter Übergabe der logarithmierten Daten mit folgenden Ordnungsparametern: p=0 (AR), d=1 (I), q=1 (MA).

1. from statsmodels.tsa.statespace.sarimax import SARIMAX
2. arima = SARIMAX(df_train['close_log'], order=(0,1,1))
3. result = arima.fit()
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Code-Hinweise: Zunächst (Zeile 1) importieren wir die SARIMAX-Klasse, dann instanziieren wir das SARIMAX-Modell und übergeben dabei gleich die Trainingsdaten, an denen es lernen soll (Zeile 2). Über den Parameter order bestimmen wir den Aufbau des Modells. Wir möchten, dass das ARIMA-Modell keine Autoregression durchführt (p=0), dass die Daten vor dem Anlernen mit den First Differences bereinigt werden (d=1) und dass ein Moving-Averages-Prozess initiiert wird, der das erste Lag zur Schätzung einsetzt (q=1). Da wir die Parameter in der Reihenfolge in einem Tupel übergeben müssen, sieht die Ordnung unseres Modells also so aus: (0, 1, 1).
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Nach der Instanziierung der SARIMAX-Klasse brauchen wir nur noch die fit-Methode aufzurufen, um den Anlernprozess zu starten. Wenn alles funktioniert, bekommen wir als Rückgabe eine SARIMAXResults-Instanz. Sie enthält das Ergebnis des Anlernprozesses und einige nützliche Methoden, die wir zur Evaluierung des Modells und zur Erstellung von Prognosen einsetzen können. Der erste Blick gilt jedoch der Zusammenfassung des Anlernprozesses, den wir durch Aufruf der summary-Methode erhalten:

4. result.summary()

Ausgabe (Auszug):

Dep. Variable: close_log
Model: SARIMAX(0, 1, 1)
Sample: 03-31-1988 - 12-31-2014
No. Observations: 322
Log Likelihood: 262.499
AIC: -520.997
BIC: -513.454
HQIC: -517.985
       coef     std err  z      P>|z|  [0.025  0.975]
ma.L1  0.2957   0.041    7.236  0.000   0.216  0.376
sigma2 0.0114   0.001   20.209  0.000   0.010  0.013

Die obersten vier Zeilen geben einen Überblick über die Ordnung des angelernten Modells und die Daten, die zum Anlernen verwendet wurden. Da wir ein pandas-Series-Objekt mit einem Datumsindex übergeben haben, können wir uns noch einmal vergewissern, dass das Modell die Struktur der Daten verstanden und die richtigen Anfangs- und Endzeitpunkte verwendet hat.

Log-Likelihood, AIC, BIC und HQIC bezeichnen Koeffizienten, die über die Qualität des Modells Auskunft geben. Die Interpretation verschieben wir auf später. Interessanter sind die beiden Koeffizienten (ma.L1 und sigma2), die darunter abgedruckt sind. Streng genommen interessieren wir uns im Augenblick nur für den Regressionskoeffizienten des ersten Lags (ma.L1).4 Er liegt bei 0.295, ist positiv und hochsignifikant (p < 0.000). Wir wissen nun also, dass das erste Lag als Prädiktor funktioniert, dass es positiv mit nachfolgenden Werten zusammenhängt, und wir uns bei der Wahl des Modells nicht völlig verspekuliert haben.

Prognosen erstellen

Im zweiten Schritt setzen wir das Modell zur Prognose von Werten in der Zukunft ein. Das hat zunächst nur den Zweck, das Modell zu evaluieren.5

Zur Erzeugung von Prognosen verwenden wir die SARIMAXResults-Instanz, die uns beim Aufruf der fit-Methode zurückgeliefert wird. Sie verfügt über zwei Methoden, mit der sich Vorhersagen produzieren lassen: forecast und predict. Die Methode forecast liefert uns immer genau einen Vorhersagewert. Wenn keine weiteren Parameter beim Aufruf spezifiziert werden, erhält man die Vorhersage des ersten Werts (t + 1) nach Ende der Trainingsdaten. In unserem Fall wäre das der (logarithmierte) Aktienkurs für Januar 2015.

Die predict-Methode kann dagegen sowohl zur Vorhersage unbekannter als auch bekannter Werte (die im Datumsbereich der Trainingsdaten liegen) eingesetzt werden. Standardmäßig liefert sie Schätzwerte für den kompletten Datumsbereich der Trainingsdaten zurück. Werden die Parameter start und end belegt, können Datumsfenster oder Indexbereiche für Schätzungen oder Vorhersagen spezifiziert werden. Damit lässt sich der ausgewählte Zeitraum über den beim Anlernen verwendeten Zeitraum ausdehnen –die Schätzmethode wird zur Vorhersagemethode.

Wenn man mit Datumsangaben zur Prognose arbeiten möchte, gibt es zwei Möglichkeiten: Man kann entweder das Datum mit einem String codieren, der dann geparst wird (siehe das folgende Beispiel) oder Instanzen der Klasse datetime übergeben. Beide Methoden funktionieren aber nur, wenn die zum Anlernen übergebenen Daten mit einem Datumsindex belegt sind, der von der SARIMAX-Klasse gelesen werden kann. Werden Indexpositionen übergeben (Integer-Werte), bezeichnet der Wert 0 den ersten Zeitpunkt, für den Trainingsdaten vorliegen (in unserem Fall also den 31. März 1988).

Im Folgenden erzeugen wir zur Demonstration des Aufrufs der predict-Methode Prognosen für den Datumsbereich der Testdaten (Dezember 2014 bis Januar 2015):

pred_dt1214_0215 = result.predict(start='2014-12', end='2015-02')

Diese Art der Verwendung mag in manchen Fällen hilfreich sein, in unserem Fall ist sie es nicht. Schließlich können wir von einem Modell, das nur ein Lag zur Vorhersage verwendet, kaum erwarten, dass es in der Lage ist, zuverlässige Prognosen über den Verlauf der Aktie über längere Zeiträume zu produzieren– in diesem Fall über mehr als ein Jahr.

Realistischere Ergebnisse liefert im Moment die forecast-Methode. Sie erstellt nur genau eine Prognose für den Aktienkurs im nachfolgenden Monat (nach Ende der Trainingsdaten):

result.forecast(1)

Ausgabe:

2015-01-31   3.731



	4.5.2
	Evaluation des Modells über die Testdaten




Wenn wir das Modell auf Grundlage der Testdaten evaluieren möchten, reicht es nicht aus, nur eine einzige Prognose zu erstellen. Wir möchten für jeden bekannten Wert innerhalb der Testdaten einen korrespondierenden Prognosewert erzeugen. Danach können wir alle realen Aktienkurse in den Testdaten mit den geschätzten Kurswerten vergleichen und auf dieser Grundlage die Leistung des Modells beurteilen.

Aktualisierung des Modells

Um eine solche Schätzreihe zu erzeugen, müssen wir das Modell nach jeder Schätzung aktualisieren. Wir können also nicht vom gegenwärtig letzten bekannten Wert an (Dezember 2014) einfach zwei Jahre in die Zukunft prognostizieren. Das Schätzmodell würde uns zwar Prognosen liefern, allerdings würde es ab dem nachfolgenden Monat (t + 2) den Schätzwert des Vormonats einfach replizieren.

Stattdessen schätzen wir nur Aktienkurse für den nachfolgenden Monat, aktualisieren aber nach jeder Schätzung das Modell, indem wir den tatsächlichen Wert des geschätzten Monats aus den Testdaten ziehen und dem Modell als neuen Startwert zur Verfügung stellen. Von dort aus produzieren wird dann den nächsten Schätzwert, aktualisieren wieder und so weiter, bis wir am Ende des Zeitfensters der Testdaten angekommen sind. Wir lassen das Modell also nicht in der Luft hängen, sondern bieten ihm eine solide Grundlage, mit der es jeweils die nächste Vorhersage treffen kann.

Man kann das auf unterschiedliche Weise erledigen. Die eine Möglichkeit besteht darin, das Modell nach jedem Schätzwert manuell mit der extend-Methode zu aktualisieren. Das ist aber nicht nur umständlich, weil wir dann die wahren Daten Stück für Stück einlesen müssten. Die extend-Methode ist auch ziemlich hakelig. Sie ist anfällig für kleinste Abweichungen im Format der Daten.

Daher gehen wir einen anderen Weg. Den haben uns die Konstrukteure der SARIMAX-Klasse bereits vorgezeichnet. Wir instanziieren dazu noch einmal ein neues SARIMAX-Objekt mit den gleichen Parametern, die wir für das bereits angelernte Modell gewählt haben. Allerdings geben wir diesem Modell jetzt nicht nur die Trainingsdaten, sondern unseren kompletten Datensatz (Trainings- und Testdaten) mit auf den Weg. Außerdem lernen wir es nicht an, vielmehr übertragen wir einfach die gelernten Gewichtungen aus dem bereits angelernten Modell.

Der Vorteil dieser Methode ist, dass das neue SARIMAXResult-Objekt bereits unsere Testdaten kennt und wir deshalb, wenn wir die predict-Methode aufrufen, nicht jedes Mal eine Aktualisierung für die nachfolgenden Schätzungen übergeben müssen:

1. model = SARIMAX(df['close_log'], order=(0,1,1))
2. result_new = model.filter(result.params)
3. y_pred_test = result_new.predict(start='2015-01-31')
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Code-Hinweise: In Zeile 1 produzieren wir das neue SARIMAX-Objekt. Danach verwenden wir die filter-Methode, um die angelernten Parameter aus dem anderen Modell, mit deren Hilfe wir Schätzungen durchführen wollen, zu übertragen. Zeile 3 nutzt jetzt die predict-Methode und definiert als Startdatum den Zeitpunkt, der den Beginn der Testdaten markiert.
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Evaluation

Mit den Ergebnissen der Schätzungen können wir prüfen, wie gut unser Modell im Vergleich zum tatsächlichen Kursverlauf abgeschnitten hat. Zuvor müssen wir nur noch die Logarithmierung rückgängig machen, um die geschätzten Werte wieder in interpretierbare Aktienkurse zu konvertieren:

import numpy as np
y_pred_test_exp = np.exp(y_pred_test)

In Bild 4.9 sind die Verläufe der geschätzten und der wahren Werte der Oracle-Aktie über den Zeitraum der Testdaten gegenübergestellt. Man sieht, dass die Prognosen den wahren Werten wie ein Schatten folgen. Das ist auch nicht weiter verwunderlich, benutzt das Schätzmodell doch im Wesentlichen den jeweils vorausgehenden Kurswert zur Berechnung des Kurswertes des nachfolgenden Monats.
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Bild 4.9 Geschätzte und tatsächliche Kurswerte (Testdaten)


Die Frage, wie gut dieses Modell nun wirklich ist, lässt sich auf dieser Grundlage allerdings nicht beantworten. Man darf nicht vergessen, dass ARIMA-Modellen zur Analyse nur die inhärenten Muster der Zeitreihe zur Verfügung stehen. Der Verlauf einer Aktie ist aber weitaus komplexer und in erster Linie von externen Faktoren geprägt. Zum Beispiel von Gerüchten über Übernahmen, Gewinnwarnungen, sich ankündigenden Krisen, Maßnahmen der Regierung oder Entwicklungen des globalen Marktes. Von all diesen Faktoren, hat unser ARIMA-Modell aber keine Kenntnis.

Wir können unser Modell jedoch mit einem einfachen Baseline-Modell vergleichen. Zum Beispiel könnten wir postulieren, dass der Aktienkurs im nachfolgenden Monat genau gleich ist wie der aktuelle Aktienkurs. Im Januar 2015 würden wir also den Kurs vom Dezember 2014 veranschlagen, im Februar den Kurs vom Januar usw. Dazu erzeugen wir einfach eine Liste mit Schätzwerten, in denen wir für t + 1 jeweils den Aktienkurs zum Zeitpunkt t einsetzen und vergleichen diese Schätzwerte mit den Schätzwerten unseres Modells.

1. y_pred_simple = df_test['Close'].iloc[:-1]
2. y_pred_simple = y_pred_simple.append(df_train['Close'].iloc[-1:])
3. y_pred_simple = y_pred_simple.sort_index().tolist()
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Code-Hinweise: Der oben abgedruckte Code erledigt den ersten Teil dieser Aufgabe. In Zeile 1 besorgen wir uns aus den Testdaten alle Aktienkurse bis auf den letzten. In Zeile 2 fügen wir den letzten Eintrag aus den Trainingsdaten (Dezember 2014) hinzu und sortieren das Series-Objekt nach Datum (sort_index), sodass der Dezember-Wert nach vorne gerückt wird. In Zeile 3 wandeln wir das Series-Objekt in eine Liste um (tolist), damit wir den Datumsindex loswerden, der jetzt nicht mehr unserer Vorstellung entspricht.
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Jetzt verfügen wir über Schätzwerte des naiven Verfahrens und über Schätzwerte des ARIMA-Modells. Um die beiden Verfahren im Hinblick auf ihre Leistung zu vergleichen, gibt es verschiedene Möglichkeiten. Wir beschränken uns zunächst auf zwei einfache Maßzahlen: den mittleren absoluten Fehler (mean absolute error) und den mittleren quadratischen Fehler (mean squared error).6

Die Berechnungen können wir mit NumPy jeweils in einer einzigen Zeile erledigen oder alternativ auf Funktionen aus Scikit-learn zurückgreifen (siehe Kapitel 3):

import numpy as np
mae_arima = np.mean(np.abs(df_test['Close'] - y_pred_test_exp))
mse_arima = np.mean(np.square(df_test['Close'] - y_pred_test_exp))
mae_simple = np.mean(np.abs(df_test['Close'] - y_pred_simple))
mse_simple = np.mean(np.square(df_test['Close'] - y_pred_simple))

Ausgabe:

mean absolute error (mae): ARIMA 1.160, simple 1.203
mean squared error (mse): ARIMA 1.902, simple 2.208

Der mittlere absolute Fehler ist einfach zu interpretieren. In unserem Fall gibt er an, um wie viel US-Dollar wir uns im Schnitt für jeden Schätzwert geirrt haben. Das wären also 1.16 US-Dollar mit dem ARIMA-Verfahren und 1.2 Dollar mit der einfachen Schätzmethode. Auch wenn die Unterschiede nicht besonders groß sind, produzieren wir mit dem ARIMA-Verfahren doch bessere Prognosen. Und das selbst mit diesen eher undankbaren Daten, die uns nur ein einziges aussagekräftiges Lag für die Modellbildung zur Verfügung stellen.

Der mittlere quadratische Fehler ist schwieriger zu interpretieren. Der wesentliche Unterschied besteht darin, dass ausgeprägte Prognosefehler darin weitaus stärker gewichtet werden als kleinere Differenzen. Auch auf dieser Maßzahl schneidet das ARIMA-Modell besser ab.

Jetzt wissen wir immerhin, dass sich der Aufwand gelohnt hat. Wir müssen uns jetzt nur die Frage stellen, ob wir das richtige ARIMA-Modell mit den richtigen Parametern ausgewählt und angelernt haben. Wie würden die Ergebnisse zum Beispiel aussehen, wenn wir statt des Moving Average- ein Autoregressions-Verfahren verwendet hätten? Dazu wiederholen wir den Prozess von oben und instanziieren ein neues Modell, bei dem wir die Ordnung so umstellen, dass ein Autoregressionsmodell mit dem ersten Lag über die differenzierten Daten angelernt wird:

ar_model = SARIMAX(df_train['close_log'], order=(1,1,0))
result_ar = ar_model.fit()

Wenn wir für dieses Modell mit der oben beschriebenen Methode die Schätzungen durchführen und die mittleren absoluten bzw. quadratischen Fehler berechnen, erhalten wir folgende Werte:

mean absolute error: AR(1,1,0) 1.168
mean squared error: AR(1,1,0) 1.997

Die Interpretation der Autokorrelationsdiagramme hat uns also auf die richtige Spur geführt. Die Autoregression erster Ordnung produziert zwar wiederum bessere Ergebnisse als der naive Schätzer, der jeweils den vorherigen Wert zur Prognose heranzieht. Allerdings schneidet das Moving-Averages-Verfahren sowohl in Bezug auf den absoluten als auch den quadratischen Fehler besser ab als die Autoregression.



	4.5.3
	Modell-Kenngrößen zur Evaluation einsetzen




Neben der Evaluation des Modells über die Testdaten, die man in jedem Fall vornehmen sollte, liefert das SARIMAXResult-Objekt auch statistische Kenngrößen, anhand derer wir verschiedene Modelle vergleichen können.

Der erste Blick fällt meistens auf das Log-Likelihood, das Auskunft über den Anlernprozess gibt. Das heißt darüber, wie gut das Modell sich mithilfe der Schätzparameter an die Trainingsdaten anpassen konnte [Green2003, S. 471]. Leider lässt sich das Log-Likelihood nicht absolut interpretieren und variiert auch nicht für alle Daten zwischen einem bestimmten Minimal- und Maximalwert. Die Skala ist vielmehr abhängig von der Skala der Messwerte der Zeitreihe und daher nur für Modelle, die über die gleichen Messdaten angelernt werden, vergleichbar. Genau genommen gilt nur: je höher der Wert, umso besser die Passung des Modells.

Moving-Averages (ARIMA(0,1,1)) erreicht bei Anwendung auf die Kursdaten zum Beispiel ein Log-Likelihood von 262.499, die Autoregression (ARIMA(1,1,0)) ein Log-Likelihood von 261.533. Daran hätten wir also bereits das erkennen können, was sich dann auch in der Evaluation auf die Trainingsdaten abzeichnet: Das Moving-Average-Modell ist besser geeignet als die Autoregression.

Man sollte sich jedoch nicht allzu sehr auf die Aussagekraft des Log-Likelihood verlassen. Vor allem weil es nur den Grad der Anpassung des Modells an die Trainingsdaten zum Ausdruck bringt. Was das im Zweifelsfall bedeutet, sehen wir ein paar Absätze weiter unten. In jedem Fall bietet sich als erste Referenzgröße für die Beurteilung eines angelernten Modells eher das Akaike Information Criterion als das Log-Likelihood an.

Das Akaike Information Criterion (AIC) beurteilt die Güte des Modells (faktisch das Log-Likelihood) vor dem Hintergrund seiner Komplexität. Einfache Modelle (mit wenigen Parametern) sind demnach grundsätzlich besser als komplexe Modelle (mit vielen Parametern). Trotzdem würde man ein komplexes Modell bevorzugen, wenn es die Trainingsdaten deutlich besser modelliert als ein einfaches Modell.

Das AIC versucht die Grenze zwischen Über- und Unteranpassung auszuloten und Hinweise dafür zu geben, welches Modell unter welchen Umständen zu bevorzugen ist. Wenn man das AIC interpretiert, muss man wissen, dass im Vergleich zum Log-Likelihood hohe Werte auf ein schlechtes, niedrige Werte auf ein besseres Modell hindeuten. Auch hier gilt allerdings, dass AIC-Werte nicht zwischen Modellen, die auf unterschiedlichen Daten angelernt wurden, vergleichbar sind.

Sehen wir uns die Verhaltensweise des AIC wieder an unserem Aktien-Beispiel an: Das einfache Moving-Averages-Verfahren, das zur Schätzung nur das erste Lag verwendet, erreicht ein AIC von −520.997. Wenn wir dagegen zwei Lags (ARIMA(0,1,2)) als Schätzparameter veranschlagen, erreichen wir zwar ein etwas höheres Log-Likelihood (262.627 im Vergleich zu 262.499). Aufgrund der höheren Komplexität und der nur geringfügig höheren Erklärungskraft verschlechtert sich das AIC jedoch auf einen Wert von −519.253. Setzen wir 20 Lags zur Schätzung ein, erhöht es sich auf −506.998, obwohl auch hier das Log-Likelihood noch weiter ansteigt.7

Das AIC-Kriterium weist also darauf hin, dass der Zugewinn an Erklärungskraft, den wir durch die Hinzunahme weiterer Prädiktoren (Lags) erreichen, die Reduktion der Schlichtheit des Modells nicht rechtfertigt.

Dabei geht es nicht nur um die Ausgewogenheit von Erklärungskraft und Komplexität aus ästhetischen oder wissenschaftstheoretischen Gründen [Popper1994]. Es geht um die Überanpassung (Overfitting) des Modells an die Trainingsdaten: Komplexe Modelle können sich aufgrund der höheren Anzahl von Parametern die Eigenarten der Trainingsdaten relativ genau einprägen. Auf den ersten Blick – bei Prüfung der Passung auf den Trainingsdaten – entstehen dadurch bessere Modelle. In Wirklichkeit gelten die gelernten Regelmäßigkeiten aber nur innerhalb der Grenzen der spezifischen Stichprobe, an das sich das Modell angepasst hat. Sobald es Prognosen außerhalb der Grenzen dieser Stichprobe erzeugen soll, versagt es. Ein einfaches Modell, das nur die wesentlichen, aber generalisierbaren Beziehungen der Testdaten lernt, erzielt dann deutlich bessere Ergebnisse.



	4.6
	Zeitreihen mit saisonalen Komponenten modellieren




Viele Zeitreihen beinhalten zyklische Komponenten. Oft handelt es sich dabei um Abläufe, die sich an der natürlichen Ordnung der Tages- oder Jahreszeiten orientieren. Beispiele gibt es zur Genüge: Die Anzahl der Fluggäste, die in den Sommermonaten zunimmt und im Herbst und im Frühjahr abnimmt. Die Verkaufszahlen bestimmter Produkte wie Eis oder Kaffee, die zyklischen Schwankungen über die Jahres- oder Tageszeiten unterliegen. Die Arbeitslosenraten von ArbeitnehmerInnen in der Bauindustrie, die sich typischerweise in den Wintermonaten erhöht und im Frühjahr wieder reduziert.

Das Problem für ARIMA-Verfahren bei der Verarbeitung von Zeitreihen mit zyklischen Schwankungen besteht, wie wir wissen, darin, dass solche Zeitreihen nicht stationär sind. Eine bestimmte Gruppe von ARIMA-Modellen kann mit diesem Problem aber umgehen.

Die Verfahrensweise ist dabei letztlich die gleiche wie bei der Verarbeitung stationärer Zeitreihen. Durch die Bildung von Differenzen wird Stationarität hergestellt und durch die Verwendung von Lags als Prädiktoren die zyklische Komponente modelliert . Der Unterschied besteht nur darin, dass diese Methoden auf einer höheren Ebene angewendet werden. Statt die Zeitreihe mit dem 1. Lag wird zum Beispiel mit dem 12. Lag differenziert. Außerdem wird ein Prädiktor für das 12. Lag angelernt.

Wie das technisch funktioniert, sehen wir uns im Folgenden genauer an.



	4.6.1
	Saisonale Daten analysieren und modellieren




Ein Seasonal-ARIMA-Modell zerlegt die Daten einer Zeitreihe bildlich gesprochen in zwei Teile: in einen ersten Teil, der aus fortlaufenden Sequenzen besteht, und in einen zweiten Teil, aus dem die sich wiederholenden Sequenzen herausgeschnitten und separat behandelt werden.

Daten

Sehen wir uns noch einmal die Klimadaten der Stadt Jena an, die wir bereits weiter oben eingeführt haben. Sie enthalten Informationen über die monatliche Durchschnittstemperatur der Jahre 2009 bis 2016.

Um die beiden Ebenen an diesen Daten zu veranschaulichen, bringen wir die in monatlichen Intervallen gemessenen Temperaturdaten der Zeitreihe in eine tabellarische Form. Dabei sollen die Monate auf der Ebene der Spalten und die Jahre auf der Ebene der Zeilen verzeichnet sein. Ausgehend von unserem Data-Frame (df) können wir mit einigen wenigen Codezeilen eine zweidimensionale Tabelle erzeugen, die die gewünschte Struktur aufweist:

1. df = df[['T (degC)']]
2. df = df.set_index([df.index.year, df.index.month])
3. df.index.rename(['year', 'month'], inplace=True)
4. df = df.unstack(['month'])


[image: Image]


Code-Hinweise: In Zeile 1 selektieren wir aus den Daten die Spalte mit den Temperaturangaben. In Zeile 2 verwenden wir den ursprünglichen Datumsindex, um daraus zwei neue, hierarchisch organisierte Indizes zu erzeugen, von denen der erste das Jahr und der zweite den Monat beinhaltet. Danach (Zeile 3) geben wird diesen beiden Indizes Namen. Mit dem unstack-Befehl in Zeile 4 verlegen wir den Monatsindex auf die Spaltenebene.

[image: Image]


Das Ergebnis sehen Sie in Tabelle 4.1. Die saisonale Ebene ist jetzt auf die Spaltenebene verschoben. Wenn wir also in der gleichen Spalte bleiben, können wir die Monate der verschiedenen Jahre von Zeile zu Zeile miteinander vergleichen.


Tabelle 4.1 Temperaturtabelle: Jahr x Monat



	

	Jan

	Feb

	Mrz

	Apr

	Mai

	Jun

	Jul

	Aug

	Sep

	Okt

	Nov

	Dez




	2009

	3.9

	4.4

	5.7

	10.4

	12.7

	14.1

	15.8

	15.0

	11.9

	5.8

	9.5

	1.0




	2010

	2.1

	1.3

	6.9

	10.2

	9.3

	12.3

	14.2

	12.9

	9.0

	7.6

	4.5

	−2.0




	2011

	4.3

	3.2

	6.9

	10.8

	14.8

	14.1

	12.5

	14.9

	11.8

	7.7

	5.8

	5.6




	2012

	2.8

	4.6

	7.5

	10.3

	13.0

	13.1

	14.6

	17.1

	11.6

	8.6

	4.8

	5.2




	2013

	2.3

	4.2

	1.7

	11.4

	11.1

	14.6

	17.9

	15.1

	10.4

	10.1

	4.4

	5.0




	2014

	4.9

	6.8

	9.9

	10.0

	12.0

	13.5

	18.7

	13.7

	13.2

	11.5

	6.7

	6.2




	2015

	5.6

	6.8

	7.4

	11.2

	13.1

	12.0

	16.5

	16.9

	12.3

	9.0

	7.6

	10.2




	2016

	5.2

	6.0

	6.8

	9.0

	12.4

	15.1

	16.2

	16.9

	13.2

	10.5

	5.8

	4.3






Dabei zeigt sich die erwartete Ähnlichkeit der einzelnen Werte der Spalten über die Zeilen hinweg. Wenn wir ein Modell anlernen möchten, das Werte prognostizieren soll, ist das eine relevante Information. Es bedeutet, dass wir die Temperatur des Monats aus dem Vorjahr (Lag 12) als Prädiktor für die Temperatur des Folgemonats des aktuellen Jahres einsetzen sollten.

Zusätzlich wollen wir auch die kurzfristigen, von saisonalen Schwankungen unabhängigen Korrelationen berücksichtigen. Ein warmer März könnte zum Beispiel zu einem warmen oder kalten April führen (Lag 1). Bei dieser möglichen Korrelation würden sich ähnliche Werte innerhalb einer Zeile zwischen angrenzenden Spalten zeigen. In diesem Fall geht sie aus der Tabelle aber nicht eindeutig hervor, auch wenn es an manchen Stellen Anzeichen dafür gibt.

Das ist es im Wesentlichen, was ein Seasonal-ARIMA-Modell für uns übernimmt. Wir können jetzt die beiden Ebenen getrennt bearbeiten.

Hintergrund und Voranalysen

Um die saisonale Anpassung in einem SARIMAX-Modell zu aktivieren, müssen wir bei der Instanziierung dem Parameter seasonal_order ein Tupel übergeben. Genau wie beim order-Parameter werden dabei drei Werte verlangt, die in der Literatur mit den gleichen Bezeichnungen (allerdings in Großbuchstaben) abgekürzt werden: P steht für die Anzahl der Lags der Autoregression, D für die Anzahl der Lags der Differenzbildung und Q für die Lags des Moving-Averages-Terms. Zusätzlich bestimmen wir mit einer vierten Variable s die saisonale Periode. In unserem Fall setzen wir die Variable auf 12, da wir erwarten, dass sich der Zyklus nach jeweils 12 Intervallen (Monaten) wiederholt.

Die Frage ist nun, woran wir uns bei der Belegung der Werte des order- bzw. seasonal_order-Parameters orientieren sollten. Dafür gibt im Wesentlichen zwei Möglichkeiten:

[image: Image]       Wir können systematisch-hypothesengeleitet vorgehen. Dazu orientieren wir uns an den Autokorrelationsdiagrammen, um Anhaltpunkte für die Parameter zu gewinnen und das Modell entsprechend einzustellen.

[image: Image]       Wir können das Modell mit der Brut-Force-Methode anlernen. In diesem Fall würden wir nur einen Rahmen möglicher Hyperparameter festlegen und in diesem Rahmen alle möglichen Konstellation ausprobieren. Wir lernen dann eine Vielzahl von Modellen an, evaluieren die einzelnen Modelle und behalten am Ende nur das Modell, das am besten arbeitet.

Wie wir mit der Brut-Force-Methode anlernen, schauen wir uns im nächsten Abschnitt genauer an. Versuchen wir es zunächst mit der hypothesengeleiteten Variante.

Genau wie beim Standard-ARIMA-Modell werfen wir erst einen Blick auf die Autokorrelationsdiagramme. Zuvor müssen wir die Zeitreihe aber stationär machen. Das bedeutet in diesem Fall zweierlei: Zunächst logarithmieren wir die Daten, um mögliche Unregelmäßigkeiten in den Schwankungen zu beheben.8 Danach bereinigen wir die saisonalen Effekte. Das bleibt uns nicht erspart. Schließlich müssen wir in der Voranalyse die Lags für die order-Komponente identifizieren.

Zur Bereinigung der saisonalen Effekte greifen wir dabei auf beide Methoden zurück, die oben besprochen wurden: Zum einen bereinigen wir mit den Mittelwerten die logarithmierten Daten und speichern das Ergebnis in einer separaten Spalte. Zum anderen bereinigen wir mithilfe der Differenz des 12. Lags.

Dass wir beide Methoden anwenden, hat einen Grund: Von der Mittelwertsbereinigung versprechen wir uns einen klareren Blick auf die nicht-saisonalen Autokorrelationen. Das hat vor allem damit zu tun, dass wir dadurch Ausreißer vom einen zum anderen Jahr besser in Schach halten können. Auf der anderen Seite erschwert diese Methode es aber, Anhaltspunkte für die saisonale Ordnung zu gewinnen. Dafür sparen wir uns die Differenzmethode auf, die die Zeitreihe aus Sicht des Seasonal-ARIMA-Modells widerspiegelt, wenn wir es anweisen, das 12. Lag zu differenzieren.

In Bild 4.10 sind die Autokorrelationsdiagramme für die vorbereiteten Daten abgedruckt. In der oberen Zeile finden sich die mittelwertbereinigten Autokorrelationen, in der unteren Zeile die Bereinigungen mit dem 12. Lag.
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Bild 4.10 Autokorrelationsdiagramme der bereinigten Klimadaten


Bleiben wir zunächst in der oberen Zeile. Man sieht, dass die saisonalen Effekte fast vollständig verschwunden sind. Wir interpretieren daher nur die ersten elf Lags, um Anhaltspunkte für die Spezifikation der Order-Ebene des ARIMA-Modells zu finden. Das erste Lag scheint nur sehr schwach an der Grenze zur Signifikanz positiv mit dem aktuellen Monat zu korrelieren. Der Koeffizient des zweiten Lags ist deutlich stärker ausgeprägt und ohne Zweifel signifikant. Den sollten wir auf jeden Fall berücksichtigen. Lag 1 ziehen wir aber auch in Erwägung. Wir probieren einfach aus, ob sich das Schätzmodell dadurch verbessert.

In der zweiten Zeile sind die Autokorrelationen der mit Lag 12 bereinigten Daten zu sehen. Hier konzentrieren wir uns auf den saisonalen Teil, der ab der Autokorrelation mit dem 12. Lag beginnt. Und genau dort finden wir auch schon den ersten Effekt: eine negative Korrelation, die dafür spricht, dass wir einen Parameter für den saisonalen Teil unseres Modells ausprobieren sollten. In der Seasonal Order müssten wir dafür ein Lag erster Ordnung setzen, da sich die Lags auf dieser Ebene immer auf die wiederkehrenden Perioden beziehen. Lags werden faktisch jeweils mit dem Faktor s (bei uns 12) multipliziert. Die Korrelation von Lag 24 geht auf die gleiche Ursache wie Lag 12 zurück, da sich die Saison alle 12 Monate wiederholt. Mehr gibt es hier nicht zu holen.

Wenn wir uns also für einen Koeffizienten für das jeweils erste Lag in der Order und der Seasonal-Order-Komponente entscheiden, müssen wir jetzt noch festlegen, welche Art von Verfahren wir für die Modellierung dieser beiden Werte verwenden: Autokorrelation oder Moving Average. Es ist sehr schwierig, das zu entscheiden oder dafür überhaupt ein gutes Kriterium zu finden. Im Zweifelsfall müssen wir mehrere Modelle anlernen und verschiedene Kombinationen ausprobieren.

Es gibt in der Literatur jedoch Hinweise, die dafürsprechen, dass negative Korrelationen im saisonalen Teil des Autokorrelationsdiagramms mit Moving Averages modelliert werden sollten, positive Korrelationen dagegen mit einer Autoregression. Deshalb entscheiden wir uns bei der Seasonal Order für ein Moving-Averages-Verfahren, auch wenn das nur eine erste Richtlinie ist.

Was den Order-Teil betrifft, kann man bei den gegebenen Verläufen der Autokorrelationsdiagramme nur raten. Wir testen einfach beide Varianten und prüfen jeweils das Log-Likelihood bzw. den AIC-Koeffizienten, um herauszufinden, welches Verfahren besser arbeitet.

Unser erstes Seasonal-ARIMA-Modell würde demnach zum Beispiel so aussehen:
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Im Order-Teil definieren wir ein Modell, das eine Autoregression durchführt, die die ersten beiden Lags zur Schätzung heranzieht. Mit dem Parameter seasonal_order wird das Modell angewiesen, die saisonalen Schwankungen zu bereinigen (Differenzen mit Lag 12). Außerdem wird ein Moving-Averages-Verfahren eingesetzt, das Lag 1 (de facto Lag 12) als Schätzer verwendet.

Bevor wir dieses Modell testen, macht es Sinn, zunächst ein oder mehrere Baseline-Modelle zu berechnen. Das sind in diesem Fall Modelle, die ohne Schätzparameter auskommen, sondern nur auf Grundlage der Differenzbildung operieren. Damit können wir zum Beispiel herausfinden, ob es ausreicht, die Daten über Lag 12 zu differenzieren oder ob wir außerdem mithilfe der First Differences einen möglichen Trend entfernen sollten. Wir berechnen also insgesamt drei Modelle. Das erste ist nur saisonal bereinigt, das zweite ist saisonal und über das erste Lag bereinigt, und das dritte ist, wie oben beschrieben, saisonal bereinigt und mit mit den beiden Schätzparametern auf der Order-Ebene (Autoregression) und auf der Seasonal-Order-Ebene (Moving Averages) ausgestattet:

a)      ARIMA (0,0,0) × (0,1,0)12

b)      ARIMA (0,1,0) × (0,1,0)12

c)      ARIMA (2,0,0) × (0,1,1)12

Aufsetzen und Anlernen des SARIMAX-Modells

Zum Anlernen verwenden wir die Trainingsdaten, die die ersten 80 % der Zeitreihe enthalten. Da wir ein saisonales ARIMA-Verfahren durchführen, bereinigen wir die Daten im Vorhinein natürlich nicht um die saisonale Komponente. Das handhabt das Modell im Hintergrund selbst. Allerdings wenden wir den Logarithmus an, um die skalenbezogenen Schwankungen abzumildern:

result1 = SARIMAX(df_train['T log'],order=(0,0,0),
                  seasonal_order=(0,1,0,12)).fit()
result2 = SARIMAX(df_train['T log'],order=(0,1,0),
                  seasonal_order=(0,1,0,12)).fit()
result3 = SARIMAX(df_train['T log'],order=(2,0,0),
                  seasonal_order=(0,1,1,12)).fit()

Um einen ersten Eindruck zu bekommen, lassen wir uns jeweils das Log-Likelihood und den AIC-Koeffizienten ausgeben, sodass wir die Güte der Modelle miteinander vergleichen können:9

ARIMA (0,0,0)x(0,1,0,12) LL -40.709, AIC: 83.418
ARIMA (0,1,0)x(0,1,0,12) LL -57.127, AIC: 116.253
ARIMA (2,0,0)x(0,1,1,12) LL -29.583, AIC: 67.166

Die Ergebnisse zeigen, dass die saisonale Differenzbildung ausreicht. Würden wir zusätzlich die First Differences veranschlagen (d-Parameter), würde das zu schlechten Werten auf dem Log-Likelihood und dem AIC-Koeffizienten führen.

Außerdem scheint das dritte Modell, das wir auf Grundlage der Analyse des Autokorrelationsdiagramms mit Parametern bestückt haben, ganz gut zu funktionieren. Jedenfalls liegt der Wert des Log-Likelihoods deutlich höher als der Wert beider Baseline-Modelle und auch das AIC-Kriterium verschiebt sich in die richtige Richtung. Schauen wir uns die Koeffizienten dieses Modells genauer an (summary-Methode):

           Coef    std err  z      P>|z|
ar.L1      0.0715  0.124    0.578  0.563
ar.L2      0.3646  0.123    2.975  0.003
ma.S.L12  -0.6606  0.175   -3.770  0.000

Die ersten beiden Koeffizienten entstammen der Autoregression des Order-Modells. Der dritte aus der Moving-Averages-Analyse der saisonalen Komponente. Die Signifikanz der letzten beiden Koeffizienten (ar.L2 und ma.S.L12) spricht dafür, dass diese für die Analyse der Zeitreihe relevant sind (p < 0.05).

Da die Koeffizienten außerdem über die aus den Autokorrelationsdiagrammen erwarteten Vorzeichen verfügen, scheinen wir hier richtig zu liegen. Der Koeffizient, der die Wirkung des ersten Lags beschreibt, verfehlt dagegen die Signifikanzgrenze deutlich. Das ist keine Überraschung, wenn man sich an die geringe Ausprägung des ersten Lags im Autokorrelationsdiagramm erinnert. Wir sollten diesen Koeffizienten also entfernen und dann das Log-Likelihood bzw. den AIC-Koeffizienten noch einmal kontrollieren.

Aber wie geht das? Das SARIMAX-Modell bietet zwei alternative Möglichkeiten, den Orderbzw. Seasonal-Order-Parameter zu spezifizieren. Wenn wir p/P oder q/Q mit Integer-Werten belegen, werden automatisch alle Lags bis zur übergebenen Ganzzahl in das Modell aufgenommen. In unserem Fall hat die Belegung von p mit der Ganzzahl 2 dazu geführt, dass das Modell das erste Lag und das zweite Lag mit Gewichten versieht und anlernt. Würden wir den Wert 3 übergeben, erhielten wir separate Koeffizienten für Lag 1, Lag 2 und Lag 3.

Wollen wir dagegen nur einzelne, ausgewählte Lags anlernen, müssen wir ein Iterable übergeben. Die Indexposition dieses Iterables (z. B. Liste oder Tupel) wird von der SARIMAX-Klasse als Lag-Einstellung interpretiert. Der Inhalt an der jeweiligen Indexposition gibt an, ob für das jeweilige Lag ein Koeffizient angelernt werden soll oder nicht. Soll das Lag übernommen werden, setzen wir eine 1 an die entsprechende Indexposition, ansonsten eine 0. Wenn wir also die Autoregression im Order-Teil auf das Anlernen eines einzigen Parameters für Lag 2 beschränken wollen, können wir dazu wie folgt vorgehen:

result4 = SARIMAX(df_train['T log'], order=([0,1],0,0),
                  seasonal_order=(0,1,1,12)).fit()

Ausgabe der summary-Methode:

           Coef    std err z      P>|z|
ar.L2      0.3716  0.118   3.156  0.002
ma.S.L12  -0.6609  0.165  -4.013  0.000

Das Modell lernt jetzt nur noch genau zwei Koeffizienten an – das zweite Lag mithilfe einer Autoregression und das erste Lag innerhalb der saisonalen Ebene mithilfe von Moving Averages. Jetzt sind alle inkludierten Koeffizienten signifikant und das Log-Likelihood nur unwesentlich niedriger als zuvor mit drei Parametern, was sich in einem leicht verbesserten AIC-Koeffizienten niederschlägt:

ARIMA ([0,1],0,0) x (0,1,1,12): LL: -29.780, AIC: 65.560

Jetzt können wir noch an der Feinabstimmung arbeiten. Zum Beispiel herausfinden, ob die Order-Komponente mit einem Moving-Averages-Modell besser funktionieren würde bzw. den saisonalen Parameter testweise mit einer Autoregression anlernen:

a1 = SARIMAX(df_train['T log'], order=(0,0,[0,1]),
             seasonal_order=(0,1,1,12)).fit()
a2 = SARIMAX(df_train['T log'], order=([0,1],0,0),
             seasonal_order=(1,1,0,12)).fit()

Ausgabe der summary-Methode:

ARIMA (0,0,[0,1]) x (0,1,1,12): LL: -30.284, AIC: 66.568
ARIMA ([0,1],0,0) x (1,1,0,12): LL: -30.968, AIC: 67.937

Beide Versuche erweisen sich als Fehlschläge. Das Log-Likelihood verringert sich, wenn wir in der Order-Komponente mit Moving Averages arbeiten, und es verringert sich, wenn wir im saisonalen Teil mit einer Autoregression arbeiten. Wir haben also unser vorläufig bestes Modell gefunden und könnten jetzt dazu übergehen, es anhand der Testdaten zu überprüfen.



	4.6.2
	Modelle mit der Brut-Force-Methode anlernen




Bevor wir uns aber um die Evaluation des angelernten Modells kümmern, sehen wir uns noch die zweite angekündigte Variante der Hyperparameter-Identifikation an: das Anlernen mit der Brut-Force-Methode.

Es sei gesagt, dass es sich dabei streng genommen um keine systematische Methode handelt. Eher um ein Verfahren, das sich aufgrund der heute gegebenen hohen Rechnerleistung anbietet. Außerdem, kommt man praktisch nie ganz ohne Vorannahmen aus. Schon allein, weil man nie alle möglichen Modelle ausprobieren kann. Man muss auf Grundlage der Kenntnis der Daten für die verschiedenen Hyperparameter zumindest einen Rahmen abstecken, innerhalb dessen sich die Hyperparameter der anzulernenden Modelle bewegen sollten.

Kommen wir nun zu der Frage, wie wir bei der Anlerntechnik praktisch verfahren.

Die Idee bei der Brut-Force-Methode besteht darin, dass wir möglichst viele verschiedene Kombinationen aus Hyperparametern ausprobieren möchten und erst am Ende entscheiden, welches Modell das Beste ist. Wir wollen also verschiedene Differenzen und verschiedene Verfahren (Autoregression vs. Moving Averages) mit unterschiedlichen Anzahlen von Lags im Order- und Seasonal-Order-Teil des Modells ausprobieren.

Das lässt sich technisch auf unterschiedliche Weise umsetzen. Das einfachste Verfahren besteht wohl darin, mit einem kartesischen Produkt zu arbeiten. Wir erstellen damit für den Order- und Seasonal-Order-Teil des Modells jeweils eine Liste, die alle möglichen Konfigurationen in einem bestimmten Wertebereich enthält. Danach lernen wir für jede mögliche Kombination für den Order- und Seasonal-Order-Teil ein SARIMAX-Modell in einer Schleife an, merken uns die Konfiguration und fragen nach dem Anlernen bestimmte Kenngrößen ab – z. B. das AIC und das Log-Likelihood. Am Ende selektieren wir das Modell, das auf den Kenngrößen die besten Werte erzielt.

Das Ganze erledigen wir in einer Funktion, die wir brut_force nennen:

1.  def brut_force(data):
2.      cart = [ [i, j] for i in range(2) for j in range(2)]
3.      diff = list(range(2))
4.      orders = [ [ar, d, ma] for ar in cart for d in diff for ma in cart]
5.      seasonal_orders = [ [ar, d, ma, 12] for ar in cart for d in
6.                          diff for ma in cart]
7.      results = []
8.      for order in orders:
9.          for seasonal_order in seasonal_orders:
10.             arima = SARIMAX(data, order=order,
11.                             seasonal_order=seasonal_order)
12.             result = arima.fit()
13.             results.append( {'order':order,
14.                              'seasonal_order': seasonal_order,
15.                              'log likelihood': result.llf,
16.                              'AIC': result.aic } )
17.
18.     results.sort(key=lambda x : x['AIC'])
19.     return results
20.
21. results = brut_force(df_train['T log'])


[image: Image]


Code-Hinweise: Die Funktion brut_force, die wir in Zeile 1 definieren, erwartet als Übergabe die vorbereiteten Daten (data). Damit lernen wir die Modelle mit den verschiedenen Hyperparametern an.

In Zeile 2 beginnt die Hauptarbeit. Zunächst erzeugen wir mithilfe einer List Comprehension ein kartesisches Produkt über drei Listen, von denen jede einzelne jeweils nur die Werte [0, 1] enthält. Als Ergebnis erhalten wir eine Referenzvariable cart, die alle möglichen Kombinationen von Nullen und Einsen über zwei Indexstellen enthält:

[[0, 0], [0, 1], [1, 1], [1, 0]]

Diese Liste verwenden wir später, um damit maximal zwei Lags innerhalb des Order- und des Seasonal-Order-Teils des SARIMAX-Verfahrens für den Autoregressions- (p, P) und den Moving-Averages-Teil (q, Q) anzulernen. Man könnte hier natürlich auch jeweils drei Lags ausprobieren, was in der Praxis gegebenenfalls sinnvoll wäre. Allerdings steigen die möglichen Kombinationen dadurch so stark an, dass wir einen normalen Rechner damit über mehrere Stunden beschäftigen würden.

In Zeile 3 erzeugen wir die Variable diff, die jeweils nur die Werte 0 oder 1 enthält. Damit bestücken wir später den d- bzw. D-Teil des SARIMAX-Modells.

Danach (Zeilen 4 und 5) geht es an die Zusammensetzung von fertigen Listen, die wir für die Übergabe des order- bzw. seasonal_order-Parameters des SARIMAX-Modells verwenden. Die Referenzvariable orders ist wiederum ein kartesisches Produkt, das wir aus den beiden einfachen kartesischen Produkten cart und diff zusammenstellen, indem wir deren Inhalte verknüpfen. Die ersten fünf Einträge von orders sehen wie folgt aus:

[[[0, 0], 0, [0, 0]],
 [[0, 0], 0, [0, 1]],
 [[0, 0], 0, [1, 0]],
 [[0, 0], 0, [1, 1]],
 [[0, 0], 1, [0, 0]]...]

Seasonal_orders ist von der Grundanlage identisch konzipiert wie orders. Der einzige Unterschied ist, dass wir noch die 12 an die vierte Indexposition setzen müssen, um dem Modell mitzuteilen, nach wie vielen Zeitschritten eine Saison endet (s).

Um die Modelle nacheinander anzulernen, iterieren wir erst über orders (Zeile 8) und öffnen dann eine innere Schleife über seasonal_orders (Zeile 9), sodass wir jede mögliche Kombination genau einmal zur Instanziierung der SARIMAX-Klasse verwenden können (Zeilen 10 bis 11). In unserem Fall entstehen dadurch 1024 Kombinationen.

Wir lernen also 1024-mal ein neues SARIMAX-Modell mit unterschiedlichen Hyperparametern an.* Das Ergebnis der einzelnen fit-Aufrufe (Zeile 12) fangen wir in einer Liste ab (results, Zeilen 13 bis 16). Jede Modellkonfiguration erhält ein eigenes Dictionary, in dem die wesentlichen Informationen (Order, Seasonal Order, Log-Likelihood und AIC) abgespeichert sind.

Nachdem alle Modelle angelernt sind, sortieren wir die resultierende Liste results aufsteigend nach AIC (Zeile 18), sodass das beste Modell mit dem niedrigsten AIC-Koeffizienten auf die erste Indexposition geschoben wird.



* Man sollte bedenken, dass die Erhöhung der Anzahl möglicher Konfigurationen schnell überhandnimmt. Würden wir zum Beispiel statt zwei Lags für die p/P- und q/Q-Komponenten drei Lags ausprobieren wollen, das heißt mit einem Iterable mit drei Indexpositionen arbeiten, müssten wir bereits 16384 Modelle anlernen.
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Nach Aufruf der Brut-Force-Methode mit den vorbereiteten Daten erhalten wir die folgende, nach Evaluationsgüte absteigend sortierte Ergebnisliste:

[{'order': [[0, 1], 0, [0, 0]],
 'seasonal_order': [[0, 0], 1, [1, 0], 12],
 'log likelihood': -29.780,
 'AIC': 65.560},
{'order': [[0, 0], 0, [0, 1]],
 'seasonal_order': [[0, 0], 1, [1, 0], 12],
 'log likelihood': -30.284,
 'AIC': 66.568}, ...

Das beste Modell finden wir ganz vorne. Es ist das gleiche Modell, das wir auch im vorherigen Abschnitt angelernt haben. Genau wie unsere durch Inspektion der Autokorrelationsdiagramme gesteuerte Analyse liefert die Brut-Force-Methode unter den 1024 getesteten Modellen das ARIMA-Modell mit der Ordnung ([0, 1], 0, 0) x (0, 1, 1) als beste Lösung zurück.



	4.6.3
	Prognosen erstellen




Da wir nun ein Modell mit einer saisonalen Komponente angelernt haben, lohnt es sich auch, die predict-Methode der SARIMAX-Klasse etwas genauer zu betrachten. Mit ihr lassen sich Projektionen für Datumsfenster in der Zukunft erstellen.

Wir testen das, indem wir das finale Modell noch einmal anlernen und dann in einem Rutsch Vorhersagen für eine Zeitspanne erstellen, die vom Ende der Trainingsdaten (Juni 2015) bis zu einem willkürlich festgelegten Zeitpunkt in der Zukunft reicht (Januar 2022).

Dazu müssen wir nicht mehr tun, als der predict-Methode den Beginn und das Ende des zu schätzenden Zeitraums mitteilen. Da wir mit den logarithmierten Daten anlernen, bekommen wir auch logarithmierte Vorhersagen zurück. Also verwenden wir eine Exponentialfunktion, um die Schätzwerte wieder in interpretierbare Temperaturwerte zu konvertieren:

results_final = SARIMAX(df_train['T log'], order=(0,0,[0,1]),
                        seasonal_order=(0,1,1,12)).fit()
y_pred_no_update = results_final.predict(start='2015-06', end='2022-01')
y_pred_no_update = np.exp(y_pred_no_update)

In Bild 4.11 (oben) ist das Ergebnis dieser Vorhersagen zu sehen. Die wellenartige Bewegung des Verlaufs spiegelt die Jahreszeiten wieder – den Tiefpunkt im Winter, den Höhepunkt im Sommer. Das ist im Wesentlichen das Ergebnis der Anwendung der Differenzbildung über den 12. Monat und zu einem kleineren Teil Ergebnis des saisonalen Koeffizienten des Moving-Averages-Modells und des Koeffizienten des zweiten Lags der Autoregression.

In der gleichen Abbildung unten links ist der reale Verlauf der Temperatur aus den Testdaten neben den Prognosen abgetragen. Im Großen und Ganzen stimmen die Vorhersagen mit dem Verlauf der Temperaturkurve überein. Aber viel mehr auch nicht. Die prognostizierte Kurve reagiert überhaupt nicht auf die Eigenarten der Testdaten. Wie auch, wenn wir keine Updates liefern? Als Grundlage von Schätzungen der jeweiligen Folgemonate werden einfach die zuvor geschätzten Werte verwendet. Und so entsteht der immer gleiche Verlauf wieder und wieder.
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Bild 4.11 Seasonal-ARIMA-Temperatur-Prognosen mit und ohne Update


Interessanter ist die Kurve, wenn wir – wie oben gezeigt – vor jeder neuen Schätzung jeweils den tatsächlichen Wert aus den Testdaten liefern (Bild 4.11, unten rechts). Zwar bleibt der Duktus der saisonalen Kurve erhalten, allerdings reagiert der Schätzprozess durch das Anlernen des Koeffizienten für das zweite Lag jetzt stärker auf die Schwankungen aus dem vorletzten Monat. Das ist beispielsweise gut zu sehen anhand der plötzlichen Wärmephase in den Testdaten, die im Winter 2015/16 zu verzeichnen ist. In der Update-Prognose führt dies zu einer leichten Anpassung nach oben, die aber erst zwei Lags später in Erscheinung tritt. Das ist die Wirkung des Koeffizienten des zweiten Lags des Autoregressionsmodells.

Weiter hinten, genau genommen ganz am Ende des betrachteten Zeitfensters, sehen wir dagegen die Wirkung des 12. Lags aus dem Moving-Average-Modell der saisonalen Komponente: Im Januar 2017 biegt die geschätzte Kurve unvermittelt nach oben ab, weil im Vorjahr genau im gleichen Monat die Temperatur ruckartig anstieg.

Die Antwort auf die Frage, ob sich durch die Justierungen unsere Prognosen tatsächlich verbessern, müssen wir aber erst noch herausfinden. Wenn wir mit bloßem Auge die beiden Ergebnisse vergleichen, spricht jedenfalls wenig dafür. Um belastbare Informationen zu erhalten, berechnen wir wieder die mittleren absoluten bzw. quadratischen Fehler zwischen Testdaten und den Vorhersagen mit und ohne Update:

mean absolute error: no update 1.275, with update 1.364
mean squared error: no update 2.997, with update 3.430

Im Schnitt liegen wir mit den Prognosen ohne Update um 1.275 Grad neben der tatsächlichen Temperatur. Bei den Vorhersagen mit Update sind es 1.364 Grad, also fast 0.1 Grad mehr. Auch auf den mittleren quadratischen Abweichungen schneiden die Vorhersagen ohne Update besser ab als die Vorhersagen mit Updates.

Das kann unterschiedliche Bedeutungen haben. Es kann bedeuten, dass die Testdaten ein Zeitfenster beschreiben, das aus der Reihe fällt. Es kann bedeuten, dass die Trainingsdaten nicht repräsentativ für den Temperaturverlauf über die Jahre sind und unser Modell sich an die Spezifika der Trainingsdaten angepasst hat (zum Beispiel die Korrelation der Temperatur mit der Temperatur des vorletzten Monats). Es kann bedeuten, dass, abgesehen von den Jahreszeiten, generell keine robusten Effekte aus der Zeitreihe hervorgehen: weder aus den vorherigen Monaten noch aus dem Jahr zuvor. Es könnte schließlich auch bedeuten, dass wir unser Modell falsch angelernt haben.

Diese letzte Möglichkeit können wir allerdings mit großer Wahrscheinlichkeit ausschließen. Schließlich haben wir nicht nur mithilfe der Autokorrelationsdiagramme systematisch Parameter ausgewählt, sondern zusätzlich mit der Brut-Force-Methode eine ganze Bandbreite von Möglichkeiten ausprobiert und evaluiert, und wir sind jeweils mit beiden Methoden zum gleichen Ergebnis gekommen.

Die Bekämpfung der anderen möglichen Ursachen müsste man auf der Ebene der Daten betreiben. Wenn wir mehr Daten und ein größeres Zeitfenster zur Verfügung hätten, könnten wir gegebenenfalls ein besseres Modell anlernen.

Prinzipiell stellt sich im vorliegenden Anwendungsfall aber die Frage, ob Monatsintervalle als Grundlage für die Schätzung von Temperaturwerten eine erfolgversprechende Datenbasis darstellen. Um bessere Ergebnisse zu erzielen, müssten wir die Temperaturen vermutlich in Wochen- oder besser in Tagesintervallen zur Verfügung stellen. Je kleiner die Intervalle sind, umso kürzere Abstände zwischen den Messzeitpunkten, umso bessere Chancen bestehen, dass das Modell auf Basis vorhergehender Lags prognostisch relevante Rückschlüsse ziehen kann. Bei Wetterdaten ist das evident: Bestimmt doch die Temperatur am Vortag weitaus stärker die aktuelle Temperatur als die Durchschnittstemperatur eines Monats die Temperatur des Folgemonats.



	4.7
	Trends verarbeiten




Die SARIMAX-Klasse funktioniert nach einer Art Baukastensystem. Kommt eine Aufgabenstellung hinzu, wird die Formel, die zur Schätzung eingesetzt wird, um ein Modul erweitert, das auf diese Aufgabe spezialisiert ist.

Nach diesem Prinzip werden saisonale Komponenten einer Zeitreihe verarbeitet, und nach diesem Prinzip lassen sich auch Trends modellieren. Im einfachsten Fall wird die Basisformel um ein Intercept erweitert, das einen konstanten Betrag aufschlägt. Komplexere Trends können mit komplexeren Termen, zum Beispielen Polynomen, modelliert werden.

Im Folgenden sehen wir uns zuerst den einfachsten Fall an und arbeiten uns von dort aus zur Behandlung komplizierterer Trendstrukturen vor.



	4.7.1
	Konstante Trends modellieren




Sehen wir uns zum Einstieg eine idealtypische Zeitreihe an, die eine Autokorrelation mit Lag 1 und einen einfachen linearen Trend beinhaltet. Die Daten sind in Trainings- (60 %) und Testdaten (40 %) unterteilt. Sie nehmen den in Bild 4.12, links, dargestellten Verlauf.
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Bild 4.12 Modellierung einer Zeitreihe mit konstantem Trend


Zur Modellierung eines Trends können wir bei der Instanziierung der SARIMAX-Klasse den optionalen Parameter trend spezifizieren. Zur Einstellung stehen drei Optionen zur Verfügung:

[image: Image]       Wir können mit dem String c das Modell dazu veranlassen, der Regressionsformel eine Konstante hinzuzufügen.

[image: Image]       Wir können mit t einen separaten Koeffizienten für den Trend anlernen.

[image: Image]       Wir können ein Tupel oder eine Liste übergeben, um eine polynomiale Schätzgleichung unserer Wahl einzustellen, mit der sich komplexe Trends modellieren lassen.

Die beiden zuletzt genannten Optionen sparen wir uns für später auf. Im Moment reicht es, das Modell mit einem Intercept zu versorgen, das auf die Prognosen jeweils einen konstanten Aufschlag addiert:

result = SARIMAX(X_c_train, order=(1,1,0), trend='c').fit()


[image: Image]


Code-Hinweise: Der Code sollte Ihnen inzwischen bekannt sein. Da wir einen Trend hinzugefügt haben, teilen wir dem Modell mit, dass es vor der Analyse die First Differences bilden soll (d=1). Außerdem beinhaltet der Algorithmus, der der Datenmatrix zugrunde liegt, eine Autokorrelation mit dem ersten Lag, die wir mithilfe eines Autoregressionsverfahrens erster Ordnung modellieren (p=1). Neu ist jetzt nur die Spezifikation des Parameters trend, den wir durch Übergabe von c anweisen, dem Modell eine Konstante hinzuzufügen.
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Die resultierenden Koeffizienten des angelernten Modells, die wir mithilfe des Attributs params der SARIMAXResults-Instanz abfragen, sehen so aus:

intercept  0.0527
ar.L1     -0.2248
sigma2     1.3447

Neben dem Gewicht der Autoregression für das Lag erster Ordnung (ar.L1) hat das Modell ein Intercept angelernt. Das ist die Wirkung der Einstellung des trend-Parameters. Das Intercept nimmt einen Wert von 0.0527 an und entspricht ziemlich genau dem Aufschlag von 0.05, den wir bei der Erzeugung der Daten als Trend veranschlagt haben.

Wenn wir mit diesem Modell eine Prognose über den Zeitraum der Testdaten durchführen (ohne Update), erhalten wir die in Bild 4.12 rechts abgedruckten Ergebnisse. Das Intercept wird bei der Vorhersage auf jedes Intervall aufgeschlagen und bildet deshalb die (reine) Steigung des Trends innerhalb der Testdaten ganz gut ab.

Der Unterschied wird umso offensichtlicher, wenn wir im Vergleich die Prognoseresultate eines Modells betrachten, das ohne Intercept angelernt wurde (gleiche Order-Einstellungen). Prognosen über längere Zeiträume in die Zukunft müssen ohne die Information des Trends auskommen und liegen deshalb deutlich daneben.



	4.7.2
	Mit komplexen Trends arbeiten




ARIMA-Modelle sind Komposita einfacherer Regressionsverfahren. Wir können damit Autoregressionsmodelle mit Moving-Average-Modellen kombinieren, Differenzbildungsmaßnahmen bestellen und auf Wunsch saisonale Komponenten anlernen, für die dann die Basisformel um weitere Koeffizienten erweitert wird. Genauso funktioniert das auch, wenn wir komplexere Trendstrukturen modellieren möchten.

Wenn wir den Trendparameter der SARIMAX-Klasse aktivieren, schaltet das Modell im Hintergrund für uns ein weiteres Regressionsverfahren ein, das den Verlauf der Kurve abzubilden versucht. Bei dem Verfahren handelt es sich um ein Polynom, d. h. im Wesentlichen um eine lineare Regression, die aus einer Konstante und einer Anzahl wählbarer Parameter zusammengesetzt ist. Dabei werden die x-Werte jeweils mit einem Exponenten höherer Ordnung versehen.
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Dieses Verfahren arbeitet daher nicht mehr mit den Lags der Zeitreihe wie die Autoregression oder das Moving-Averages-Verfahren. Die Zeitpunkte der Messung werden einfach als x-Variablen und die Werte zu jedem Zeitpunkt als y-Variablen behandelt.

Der Trend, den wir im Beispiel oben modelliert haben, stellt die denkbar einfachste Form dieser Regression dar, die nur aus der Konstante (β0) besteht. Die Konstante wird dann bei jedem Messzeitpunkt einfach auf den zu schätzenden Wert aufgeschlagen.

Möchte man komplexere Trends modellieren, kann man die Anzahl der anzulernenden Koeffizienten innerhalb des polynomialen Modells beliebig erweitern bzw. einzelne Koeffizienten ansteuern. Aus der konstanten wird dann eine lineare, quadrierte oder kubische Funktion etc. Der SARIMAX-Klasse übergeben wir dazu zum Beispiel eine Liste, die die Zusammensetzung der Koeffizienten der polynomialen Gleichung bestimmt. Ähnlich wie bei der Einstellung des order-Parameters, wird über die Indexpositionen der Liste festgelegt, welcher Koeffizient aus der Gleichung angelernt werden soll (1) und welcher nicht (0). Würden wir also beispielsweise eine Liste mit den Werten [0, 1, 0, 1] übergeben, erhielten wir ein Polynom der folgenden Ordnung: ŷ = β1 x + β2 x3 .

Um zu veranschaulichen, was passiert, wenn wir die Trend-Variable mit verschiedenen Parametern versorgen, erzeugen wir zunächst Trainingsdaten mithilfe einer einfachen Exponentialfunktion, die mit der Basis 1,1 beginnt und die nachfolgenden Werte jeweils mit dem Exponenten 1,005 potenziert.

Das Ergebnis ist in Bild 4.13 als gepunktete Linie abgetragen. Um den reinen Effekt des Polynoms zu demonstrieren, lernen wir diese Daten an und stellen in der SARIMAX-Klasse die Order-Parameter p, d und q auf 0. Den Trend-Parameter erweitern wir dagegen sukzessive um weitere Koeffizienten, die der Regressionsgleichung hinzugefügt werden:

1. no_trend = SARIMAX(X, order=(0,0,0)).fit()
2. trend_c = SARIMAX(X, order=(0,0,0), trend=[1]).fit()
3. trend_t1 = SARIMAX(X, order=(0,0,0), trend=[1, 1]).fit()
4. trend_t2 = SARIMAX(X, order=(0,0,0), trend=[1, 1, 1]).fit()
5. trend_t6 = SARIMAX(X, order=(0,0,0), trend=[1, 1, 1, 1, 1, 1, 1]).fit()

[image: Image]       Das erste Modell (no_trend, Zeile 1) verwendet keine Koeffizienten zur Schätzung. Wenn wir damit Schätzergebnisse über den Zeitraum der Trainingsdaten produzieren, erhalten wir die in der Grafik eingezeichnete Nulllinie.

[image: Image]       Das zweite Modell (trend_c, Zeile 2) darf zur Schätzung immerhin eine Konstante verwenden. Dabei wird der Mittelwert über die Daten angelernt und dieser Wert für jeden Zeitpunkt addiert. Bei der Schätzung entsteht eine flache Gerade auf der Ebene des Mittelwerts.

[image: Image]       Das dritte Modell (trend_t1, Zeile 3) entspricht einer bivariaten Regression mit der Formel ŷ = β0 + β1 x. Jetzt können wir immerhin schon die Steigung und die Lage abbilden. Allerdings bleibt es bei einer Geraden, die das Ergebnis der Exponentialfunktion nur unzureichend abbildet.

[image: Image]       Besser wird es erst mit der quadrierten Funktion (trend_t2, Zeile 4), die folgende Formel zur Schätzung einsetzt: ŷ = β0 + β1 x + β2 x2 . Jetzt können wir immerhin die Krümmung der Exponentialfunktion abbilden.

[image: Image]       Das letzte Modell (trend_t6, Zeile 5) fügt vier weitere Koeffizienten hinzu: β2x3, β2x4, β2x5 und β2x6 . Damit lassen sich die Trainingsdaten ganz gut abbilden, auch wenn das Verfahren bestimmt nicht besonders elegant ist.

Auch wenn die Modellierung von Trends auf den ersten Blick vielversprechend wirkt, ist deren praktische Bedeutung überschaubar. Es ist unwahrscheinlich, dass sich ein Trend über längere Perioden hinweg genau wie in den Trainingsdaten fortsetzt – besonders dann, wenn der Trend kompliziert ist und mit einem Polynom hoher Ordnung abgebildet werden müsste.
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Bild 4.13 SARIMAX mit Polynomen verschiedener Ordnung




	4.8
	Kontexteffekte integrieren




Mit ARIMA-Modellen lassen sich univariate Zeitreihen modellieren. Ihre Stärke liegt im Anlernen der Korrelationsstrukturen einer Messreihe zur Erzeugung von Zukunftsprognosen.

ARIMA-Modelle eignen sich aber nicht, wenn es um die Verarbeitung multivariater Zeitreihen geht, bei denen mehrerer Indikatoren pro Zeitschritt auf eine Zielvariable modelliert werden müssen. Wenn wir zum Beispiel die Temperatur am Folgetag schätzen möchten, können wir dazu nur die Temperatur der vorhergehenden Tage einsetzen. Womöglich liegen uns aber auch Daten über den Verlauf des Luftdrucks, der Luftfeuchtigkeit oder andere Messgrößen vor, von denen wir annehmen, dass sie zusätzliche Informationen über die weitere Entwicklung der Temperatur liefern. Um diese Informationen verarbeiten zu können, müssen wir auf andere Analyseformen zurückgreifen. Welche das sind, werden wir im nachfolgenden fünften Kapitel zum Thema Deep Learning sehen.10

Was sind Kontexteffekte?

Wir können ARIMA-Modelle aber immerhin um die Verarbeitung von Kontexteffekten erweitern. Kontexteffekte beziehen sich nicht auf den Einfluss der Lags einer Variablen auf eine Zielvariable. Sie beschreiben die Rahmenbedingungen, die zum Zeitpunkt der Prognose vorherrschen.

Nehmen wir zum Beispiel an, wir wüssten, dass es an einem bestimmten Tag, für den wir die Temperatur vorhersagen möchten, regnen wird. Diese Information würde uns vermutlich weiterhelfen, weil es an Sonnentagen in der Regel wärmer ist als an Regentagen.

Wie geht ein ARIMA-Verfahren mit Kontexteffekten um? Wenn Sie an die Art und Weise denken, wie ARIMA-Modelle bei der Integration von Zyklen oder Trends arbeiten, kennen Sie die Antwort mehr oder weniger schon: Das Modell dockt einfach ein weiteres Modul an das bestehende an, in diesem Fall tatsächlich eine lineare Regression, die die Modellierung des Kontexts – in Form einer oder mehrerer sogenannter exogener Variablen – übernimmt.

Wenn wir Prognosen mit exogenen Variablen durchführen, müssen wir die Werte dieser Variablen für den Zeitpunkt, für den wir die Zielvariable schätzen möchten, zur Verfügung stellen. Wir müssen also einen Ausschnitt der Zukunft kennen. Klingt vielleicht nicht besonders praktikabel. Ist es aber durchaus.

Auch wenn wir einen Blick in die Zukunft werfen möchten, ist es nicht ungewöhnlich, dass bestimmte Rahmenparameter bereits bekannt sind. Zum einen könnte es sein, dass wir verschiedene Szenarien und deren Auswirkungen auf eine Zielvariable ausloten möchten. Denken Sie zum Beispiel an die Verkaufszahlen der Sommerkollektion einer Modemarke (endogene Variable), deren Entwicklung wir abhängig von der Außentemperatur (exogene Variable) schätzen möchten. Wenn es warm ist, der Sommer einkehrt, werden womöglich mehr Sommerkleider gekauft als wenn es herbstlich kalt bleibt.

Es könnte aber auch vorkommen, dass wir eine bestimmte Information vor einer anderen eruieren können. Entweder weil diese Information vor der anderen bereits bekannt ist (zum Beispiel die Schulferien oder die Feiertage eines Jahres), oder weil wir sie mithilfe eines anderen Modells prognostizieren und dann den geschätzten Wert als exogene Variable einem ARIMA-Modell zur Verfügung stellen können.

Umsetzung mit statsmodels

Schauen wir uns als Beispiel die Verkaufszahlen eines Einzelhändlers an. Beschrieben werden der wöchentliche Umsatz in US$ (Weekly_Sales). Zusätzlich liegen uns Informationen darüber vor, ob es sich um eine spezielle Woche handelt, in der entweder Festtage wie Weihnachten oder Erntedank liegen oder in der bedeutsame sportliche Ereignisse stattfinden (holiday).11 Ein Auszug aus den Rohdaten sieht so aus:



	Date

	Weekly_Sales

	holiday




	2011-09-04

	15478.26

	0




	2011-09-11

	19075.78

	1




	2011-09-18

	30584.18

	0




	2011-09-25

	20562.37

	0





Die Vorbereitung der Daten läuft wie gewohnt ab. Zunächst teilen wir die Gesamtdaten (143 Wochen), erhoben zwischen dem 01.10.2010 und dem 16.12.2012, in Trainings- (80 %) und Testdaten (20 %) ein. Dann machen wir die Daten stationär. Es genügt dabei, die Verkaufsdaten zu logarithmieren, da die Zeitreihe weder einen signifikanten Trend noch eine ausgeprägte saisonale Komponente enthält.

Nach Prüfung der beiden Autokorrelationsdiagramme (einfaches und partielles) entscheiden wir uns für ein AR-Modell, das Koeffizienten für Lag 1 und Lag 3 anlernt. Bei der Instanziierung der SARIMAX-Klasse übergeben wir wie gewohnt die univariate Zeitreihe (Verkaufszahlen), die als Pandas-Series-Objekt vorliegt. Darüber hinaus bestücken wir den optionalen Parameter exog mit der holiday-Variable, die für jede Verkaufswoche angibt, ob es sich um eine spezielle Woche mit Feiertag handelt (1) oder nicht (0). Die Modellordnung (order) stellen wir, wie oben beschrieben, auf Autoregression mit den Lags 1 und 3 ein. Auf die Differenzbildung verzichten wir genauso wie auf das Anlernen von Koeffizienten für Moving Average:

1.  from statsmodels.tsa.statespace.sarimax import SARIMAX
2.  X_train = df_train['log_sales']
3.  X_train_exog = df_train['holiday']
4.  X_test = df_test['log_sales']
5.  X_test_exog = df_test['holiday']
6.  result = SARIMAX(X_train, exog=X_train_exog,
7.              order=((1,0,1),0,0)).fit()
8.  model = SARIMAX(X_test, exog=X_test_exog,
9.              order=((1,0,1),0,0))
10. result_new = model.filter(result.params)
11. y_pred_test = result_new.predict(start='2012-05-27')
12. y_pred_test = np.exp(y_pred_test)
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Code-Hinweise: Nachdem wir das SARIMAX-Modell importiert und die relevanten Spalten aus dem Data-Frame vorbereitet und extrahiert haben (Zeilen 1 bis 5), instanziieren wir in den Zeilen 6 bis 7 das SARIMAX-Modell. Dazu übergeben wir die logarithmierten Verkaufsdaten als endogene Variable (X_train) und die Dummy-Variable mit den Informationen über die Feiertage (X_train_exog) als exogene Variable. Die Einstellung von order sollte inzwischen bekannt sein. Das Modell lernen wir im gleichen Schritt durch Aufruf der fit-Methode an und fangen das Result-Objekt in der Referenzvariable result ab.

In den Zeilen 8 und 9 erzeugen wir ein neues SARIMAX-Modell mit dem gleichen Aufbau, das wir zur Produktion von Update-Schätzungen einsetzen wollen. Dazu übergeben wir nur die Testdaten. Anstatt das SARIMAX-Modell neu anzulernen, statten wir es mit den Gewichten des angelernten Modells aus und fangen die Result-Instanz (result_new) ab (Zeile 10).

In Zeile 11 verwenden wir das neue Modell, um Schätzungen über den Zeitraum der Testdaten zu erzeugen (Beginn: 2012-05-27). In Zeile 12 machen wir dann noch die Logarithmierung rückgängig, sodass wir interpretierbare Verkaufszahlen erhalten.
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Werfen wir nach dem Anlernen zunächst einen Blick auf die angelernten Koeffizienten. Neben den Gewichten der Autoregression für das erste und dritte Lag erhalten wir ein Gewicht für die exogene Variable (holiday). Alle Gewichte sind signifikant, tragen also zur Erklärung der Zielvariablen bei. Der Koeffizient der exogenen Variablen ist positiv – auch das scheint plausibel: Das Geschäft erzielt in den Wochen mit Feiertagen höhere Gewinne als in regulären Wochen. Der Betrag des Gewichtungskoeffizienten bleibt allerdings abstrakt, da wir die Zielvariable (den Umsatz) logarithmiert haben.


         Coef    std err  P>|z|
holiday  0.2419  0.056    0.000
ar.L1    0.6708  0.045    0.000
ar.L3    0.3289  0.045    0.000

Werfen wir jetzt noch einen Blick auf die Schätzergebnisse (Bild 4.14). Abgetragen sind die wahren Verkaufszahlen der Testdaten (true), die Schätzwerte mit dem oben angelernten SARIMAX-Modell (pred with exog) und zum Vergleich die Prognosen eines identisch aufgebauten Modells, das ohne die exogene Variable angelernt wurde.
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Bild 4.14 Wahre und geschätzte Verkaufszahlen mit und ohne exogener Variable (Feiertag in einer Woche) als exogenem Prädiktor.


Die Verkaufszahlen, die mit dem Kontextfaktor angelernt wurden, weichen nur hinsichtlich weniger Datenpunkte gegenüber dem einfachen Modell ab. In den meisten Fällen führen diese Verschiebungen der Kurve aber zu Verbesserungen der Schätzergebnisse; in einigen wenigen Fällen zu Verschlechterungen.

Um zu prüfen, ob das exogene Modell besser als das einfache Modell funktioniert, berechnen wir für beide Modelle jeweils die mittleren absoluten und quadratischen Fehler. Außerdem berechnen wir diese Kenngrößen für ein einfaches Baseline-Modell, das ohne Algorithmus nach einer naiven Faustformel Prognosen erzeugt. Wir verwenden einfach die Verkaufszahlen der Vorwoche als Prognosewert für die Verkaufszahlen der Folgewoche.

mean absolute error (mae) / mean squared error (mse):
with exog, mae: 3985, mse: 25128910
without exog, mae: 4224, mse: 33810362
baseline model, mae: 4354, mse: 41004089

Man erkennt nun etwas deutlicher, dass sich durch Verwendung der exogenen Variable der mittlere Fehler gegenüber dem einfachen Modell um ca. 240 US$ reduziert. Auch das Baseline-Modell ist schlechter als das einfache SARIMAX-Modell – allerdings ist der Unterschied mit 130 US$ bezüglich des mittleren absoluten Fehlers schwächer ausgeprägt.

Vorhersagen erzeugen

Wollen wir mit dem SARIMAX-Modell in der Praxis arbeiten, um Verkaufszahlen vorherzusagen, können wir die forecast-Methode der SARIMAXResults-Instanz dazu einzusetzen. Sie macht Vorhersagen für jeweils einen Zeitschritt in die Zukunft (t + 1). In unserem Fall ist das genau eine Woche nach Ende des letzten Eintrags aus den Testdaten (der letzte Eintrag stammt vom 16. Dezember 2012).

Die forecast-Methode beschafft sich die notwendigen Informationen über die zurückliegenden Lags der Verkaufsdaten, die es zur Erzeugung von Prognosen benötigt, selbstständig aus den hinterlegten Testdaten. Allerdings müssen wir sie mit der Information versorgen, ob es sich in der Folgewoche um eine Woche mit (1) oder ohne (0) Feiertag handelt:

y_pred_holiday = result_new.forecast(exog=[1])
y_pred_noholiday = result_new.forecast(exog=[0])
y_pred_holiday = np.exp(y_pred_holiday)
y_pred_noholiday = np.exp(y_pred_noholiday)

Ergebnisse:

Predicted sales (t+1) in holiday week: 2012-12-23, 24949.10 US$
Predicted sales (t+1) in non holiday week: 2012-12-23, 19588.37 US$

Für die Woche nach dem 16.12.2020 prognostiziert unser Modell also sehr unterschiedliche Verkaufszahlen. Wenn es sich um eine Woche mit Feiertag handelt, liegen die Verkaufszahlen bei ca. 25000 US$, bei einer Woche ohne Feiertag bei 20000 US$.

Nachdem wir die Prognose erstellt haben und die wahren Werte für die prognostizierte Woche vorliegen, sollte man das Modell unbedingt aktualisieren. Dafür gibt es zwei Möglichkeiten:

Erstens, mithilfe der append-Methode der Result-Instanz. Man übergibt ihr die wahren Verkaufszahlen für den 23.12.2012 und den Wert der exogenen Variablen für das gleiche Datum. Das Ganze ist aber leider etwas aufwendiger als man hoffen würde. Man muss die Werte zuerst in eine Struktur bringen, die das SARIMAX-Result-Objekt verstehen und ans Ende des bestehenden Zeitindex anhängen kann.

Nehmen wir einmal an, der wahre Wert der Verkaufszahlen am 23.12.2012 läge bei 23000 US$ und es habe sich um einen Feiertag gehandelt. Der Update-Vorgang unter Verwendung der append-Methode liefe dann zum Beispiel so ab:

1. value_endog = np.log(23000)
2. value_exog = 1
3. update = pd.DataFrame( [[value_endog, value_exog]])
4. update.index = pd.DatetimeIndex(['2012-12-23'], freq='W')
5. update.columns = ['log_sales', 'holiday']
6. result_new = result_new.append(endog=update['log_sales'],
7.                                exog=update['holiday'])
8. result_new.forecast(exog=[1])
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Code-Hinweise: In Zeile 1 speichern wir den wahren (logarithmierten) Wert der Verkaufszahlen (Datum: 23.12.2012) in der Variablen value_endog. In der Variable value_exog legen wir die Information darüber ab, ob es sich in der Woche um einen Feiertag handelt (Zeile 2). Mit den Daten erzeugen wir einen neuen Data-Frame, der genau eine Zeile und zwei Spalten enthält – genau wie das Original, mit dem wir das Modell angelernt haben. Danach (Zeilen 4 und 5) setzen wir den Datumsindex und die Spaltennamen, sodass die SARIMAX-Result-Instanz die Werte bei Übergabe richtig zuordnen kann. Der append-Methode des Result-Objekts übergeben wir dann die relevanten Spalten aus dem Data-Frame zur Aktualisierung der endogenen bzw. exogenen Variable für den nächsten Zeitschritt. Wenn wir das aktualisierte Modell abgefangen haben, können wir, wie in Zeile 8 gezeigt, eine neue Schätzung anfordern, die sich dann automatisch auf die nächste Woche (30.12.2012) bezieht.
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Die zweite Möglichkeit, das Modell zu aktualisieren, ist womöglich etwas einfacher in der Handhabung. Anstatt die append-Methode der SARIMAX-Result-Instanz aufzurufen, kann man die neuen Daten einfach an den Pandas-Datensatz anhängen, der die kompletten Daten beinhaltet. Danach setzen wir einfach ein neues SARIMAX-Modell mit den gleichen Einstellungen wie das bestehende Modell auf und übergeben dem Modell die kompletten Daten (siehe den Abschnitt 4.5.2).

Diese Methode bietet uns auch die Möglichkeit, das Modell unter Aufruf von fit neu anzulernen. Wenn der Anlernprozess nicht allzu lange dauert und wir davon ausgehen, dass das Modell anhand der erweiterten Daten präziser wird, sollte man diese Verfahrensweise bevorzugen.



1 Vermutlich wird Sie die Formel an eine einfache lineare Regressionsgleichung erinnern, wie wir sie im vorherigen Kapitel kennengelernt haben. Dieser Eindruck ist auch nicht falsch. Im Unterschied dazu arbeitet das Autoregressionsverfahren allerdings unter der Haube etwas anders, um die Gewichtungskoeffizienten einzustellen. Das hat damit zu tun, dass das Ordinary-Least-Square-Verfahren einige Annahmen hinsichtlich der Beschaffenheit der Daten macht, die bei Zeitreihendaten meist verletzt werden. Eine dieser Annahmen bezieht sich darauf, dass die Fehler, die bei der Schätzung entstehen, unkorreliert sein müssen. Wenn wir aber in einer Zeitreihe einen Wert für den Monat Juni schätzen, und dieser Wert liegt über dem wahren Wert dieses Monats, dann liegen die Schätzwerte, die wir für Juli und August produzieren, sehr wahrscheinlich auch über dem wahren Wert. Die Fehler der Prognosen sind dann untereinander korreliert.

2 Das Hinzufügen der Korrelation mit dem ersten Lag ist für dieses Beispiel zwar nicht zwingend notwendig, wir brauchen es allerdings in einer späteren Analyse und fügen es deshalb an dieser Stelle schon ein.

3 Nachdem wir eine Zeitreihe logarithmiert haben, können wir diesen Prozess ganz einfach wieder rückgängig machen (dies kann zum Beispiel relevant sein, wenn man nach einer Schätzung, die auf logarithmierten Trainingsdaten basiert, reale, interpretierbare Werte zurückerhalten möchte). Dazu stellt NumPy eine Exponentialfunktion zur Verfügung (np.exp), der wir die logarithmierten Werte übergeben und als Rückgabe die ursprünglichen bzw. transformierten Werte erhalten. Zur Transformation wird übrigens einfach die Eulersche Zahl als Basis und der übergebene Wert als Exponent eingesetzt.

4 Sigma2 beinhaltet den Schätzkoeffizienten der Varianz des Fehlerterms, der zur Berechnung des Moving-Average-Modells berechnet werden muss.

5 Die Evaluation über den Vergleich der Testdaten und der mit dem Modell geschätzten Daten für den Zeitraum der Testdaten ist für eine erste Evaluation weitaus aussagekräftiger als die Koeffizienten, die uns die SARIMAX-Klasse standardmäßig anbietet. Der Nachteil ist, dass sie über die Daten berechnet wurden, über die das Modell angelernt wurde. Sie beschreiben deshalb nur, wie gut die berechneten Parameter die Trainingsdaten nachbilden.

6 Beide haben wir bereits in Kapitel 3 kennengelernt. Zur Erinnerung: Beim mittleren absoluten Fehler subtrahieren wir einfach für jeden Monat den geschätzten Wert des Aktienkurses vom wahren Wert. Dann bilden wir den Absolutwert (damit sich negative und positive Abweichungen bei der Addition nicht aufheben), summieren die Differenzen auf und teilen durch die Anzahl der Werte. Beim mittleren quadratischen Fehler werden statt der Absolutwerte die Quadrate über die einzelnen Abweichungen gebildet und dann wird der Mittelwert berechnet.

7 Dass der Wert des AIC-Kriteriums in diesem Fall negativ ist, sollte keine Verwunderung auslösen. Trotzdem gilt: Je höher das AIC, umso schlechter ist das Modell zu bewerten, d. h. ein Modell mit einem AIC von −100 ist als besser einzustufen als ein Modell mit einem AIC von -90.

8 Dabei muss man unbedingt beachten, dass negative Zahlen nicht logarithmiert werden können. Das ist im Falle von Temperaturangaben durchaus problematisch. Wir ignorieren das an dieser Stelle zugunsten der Anschaulichkeit der Vorgehensweise. Zumal wir in diesem Fall dadurch nur einen einzigen Datenpunkt verlieren, bei dem die Durchschnittstemperatur in einem Monat unter 0 Grad Celsius liegt. Man sollte bei einer realen Anwendung aber anders vorgehen. Entweder man verwendet die nicht-logarithmierten Werte, was jedoch zu deutlich schlechteren Ergebnissen führen kann oder, besser, man hebt die Zahlenwerte der Temperaturangaben zunächst über den Nullpunkt an. Dafür gibt es verschiedene Möglichkeiten. Am einfachsten ist es, zunächst den Minimalwert der Zeitreihe zu berechnen und danach alle Werte um den absoluten Betrag zwischen dem Minimalwert und der nächsten positiven Zahl (z. B. der 1) anzuheben. Alternativ könnte man einen MinMaxScaler aus Scikit-learn anwenden, mit der sich die Daten in einen vorgegebenen Bereich (z. B. 1 bis 10) verschieben lassen. Vorteil des MinMaxScalers ist die Verfügbarkeit einer Transformationsmethode, die in beide Richtungen funktioniert (transform/inverse_transform), sodass man die Schätzergebnisse einfach in interpretierbare Temperaturwerte zurückverwandeln kann.

9 Die Inhalte der summary-Ausgabe sind unter der jeweiligen Bezeichnung (Log-Likelihood unter llf, AIC unter aic) als Properties im SARIMAXResults-Objekt abgelegt und können über diese Bezeichnungen abgefragt werden.

10 Zur Verarbeitung multivariater Zeitreihen muss man natürlich nicht notwendigerweise auf Deep-Learning-Verfahren umsteigen. Eine andere Möglichkeit besteht zum Beispiel darin, mit einer Vector Autoregression zu arbeiten, bei der im Wesentlichen das Prinzip der Autoregression auf die Analyse mehrerer (paralleler) Zeitreihen übertragen wird [Nielsen2020, S. 196]. Eine Einführung ist an dieser Stelle nicht vorgesehen. Falls Sie Interesse an diesem Verfahren haben, können Sie auf Basis ihrer Kenntnisse der Autoregression jedoch leicht auf dieses Verfahren umsteigen. Zur Umsetzung bietet statsmodels eine Klasse mit der Bezeichnung VAR, die im Package statsmodels. tsa.api zu finden ist. Ein Anwendungsbeispiel finden Sie unter https://www.statsmodels.org/devel/vector_ar.html.

11 Da es sich um amerikanische Daten handelt, beziehen sich die Festtage auf typische US-amerikanische Kulturereignisse wie Thanksgiving, Super Bowl, Labor Day usw.









	5
	Deep-Learning-Verfahren






Neuronale Netze sind die mit Abstand vielversprechendste Methode zur Analyse von Zeitreihen. Das liegt an den Möglichkeiten, die sie im Hinblick auf das Anlernen komplexer Probleme und spezieller Lernaufgaben bieten. Ob sie dieses Versprechen in der Praxis immer einlösen, ist eine andere Frage. Jedenfalls sind sie seit einiger Zeit in aller Munde, wenn es um Zukunftsvisionen künstlicher Intelligenz geht. Aber sie sind auch heute schon in vielen Anwendungsbereichen effizient im Einsatz.

Worauf geht dieses Versprechen genau zurück?

Zum einen darauf, dass sich mit ihrer Hilfe beliebig komplexe Muster zwischen x- und y-Variablen entschlüsseln lassen. Das hat mit der Verknüpfung von Neuronen zu verschalteten Netzen zu tun, die Funktionen von Funktionen erzeugen, mit denen sich nicht-lineare und lineare Beziehungen gleichermaßen modellieren lassen.

Zum anderen lassen sich mit neuronalen Netzen auf spezifische Problemstellungen hin zugeschnittene Lernarchitekturen aufbauen. Das ist tatsächlich der effektivste Weg, etwas zu lernen. Anders als man vielleicht denken würde, läuft die Verarbeitung von visuellen, taktilen oder auditiven Informationen bei Säugetieren nicht „theorielos“ ab. Das Gehirn ist nicht einfach ein komplexes Netz aus Millionen Neuronen, in das man Informationen planlos hineinwirft und das am Ende etwas Schlaues ausspuckt. Ein komplexes Geflecht von Neuronen ist noch keine Lösung für ein Problem. Lernsysteme brauchen eine DNA. Sie brauchen eine Lernformel, einen Plan, der vorschreibt, wie Informationen einer bestimmten Art in Relation zu einem Lernziel sinnvoll interpretiert werden können. Erst dadurch wird die Kapazität eines neuronalen Netzes zu einer Ressource.

Und so sind die Fortschritte im Deep-Learning-Bereich vor allem Fortschritte, die auf die Entwicklung spezieller Lernarchitekturen zurückgehen: bei der Verarbeitung von Bildern auf die Entwicklung konvolutionaler Netze, bei der Verarbeitung von Zeitreihen und Sprachinformationen auf die Entwicklung rekurrenter Netze.

Wie konvolutionale und rekurrente Netze funktionieren, sehen wir uns in den folgenden Abschnitten im Detail an. Im Wesentlichen überwinden wir damit aber den „naiven“ Ansatz der Verarbeitung von Daten, bei dem jeder Messwert gleichbehandelt und gleich interpretiert wird. Wenn wir diesen Ansatz erst einmal überwunden haben, sind wir nicht nur in der Lage, schlankere Modelle mit weniger Koeffizienten anzulernen, sondern können auch intelligentere Modelle aufbauen, die bessere Prognosen erstellen.



	5.1
	Arbeitsweise neuronaler Netze




Ein Machine-Learning-Algorithmus wie die logistische Regression oder ein SGD-Regressor besteht aus einer einzigen „Lernzelle“. Ihre Aufgabe besteht darin, die Beziehung zwischen zwei Variablen zu entschlüsseln. Diese Art des Lernens stößt schnell an seine Grenzen. Stellen sie sich ein Gehirn vor, das nur aus einer einzigen Nervenzelle besteht. Es kann aus eingehenden Reizen nur sehr einfache Reaktionen ableiten.

Lange Zeit bestand die Welt des Machine Learning im Wesentlichen aus solchen einfachen Neuronen. Und deshalb sah es auch lange Zeit so aus, als seien statistische Verfahren nicht geeignet, um intelligente Maschinen ins Leben zu rufen [Sejnowski2018, S. 47]. Verfahren wie die logistische Regression oder die lineare Regression können schließlich nur lineare Beziehungen zwischen x- und y-Variablen modellieren. Schon bei simplen Entweder-oder-Beziehungen (XOR) scheitern sie.

Das änderte sich erst mit der Entwicklung des sogenannten Kernel-Tricks, der zum Beispiel in der Support Vector Machine eingesetzt wird. Dabei werden Berechnungen mit den Ursprungsvariablen in einen höherdimensionalen Raum ausgelagert. Das funktioniert so ähnlich wie bei der polynomialen Vorverarbeitung, die Sie in Kapitel 3 kennengelernt haben. Aus einem einzelnen Feature werden nach bestimmten Regeln zwei oder mehrere Features produziert, die dann zur Auflösung einer nicht-linearen Beziehung verwendet werden.

In der Rückschau und im Vergleich zur Entwicklung neuronaler Netze wirkt diese Erfindung jedoch eher bescheiden. Die Möglichkeiten des Lernens, die sich durch die Zusammenschaltung mehrerer Lernzellen zur Bearbeitung eines Problems ergibt, sind deutlich größer als die einer Support Vector Machine.

Ein neuronales Netz muss eine Lernaufgabe nicht von einer einzigen Funktion erledigen lassen. Es kann mehrere Funktionen einspannen, eine komplexe Aufgabe schrittweise entfalten, sie in ein einfaches Problem übersetzen, das am Ende mit einfachen Mitteln auflösbar ist. Es ist wie bei einem Gehirn: das einzelne Neuron ist nicht mehr auf sich selbst gestellt, es ist Teil eines größeren Systems, in dem Denkprozesse organisiert werden.

Wie das genau funktioniert, sehen wir uns in diesem Abschnitt an. Wir kümmern uns um den grundlegenden Aufbau neuronaler Netze, die Arbeitsweise und die damit verbundenen Vorteile. Außerdem sehen wir uns an, wie neuronale Netze Schätzwerte produzieren und durch welche Techniken wir in der Lage sind, verbundene Neuronenschichten mithilfe von Trainingsdaten anzulernen.



	5.1.1
	Aufbau neuronaler Netze




Neuronale Netze bestehen aus zusammengeschalteten Neuronen. Unter Neuronen versteht man in diesem Zusammenhang Funktionen, die aus einer oder mehreren Eingaben (Inputs) eine Ausgabe (Output) erzeugen. Da Neuronen in der Lage sein müssen, zu lernen, das heißt adäquate Ausgaben auf Eingaben zu erzeugen, benötigen sie veränderliche Stellgrößen, die während eines Lernprozesses justiert werden.

Und so landen wir wieder bei einer einfachen linearen Schätzgleichung, wie wir sie im Kapitel zum Thema lineare Regression kennengelernt haben. Sie besteht neben dem Intercept (das wir der Deep-Learning-Konvention entsprechend mit Bias (b) bezeichnen) aus den Gewichtungskoeffizienten (w), die für jeden Input angelernt werden. Die Gewichtungen legen fest, in welche Richtung und in welcher Stärke die Ausgabe durch den jeweiligen Input verändert wird (Bild 5.1).
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Bild 5.1 Aufbau eines künstlichen Neurons


Das Grundprinzip, das einem künstlichen Neuron zugrunde liegt, kennen wir also schon. Und wir wissen auch, wie wir die Ausgabe (den Schätzwert) über eine Aktivierungsfunktion in eine nicht-lineare Form bringen können. Mit der logistischen Regression haben wir damit eine Klassifikationsaufgabe gelöst. Indem wir die stetige Ausgabe in eine Aktivierungsfunktion einspannen, die die Gerade der Lineargleichung in einen Sigmoiden mit einem Minimalwert von 0 und einem Maximalwert von 1 transformiert.

Eine Aktivierung brauchen wir auch, um ein Neuron zu simulieren. Wenn wir uns ein Neuron in einem Gehirn vorstellen, dann denken wir am ehesten an eine Funktion, die entweder feuert (1) oder nicht feuert (0). Zum Beispiel wenn ein äußerer Reiz, ein Lichtstrahl, auf ein Lebewesen trifft, entscheidet die Helligkeit, ob der Lidmuskel aktiviert wird (1) oder nicht (0). Um das zu simulieren, könnten wir zum Beispiel mit einer Step-Funktion oder einer Sign-Funktion arbeiten (Bild 5.2).
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Bild 5.2 Aktivierungsfunktionen, die in neuronalen Netzen eingesetzt werden


Das ist aber nicht unbedingt das, was wir in einem künstlichen Netzwerk bevorzugen. In der Praxis haben sich anderen Aktivierungsarten als effektiver herausgestellt.

In Bild 5.2 sind eine Reihe von Aktivierungsfunktionen zu sehen, die in neuronalen Netzen typischerweise eingesetzt werden. Solange Neuronen untereinander kommunizieren, wird meist die Rectifier-Aktivierung verwendet. Das Neuron nennt sich dann Rectifier Linear Unit (ReLU). Neuronen, die in rekurrenten Netzen arbeiten, setzen dagegen auf die Tangens-hyperbolicus-Aktivierung (Tanh).1 Welche Aktivierung wir unter welchen Umständen bevorzugen, sehen wir uns in einem späteren Abschnitt noch genauer an.

Wir wissen jetzt also, wie ein einzelnes Neuron aufgebaut ist und wie es eine Lernaufgabe angeht. Standard-Machine-Learning-Algorithmen wie die lineare oder die logistische Regression sind letztlich nichts anderes als Neuronen, die mit einer an den Zweck der Aufgabe angepassten Aktivierungsfunktion ausgestattet sind.

Neuronale Netze bestehen aber nicht nur aus einem einzelnen Neuron. Sie bestehen aus Zusammenschlüssen mehrerer Neuronen. Die einfachste Variante ist das sogenannte Feed-Forward-Netz. Dabei werden Informationen von vorne nach hinten durchgeleitet.

Bild 5.3 zeigt ein sehr einfaches Feed-Forward-Netz, das insgesamt aus nur drei Neuronen besteht. Die erste Schicht ist die Eingabeschicht (i), durch die die Features einfach durchgeleitet werden – im Beispiel bestehen die Feature-Daten aus zwei x-Variablen (x1 und x2).
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Bild 5.3 Einfaches Feed-Forward-Netzwerk mit Input Layer (i), Hidden Layer (h) und Output Layer (o). In jedem Neuron werden separate Gewichte zur Verarbeitung des Inputs aus der vorherigen Schicht angelernt. In der ersten Schicht handelt es sich beim Input um die x-Variablen der Trainingsdaten. In den nachfolgenden Schichten um den Output aus der vorherigen Schicht.


Danach folgt die erste aktive Schicht, ein Hidden Layer, bestehend aus zwei Neuronen hn1 (hidden neuron 1) und hn2 (hidden neuron 2). Da es sich um eine vollständig verbundene Schicht handelt, werden beide x-Werte in beiden Neuronen angelernt – sowohl in hn1 als auch in hn2 finden sich deshalb neben dem Intercept, das wir mit b (Bias) notiert haben, zwei Gewichte (w1, w2). Bei einer Durchleitung, wenn wir also eine Schätzung für x-Daten durchführen und die Gewichte feststehen, wird in jedem Neuron mit der Standardformel und der gewählten Aktivierung ein Schätzwert erzeugt (outhn1, outhn2).

Nehmen wir einmal an, wir würden im Hidden Layer als Aktivierung eine logistische Funktion verwenden (Sigmoid), dann entstehen die Ausgaben in den beiden Neuronen auf Grundlage der folgenden Funktionen:

[image: ]

Die nächste Schicht – in unserem Fall ist das bereits die Ausgabeschicht, die aus einem einzigen Neuron (on) besteht –, erhält die Ausgaben der beiden Neuronen der Hidden Layer als Inputs. Für jeden Input wird innerhalb des Ausgabeneurons wieder ein eigenes Gewicht zur Verarbeitung angelernt. Es besteht also kein substanzieller Unterschied zwischen einem Neuron, das die ursprünglichen Eingaben verarbeitet (x-Werte) und einem Neuron, das die Ausgaben eines anderen Neurons als Input erhält.

Der einzige Unterschied ist, dass die Ausgabeschicht einen Schätzwert produziert, den wir im Training mit einem realen y-Wert vergleichen können. Darauf kommen wir gleich noch. Im Moment müssen wir nur bedenken, dass wir die Aktivierungsfunktion im Output Layer an die zu schätzende Zielvariable anpassen müssen. Wenn wir eine stetige Variable schätzen wollen – zum Beispiel die Temperatur oder die Kosten einer Arztbehandlung – brauchen wir keine Aktivierung (Identity). Wenn wir eine binäre Klassifizierung durchführen, aktivieren wir das Ausgabeneuron mit einer logistischen Funktion, sodass Schätzwerte zwischen 0 und 1 entstehen (Sigmoid). Bei einer Mehrfachklassifizierung müssen wir die Anzahl der Neuronen auf die Anzahl zu schätzender Klassen abstimmen – bei einer Aufgabe mit drei Klassen benötigen wir drei Neuronen, bei zehn Klassen entsprechend zehn Neuronen. Das schauen wir uns später noch genauer an.

Für den Moment gehen wir davon aus, dass es sich um eine einfache Regressionsaufgabe handelt: Die Ausgabe aus on (ypred) soll einen stetigen Schätzwert zwischen minus und plus unendlich liefern. Dazu brauchen wir auch nichts anderes als eine einfache Regressionsfunktion ohne Aktivierung. Der einzige Unterschied ist, dass wir statt der ursprünglichen Eingaben (x1 und x2) jetzt die Ausgaben aus dem Hidden Layer (outhn1, outhn2) als Inputs verwenden und jeweils Gewichte anbinden, die Richtung und Stärke des Einflusses auf die Ausgabe bestimmen:
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Dieser Unterschied bedeutet aber eine ganze Menge. Die einfache Regression hat schließlich keine Möglichkeiten, Daten vorzuverarbeiten. Die ganze Interpretationsarbeit muss in einem einzigen Schritt, in einem einzigen Neuron und mit den darin enthaltenen Gewichten, erledigt werden. In einem neuronalen Netz ist das anders. Es kann in den verdeckten Schichten die Daten entschlüsseln.

Ein neuronales Netz überträgt also nicht einem einzelnen Neuron die ganze Arbeit der Lösung eines komplexen Problems. Jedes Neuron löst eine einfache, bewältigbare Aufgabe in einem arbeitsteiligen Prozess. Einfache Aufgaben können auch darin bestehen, Daten zu „entpacken“. Zum Beispiel ein nicht-lineares Problem in ein lineares Problem zu übersetzen, das von späteren Schichten gelöst werden kann.

Komplexität wird in einem mehrstufigen Verfahren schrittweise und im Zusammenspiel mehrerer Neuronen reduziert. Man kann sich das so ähnlich vorstellen wie die polynomiale Vorverarbeitung, die Sie im dritten Kapitel kennengelernt haben. Nur dass ein neuronales Netz nicht auf uns als Vorverarbeitungsinstanz angewiesen ist. Es nutzt die Layer, die wir ihm zur Verfügung stellen, um die Features selbstständig umzubauen.

Ob das in der Praxis immer so funktioniert, wie wir uns das in der Theorie vorstellen, ist natürlich eine andere Frage. In jedem Fall verfügen wir jetzt über eine Architektur, die das Potenzial hat, solche Probleme anzugehen.



	5.1.2
	Training eines neuronalen Netzes




Wir wissen nun, wie ein neuronales Netz aufgebaut ist. Und wir wissen, wie wir Schätzwerte erzeugen können, wenn die Gewichte der einzelnen Neuronen vorliegen. Jetzt müssen wir nur noch klären, wie die Gewichte angelernt werden.

Das ist zwar eine etwas kompliziertere Angelegenheit, hält sich aber noch im Rahmen. Denn letztlich wird ein neuronales Netz nach den gleichen Grundprinzipien angelernt wie alle Machine-Learning-Algorithmen: mithilfe einer Verlustfunktion und eines Optimierers. Mit der Verlustfunktion messen wir, wie weit die Schätzwerte (ypred) von den realen Zielwerten (ytrue) entfernt sind. Mit dem Optimierer treiben wir die Gewichte der einzelnen Neuronen ins Tal der Verlustfunktion, sodass mit jedem Anlernschritt der Abstand zwischen Schätzwert und Zielwert geringer wird.

Was diesen Vorgang in einem neuronalen Netz so kompliziert macht, ist die Tatsache, dass wir die Residuen nur anhand des Outputs der Ausgabeschicht berechnen können. Wir sind also erst einmal blind dafür, ob das, was in den verdeckten Schichten geschieht, überhaupt zur Verbesserung des Modells beiträgt. Schließlich gibt es keine Trainingsdaten anhand derer wir direkt überprüfen könnten, ob die Ausgaben in den Neuronen der Hidden Layer gut oder schlecht sind.

Das ist die Stelle, an der der Backpropagation-Mechanismus ins Spiel kommt. Da sich der Fehler zwischen wahrem Wert und Schätzwert nur anhand der Ausgabe aus der letzten Schicht messen lässt, wird dieser Fehler in die verdeckten Schichten zurückpropagiert. Daher der Name Backpropagation. Für jedes einzelne Gewicht innerhalb des Netzes werden dann mithilfe der Kettenregel die partiellen Ableitungen aus der Differenz zwischen ytrue und ypred in der Ausgabeschicht berechnet (Bild 5.4). Wenn die Ableitungen stehen, können die einzelnen Gewichte in den Neuronen in die richtige Richtung gedreht werden: ins Tal der Verlustfunktion.

In der Theorie hört sich das vielleicht etwas einfacher an, als es in der Praxis ist. Es hat jedenfalls etliche Jahre gedauert, herauszufinden, wie man die Gewichte in einem komplexen Netz anlernt. Die genaue mathematische Herleitung dieses Mechanismus muss uns hier nicht interessieren.2 Die Schritte, die beim Anlernen durchlaufen werden, aber schon: insbesondere der ständige Wechsel von Forward- zu Backward-Propagation, der den Lernprozess charakterisiert.

In der Forward-Propagation werden die Daten batchweise durch das Netz geleitet, um Schätzwerte zu erzeugen. Ganz zu Beginn des Trainings initialisieren wir die Gewichte der Neuronen in den einzelnen Layern mit Zufallswerten. Wenn der erste Batch in der Ausgabeschicht ankommt, entstehen Schätzwerte, die mit den wahren y-Werten verglichen werden. Dabei kommt die Verlustfunktion ins Spiel. Dann beginnt der Lernprozess unter Anwendung des Backpropagation-Mechanismus. Der gemessene Fehler wird zurückpropagiert, die partiellen Gradienten berechnet und damit die Gewichte in den Neuronen um einen kleinen Betrag justiert. Der erste Lernschritt ist vollzogen. Jetzt kommt der nächste Batch aus den Trainingsdaten und das Prozedere beginnt von vorne [Aggarwal2018, S. 21].

[image: ]

Bild 5.4 Anpassung der Gewichte in einem neuronalen Netz


Bei einem großen Netz mit Tausenden, Millionen oder Abermillionen von Gewichten kann sich das Training sehr lange hinziehen. Eine Epoche – ein Durchlauf über die kompletten Trainingsdaten – kann mehrere Stunden oder sogar Tage dauern. In der Regel reicht eine Epoche für das Training nicht aus. Wir müssen mehrfach über die Daten iterieren, sodass die Gewichte nach und nach optimiert werden und das Modell konvergieren kann. Der Trainingsprozess ist erst beendet, wenn keine (substanziellen) Verbesserungen auf der Verlustfunktion mehr erzielt werden.



	5.1.3
	Neuronale Netze auf Lernaufgaben einstellen




Bevor wir mit dem Training eines neuronalen Netzes beginnen können, müssen wir einem Deep-Learning-Algorithmus eine Reihe von Informationen mit auf den Weg geben. Das ist etwas anders als bei den einfacheren Machine-Learning-Verfahren, bei denen man nur die richtige Klasse instanziieren musste und die wichtigsten Einstellungen im Hintergrund von alleine erledigt werden.

Bei einem neuronalen Netz müssen wir zunächst bestimmen, aus wie vielen Schichten und aus wie vielen Neuronen jede Schicht bestehen soll. Die anfängliche Breite des Netzes (die Anzahl der Neuronen in der ersten Schicht) sollte auf die Anzahl der Variablen in den x-Daten abgestimmt werden. Bei einfachen, vollständig verbundenen Eingabeschichten gilt dabei die Regel: mindestens so viele Neuronen wie x-Variablen.

Außerdem ist man gut beraten, das Netz in der Mitte nicht zu verdichten. In einer nachfolgenden Schicht (außer es handelt sich um die Ausgabeschicht) sollten nicht weniger Neuronen eingesetzt werden als in der vorhergehenden Schicht, weil wir sonst einen Flaschenhals erzeugen, der den Raum der Informationen, die verarbeitet werden können, verdichtet.3

Die Tiefe des neuronalen Netzes (die Anzahl der Layer) bestimmt über dessen Potenzial, komplexe Beziehungen zwischen x- und y-Daten zu entschlüsseln. Je mehr Layer wir anlegen, umso mehr Optionen, ein Problem Schicht für Schicht zu entpacken. Andererseits lernen tiefe Netze schlechter an. Das hat damit zu tun, dass der Backpropagation-Mechanismus mithilfe der Kettenregel die partiellen Derivate für die einzelnen Gewichte in den verschiedenen Layern berechnet. Je weiter vorne die Gewichte liegen, umso kleiner (meistens) bzw. größer werden die Gradienten. Das Phänomen nennt sich Vanishing Gradients bzw. Exploding Gradients und ist bis heute schwierig in den Griff zu bekommen. Ein Grund, warum zur Aktivierung der Ausgaben eines verborgenen Layers die Sigmoid-Funktion nur selten angewendet wird: Sie verstärkt das Problem. In der Praxis arbeitet man in den verdeckten Schichten meist mit der Rectifier- oder Tangens-hyperbolicus-Aktivierung [Aggarwal2018, S. 28].

Nachdem wir die Architektur bestimmt haben, kümmern wir uns um die Einstellung des Anlernprozesses. Die letzte Schicht, der Output Layer, legt fest, welche Art und wie viele Ausgaben produziert werden. Wir müssen die richtige Anzahl Neuronen und die richtige Aktivierung manuell einstellen.

Außerdem benötigen wir eine an die Aufgabenstellung angepasste Verlustfunktion. Wenn wir stetige Zielwerte schätzen (z. B. Einkommen oder Temperatur), verwenden wir in der Regel den mittleren quadratischen Fehler. Den kennen wir bereits aus der linearen Regression.

Für Klassifizierungsaufgaben benötigen wir eine andere Variante. Wenn wir nur prüfen würden, ob ein Forward-Propagation-Schritt die richtige Zuordnung einer Klasse produziert, ergeben sich immer nur Fehlerwerte von 0 (richtig) und 1 (falsch). Ein solcher harter Fehler (Sign-Funktion) lässt sich mit dem Gradientenabstiegsverfahren nicht optimieren. Deshalb verwendet man in der Regel geglättete Varianten [Aggrawal2018: S. 15]. Eine davon ist die Kreuzentropie (crossentropy), die vom Log-Likelihood-Verfahren aus der logistischen Regression abgeleitet ist.

Da spezifische Aufgabenstellungen jeweils festgelegte Kombinationen von Hyperparametern verlangen, werden in der Praxis bestimmte Kombinationen immer wieder eingesetzt. Eine Übersicht der wichtigsten Konfigurationen sind in Tabelle 5.1 zusammengestellt.

Wenn wir die Architektur des Modells, die Aktivierung und die Verlustfunktion eingestellt haben, müssen wir noch einen passenden Optimierer wählen. Der Optimierer übernimmt die Aufgabe der Anpassung der Gewichte beim Training. Zur Erinnerung: Beobachtet wird, wie sich die Veränderung eines Gewichts (Erhöhung, Reduktion) auf den durch die Verlustfunktion gemessenen Fehler auswirkt. Ziel ist es, diesen Fehler zu verringern, deshalb müssen die Gewichte bei jedem Lernschritt in die richtige Richtung gedreht werden.

Der Standard-Optimierer nennt sich Stochastic Gradient Descent (SGD). Davon abgeleitet ist eine Reihe von Weiterentwicklungen. Die wichtigsten davon sind RMSprop (Root Mean Square Propagation) und Adam (Adaptive Moment Estimation). Der Vorteil dieser Optimierer ist, dass sie die Lernrate dynamisch für die einzelnen Parameter anpassen [Goodfellow2016, S. 298]. Besonders Adam beschleunigt den Anlernprozess erheblich.


Tabelle 5.1 Wahl der Verlustfunktion, der Aktivierung und des Aufbaus der letzten Schicht in Abhängigkeit von der Aufgabenstellung.



	Aufgabenstellung

	Letzte Schicht

	Verlustfunktion




	Regression:
Stetige Zielvariable, z. B. Einkommen, Temperatur, Anzahl verkaufter Produkte

	Ein Neuron, keine Aktivierung (Identity-Funktion)

	Mittlerer quadratischer Fehler (Mean Squared Error)




	Binäre Klassifizierung:
z. B. intakt (0) vs. defekt (1)

	Ein Neuron, Aktivierung mit Sigmoid (logistische Funktion)

	Binäre Kreuzentropie (Binary Crossentropy)




	Multinomiale Klassifizierung:
Differenzierung mehrerer Klassen: z. B. Rose (0), Tulpe (1), Lilie (2)

	Anzahl Neuronen = Anzahl der Klassen, die geschätzt werden, Aktivierung mit Softmax

	Kategoriale Kreuzentropie (Categorical Crossentropy)






Inzwischen gibt es allerdings Untersuchungen, die zeigen, dass Adam bei bestimmten Aufgaben nicht konvergiert. Manche raten deshalb zum Einsatz hybrider Systeme: Adam sollte zu Beginn des Trainings eingesetzt werden, SGD in einer späteren Phase [Keskar2017]. Eine Diskussion würde den Rahmen dieser Einführung sprengen. Allerdings ist zu erwarten, dass in nächster Zeit neuere Optimierer auf den Markt kommen, die die Probleme von Adam eindämmen.



	5.2
	Mit TensorFlow 2/Keras arbeiten




Bevor wir uns um die für Zeitreihen interessanten Netzwerk-Architekturen kümmern, müssen wir die TensorFlow/Keras-API kennenlernen. TensorFlow ist ein Framework, das die Zusammenstellung der Graphen übernimmt und im Hintergrund die Durchführung der Berechnungen organisiert. Mit TensorFlow direkt zu arbeiten, ist aber etwas mühselig. Spätestens seit TensorFlow 2 ist deshalb der normale Weg, einen Graphen zusammenzustellen, die Verwendung der High-Level-API Keras, die mit der Installation von Keras mitgeliefert wird. Keras stellt fertige Elemente – Schichten, Modelle, Verlustfunktionen, Optimierer, Aktivierungsfunktionen – zur Verfügung, die nach einem Baukastensystem zusammengestellt werden können.

Mit Keras lassen sich neuronale Netze auf drei Arten aufbauen: mithilfe der sequenziellen API, der funktionalen API und über Vererbung von Modell- bzw. Schichtklassen. In diesem Abschnitt arbeiten wir ausschließlich mit der sequenziellen API. Später werden wir auch die funktionale API zum Aufbau von Modellen nutzen, in denen Daten in parallelen Zweigen verarbeitet werden.

Der Aufbau und das Training eines neuronalen Netzes verlaufen etwas anders, als wir das von Scikit-learn oder statsmodels her kennen, auch wenn Ihnen die Namen mancher Methoden bekannt vorkommen werden. Wir müssen jetzt viel mehr Entscheidungen treffen, müssen Parameter voreinstellen und über die Architektur festlegen, welche Art von Aufgabe wir lösen möchten. Außerdem müssen wir manuell festlegen, wie lange wir das Netz anlernen. Keras bricht den Anlernprozess nicht automatisch ab, wenn es im Tal der Verlustfunktion angekommen ist oder warnt uns, wenn es noch weitere Iterationen benötigt oder wir die Lernrate falsch eingestellt haben.

Im Folgenden sehen wir uns deshalb einige grundlegende Funktionen an und lernen die wichtigsten Regeln kennen, die wir beim Anlernprozess beachten sollten. Dabei versuchen wir uns wieder an einfacheren Aufgabenstellungen, die wir im zweiten Kapitel bereits mit Scikit-learn verarbeitet haben. Es geht jetzt in erster Linie darum, einen Eindruck von der Arbeitsweise zu bekommen und uns für die Feinheiten und Probleme des Anlernprozesses zu sensibilisieren.



	5.2.1
	Ein einfaches Keras-Modell aufbauen




Um Keras kennenzulernen, kehren wir noch einmal zu den Versicherungsdaten zurück, die wir zur Demonstration der linearen Regression verwendet haben. Wir möchten mit den x-Variablen Alter, Body Mass Index und Anzahl Kinder die jährlichen Arztkosten schätzen.

Dabei wollen wir es uns so einfach wie möglich machen. Wir bauen mit der gleichen API, mit der sich auch komplexe Netze aufbauen lassen, ein einfaches lineares Regressionsmodell auf. Dabei verzichten wir auch auf die Unterteilung der Daten in Trainings- und Testpartitionen (obwohl das in diesem Bereich eigentlich unerlässlich ist) und konzentrieren uns ganz auf die Zusammenstellung und Einstellung des Modells und auf den Prozess des Anlernens.

Preprocessing

Trotzdem müssen wir zunächst ein paar vorbereitende Maßnahmen treffen. Wir standardisieren die x-Daten, um dem Optimierer, der die Gewichte der einzelnen Features-Variablen einstellt, das Leben leichter zu machen. Außerdem skalieren wir die Zielvariable, die Arztkosten, die in US-Dollar gemessen sind und die zwischen ca. 10000 US$ und 65000 US$ liegen, auf einen wesentlich kleineren Skalenbereich. Das müssten wir zwar nicht unbedingt tun. Wenn wir aber darauf verzichten, haben wir das Problem, dass die Gewichtungen sehr hohe Werte annehmen müssen, um die standardisierten x-Daten mit der Zielvariable korrekt zu verlinken. Das ist generell nicht empfehlenswert (wie wir später noch sehen werden) aber in diesem Fall auch deshalb ungünstig, weil die Gewichte bei jedem Anlernschritt nur um einen sehr kleinen Betrag verändert werden (der durch die Lernrate bestimmt wird) und wir daher entweder die Lernrate nach oben anpassen müssten oder der Anlernprozess sehr lange dauern würde, über unzählige Epochen, bis das Gewicht den finalen Wert erreicht hat.

Deshalb standardisieren wir diesmal nicht nur die x-Daten, sondern auch die y-Daten. Dabei müssen wir darauf achten, dass das Modell – wenn wir es mit den standardisierten y-Daten anlernen – am Ende auch standardisierte y-Daten als Schätzergebnisse zurückliefert. Das sollte uns aber keine allzu großen Kopfzerbrechen bereiten. Wenn wir mit einem Standard-Scaler aus Scikit-learn arbeiten, können wir einfach die inverse_transform-Methode aufrufen und erhalten die Schätzergebnisse in der ursprünglichen Skala zurück.

1. from sklearn.preprocessing import StandardScaler
2. X = df[['age', 'bmi', 'children']].values
3. y = df[['charges']].values
4. scaler_X = StandardScaler()
5. X = scaler_X.fit_transform(X)
6. scaler_y = StandardScaler()
7. y = scaler_y.fit_transform(y)
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Code-Hinweise: Der Code sollte bekannt sein. Man beachte allerdings, dass wir die y-Daten in Zeile 3 als zweidimensionale Matrix extrahieren, da der Standard-Scaler ein eindimensionales Array nicht verarbeiten kann. Das ist aber unproblematisch, weil wir in Keras die y-Variable auch als 2D-NumPy-Array übergeben können.
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Architektur

Im nächsten Schritt stellen wir unser neuronales Netz zusammen. Es besteht in diesem Fall aus nur einem Layer und einem Neuron. Es handelt sich also letztlich noch um kein neuronales Netz, sondern um eine umständlich, mit Keras zusammengestellte lineare Regression, die aus einer einzelnen Lernzelle besteht.

Das Modell bauen wir mit der sequenziellen API auf. Dazu instanziieren wir zuerst ein leeres Modellobjekt, das wir dann unter Verwendung der add-Methode schrittweise mit den gewünschten Schichten bestücken können.

Wie die Schichten aussehen sollen, die wir hinzufügen, entscheiden wir selbst. Im Moment arbeiten wir mit der Keras-Klasse Dense, die eine vollständig verbundene Schicht erzeugt. Die Dense-Klasse verlangt von uns, dass wir bei der Instanziierung angeben, wie viele Neuronen angelegt werden sollen (units). Wenn es sich um den ersten Layer in einem Netz handelt, müssen wir über den Parameter input_shape außerdem festlegen, wie viele x-Variablen zur Verarbeitung angeliefert werden. Damit wird die Anzahl der Gewichte der Neuronen bestimmt. In einem vollständig verbundenen Netz wird für jedes Feature in jedem Neuron ein extra Gewicht angelernt.

Außerdem sollten wir uns im Klaren darüber sein, ob wir eine Aktivierung auf die Ausgabe der Layer anwenden möchten oder nicht. Das geschieht mit dem Parameter activation. Da wir eine lineare Regression simulieren möchten, belassen wir es bei der Default-Einstellung (keine Aktivierung):

1. from tensorflow.keras.models import Sequential
2. from tensorflow.keras.layers import Dense
3. model = Sequential()
4. model.add(Dense(units=1, input_shape=(3,)))
5. model.summary()

Ausgabe:

Model: "sequential"
__________________________________________
Layer (type)    Output Shape   Param #
==========================================
dense (Dense)   (None, 1)      4
==========================================
Total params: 4
Trainable params: 4
Non-trainable params: 0
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Code-Hinweise: In den Zeilen 1 und 2 importieren wir die Sequential- und die Dense-Klasse aus tensorflow.keras. Danach (Zeile 3) instanziieren wir das Sequential-Modell und fügen genau einen Dense-Layer hinzu (Zeile 4). Da wir eine lineare Regression simulieren möchten, setzen wir den Parameter units bei der Instanziierung des Dense-Layers auf den Wert 1. Unser Layer-besteht also aus einem Neuron. Die input_shape legt fest, mit welcher Datenstruktur das Modell bei den x-Daten rechnen kann. Unsere Matrix weist insgesamt 3 Spalten auf, jeder einzelne Datensatz, der als Array geliefert wird, besitzt eine Shape von 3 (shape-Attribut des NumPy-Arrays). Mit der Methode summary (Zeile 5) können wir uns zum Schluss den Aufbau unseres Netzes ausgeben lassen.
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Anhand der Ausgabe sehen wir, dass das Netz aus einer einzigen vollständig verbundenen Schicht (Dense) besteht. Die Spalte Output-Shape zeigt an, welche Art von Ausgabe die Schicht bei Durchleitung (Forward Propagation) von Datensätzen erzeugt. None steht für die Größe des Batches. Es können also beliebig große Batches übergeben werden, wobei die Schicht für jeden einzelnen Datensatz des Batches einen Schätzwert produziert.

Insgesamt weist die Schicht vier Parameter auf. Dabei handelt es sich um die drei Gewichtungskoeffizienten, mit denen wir die Variablen Alter, BMI und Anzahl Kinder anlernen. Hinzu kommt der Koeffizient, der den Bias (das Intercept) repräsentiert.

Das ist das ganze Modell. Unter der Ausgabe finden wir noch eine Zusammenfassung. Alle Parameter sind trainable, werden also im Zuge des Trainings angelernt. Wir könnten einzelne Parameter auch einfrieren, zum Beispiel wenn wir eine Schicht aus einem Modell, das bereits angelernt ist, verwenden würden. Das interessiert uns für den Moment aber nicht.

Kompilierung

Bevor wir mit dem Training beginnen, müssen wir das Modell noch kompilieren. Dabei legen wir die Verlustfunktion, in unserem Fall ist das der mittlere quadratische Fehler, und den Optimierer (SGD) fest:

model.compile(loss='mse', optimizer='sgd')

Der Code ist simpel. Wir wenden einfach die Instanzmethode compile auf das instanziierte Modell an und belegen die beiden Parameter loss und optimizer mit den gewünschten Werten. Wenn wir keine speziellen Einstellungen vornehmen wollen, die von den Defaults der Verlustfunktion oder der Optimierer-Klasse abweichen, akzeptiert Keras auch Strings, die den Namen der Klasse enthalten. Alternativ könnten wir die dahinterliegenden Klassen zuerst importieren, instanziieren und dann der compile-Methode zur Verwendung übergeben:

from tensorflow.keras.losses import MeanSquaredError
from tensorflow.keras.optimizers import SGD
mse = MeanSquaredError()
sgd = SGD(learning_rate=0.01)
model.compile(loss=mse, optimizer=sgd)

Anlernprozess

Danach ist das Modell zum Anlernen bereit. Dazu rufen wir einfach die fit-Methode auf und übergeben die x- und y-Daten. Das kennen wir schon aus Scikit-learn. Der einzige Unterschied besteht jetzt darin, dass wir zusätzlich noch die Anzahl der Epochen, über die wir trainieren möchten, und die Größe der Batches einstellen müssen.

Die Anzahl der Epochen bestimmt, wie häufig die kompletten Daten (alle Zeilen) abgearbeitet werden. Die Größe der Batches bestimmt, wie viele Fälle verwendet werden, um einen einzelnen Iterationsschritt abzuarbeiten, an dessen Ende die Gewichte jeweils angepasst werden.

Um einen ersten Eindruck zu bekommen, lernen wir nur über fünf Epochen an. Die Batchgröße stellen wir auf 32 ein. Das ist ein häufig gewählter Startwert. Die meisten empfohlenen Batchgrößen orientieren sich an der Arbeitsweise von Prozessoren. Daher sind Potenzen der Basis 2 wie 32, 64, 128 oder 256 üblich. Welche Batchgröße zu bevorzugen ist, muss man von Fall zu Fall entscheiden. Bei zu kleinen Batches werden die Gewichte auf Grundlage einer sehr kleinen Fallzahl justiert. Das macht die Anpassung anfällig für Ausreißer. Die Gewichte springen stark von Batch zu Batch. Andrerseits verhindert das Springen, dass die Gewichte in einem lokalen Minimum der Verlustfunktion hängen bleiben. Ein lokales Minimum kann man sich als kleine Senke vorstellen, die oberhalb des tiefsten Punkts der Verlustfunktion liegt. Wenn die Gewichte aus der Senke nicht mehr herausspringen, verfehlt das Modell das Lernziel.

Beim Aufruf der fit-Methode bekommen wir ein history-Objekt zurück, das wir abfangen können, aber nicht müssen. Es enthält Informationen über den Anlernprozess. Was wir damit anfangen können, sehen Sie gleich:

history = model.fit(X, y, epochs=5, batch_size=32)

Ausgabe:

Train on 1338 samples
Epoch 1/5
1338/1338 [==============] - 0s 294us/sample - loss: 1.4706
Epoch 2/5
1338/1338 [==============] - 0s 47us/sample - loss: 0.9917
Epoch 3/5
1338/1338 [==============] - 0s 35us/sample - loss: 0.9015
Epoch 4/5
1338/1338 [==============] - 0s 39us/sample - loss: 0.8848
Epoch 5/5
1338/1338 [==============] - 0s 50us/sample - loss: 0.8820

Das Keras-Modell ist gesprächiger als die Scikit-learn-Klassen. Es teilt uns mindestens nach jeder Epoche mit, wie sich die Loss verändert hat. Wenn wir das nicht möchten, können wir beim Aufruf der fit-Methode den Parameter verbose auf False setzen. Anhand der Aufgabe sehen wir, wie sich beim Anlernen der mittlere quadratische Fehler, den wir als Verlustfunktion bei der Kompilierung eingesetzt haben, reduziert. Von 1.47 nach der ersten Epoche auf 0.88 bei der letzten Epoche.

Evaluation

Um zu prüfen, wie gut unser Modell nach dem Anlernen funktioniert, berechnen wir noch das R-Quadrat. Dazu verwenden wir einfach die Berechnungsfunktion aus Scikit-learn, die aus dem Vergleich der tatsächlichen mit den geschätzten y-Werten den Determinationskoeffizienten berechnet. Das heißt, wir müssen jetzt mithilfe unserer x-Daten Schätzungen erzeugen. Das ist aber kein Problem. Die predict-Methode funktioniert genauso, wie wir das von Scikit-learn kennen:

from sklearn.metrics import r2_score
y_pred = model.predict(X)
r2 = r2_score(y, y_pred)
print('r2 = {:.3f}'.format(r2))

Ausgabe:

r2 = 0.120

Das R-Quadrat liegt bei 12 Prozent. Das ist ziemlich genau das, was wir auch mit der linearen Regression aus Scikit-learn erzielt haben. Werfen wir jetzt noch einen Blick auf die angelernten Gewichte, damit wir sicher sind, verstanden zu haben, was während des Trainings abläuft.

Da ein Keras-Modell in der Regel nicht nur aus einer Schicht, sondern aus mehreren Schichten besteht, müssen wir, wenn wir die Gewichte abfragen möchten, zunächst die Layer spezifizieren, die wir ansteuern möchten. Dazu können wir entweder den Namen der Layer verwenden (falls wir ihn kennen oder explizit einen Namen vergeben haben) oder über die Indexposition auf die Layer zugreifen. Da unser Modell nur über einen Layer verfügt und der Aufruf des add-Befehls auf das Sequential-Modell jeweils einen Layer ans Ende anfügt, wissen wir, dass unsere Dense-Schicht auf der Indexposition 0 liegt. Mit get_weights bekommen wir dann die Gewichte der Neuronen der Schicht in einem Array zurück:

model.get_layer(index=0).get_weights()

Ausgabe:

[array([[0.2739872 ], [0.1782195 ], [0.04303052]], type=float32),
array([0.00460252], dtype=float32)]

Die Rückgabe wird in eine Liste verpackt und besteht aus einem Array mit den drei Gewichtungskoeffizienten fürs Alter, BMI und die Anzahl der Kinder. An der zweiten Indexposition finden wir ein Array, das den Bias enthält.

Jetzt wissen wir auch, nach welcher Formel das Modell Schätzwerte berechnet:

[image: ]

Dabei dürfen wir nicht vergessen, dass wir die Trainingsdaten (X und y) standardisiert haben. Das heißt, bevor wir Schätzwerte für einen gegebenen Datensatz produzieren, müssen wir Werte standardisieren. Und das Ergebnis der Schätzung müssen wir danach wieder in eine interpretierbare Form bringen. Wenn wir die Skalierungsklassen behalten haben, ist das aber kein Problem. Berechnen wir zum Beispiel einen Schätzwert einer Person, die 40 Jahre alt ist, einen BMI von 20,1 und ein Kind hat.

1. X_pred = [[40., 20.1, 1.]]
2. X_pred = scaler_X.transform(X_pred)
3. y_pred = model.predict(X_pred)
4. y_pred = scaler_y.inverse_transform(y_pred)#
5. print(y_pred)

Ausgabe:

[9733.829]]
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Code-Hinweise: In Zeile 1 legen wir ein Array für die x-Daten an, für die wir ein Schätzergebnis erzeugen wollen. Da das Modell mit den standardisierten Daten angelernt wurde, müssen wir die zu schätzenden Daten mit dem angelernten Skalierer transformieren (Zeile 2). Danach rufen wir mit den transformierten x-Daten die predict-Methode auf, die die Schätzwerte zurückliefert (Zeile 3). Zum Schluss müssen wir die Schätzwerte nur noch in eine interpretierbare Form zurückverwandeln. Diese Arbeit erledigt der Skalierer, mit dem wir die y-Daten vor Beginn des Trainings umgewandelt haben. Der Aufruf der inverse_transform-Methode in Zeile 4 multipliziert den resultierenden Wert mit der Standardabweichung der Trainingsdaten und schlägt den Mittelwert auf.
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Das Ergebnis der fit-Methode liegt um ca. 90 Euro niedriger als das eines einfachen linearen Regressionsmodells. Das kann unterschiedliche Ursachen haben. Vielleicht müssen wir noch einmal über einige Epochen nachlernen, damit die Gewichte besser eingestellt werden. Oder wir müssten die Lernrate auf einen niedrigeren Wert stellen, weil der Algorithmus über das Minimum hinweggesprungen ist. Wir könnten auch einen anderen Optimierer ausprobieren, der die Lernrate nach einer anderen Verfahrensweise anpasst oder eine andere Batchgröße beim Anlernen ausprobieren.

Auf die Feinheiten und die Einstellung der Hyperparameter kommen wir aber erst später zurück. Für den Moment haben wir erst einmal gesehen, wie Keras arbeitet und wie wir Modelle aufbauen und anlernen können.

Lernkurve

Zum Schluss werfen wir noch einen Blick auf die Rückgabe der fit-Methode: das history-Objekt. In ihm werden Informationen hinterlegt, die während des Anlernens produziert werden. Da wir nur über fünf Epochen angelernt haben und bei der Kompilierung keine weiteren Metriken verlangt haben (dazu kommen wir im nächsten Abschnitt), enthält die history nur die Informationen über die Entwicklung des mittleren quadratischen Fehlers (loss) für jede Epoche. Damit können wir aber immerhin den Anlernprozess visualisieren. Das mag im Moment noch wenig eindrucksvoll erscheinen. Wenn wir mit Validierungsdaten arbeiten und über viele Epochen anlernen, gibt uns die Grafik allerdings gute Anhaltspunkte darüber, wo wir stehen und auf welche Probleme wir stoßen. Auch darauf gehen wir später noch genauer ein:

1. import matplotlib.pyplot as plt
2. loss_mse = history.history['loss']
3. plt.plot(loss_mse)
4. plt.show()
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Code-Hinweise: In Zeile 2 lösen wir einfach über den Key loss die berechneten mittleren quadratischen Abweichungen aus dem Attribut history des history-Objekts. Wir bekommen eine Liste zurück, die wir mit Matplotlib als Kurve darstellen können.
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Bild 5.5 zeigt die Entwicklung des Abstiegs auf der Verlustfunktion. Man sieht, dass die Hauptarbeit nach der dritten Epoche erledigt ist. Danach geht es nur noch in sehr kleinen Schritten voran.

[image: ]

Bild 5.5 Entwicklung des mittleren quadratischen Fehlers beim Anlernen des Keras-Modells über die Epochen hinweg


In der Praxis kann man die fit-Methode des Keras-Modells beliebig oft hintereinander aufrufen. Die Gewichte werden dabei nicht zurückgesetzt. Man muss ein Modell also nicht in einem Zug anlernen, sondern kann es später noch einmal mit den gleichen oder neuen Trainingsdaten füttern und dadurch noch tiefer ins Tal der Verlustfunktion gelangen. Das Gleiche gilt übrigens auch für die compile-Methode. Man könnte also ein Modell zuerst mit dem einen, dann mit dem anderen Optimierer trainieren oder bestimmte Metriken im Nachhinein noch hinzufügen, ohne damit die bereits gelernten Gewichte zurückzusetzen.



	5.2.2
	Einen Klassifizierer anlernen




Wenn wir statt eines Regressionsmodells einen Klassifizierer aufbauen wollen, bedienen wir uns in Keras der gleichen Bausteine. Anders als in Scikit-learn gibt es keine verschiedenen Modelltypen für verschiedene Aufgabenstellungen. Wir müssen selbst dafür sorgen, dass aus einem Modell ein Klassifizierer wird, indem wir die von Keras zur Verfügung gestellten Bausteine anders zusammensetzen und die Hyperparameter (Aktivierungsfunktion, Anzahl Neuronen, Verlustfunktion) auf die Aufgabe justieren.

Dabei müssen wir auf zwei Dinge achten:

[image: Image]       Die Ausgabeschicht (Output-Layer) bestimmt darüber, welcher Output entsteht. Durch die Anwendung einer Aktivierungsfunktion können wir eine lineare in eine nicht-lineare Ausgabe umwandeln. Durch die Wahl der Anzahl der Neuronen können wir darüber bestimmen, wie viele Ausgaben erzeugt werden. Zur Lösung einer binären Klassifikationsaufgabe benötigen wir genau ein Neuron, das eine Ausgabe zwischen 0 und 1 produziert. Zur Lösung eines Mehrfachklassifizierungsproblems benötigen wir für jede zu schätzende Klasse ein eigenes Neuron.

[image: Image]       Bei der Kompilierung muss eine an die Aufgabe angepasste Verlustfunktion eingesetzt werden. Bei der Regressionsanalyse haben wir den mittleren quadratischen Fehler verwendet. Bei einer Klassifizierungsaufgabe sollten wir auf die Kreuzentropie umsteigen.

Schauen wir uns das Ganze wieder an einem Beispiel an, das wir bereits in Kapitel 3, „Grundprinzipien maschinellen Lernens“, bearbeitet haben: Die Wisconsin-Breast-Cancer-Studie. Zur Erinnerung: Die Daten beinhalten Stichproben von Zellgewebe, das über das Verfahren der Feinnadelaspiration gewonnen wurde. Dabei werden Zellen abgesaugt und zytologisch untersucht. Aus der zytologischen Untersuchung resultieren neun, das Zellgewebe beschreibende Variablen.4 Für jede Probe liegt ein Label vor, das die Probe entweder als gutartig oder als bösartig kennzeichnet.

Diesmal erledigen wir die Aufgabe mit einem Deep-Learning-Modell und sehen uns bei der Gelegenheit auch gleich an, wie wir beim Anlernen Validierungsdaten zur Überprüfung der Modellgüte übergeben können.

Preprocessing

Zuerst müssen wir wieder die Daten vorbereiten. Zuerst separieren wir Trainings- und Testdaten aus den Gesamtdaten, dann standardisieren wir die Feature-Variablen. Der Prozess sollte inzwischen bekannt sein. Der Vollständigkeit halber drucken wir den Code trotzdem ab. Wir gehen davon aus, dass die vollständigen Daten in den beiden Referenzvariablen X (zweidimensional) und y (eindimensional) liegen, dass in X die neun, die Zellen beschreibenden Merkmale vorliegen und in y bösartige Zellen mit 1 und gutartige Zellen mit 0 codiert sind:

from sklearn.model_selection import train_test_split
from sklearn.preprocessing import StandardScaler
X_train, X_test, y_train, y_test = train_test_split(X, y,
                                   test_size=0.2, random_state=12)
scaler = StandardScaler()
X_train = scaler.fit_transform(X_train)
X_test = scaler.transform(X_test)
X_train.shape, X_test.shape, y_train.shape, y_test.shape

Ausgabe:

(546, 9), (137, 9), (546,), (137,)

Architektur

Nachdem wir die Daten vorbereitet haben, können wir uns um die Zusammenstellung des Keras-Modells kümmern. Wir stellen uns ein Modell vor, das über eine verdeckte Schicht und eine Ausgabeschicht verfügt. Da uns insgesamt neun Features zum Anlernen zur Verfügung stehen, versorgen wir die erste (verdeckte) Schicht mit neun Neuronen, die wiederum neun Ausgaben produziert.

Grundsätzlich gilt, dass wir die erste Schicht (zumindest wenn es sich um eine vollständig verbundene Schicht handelt und wir keine Dimensionsreduktion anstreben) mit mindestens genauso vielen Neuronen ausstatten sollten, wie Inputs angeliefert werden. Schließlich determiniert die Anzahl der Neuronen einer Schicht die Anzahl der Outputs dieser Schicht. Gleichzeitig entsprechen die Outputs einer verdeckten Schicht den Inputs der nachfolgenden Schicht. Würden wir mit weniger als neun Neuronen arbeiten, würden wir einen Flaschenhals produzieren, der die nachfolgende Schicht dazu zwingt, mit weniger Informationen weiterzuarbeiten als die vorhergehende Schicht zur Verarbeitung zur Verfügung hatte. Das gilt es im Normalfall zu verhindern.

Die neun Ausgaben der ersten verdeckten Schicht aktivieren wir mit der Rectifier-Funktion. Die Ausgabeschicht empfängt die Ausgaben der verdeckten Schicht und hat die Aufgabe, einen Schätzwert zu produzieren (ypred), der die Wahrscheinlichkeit dafür angibt, ob es sich um eine bösartige (1) oder um eine gutartige (0) Zelle handelt. Daher legen wir für die letzte Schicht eine Sigmoid-Aktivierung fest.

1. model = Sequential()
2. model.add(Dense(units=9, input_shape=(9,), activation='relu',
3.                 name='hidden'))
4. model.add(Dense(units=1, activation='sigmoid', name='output'))
5. model.compile(loss='binary_crossentropy', optimizer='rmsprop',
6.               metrics=['accuracy'])
7. model.summary()

Ausgabe:

_____________________________________________________
Layer (type)         Output Shape           Param #
=====================================================
hidden (Dense)       (None, 9)              90
_____________________________________________________
output (Dense)       (None, 1)              10
=====================================================
Total params: 100
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Code-Hinweise: Wenn wir über eine Instanz eines sequenziellen Modells verfügen (Zeile 1), können wir die add-Methode beliebig oft hintereinander aufrufen, um ans Ende des bestehenden Modells Schichten hinzuzufügen. Die erste Schicht ist immer die Eingabeschicht. In den Zeilen 2 und 3 legen wir dafür neun Neuronen fest und bestimmen über die Input-Shape die Anzahl der Features, die wir beim Anlernen übergeben. Da es sich um eine verdeckte Schicht handelt, die die Outputs an die nächste Schicht zur Verarbeitung weiterpropagiert, verwenden wir zur Aktivierung die bewährte Rectifier-Funktion (ReLU). Außerdem belegen wir den optionalen Parameter name und geben der Schicht den Namen hidden. In Zeile 4 kommt dann die Ausgabeschicht mit einem Neuron, das wir mit einem Sigmoiden aktivieren, um Wahrscheinlichkeitswerte zwischen 0 und 1 zu produzieren. Dann sind wir mit der Architektur fertig. In den Zeilen 5 und 6 kompilieren wir das Modell unter Verwendung der Kreuzentropie als Verlustfunktion und mit dem im Vergleich zum einfachen Stochastic-Gradient-Descent-Optimierer dynamischeren RMSProp-Optimierer. Außerdem geben wir dem Modell die Accuracy als zusätzliche Metrik mit auf den Weg, die im Hintergrund berechnet wird und für uns zur Kontrolle und Evaluation des Modells während des Anlernens (nach jeder Epoche) ausgegeben wird.
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In der Ausgabe werden die Schichten untereinander aufgeführt. Insgesamt verfügt das Modell jetzt über 100 Gewichte, die angelernt werden. 90 stammen aus der ersten Schicht (hidden), in der jedes der 9 Neuronen jeweils 9 Gewichte für jedes Feature anlernt. Hinzu kommt der Bias für jedes Neuron. In der Ausgabeschicht (output) findet sich noch ein Neuron, das die Outputs der 9 Neuronen aus der verdeckten Schicht als Inputs zur Verarbeitung erhält. Entsprechend entstehen 9 Gewichte, plus Bias macht 10.

Anlernprozess

Die fit-Methode bietet unter dem Parameter validation_data die Möglichkeit, den Anlernprozess mit Validierungsdaten (in unserem Fall sind das die Testdaten) zu versorgen. In der Praxis ist das eine sehr hilfreiche Option. Die Validierungsdaten werden nicht zum Anlernen verwendet, aber es werden nach jeder Epoche die in der Kompilierungsphase spezifizierten Metriken berechnet (in unserem Fall Loss und Accuracy) und dann sowohl im Terminalfenster angezeigt, als auch im history-Objekt gespeichert. Dadurch lässt sich die Anlernphase besser interpretieren, und – wie wir später noch sehen werden – genau bestimmen, ab welcher Epoche die Überanpassung des Modells an die Trainingsdaten einsetzt.

Wenn wir auf die Anzeige der berechneten Metriken während des Anlernens (Terminalausgabe) verzichten möchten, können wir den Parameter verbose auf False setzen. Zur Evaluierung des Ergebnisses des Anlernprozesses nutzen wir stattdessen nach Ende des Trainings die evaluate-Methode der Sequential-Klasse, die uns Loss und Accuracy für die übergebenen Daten im Hintergrund berechnet:

1. epochs = 20
2. batch_size = 32
3. history = model.fit(X_train, y_train, epochs=epochs,
4.             batch_size=batch_size,
5.             validation_data=(X_test, y_test), verbose=False)
6. loss, acc = model.evaluate(X_test, y_test)
7. print('accuracy: {:.5f}'.format(acc))

Ausgabe:

accuracy: 0.97080
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Code-Hinweise: Beachten Sie, dass die Validierungsdaten beim Aufruf der fit-Methode (Zeile 5) in einem Tupel übergeben werden. Dabei werden, wie üblich, zuerst die x-Daten und dann die y-Daten angeliefert. Die evaluate-Methode (Zeile 6), die wir nach Ablauf des Trainings aufrufen, funktioniert so ähnlich wie die score-Methode in Scikit-learn. Allerdings liefert sie nicht nur eine Metrik, sondern alle Metriken zurück, die bei der Kompilierung des Modells übergeben werden. An erster Stelle der Rückgabe finden wir immer die Verlustfunktion. Danach kommen die zusätzlich spezifizierten Metriken. In unserem Fall ist das nur die Accuracy, die wir in compile verlangt haben (siehe den vorhergehenden Codeblock).
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Die Accuracy gibt den relativen Anteil korrekt klassifizierter Fälle im Vergleich zu allen Fällen an. Mit 97,1 % liegen wir immerhin um 2,3 Prozentpunkte höher als mit der einfachen logistischen Regression, die wir in Abschnitt 3.2 über die gleichen Daten erreicht haben. Die verdeckte Schicht hat also ihre Arbeit getan und die Daten vorbereitet, sodass der Ausgabelayer nur noch die Trennung in gutartig vs. bösartig vollziehen muss.

Loss und Accuracy können wir jetzt auch aus dem history-Objekt, das die fit-Methode zurückliefert, für jede Epoche abrufen. Und zwar getrennt für Trainings- und Validierungsdaten. Die gewünschte Metrik wird unter einem separaten Key abgelegt, der den Namen der Metrik bezeichnet. Der Wert für die Validierungsdaten wird durch das Präfix val_ gekennzeichnet:

accuracy_train = history.history['accuracy']
loss_train = history.history['loss']
accuracy_test = history.history['val_accuracy']
loss_test = history.history['val_loss']

In Bild 5.6 ist die Lernkurve dieser beiden Koeffizienten für Trainings- und Testdaten dargestellt. Am Verlauf der Loss erkennt man, dass die Talsohle auf der Verlustfunktion noch nicht erreicht ist. In der Praxis sollte man deshalb noch einige Epochen anhängen, um dem Minimum so nah wie möglich zu kommen, um sicherzugehen, dass das Modell ausgelernt hat.5
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Bild 5.6 Steigerung der Accuracy über die Epochen für Trainings- und Testdaten


Evaluation

Zur finalen Evaluation erzeugen wir eine Confusion Matrix, in der die geschätzten Zuordnungen mit den wahren Klassen über die Testdaten verglichen werden. Dazu müssen wir zunächst Schätzwerte erzeugen.

Ähnlich wie in der logistischen Regression aus Scikit-learn stehen uns dafür zwei Optionen zur Verfügung. Allerdings liefert die predict-Methode in Keras im Vergleich zur predict-Methode in Scikit-learn die unverarbeiteten Ausgaben aus dem letzten Layer zurück. Da der letzte Layer mit der logistischen Funktion (Sigmoid) aktiviert wurde, ist das ein Wert zwischen 0 und 1, der die Wahrscheinlichkeit dafür angibt, dass es sich um eine bösartige Probe handelt (1). Wenn wir stattdessen eine eindeutige Zuordnung zu einer der beiden Klassen erhalten möchten, können wir auf die predict_classes-Methode zurückgreifen.

Probieren wir das aus. Zur Veranschaulichung haben wir ein einfaches Beispiel gewählt. Unter X_pred legen wir einen willkürlich zusammengestellten Datensatz einer Zellprobe mit Werten auf den neun Features ab. Wir möchten nun wissen, mit welcher Wahrscheinlichkeit es sich um eine bösartige oder um eine gutartige Zellprobe handelt. Bedenken Sie dabei wiederum, dass wir die Rohdaten, bevor wir sie einer der Schätzmethoden des Modells übergeben, zuerst standardisieren müssen:

X_pred = [[7, 4, 6, 4, 6, 1, 4, 3, 1]]
X_pred = scaler.transform(X_pred)
y_pred_prob = model.predict(X_pred)
y_pred = model.predict_classes(X_pred)
print('pred. prob: {}, pred. class: {}'.format(y_pred_prob, y_pred))

Ausgabe:

pred. prob: [[0.6918]], pred. class: [[1]]

Es handelt sich also mit einer Wahrscheinlichkeit von 69,2 % um eine bösartige Probe. Entsprechend liefert die predict_classes-Methode den Wert 1 (bösartig) zurück. Genau wie bei der logistischen Regression ist der Grenzwert bei 0.5 festgelegt. Werte darüber werden standardmäßig der Klasse 1, Werte darunter der Klasse 0 zugeordnet.

Jetzt können wir die Confusion Matrix erzeugen. Dazu müssen wir erst Schätzwerte (Klassenzuordnungen) für unsere kompletten Testdaten erzeugen und dann die Ergebnisse mit den tatsächlichen Klassenzuordnungen kreuztabellieren, wie wir das aus Scikit-learn gewohnt sind:

from sklearn.metrics import confusion_matrix
y_test_pred = model.predict_classes(X_test)
matrix = confusion_matrix(y_test, y_test_pred)
matrix

Ausgabe:

[[79,  2],
 [ 2, 54]]

Von den Testdaten werden insgesamt vier Fälle falsch kategorisiert. Der Prädiktor schätzt zwei als gutartig ein, die in Wirklichkeit bösartig sind (Zeile 1, Spalte 2) und zwei als bösartig, die in Wirklichkeit gutartig sind (Zeile 2, Spalte 1).



	5.2.3
	Den Anlernprozess steuern




Wir haben nun also gesehen, wie sich mit der sequenziellen API neuronale Netze aufbauen und für spezifische Aufgaben hin zuschneiden und anlernen lassen. Wir haben aber auch gesehen, dass der Anlernprozess weitaus unkontrollierter abläuft als bei den einfachen Machine-Learning-Algorithmen aus Scikit-learn, denen wir die Daten nur übergeben mussten und danach sicher sein konnten, dass die Gewichte des Modells bestmöglich eingestellt wurden.

Wenn Sie die Code-Beispiele aus dem letzten Abschnitt auf Ihrem eigenen Rechner laufen lassen, kommen Sie womöglich auf andere Ergebnisse als die hier abgedruckten – ziemlich sicher sogar. Sie benötigen womöglich mehr oder weniger Epochen, um die Ergebnisse zu reproduzieren, und die Verlaufskurven sehen anders aus.

Das liegt daran, dass Keras-Modelle bei der Instanziierung mit zufälligen Gewichten initialisiert werden, die den Startpunkt auf der Verlustfunktion definieren. Wenn Sie Glück haben, treffen ihre Gewichte einen Punkt, der nahe am Minimum liegt oder von dem aus es sehr leicht ist, das Minimum zu erreichen. Wenn Sie Pech haben, landen Sie auf einem sehr ungünstigen Punkt auf der Verlustfunktion. Womöglich geraten Sie mit ihrem Modell sogar in ein lokales Minimum, aus dem sich Ihr Modell überhaupt nicht mehr oder erst nach sehr vielen Epochen befreien kann.

Um die Probleme beim Anlernen besser zu verstehen, sehen wir uns ein Beispiel an. Wir trainieren ein neuronales Netzwerk mit insgesamt drei Schichten über arrangierte Daten, die zehn numerische Features und drei zu schätzende Klassen aufweisen. Insgesamt umfasst der Datensatz 2000 Fälle. Die Features sind bereits standardisiert und liegen in getrennten x- und y-Arrays vor, die wir im Verhältnis 80 : 20 in Trainings- und Testpartitionen unterteilt haben. Wir müssen also nur noch das Modell aufsetzen und kompilieren. Da es sich um eine Klassifizierungsaufgabe mit drei Klassen handelt, verwenden wir in der letzten Schicht genau drei Neuronen und eine Softmax-Aktivierung. Als Verlustfunktion wählen wir die kategoriale Kreuzentropie.

Im Anschluss können wir das Modell wie gewohnt mit der fit-Methode anlernen:

1.  model = Sequential()
2.  model.add(Dense(units=20, input_shape=(10,),
3.  model.add(Dense(units=20, activation='relu'))
4.                  activation='relu'))
5.  model.add(Dense(units=3, activation='softmax'))
6.  model.compile(loss='sparse_categorical_crossentropy',
7.              optimizer='rmsprop', metrics=['accuracy'])
8.  epochs = 200
9.  batch_size = 32
10. history = model.fit(X_train, y_train, epochs=epochs,
11.                     batch_size=batch_size,
12.                     validation_data=(X_test, y_test),
13.                     verbose=False)
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Code-Hinweise: Abgesehen von der Anzahl der Neuronen in der letzten Schicht, der Aktivierung dieser Neuronen und der Wahl der Verlustfunktion bei der Kompilierung, unterscheidet sich der Aufbau eines Modells für eine Mehrfachklassifizierung nur unwesentlich von anderen Modellen. Da wir drei Klassen schätzen wollen, belegen wir die letzte Schicht mit drei Neuronen, die drei Ausgaben produzieren (Zeile 5), die wir mit der Sigmoid-Funktion aktivieren. Die Aktivierung Softmax normalisiert die Ausgabe, sodass die Wahrscheinlichkeiten über alle drei Klassen zusammen einen Wahrscheinlichkeitswert von 1 ergeben. Da wir die Zielvariable (y) als eindimensionales Array anliefern, das für die erste Klasse den Wert 0, für die zweite Klasse den Wert 1 und für die dritte Klasse den Wert 2 beinhaltet, müssen wir die Verlustfunktion auf sparse_categorical_crossentropy einstellen (Zeile 6). Alternativ wäre es auch möglich gewesen, die Zielvariable als One-Hotcodiertes Set zu liefern. In diesem Fall würden die y-Daten als zweidimensionales Array angeliefert werden, das für jeden Datensatz drei Spalten aufweist. Würde ein Fall der ersten Klasse zugehören, sähe der Datensatz so aus: [1, 0, 0]; ein Fall der zweiten Klasse so: [0, 1, 0]; ein Fall der dritten Klasse so: [0, 0, 1]. Bei der Kompilierung müssten wir dann die Loss auf categorical_crossentropy setzen.
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Wir sind beim Aufbau des Modells bewusst etwas großzügiger vorgegangen und haben im ersten Layer 20 Neuronen eingesetzt, obwohl nur 10 x-Variablen vorliegen. Außerdem haben wir zwei verdeckte Schichten angelegt. Es ist zwar grundsätzlich nicht unüblich, mit größeren Modell zu arbeiten, allerdings würde man die Komplexität eines Modells erst langsam steigern und nicht von Beginn an (vor allem bei dieser überschaubaren Aufgabe) auf ein Netz mit so vielen Parametern setzen.

Uns geht es jetzt allerdings um etwas anderes. Wir wollen uns ansehen, welchen typischen Verlauf der Prozess des Trainings eines Netzes nimmt, und setzen deshalb bewusst auf ein Modell, das aufgrund der vielen Parameter schon sehr schnell und sehr deutlich diese Eigenarten an den Tag legt.

Werfen wir dazu einen Blick auf die Lernkurve des Modells, das wir über 200 Epochen trainiert haben (Bild 5.7). Zu Beginn – über die ersten ca. 30 Epochen – steigt die Accuracy von Trainings- und Testdaten noch gleichmäßig an und die Loss fällt gleichmäßig ab. Danach öffnet sich eine Schere. Das ist der Moment, in dem das Overfitting beginnt. Zunächst unterscheiden sich Trainings- und Testdaten nur im Hinblick auf die Geschwindigkeit des Auf- (Accuracy) bzw. Abstiegs (Loss). Aber zwischen der 40. und 50. Epoche ändert sich auch das. Die Loss fällt jetzt nur noch gemessen über die Trainingsdaten ab. Gemessen über die Testdaten wird die Leistung des Modells immer schlechter. Das ist der Punkt, ab dem das Modell beginnt, die Trainingsdaten auswendig zu lernen. Dabei werden in erster Linie Ausreißer innerhalb der Trainingsdaten eingefangen.
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Bild 5.7 Anlernprozess eines neuronalen Netzes über 200 Epochen: Verlauf von Accuracy (durchgezogene Linien, linke y-Achse) und Loss (gepunktete Linien, rechte y-Achse) für Trainings- und Testdaten.


Was wir gegen Overfitting ausrichten können, sehen wir uns im nächsten Abschnitt an. Im Moment tun wir einmal so, als müssten wir damit leben – was auch nicht ganz falsch ist. Mehr Training (über die gleichen Trainingsdaten) führt offenbar ab einem bestimmten Punkt zu keinem weiteren Zugewinn an Erklärungskraft. Ganz im Gegenteil. Wenn wir das Modell über die kompletten 200 Epochen anlernen und dann abspeichern, haben wir ein ziemlich schlechtes, ein an die Trainingsdaten überangepasstes Modell. Wenn wir es mit unbekannten Daten füttern, die nicht die Eigenarten der Trainingsdaten aufweisen, wird es keine besonders guten Schätzergebnisse produzieren. Es wäre deshalb sinnvoller gewesen, den Trainingsprozess nach ca. 40 Epochen abzubrechen und das Modell zu verwenden, das den niedrigsten Wert auf der Verlustfunktion der Testdaten aufweist.

Aber wie kommen wir an dieses Modell? Schließlich können wir das Training nicht einfach rückgängig machen, wenn wir es einmal ausgeführt haben. Und wir wissen auch im Vorhinein nie genau, ab wann der Punkt erreicht ist, an dem wir keine weiteren Zugewinne mehr erzielen. Wir könnten uns womöglich die Epoche merken, an der die Loss-Funktion auf den Testdaten ihren Tiefpunkt erreicht, und dann die Gewichte des Modells zurücksetzen (das Modell neu instanziieren) und das zurückgesetzte Modell noch einmal von vorn über diese Anzahl von Epochen anlernen. Aber das ist mindestens mühselig. Meistens ist es nicht praktikabel. Zum Beispiel, wenn eine Epoche länger als nur ein paar Sekunden läuft – was eher der Normalfall als eine Seltenheit ist – und das gesamte Training womöglich mehrere Stunden, Tage oder Wochen dauert.

Genau für diesen Zweck bietet Keras die Callback-Funktionen. Man gibt sie dem Modell vor dem Training mit auf den Weg, und sie erledigen für uns die Beobachtung des Anlernprozesses. Bevor wir das tun, müssen wir die Callbacks auf unsere Lernziele einstellen. Wir können sie so einstellen, dass sie das Training abbrechen, wenn das Modell von der einen Epoche auf die andere Epoche keine Fortschritte mehr erzielt. Wir können sie so einstellen, dass sie das Modell nach jeder Epoche zwischenspeichern, und wir können ihnen mitteilen, dass sie jeweils nur das beste Modell behalten sollen. So verhindern wir, dass ein Modell aus einer späteren Epoche, das schlechter abschneidet als ein Modell aus der Epoche zuvor, das alte überschreibt.

Um die Arbeitsweise der Callbacks zu demonstrieren, lernen wir die Daten von oben noch einmal mit einem neuen Modell an. Das Modell bleibt architektonisch unverändert. Wir setzen nur die Gewichte noch einmal zurück.

Unser Ziel ist es, mithilfe der Callbacks die Entwicklung der Loss auf den Validierungsdaten zu beobachten. Da eine Epoche nicht allzu lange dauert, trainieren wir das Modell an der langen Leine. Wir brechen das Training nicht sofort ab, wenn die Loss von der einen auf die andere Epoche nicht mehr weiter abnimmt. Wir brechen erst ab, wenn sich nach fünf Epochen keine weitere Verbesserung mehr einstellt. Dafür verwenden wir die Callback-Klasse EarlyStopping. Die Klasse ModelCheckpoint besorgt das Abspeichern der Modelle nach jeder Epoche. Um das Überschreiben besserer durch schlechtere Modelle zu verhindern, stellen wir die Klasse so ein, dass ein vorhergehendes Modell durch ein nachfolgendes Modell nur überschrieben wird, wenn das nachfolgende Modell eine geringe Loss auf den Validierungsdaten produziert. Wenn wir die Klassen vorbereitet haben, können wir sie der fit-Methode in einer Liste unter dem Parameter callbacks mit auf den Weg geben:

1.  from tensorflow.keras.callbacks import (EarlyStopping,
2.                                          ModelCheckpoint)
3.  from tensorflow.keras.models import load_model
4.  stopping = EarlyStopping(monitor='val_loss', patience=5)
5.  checkpoint = ModelCheckpoint(filepath='keras_test_model.h5',
6.                              monitor='val_loss',
7.                              save_best_only=True)
8.  epochs = 200
9.  batch_size = 32
10. history = model.fit(X_train, y_train, epochs=epochs,
11.                     batch_size=batch_size,
12.                     validation_data=(X_test, y_test),
13.                     callbacks=[stopping, checkpoint],
14.                     verbose=False)
15. model = load_model('keras_test_model.h5')
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Code-Hinweise: In den Zeilen 1 und 2 importieren wir die beiden Callback-Klassen aus dem callbacks-Package. Wir instanziieren zuerst EarlyStopping (Zeile 4). Indem wir den Parameter monitor mit dem String val_loss belegen, veranlassen wir das Callback die Loss der Validierungsdaten zu beobachten. Alternativ hätten wir das Callback auch auf loss (Loss-Trainingsdaten) oder auf accuracy oder val_accuracy polen können. Die Beobachtung der Accuracy funktioniert allerdings nur, wenn wir die Accuracy bei der Kompilierung des Modells unter metrics festgeschrieben haben. Patience definiert, ab wann der Abbruch des Trainingsvorgangs wirksam wird. Mit dem Wert 5 legen wir, wie oben beschrieben, fest, dass wir uns fünf Epochen gedulden. Wenn sich dann der Wert auf der beobachteten Evaluationsgröße (bei uns val_loss) nicht mehr verbessert, wird das Training abgebrochen.

In den Zeilen 5 bis 7 kümmern wir uns um die Klasse ModelCheckpoint. Bei der Instanziierung geben wir den Pfad und den Dateinamen an, unter dem das Modell zwischengespeichert werden soll (filepath – da wir keinen Ort, sondern nur einen Dateinamen benennen, wird das Modell im aktuellen Arbeitsverzeichnis abgelegt). Modelle werden in Keras im Hierarchical Data Format (HDF) abgespeichert (daher die Endung h5). Durch Setzen des Parameters save_best_only auf True verhindern wir, dass ein bereits gespeichertes Modell durch ein schlechteres Modell ersetzt wird. Damit das Callback weiß, was wir unter besser und schlechter verstehen, müssen wir unter monitor eine Kenngröße benennen. Dazu verwenden wir – genau wie in der Early-Stopping-Klasse – die Loss der Validierungsdaten (val_loss).

Jetzt müssen wir die beiden Callbacks dem Modell nur noch in der fit-Methode (Parameter callbacks) mit auf den Weg (Zeile 13).

Danach kann das Training beginnen. Die Anzahl der Epochen stellen wir bewusst hoch ein, da wir wissen, dass das Training vorzeitig beendet wird, sobald keine Fortschritte mehr erzielt werden.

Nachdem das Training abgeschlossen ist, laden wir das mit ModelCheckpoint gespeicherte Keras-Modell in den Arbeitsspeicher. Dazu stellt Keras die Funktion load_model zur Verfügung, die wir in Zeile 3 importiert haben. Diesen Schritt sollte man nicht vergessen: Das aktuelle Modell im Arbeitsspeicher weist immer die Gewichte aus der letzten Epoche des Trainings auf. Da wir die Patience auf 5 gesetzt haben, ist es vermutlich schlechter als das durch Model-Checkpoint gesicherte Modell, das aus einer früheren Epoche stammt.
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Der Anlernprozess ist jetzt deutlich schneller beendet. Die Anzahl der Epochen, die beim Aufruf der fit-Methode eingesetzt werden, bezeichnen nur noch einen Maximalwert. Wenn schon früher keine Verbesserung der Loss auf den Validierungsdaten erfolgt, bricht Early-Stopping das Training ab.

Bild 5.8 zeigt den Verlauf des Anlernens mit den Callbacks. In der 41. Epoche hat sich die Loss der Trainingsdaten über mindestens fünf aufeinanderfolge Epochen nicht mehr reduziert. Das Modell hat bereits in der 36. Epoche (patience=5) ausgelernt. Wenn wir das durch das Callback abgespeicherte Modell danach laden und mit den Testdaten die evaluate-Methode aufrufen, erhalten wir für Loss und Accuracy die Ergebnisse aus dieser Epoche: loss = 0.21, accuracy = 0.94.
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Bild 5.8 Anlernprozess mit Callbacks: Automatischer Abbruch, wenn kein weiterer Lernfortschritt erzielt wird. Die Callbacks beobachten den Verlauf der Loss (gestrichelte Linie) über die Testdaten.




	5.3
	Überanpassung verhindern




Im vorherigen Abschnitt haben wir gesehen, wie sich Überanpassung bemerkbar macht. Wir haben auch einige einfache Möglichkeiten kennenglernt, mit diesem Problem umzugehen. Wir können zum Beispiel mit einem Callback das Training vorzeitig abbrechen, um nicht unnötig lange anzulernen, wenn weitere Epochen die Qualität des Modells nur noch verschlechtern und nicht mehr verbessern würden. Und wir können mit einem anderen Callback dafür sorgen, dass nur das beste Modell – das Modell, das auf den Testdaten die niedrigste Loss erzielt – abgespeichert wird.

Mit diesen Maßnahmen haben wir das Problem aber nur umschifft und nicht gelöst. Stattdessen sollten wir versuchen, das Problem an der Wurzel zu packen, indem wir verhindern, dass Überanpassung überhaupt in Erscheinung tritt. Bevor wir uns aber mit den Techniken beschäftigen, die dafür in Frage kommen, müssen wir uns erst darüber im Klaren sein, was Überanpassung genau bedeutet und welche Ursachen es haben kann.

Überanpassung und Modellkomplexität

Wir wissen, dass Overfitting entsteht, wenn ein Modell beim Training damit beginnt, die Trainingsdaten auswendig zu lernen. Das ist so ähnlich, als würden Sie vor einer Klausur nur die Beispiele, die in der Vorlesung besprochen wurden, lernen, ohne die dahinterliegenden Prinzipien verstanden zu haben. Wenn in der Klausur dann die gleichen Aufgaben gestellt werden, die schon in der Vorlesung besprochen wurden, haben Sie Glück gehabt. Wenn aber andere Aufgaben gestellt werden, sind sie verloren.

Genau das passiert auch beim Overfitting: Je mehr Schichten und Neuronen pro Schicht dem Modell zum Lernen zur Verfügung stehen, desto weniger verpflichten wir es dazu, einen generalisierbaren Zusammenhang zu lernen. Womöglich nutzt es den Spielraum, den es durch die vielen Parameter gewinnt, um Zielwerte für einzelne Datensätze auswendig zu lernen. Im Grenzfall hat das Modell genauso viele Gewichte wie die Matrix der Trainingsdaten Zellen. Dann kann es für jede einzelne X/y-Konstellation eigene Gewichte abstellen. Solche Modelle erzielen zwar auf den Trainingsdaten perfekte Ergebnisse, versagen aber, wenn sie Zielwerte für x-Daten prognostizieren sollen, die sie noch nie gesehen haben.

Das einfachste Mittel gegen Overfitting ist, die Komplexität des Modells zu reduzieren. Dazu müssen wir nur die Anzahl trainierbarer Parameter verringern. Jede Schicht und jedes Neuron, das wir aus einer Schicht entfernen, reduziert das Risiko der Überanpassung. Schon allein aus diesem Grund sollte man nicht mit Kanonen auf Spatzen schießen: Wenn ein Problem leicht lösbar ist, reicht ein einfacher Algorithmus mit wenigen Parametern aus.

Je komplexer eine Aufgabenstellung allerdings wird, umso mehr Parameter braucht das Modell, um die zugrunde liegenden Beziehungen zu lernen. Viele Parameter werden nicht nur zum Auswendiglernen eingesetzt, sondern auch dafür, komplexe Regelwerke zu erlernen. Wenn wir in einem solchen Fall ein Modell mit zu wenigen Parametern einsetzen, bleibt das Modell unter seinen Möglichkeiten zurück.

Ursachen von Überanpassung

In diesem zuletzt genannten Fall kann aber trotzdem Überanpassung auftreten. Das ist das Problem. Überanpassung ist nämlich die Folge mindestens zweier verschiedener Ursachen:

[image: Image]       Es kann eine Reaktion darauf sein, dass sich die Beziehungen zwischen x- und y-Variablen überhaupt nicht oder nur bis zu einem gewissen Grad generalisieren lassen. In diesem Fall ist das Modell unschuldig. Schließlich kann ein noch so gutes Netz keine regelhaften Beziehungen lernen, wenn in den Daten keine Regelmäßigkeiten vorhanden sind. Die Konstellation der Sterne und die Chancen, im Lotto zu gewinnen, hängen vermutlich nicht zusammen. Wenn Sie ein neuronales Netz trotzdem mit solchen Daten füttern, wird es versuchen, mithilfe der Parameter, die ihm zur Verfügung stehen, die Trainingsdaten auswendig zu lernen.

[image: Image]       Überanpassung kann aber auch dann auftreten, wenn die Daten in Wirklichkeit eine generalisierbare Beziehung beinhalten. Das tritt vor allem dann auf, wenn es für das Modell einfacher ist, einzelne Konstellationen auswendig zu lernen, als die zugrunde liegenden Regelmäßigkeiten abzubilden. Der Algorithmus schlägt beim Lernen den Weg des geringsten Widerstands ein.

Überanpassung und Modelllernen treten übrigens fast nie in Reinform auf. Oft ist es leichter, in den ersten Epochen einfache lineare Beziehungen zwischen den x- und y-Daten zu erlernen. Das Auswendiglernen setzt dann erst später ein, wenn es schwieriger wird. Das ist in etwa so, als würden Sie vor der Mathe-Klausur nur die Grundrechenarten verstanden haben und alles, was darüber hinausgeht, anhand der Beispielaufgaben aus der Vorlesung memorisieren. Mit dieser Strategie kommen Sie schon weiter, als wenn Sie von Vorherein alles nur stur auswendig gelernt hätten. Ein paar der neuen Aufgaben können Sie in Teilen lösen und dann hoffen, dass der Rest so ähnlich wie die Aufgaben aus der Vorlesung ist. Diese Art des Lernens wollen wir bei unserem Algorithmus aber verhindern. Er soll nicht den einfachen Weg gehen, sondern sein Potenzial ausschöpfen und generalisierbare Beziehungen lernen, wenn solche Beziehungen in den Daten stecken.

Leider können wir von außen fast nie erkennen, ob ein Modell overfitted, weil keine weiteren Möglichkeiten der Verallgemeinerung mehr bestehen oder weil die Anpassung an die Trainingsdaten nur einfacher zu bewerkstelligen ist.

Erschwerend hinzu kommt, dass für einen Lernalgorithmus die Konzepte Modelllernen und Auswendiglernen nicht existieren. Ein Algorithmus lernt aus Daten nach einem bestimmten Grundprinzip: Er versucht, die Kosten (gemessen über eine Verlustfunktion) durch Optimierung der Gewichte zu reduzieren. Die Frage, wie das geschieht, stellt sich dabei nicht. Zumal auch für uns keine Möglichkeit besteht, aus gegebenen Daten und ihren Assoziationen eindeutig zwischen echten Regelmäßigkeiten und zufälligen Fluktuationen zu unterscheiden. Der Unterschied kann nur aus der Menge der Datensätze geschlossen werden, durch die ein Muster charakterisiert wird. Je häufiger ein Muster auftaucht, umso wahrscheinlicher, dass es sich um eine Regelmäßigkeit handelt.

Im Folgenden sehen wir uns zwei Möglichkeiten an, Overfitting mit technischen Mitteln zu reduzieren: Regularisierung und Dropout. Beide Methoden versuchen die Kosten dafür zu erhöhen, Beziehungen auswendig zu lernen, wenn es erlernbare Regeln gibt.

Wir werden allerdings auch sehen, dass man beim Einsatz dieser Techniken viel Fingerspitzengefühl braucht, und wir werden sehen, dass wir damit leider nicht immer die Ursachen des Overfitting bekämpfen. Manchmal sorgen die künstlich erzeugten Kosten auch nur dafür, dass das Modell am Lernen gehindert wird.



	5.3.1
	Regularisierung




Regularisierung ist als Verfahren zur Verhinderung von Überanpassung schon etwas länger im Umlauf. Es wird nicht nur zur Zähmung neuronaler Netze, sondern auch zur Zähmung einfacherer Algorithmen wie der linearen oder logistischen Regression eingesetzt.

Hintergrund

Das Grundprinzip ist einfach. Bei der Optimierung der Gewichte wird ein zusätzlicher Strafterm auf die Verlustfunktion angelegt. Der Strafterm bezieht sich auf die Ausprägungen der Gewichte der Neuronen eines Layers. Verhindert werden soll, dass Neuronen (in der Summe) sehr hohe Gewichtungswerte anlernen, um ein Problem zu lösen. Dahinter steckt die Erkenntnis, dass hohe Gewichtungskoeffizienten häufig verwendet werden, um Ausreißer in den Trainingsdaten einzufangen. Genau das soll verhindert werden.

Durch Regularisierung werden zwar hohe Gewichte nicht generell verboten. Allerdings verhindert der Strafterm, dass sie bei jeder Gelegenheit eingesetzt werden. Es muss sich schon eine deutliche Reduktion auf der Verlustfunktion ergeben, um das Gewicht über eine gewisse Schwelle zu drehen. Trägt das Hochdrehen nur sehr wenig zur Verbesserung des Gesamtmodells bei, werden durch die hohen Parameter sehr wahrscheinlich nur einzelne oder einige wenige Ausreißer eingefangen.

Das ist die Logik hinter der Regularisierung: Wir ziehen ein Modell mit einer etwas geringeren Accuracy auf den Trainingsdaten einem Modell vor, das Schlangenlinien um einzelne Datensätze zieht.

Sehen wir uns das an einem Beispiel an. In Bild 5.9 sehen wir das Anlernergebnis zweier neuronaler Netze, die die gleiche Klassifizierungsaufgabe lösen. Dabei geht es um die Unterscheidung dreier unterschiedlicher Klassen, die im Diagramm als verschiedenfarbige Punkte dargestellt sind, mithilfe zweier Features (x1, x2). Die Konturen zeigen die Entscheidungsgrenzen, die die beiden Netzwerke nach dem Anlernen zwischen den Klassen ziehen.
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Bild 5.9 Lösung einer Klassifizierungsaufgabe ohne und mit Regularisierung


Das Modell links agiert ohne Regularisierung. Die Konturen wirken sehr unregelmäßig. Fast wie eine Landkarte, die eine ganz bestimmte Region beschreibt. Zum Beispiel der Flaschenhals am unteren Rand der Insel, mit der sich das Modell um die schwarzen Formen schlängelt. Oder auch der Schlenker, der im Bereich der Koordinate x1 = 1,5 / x2 = 0 zu sehen ist und der nur über zwei einzelne Ausreißer angelernt wurde.

Wenn das Modell genug Leistung hat (genügend Neuronen und Layer), kann es beliebige Formen zeichnen, um den einen oder anderen Datenpunkt, der eigentlich im Bereich einer anderen Klasse liegt, einzufangen. Man kann sich leicht vorstellen, dass solche Auswüchse die allgemeine Leistungsfähigkeit des Modells nicht verbessern. Sie funktionieren nur auf den Trainingsdaten.

Das Modell rechts (Bild 5.9) wurde mit Regularisierung über die gleichen Daten trainiert. Der eingesetzte Strafterm hat seine Wirkung getan. Die Konturen, die die Klassengrenzen bezeichnen, sind jetzt wesentlich glatter und homogener. Die Kosten, um einzelne Ausreißer einzufangen, sind zu hoch, als dass es sich noch lohnen würde, dafür extra Gewichte abzustellen.

Selbst wenn wir jetzt über die Trainingsdaten eine etwas geringere Accuracy erzielen als mit dem überangepassten Modell, ist dieses Modell eher generalisierbar. Es hat mit unbekannten Daten weniger Schwierigkeiten, weil es nicht allzu sehr an die Eigenarten der Trainingsdaten angepasst ist.

Den Begriff Modell sollte man in diesem Zusammenhang wörtlich nehmen: Wir wollen die Realität modellhaft, so abstrakt wie möglich, mit ein paar Pinselstrichen abbilden und nicht ein genaues Portrait eines ganz bestimmten Ausschnitts erzeugen.

Regularisierung mit Keras umsetzen

Um zu demonstrieren, wie wir in Keras Regularisierung einsetzen, verwenden wir noch einmal das konstruierte Beispiel aus Abschnitt 5.2.3. Dabei handelte es sich um eine Klassifizierungsaufgabe mit drei Klassen. Die x-Daten bestehen allerdings nicht nur aus zwei, sondern aus zehn Variablen.

In Keras sind Regularisierer eigene Klassen, die wir instanziieren und mit einem Regularisierungskoeffizienten, der mit Lambda (l) bezeichnet wird, ausrüsten müssen. Er bestimmt die Stärke der Regularisierung: je höher der Wert, umso höher der Strafterm, der auf die Verlustfunktion aufgeschlagen wird.

Regularisierer sind in zwei Varianten gebräuchlich, die auf unterschiedliche Weise die Höhe der Gewichtungssumme berechnen. Bei der L1-Regularisierung (auch Lasso-Regression genannt) werden die absoluten Werte der Gewichte (q) eines Neurons aufsummiert und mit der Regularisierungsstärke (l) multipliziert. Bei der L2-Regularisierung (Ridge-Regression) wird die Summe der quadrierten Gewichte verwendet, was dazu führt, dass besonders hohe Werte auf einzelnen Gewichten stärker bestraft werden. In der Praxis ist das die gebräuchlichere Variante.



	L1-Regularisierung:

	L2-Regularisierung:
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Bei der Wahl des Lambdas sollte man eher konservativ verfahren. Üblich sind Werte zwischen 0,001 und 0,00001. Regularisierung verlangsamt den Anlernprozess. Zu hohe Strafterme verhindern am Ende, dass das Modell überhaupt noch signifikante Lernfortschritte macht.

Führen wir jetzt also den Anlernprozess noch einmal mit einem regularisierten Modell durch. Wir wenden die L2-Regularisierung auf jede der drei Neuronen-Schichten mit einem relativ hohen Lambda an, sodass der Effekt beim Anlernen deutlich wird:

1.  from tensorflow.keras.regularizers import l2
2.  reg = l2(l=.001)
3.  model_reg = Sequential()
4.  model_reg.add(Dense(units=20, input_shape=(10,),
5.                      activation='relu',
6.                      kernel_regularizer=reg))
7.  model_reg.add(Dense(units=20, activation='relu',
8.                      kernel_regularizer=reg))
9.  model_reg.add(Dense(units=3, activation='softmax',
10.                     kernel_regularizer=reg))


[image: Image]


Code-Hinweise: In Zeile 1 importieren wir den L2-Regularisierer aus dem Package regularizers und instanziieren ihn dann in Zeile 2 mit einem Lambda (l) von 0.001. Das Objekt speichern wir unter der Referenzvariable reg. Danach bauen wir das Keras-Modell wie gewohnt auf. Jeder Schicht, die regularisiert werden soll, weisen wir den instanziierten Regularisierer unter dem Parameter kernel_regularizer zu (Zeilen 6, 8 und 10). Wenn wir den Regularisierer auf die Intercepts (Bias) anlegen wollten, müssten wir stattdessen den Parameter bias_regularizer belegen. Wenn wir damit fertig sind, kompilieren wir das Modell ganz normal und starten den Anlernprozess mit der fit-Methode unter Übergabe von Trainings- und Validierungsdaten (hier nicht abgedruckt).
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Das Ergebnis des Anlernens des gleichen Modells mit und ohne Regularisierung zeigt Bild 5.10. Links sieht man den Verlauf, den wir schon in Abschnitt 5.2.3 besprochen haben. Zunächst nimmt der Wert auf der Verlustfunktion sehr schnell ab. Dann nicht mehr. Ab der 50. Epoche verbessert sich die Leistung des Modells nur noch auf den Trainingsdaten – das ist der Punkt, an dem das Modell mit der Überanpassung beginnt.

Im Vergleich dazu nimmt die Loss des regularisierten Modells (Bild 5.10, rechts) sowohl für Trainings- als auch für Testdaten über den gesamten Anlernzyklus langsam, aber kontinuierlich ab. Auch hier stellen wir zwar eine Überanpassung des Modells an die Trainingsdaten fest (ab der 20. Epoche öffnet sich eine Schere, die sich nie mehr schließt). Allerdings wird die Differenz nur sehr langsam größer, und über die gesamte betrachtete Zeit hinweg entwickeln sich beide Kurven nach unten.
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Bild 5.10 Anlernprozess ohne Regularisierung und mit L2-Regularisierung


Wir sehen an diesem Beispiel allerdings auch, dass Regularisierung nicht automatisch zu einer Verbesserung des Modells führt. Schließlich sind wir am Ende der 200. Epoche mit dem regularisierten Netz bei einem absoluten Wert auf der Verlustfunktion, der über dem Minimum des unregularisierten Modells zur 50. Epoche liegt. Man müsste das regularisierte vermutlich noch einige Epochen länger trainieren, um sicherzugehen. Allerdings deutet der Verlauf darauf hin, dass unser Modell durch die Regularisierung – wenn überhaupt – kaum besser sein wird.

Das liegt entweder daran, dass in diesem Fall der generalisierbare Teil des Problems leicht lösbar ist und keine darüber hinausgehende (generalisierbare) Beziehung mehr auffindbar ist. Oder aber, die Regularisierung kann die Ursache der Überanpassung nicht beheben.

In der Praxis ist das leider häufig der Fall. Man sollte also keine Wunder von dieser Methode erwarten. Meistens bewirkt die Regularisierung keine qualitativen Leistungssprünge. Allerdings lassen sich mit einer sanften Regularisierung oft kleinere Verbesserungen auf der Verlustfunktion erzielen.

Auswirkung von Regularisierung auf die Gewichte

Sehen wir uns zum Schluss noch an, was die Anwendung der Regularisierung de facto bewirkt. Dazu werfen wir einen Blick auf die Unterschiede in den Gewichten der beiden Modelle (mit und ohne Regularisierung), deren Training wir in Bild 5.10 betrachtet haben.

Um die Unterschiede deutlich zu machen, ziehen wir aus jedem der beiden Modelle die Gewichte jeder Schicht, berechnen für jedes Gewicht den absoluten Wert und bilden dann die Summe. Dabei erwarten wir natürlich, dass die Summe der Gewichte im regularisierten Modell in jeder Schicht deutlich kleiner ausfällt als im unregularisierten Modell. Die Ausgabe bestätigt diese Hypothese:

1. for i, (layer, layer_reg) in enumerate(zip(model.layers,
2.                                            model_reg.layers)):
3.     sum_model = np.absolute(layer.get_weights()[0]).sum()
4.     sum_model_reg = np.absolute(layer_reg.get_weights()[0]).sum()
5.     print('layer:', i)
6.     print('model without reg: {:.3f}'.format(sum_model), end=' || ')
7.     print('model with reg: {:.3f}'.format(sum_model_reg))

Ausgabe:

layer: 0
model without reg: 65.538 || model with reg: 48.813
layer: 1
model without reg: 160.976 || model with reg: 77.530
layer: 2
model without reg: 46.418 || model with reg: 31.269
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Code-Hinweise: In Zeile 1 öffnen wir eine Schleife, um über die Schichten der beiden angelernten Modelle zu iterieren. Das eine Modell (model) wurde ohne, das andere (model_reg) mit Regularisierung angelernt. Wenn wir auf das Attribut layers zugreifen, bekommen wir eine Liste mit den Schichten zurück, über die wir in einer for-Schleife iterieren können. Da die beiden Modelle (model und model_reg) gleich viele Layer aufweisen, verwenden wir die zip-Funktion, um in ein und derselben Schleife auf korrespondierende Schichten beider Modelle zugreifen zu können. Die enumerate-Funktion liefert uns zusätzlich noch die Indexposition jedes Layers zurück, sodass wir bei der Ausgabe wissen, wo wir uns befinden. Die Rückgabe fangen wir in drei Referenzvariablen ab: i (Layer-Index), layer (Layer des unregularisierten Modells), layer_reg (Layer des regularisierten Modells).

In Zeile 2 bilden wir mit NumPy die Summe (sum) über die absoluten Gewichte der Neuronen (np.absolute) eines jeden Layers des unregularisierten Modells und speichern das Ergebnis in der temporären Variable sum_model zwischen. Um an die Gewichte zu kommen, rufen wir die Keras-Layer-Instanzmethode get_weights auf. Die Methode liefert ein Array zurück, in dem sich an der Indexposition 0 die Gewichte der Inputs und an der ersten Indexposition die Bias-Gewichte der Neuronen dieser Layer befinden.

In Zeile 3 machen wir das Gleiche für die Layer des regularisierten Modells. In den Zeilen 5 bis 7 geben wir die berechneten Werte auf der Konsole aus (Indexposition der Layer, Summe der Gewichte des unregularisierten und regularisierten Modells).
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	5.3.2
	Dropout




Bei der Dropout-Methode versucht man Überanpassung durch systematisches Stören des Anlernprozesses zu verhindern. Im Vergleich zur Regularisierung werden also keine Strafterme auf die Verlustfunktion aufgeschlagen. Stattdessen deaktiviert man während des Trainings immer wieder Teile des Netzes. In einer einzelnen Anlernsequenz (Verarbeitung eines Batches) wird dazu der Output zufällig ausgewählter Neuronen auf 0 gesetzt. Das Netz wird temporär ausgedünnt (Bild 5.11, rechts), sodass es während des Anlernschritts auf die Informationen der deaktivierten Neuronen nicht mehr zugreifen kann. Im nächsten Iterationsschritt werden die Neuronen dann wieder aktiviert.
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Bild 5.11 Neuronales Netzwerk in einem einzelnen Anlernschritt ohne Dropout (links) und mit 50 %-Dropout-Layer (rechts). Links sind alle Neurone bei jedem Lernschritt aktiv. Rechts sind die mit einem Kreuz markierten Neuronen temporär deaktiviert. Beim nächsten Lernschritt werden diese Neuronen wieder aktiviert und ein anderer zufälliger Teil des Netzes deaktiviert.


Klingt seltsam? Ist es auch. Warum sollte diese massive Störung des Anlernprozesses Überanpassung verhindern oder überhaupt zu einer Verbesserung des Modells beitragen?

Hintergrund

Die Erfahrung zeigt, dass neuronale Netze dazu neigen, nicht alle Neuronen gleichmäßig in den Anlernprozess zu involvieren. Sie bilden Lerncluster, in denen nur bestimmte Neuronen aktiv sind. In diesen Clustern konzentriert sich dann die Tätigkeit des Anlernens. Neuronen außerhalb dieser Cluster liegen dann entweder brach oder bilden andere Cluster, die sich um davon unabhängige Aufgaben kümmern.

Durch das regelmäßige Abschalten einer zufälligen Anzahl von Neuronen in einem einzelnen Anlernschritt wird genau das verhindert. Das ist so ähnlich wie bei Menschen, die zur Ausbildung geschlossener Verwandtschafts- und Freundschaftskreise neigen. Wenn sie Hilfe brauchen, zum Beispiel einen Umzug durchführen oder eine Frage zu einer Aufgabe haben, wenden Sie sich zuerst an die FreundInnen und KollegInnen, mit denen sie ohnehin täglich zu tun haben. Aber wenn die nahestehenden Personen aus dem Spiel sind, zum Beispiel weil sie gerade im Urlaub sind, müssen Sie andere kontaktieren, mit denen sie normalerweise weniger enge Beziehungen unterhalten. Dadurch vergrößert sich das Netz und Brücken in andere Teilbereiche der Gesellschaft werden aufgebaut.

Genau das erzwingen wir durch Dropout-Schichten. Wir schalten in einem einzelnen Anlernschritt einfach einige zufällige Neuronen ab und zwingen das Netz dadurch, auf Informationen aus anderen Teilbereichen zurückzugreifen. Wenn es gut läuft, verhindert das die Ausbildung von Neuronencluster, die sich auf bestimmte Probleme spezialisieren: Manche arbeiten sich zum Beispiel an (Ausreißer-)Datensätzen ab, andere versuchen womöglich sogar, Anlernprobleme, die falsch angelernte Neuronencluster bereiten, auszugleichen. Auch das ist in einem komplexen System möglich: Dass sich Neuronen aus der Lösung der eigentlichen Aufgabe komplett ausklinken und sich anderen Tätigkeitsfeldern zuwenden, die dann zur Verminderung der Leistung des Netzes beitragen. Ein anderer Neuronenteil ist dann komplett blockiert, weil er nur noch damit beschäftigt ist, diese Fehler auszubügeln. Wenn wir aber alle Neuronen in den Anlernprozess involvieren – das heißt, dafür sorgen, dass alle zur Lösung der Aufgabe beitragen müssen –, wird dieses Verhalten schnell offensichtlich und der Backpropagation-Mechanismus kann dagegen angehen.

Auch Dropout ist kein Wundermittel. Es wirkt eher wie ein Breitbandantibiotikum. Es tötet die schlechten Bakterien, aber auch die guten. Wir bekämpfen nicht die Ursache einer bestimmten Krankheit, weil wir nicht wissen, wie die Neuronen eines Netzes zur Bearbeitung eines gegebenen Problems zusammenarbeiten. In manchen Fällen hilft es gegen die beschriebenen Probleme. Aber wenn man zu viele Neuronen ausschaltet, kann das Netzwerk nicht mehr richtig anlernen. Auch muss die Clusterbildung nicht immer schädlich sein. Bestimmte komplexe Probleme lassen sich womöglich gerade durch Teilspezialisierung bearbeiten.

Umsetzung mit Keras

Schauen wir uns die Vorgehensweise in Keras wieder an den bekannten Beispieldaten aus dem vorigen Abschnitt an. Wir bauen das gleiche Netz mit der gleichen Anzahl von Layern und der gleichen Anzahl von Neuronen noch einmal auf.

Die Einstellung von Dropouts erfolgt in Keras mit speziellen Layer-Klassen, die hinter die Schicht mit den Neuronen gespannt werden, auf die das Dropout angewendet werden soll. Die Dropout-Layer-Klassen verlangen bei der Instanziierung eine Rate, die darüber bestimmt, wie viele Neuronen bei jedem Anlernschritt deaktiviert werden sollen. Üblich sind Werte zwischen 0.1 (10 %) und 0.5 (50 %). Im Beispiel setzen wir den Wert mit 0.1 eher niedrig an, wenden die Dropout-Funktion aber auf jede einzelne verdeckte Schicht an. Keras organisiert im Hintergrund die Zufallsauswahl der Neuronen, die bei einem einzelnen Anlernschritt deaktiviert werden. Außerdem wird die Dropout-Funktion abgeschaltet, wenn wir nach dem Anlernen mit einer der predict-Methoden Schätzungen durchführen:

1.  from tensorflow.keras.layers import Dropout
2.  model_do = Sequential(name='Sequential')
3.  model_do.add(Dense(units=20, input_shape=(10,),
4.                     activation='relu', name='hidden_1'))
5.  model_do.add(Dropout(rate=.1, name='dropout_1'))
6.  model_do.add(Dense(units=20, activation='relu',
7.                     name='hidden_2'))
8.  model_do.add(Dropout(rate=.1,
9.                     name='dropout_2'))
10. model_do.add(Dense(units=3, activation='softmax',
11.                    name='output'))
12. model_do.summary()

Ausgabe:

Model: "Sequential"
_______________________________________________________
Layer (type)          Output Shape           Param #
=======================================================
hidden_1 (Dense)      (None, 20)             220
_______________________________________________________
dropout_1 (Dropout)   (None, 20)             0
_______________________________________________________
hidden_2 (Dense)      (None, 20)             420
_______________________________________________________
dropout_2 (Dropout)   (None, 20)             0
_______________________________________________________
output (Dense)        (None, 3)              63
=======================================================
Total params: 703
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Code-Hinweise: In Zeile 1 importieren wir die Dropout-Klasse aus dem layers-Package. Danach bauen wir das Modell wie gewohnt auf, platzieren aber nach jeder Schicht, auf die wir das Dropout anwenden möchten, eine Dropout-Objektinstanz und stellen die gewünschte Dropour-Rate über den Parameter rate ein (Zeilen 5 und 8). Wenn wir mit der summary-Methode (Zeile 12) den Aufbau des Modells anzeigen lassen, erscheinen die Droput-Layer als Teile des Modells, die die Ausgaben aus den vorhergehenden Schichten weiterleiten. Sie weisen natürlich keine Parameter auf, da sie keine trainierbaren Koeffizienten beinhalten, sondern lediglich die Durchleitung der Outputs aus der jeweils vorhergehenden Schicht weiterleiten oder blockieren.
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In Bild 5.12 ist der Verlauf des Anlernprozesses des oben abgedruckten Modells mit Dropout (rechts) und eines anderen Modells ohne Dropout (links) über dieselben Daten zu sehen.

Die Kurve des Dropout-Modells (Entwicklung der Loss über die Trainingsdaten) weist wesentlich stärkere Ausschläge nach oben und unten auf als die des Modells ohne Dropout. Das liegt an der temporären Abschaltung von Neuronen bei jedem Batch, durch die sich das Anlernen etwas schwieriger gestaltet. Allerdings lohnt sich der Aufwand. Während die Test-Loss im Modell ohne Dropout schon ab der 50. Epoche wieder ansteigt, sinkt der gleiche Wert im Dropout-Modell noch bis zur 100. Epoche. Dadurch reduziert sich die Loss auf einen Wert unter 0.2. Im Modell ohne Dropout wird diese Schwelle über den gesamten Anlernprozess nie unterschritten.
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Bild 5.12 Anlernprozess ohne Dropout-Layer (links) und mit Dropout-Layer (rechts)




	5.4
	Rekurrente Netze




Rekurrente Netze sind gegenwärtig das raffinierteste Mittel zur Analyse von Zeitreihen. Sie machen sich die beiden Vorteile neuronaler Netze für die Analyse zeitabhängiger Daten zunutze:

[image: Image]       Das Potenzial, komplexe Zusammenhänge in mehreren hintereinandergeschalteten Schichten zu entpacken.

[image: Image]       Die Möglichkeit, Lernarchitekturen auf spezielle Datenstrukturen zuzuschneiden, zum Beispiel auf die zeitliche Ordnung, in der die Messwerte einer Reihe stehen.

Mit rekurrenten Netzen können wir die DNA einer Lernarchitektur auf die Verarbeitung von Zeitreihendaten zuschneiden und dadurch schneller, besser und mit weniger Aufwand aus historischen Daten lernen.



	5.4.1
	Funktionsweise rekurrenter Layer




Einzelne Messwerte einer Zeitreihe sind wie die Bilder eines Films, die in Relation zu späteren und früheren Bildern stehen. Wenn wir die Bilder aus dem Kontext reißen und nur isoliert betrachten, gehen Informationen verloren.

Nehmen wir einmal an, wir würden an einem Thermometer in einem Zimmer einen Wert von 23 °Celsius ablesen. Dieser Wert sagt etwas über die Temperatur in diesem Raum. Wenn wir aber mehrere Messungen, zum Beispiel in Fünf-Minuten-Intervallen, durchführen und dabei Werte von 21 °C, 22 °C und 23 °C messen, wissen wir deutlich mehr. Wir wissen jetzt, dass die Temperatur langsam ansteigt und können daraus gegebenenfalls auf bestimmte Umstände rückschließen: dass die Sonne durchs Fenster ins Zimmer scheint, dass die Heizung eingeschaltet oder die Klimaanlage ausgeschaltet oder defekt ist.

Möglicherweise können wir aus dem Verlauf der Messwerte auch für die Temperatur einen Zeitschritt in der Zukunft prognostizieren. Wenn die Temperatur weiteransteigt, liegen wir weitere fünf Minuten später bei 24 °C.

Zeitfenster

Stellen wir uns einmal vor, wir möchten mit einer solchen Zeitreihe arbeiten und Prognosen erstellen. Stellen wir uns weiter vor, dass wir jetzt nicht, wie bei den ARIMA-Modellen, die gesamte Zeitreihe auf einmal verarbeiten möchten. Stattdessen arbeiten wir mit Zeitfenstern, mit Auszügen aus der Zeitreihe, die wir einem Modell als Datensätze zum Anlernen präsentieren.

Verwenden wir zu Beginn ein sehr kleines Zeitfernster, das aus drei aufeinanderfolgenden Zeitschritten besteht. Wie in unserem Beispiel von oben, beschreibt dieses Zeitfenster mithilfe dreier Messwerte die Entwicklung der Raumtemperatur. Die Abstände zwischen den Zeitschritten betragen fünf Minuten. Da wir an Prognosemodellen interessiert sind, möchten wir mit den Angaben über die Raumtemperatur die Temperatur einen Zeitschritt, also fünf Minuten, in der Zukunft schätzen.

Allerdings liegen uns jetzt natürlich nicht nur drei Messungen vor. Uns liegt eine ganze Serie solcher Messungen vor, zum Beispiel über eine oder mehrere Wochen. Ein Zeitfenster ist jetzt nur noch ein einzelner Datensatz aus den Gesamtdaten.6 Zum Anlernen würden wir die Gesamtdaten in Zeitfenster der Länge drei zerschneiden und den Algorithmus jeweils mit hunderten oder tausenden solcher Happen anlernen:



	Zeit

	Temperatur in Grad Celsius




	10:00 Uhr

	21




	10:05 Uhr

	22




	10:10 Uhr

	23




	10:15 Uhr

	24




	10:20 Uhr

	24




	10:25 Uhr

	23




	…

	…





Dabei würde der erste x-Datensatz aus den Temperaturwerten 21 °C, 22 °C und 23 °C bestehen (10:00 Uhr bis 10:10 Uhr). Der erste y-Datensatz (der zu schätzende Zielwert) liegt dann vom letzten x-Datensatz aus betrachtet einen Zeitschritt in der Zukunft. Dabei handelt es sich um den Temperaturwert von 24 °C, gemessen um 10:15 Uhr. Der zweite x-Datensatz beschreibt den Zeitraum zwischen 10:05 und 10:20 Uhr (22 °C, 23 °C, 24 °C), der zugehörige Zielwert liegt bei 24 °C (10:25 Uhr) usw.

Anlernen eines Algorithmus mit Zeitfenstern

Nehmen wir an, wir möchten auf diese Weise ein Standard-Machine-Learning-Verfahren oder ein neuronales Netz mit einer einzelnen vollständig verbundenen Schicht anlernen. Wie würde das aussehen?

Sich das vorzustellen, ist nicht besonders schwer. Um einen Schätzwert in der Zukunft zu produzieren, verwenden wir einfach alle Angaben über die Temperatur, die uns aus einem Zeitfenster zur Verfügung stehen. Zur Prognose der Temperatur einen Zeitschritt in der Zukunft, hängen wir an jede Temperaturangabe aus der Vergangenheit (an jedes Lag) einen Gewichtungskoeffizienten, den wir beim Anlernen justieren können:
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Die Formel entspricht letztlich dem Aufbau einer Autoregression. Die y-Variable bezeichnet die Temperatur fünf Minuten in der Zukunft (yt3). Die x-Variablen bezeichnen die Temperaturwerte aus dem Zeitfenster, das aus der Prognoseperspektive betrachtet jeweils Werte aus der

Vergangenheit enthält (xt2, xt1, xt0). Dabei tun wir so, als sei jeder einzelne Temperaturwert, den wir als Prädiktor einsetzen, ein unabhängiger Messwert.

Rekurrentes Lernverfahren

Auch wenn das prinzipiell funktioniert, stößt dieses Verfahren schnell an seine Grenzen. Das hat damit zu tun, dass wir für jeden einzelnen Messwert eines Indikators einen extra Gewichtungskoeffizienten anlernen müssen. Im Beispiel ist das noch eine überschaubare Angelegenheit. Es führt aber spätestens dann zu Problemen, wenn wir mit mehreren Messindikatoren arbeiten. Messungen, die unterschiedlichen Indikatoren zugeordnet sind (z. B. Temperatur, Luftdruck, Luftfeuchtigkeit), werden in diesem System genauso behandelt wie Messungen, die ein und demselben Indikator zugeordnet sind, die aber zu unterschiedlichen Zeitpunkten erhoben wurden.

Daraus entstehen zwei unvorteilhafte Konsequenzen:

[image: Image]       Bei großen Zeitfenstern mit vielen Indikatoren muss ein Modell mit sehr vielen Gewichten arbeiten. Wenn wir zum Beispiel ein Zeitfenster mit 50 Messzeitpunkten verarbeiten möchten und uns pro Messzeitpunkt 20 Indikatoren Informationen liefern, sind dafür 1000 Gewichte notwendig.

[image: Image]       Ein solches Modell kann Verlaufsmuster innerhalb des Zeitfensters nur positionsgebunden anlernen, zum Beispiel Anstiege, Abstiege, wellenförmige Bewegungen aller Art. Stellen Sie sich ein längeres Zeitfenster vor, ein Zeitfenster mit 20, 50 oder 100 Intervallen. Die Tatsache, dass unser Modell zwischen Indikatoren und Messwerten nicht unterscheiden kann, zwingt es dazu, Verläufe mit an Intervalle gebundenen Gewichten zu lernen. Es muss also Muster an jeder Stelle innerhalb des Zeitfenster aufs Neue erfassen und in den dafür vorgesehenen Koeffizienten zum Ausdruck bringen:


If we had separate parameters for each value of the time index, we could not generalize to sequence lengths not seen during training, nor share statistical strength across different sequence lengths and across different positions in time [Goodfellow2016, S. 362]



Das ist der Kontext, aus dem heraus rekurrente Netze entwickelt wurden. Sie führen beide Probleme einer Lösung zu, indem sie einen einzelnen Wert einer Reihe als das behandeln, was er aus unserer Perspektive ist: eine Realisation einer Messung eines Indikators, dessen Bedeutung vor dem Hintergrund der Messwerte, die zeitlich früher auftreten, interpretiert werden muss.

Wie geht ein rekurrentes Netz dabei vor?

[image: Image]       Es lernt nicht für jeden Messwert innerhalb des Zeitfensters einen separaten Gewichtungskoeffizienten an. Stattdessen wird der über alle Messwerte (eines Indikators) gelernte Koeffizient mehrfach verwendet. Für jeden Zeitschritt des Fensters wird dabei unter Verwendung der gleichen Gewichtungskoeffizienten und unter Austausch der Inputs ein Schätzwert erzeugt. Bei einem Zeitfenster, das aus drei Intervallen besteht, werden also drei Schätzwerte produziert. Bei einem Zeitfenster, das aus 100 Intervallen besteht, werden 100 Schätzwerte produziert.

[image: Image]       Das rekurrente Verfahren berücksichtigt den zeitlichen Charakter der Sequenz. Dazu zieht es Schätzwerte des Neurons aus dem vorherigen Intervall als Prädiktor zur Berechnung des aktuellen Schätzwerts heran. Der Schätzwert des vorherigen Intervalls bezeichnet dabei jeweils den Zustand des Zeitfensters bis zu diesem Zeitschritt. Dieser Zustand wird dann in der rekurrenten Schätzformel wieder berücksichtigt, indem er als weiterer Input (neben dem Input, den die Messwerte aus dem Zeitfenster liefern) zur Erzeugung des Schätzwerts/Zustands für das aktuelle Intervall herangezogen wird.

Wenn wir also die gleiche Zeitreihe, die wir oben mit dem naiven Verfahren verarbeitet haben, mit einem rekurrenten Neuron behandeln, dann sieht das wie in Bild 5.13, links dargestellt, aus.
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Bild 5.13 Arbeitsweise eines rekurrenten Layers. Links: Bei jedem Zeitschritt wird neben dem Input (x) eine Zustandsvariable (h) aus dem jeweils vorherigen Zeitschritt mit einem separaten Gewichtungskoeffizienten verarbeitet. Rechts: Gleiche Darstellung (unausgerollt). Die Ausgabe der vorherigen Sequenz fließt jeweils als Zustandsvariable in die Berechnung des nächsten Schätzwertes zusammen mit dem nächsten Input ein. Dieser Prozess wird so lange wiederholt, bis die Sequenz komplett abgearbeitet ist (bis also der letzte Messwert der Zeitreihe erreicht wurde).


Zur Berechnung des Schätzwerts bzw. des Zustands (h) für den ersten Zeitschritt wird zum einen der erste Input aus dem Datensatz (xt0) und zum anderen der Zustand ht0 herangezogen. Da es sich um den ersten Messwert innerhalb der Zeitreihe handelt, wird ht0 einfach auf 0 gesetzt. Schließlich gibt es keinen früheren Messwert, den wir an dieser Stelle schon berücksichtigen müssten. Die Schätzformel setzt sich dadurch nur aus der Summe des Bias und des ersten Inputs, multipliziert mit dem zugehörigen Gewichtungskoeffizienten für diesen Input, zusammen.

Im zweiten Zeitschritt wird die gleiche Formel mit den gleichen Koeffizienten noch einmal aufgerufen. Als Eingabe empfängt das Neuron jetzt allerdings den zweiten Wert aus der Messreihe (xt1). Außerdem wir der Schätzwert bzw. der Zustand aus dem ersten Berechnungsschritt (ht1) als Eingabe angeliefert. Wie stark der Zustand (der an dieser Stelle normalerweise einen Wert ungleich 0 annimmt) in die Berechnung des aktuellen Schätzwerts einfließt, hängt von dem dafür angelernten Gewichtungskoeffizienten (wh) ab. In jedem Fall fließt zur Berechnung des aktuellen Schätzwerts jetzt nicht nur der aktuelle Messwert (Input) ein, sondern – durch die Übertragung des Zustands – auch der Messwert des vorherigen Zeitschritts.

Der dritte Zeitschritt wiederum verwendet den dritten Wert aus dem Zeitfenster (xt2) und den Zustand aus dem vorherigen Zeitschritt (ht2) als Eingaben. Der Zustand ht2 beinhaltet dabei sowohl Informationen über den Zustand aus dem unmittelbar vorhergehenden Zeitschritt als auch indirekt Informationen über den Zustand des Zeitschritts davor (ht1). Schließlich ist ht1 in die Berechnung von ht2 eingeflossen. Der Zustand ist das Gedächtnis der Zeitreihe. Es enthält Informationen darüber, was sich in der Zeitreihe bis zu diesem Zeitschritt abgespielt hat, sodass der aktuelle Messwert im Kontext der Historie der Reihe verarbeitet werden kann.

Wenn wir für x-Daten, die aus genau drei Messwerten eines Indikators bestehen, Schätzwerte für die Zukunft erzeugen möchten, verwenden wir einfach die Ausgabe nach dem letzten Zeitschritt (ht2) als Schätzwert. Wenn wir statt einer stetigen Aufgabe eine Klassifizierung durchführen möchten, müssen wir den Schätzwert an dieser Stelle noch entsprechend aktivieren.7

Wir könnten mit dem gleichen Modell aber auch längere Zeitreihen verarbeiten, indem wir die Schleife nicht schon nach dem dritten, sondern erst nach dem vierten, fünften, sechsten oder einem beliebigen anderen Durchlauf beenden [Goodfellow2016, S. 367].

Was wir in Bild 5.13 links sehen, ist daher nur die ausgerollte Fassung eines speziellen Prozesses, der sich theoretisch über eine beliebig lange Sequenz erstrecken kann. In Bild 5.13 rechts ist die verallgemeinerte Version abgedruckt. Hier wird das Neuron in einer Schleife so lange aufgerufen, bis keine Messwerte mehr vorliegen. Es produziert also immer wieder Zustände (ht), solange es mit Messwerten (xt) und vorhergehenden Zuständen gefüttert wird. Wenn der letzte Zeitschritt innerhalb des Zeitfensters erreicht wurde, wird die Schleife einfach beendet. Das Ergebnis kann dann entweder direkt interpretiert, aktiviert oder an eine nachgelagerte Schicht innerhalb eines neuronalen Netzes zur Weiterverarbeitung durchgeleitet werden.

Man kann sich anhand der Darstellung auch schon die Eigenarten rekurrenter Neuronen vorstellen. Obwohl sie ein Gedächtnis haben, dominiert der jeweils letzte Input innerhalb der Formel. Er wird stärker gewichtet als frühere Werte der Reihe, um eine Prognose zu erzeugen. Diese Eigenschaft kommt uns in vielen Anwendungsfällen entgegen. Schließlich können wir davon ausgehen, dass für eine Zukunftsprognose der letzte bekannte Wert entscheidend ist – er liegt dem zu schätzenden Wert am nächsten. Auf der anderen Seite kann die Tendenz zum Vergessen früherer Werte auch problematisch sein. Vor allem dann, wenn frühere Werte (zum Beispiel zyklische Effekte) für die Schätzung entscheidend sind. Das bringt uns auch schon zu einer Variante des RNN: dem Long-Short-Term-Memory (LSTM), den wir uns im nächsten Abschnitt genauer ansehen.
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Berechnung der Ausgabe eines RNN: Um die letzten Unklarheiten zu beseitigen, spielen wir einen Feed-Forward-Step anhand eines Beispiels durch. Nehmen wir der Einfachheit halber an, der Bias b sei mit einem Wert von 0 angelernt worden, der Gewichtungskoeffizient für den Input (wx) sei 0.5 und das Gewicht für den Zustand (ht) läge bei −0.3. Außerdem setzen wir voraus, dass weder die Zustände vor der Weitergabe mit einer Aktivierung belegt sind, noch die finale Ausgabe am Ende des Durchlaufs einer Sequenz. Wenn wir jetzt Schätzwerte für einen einzelnen Batch (x-Array) mit drei Messwerten [0.1, 0.4, 0.9] berechnen, erhalten wir folgendes Ergebnis in folgenden Schritten:

ht+1 = b + wx ⋅ xt ± wh ⋅ ht (Basisformel)

ht1 = 0 + 0.5⋅0.1± 0.3⋅0 = 0.05 (1. Zeitschritt)

ht2 = 0 + 0.5⋅0.4 ± 0.3⋅0.05 = 0.185 (2. Zeitschritt)

ht3 = 0 + 0.5⋅0.9 ± 0.3⋅0.185 = 0.3945 (3. Zeitschritt/Schätzwert)
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	5.4.2
	Long Short Term Memory (LSTM) und Gated Recurrent Unit (GRU)




Obwohl das einfache RNN-Verfahren den Basismechanismus implementiert, nach dem alle rekurrenten Verfahren arbeiten, wird es in der Praxis nur selten eingesetzt. Das liegt daran, dass es, wie im vorherigen Abschnitt beschrieben, Probleme mit dem Langzeitgedächtnis hat. Es neigt bei längeren Sequenzen dazu, Messwerte, die am Anfang oder in der Mitte der Messreihe stehen, zu vergessen.

Das hat zum einen mit der Grundanlage rekurrenter Netze an sich zu tun – damit, dass der Einfluss früherer Messwerte auf den Zustand, der von Zeitschritt zu Zeitschritt übertragen wird, mit zunehmender Länge des Zeitfensters immer stärker verwässert. Zum anderen und insbesondere hat es mit dem Problem schwindender Gradienten (Vanishing Gradients) bzw. explodierender Gradienten zu tun, das weiter vorne dargelegt wurde. Ein rekurrentes Netz wird schließlich mit zunehmender Länge des Zeitfensters immer tiefer und damit umso anfälliger für die durch das Backpropagation-Verfahren entstehenden Probleme bei der Optimierung der Gewichte [Aggarwal2016, S. 292].

Um es kurz zu fassen: Die Trainierbarkeit eines einfaches RNN-Layers reduziert sich mit jedem Zeitschritt, den wir hinzufügen. Bei einer langen Sequenz ist der erste Messwert in der Regel nur noch in homöopathischen Dosen im angelernten Gewichtungskoeffizient enthalten.

Das Problem wurde durch Hochreiter und Schmidhuber [Hochreiter1997] mit der Entwicklung der sogenannten LSTM-Technik einer möglichen Lösung zugeführt. LSTM steht für Long-Short-Term-Memory und ist genau das: Eine Kombination aus Lang- und Kurzzeitgedächtnis, das informative Messwerte memorisiert, unabhängig davon, ob sie am Anfang, in der Mitte oder am Ende einer langen Sequenz auftreten.

Um das zu erreichen, gibt der LSTM-Layer nicht nur einen Parameter (h, hidden state) vom einen zum nächsten Verarbeitungsschritt weiter, sondern einen zweiten Parameter, den sogenannte Zellzustand (c, cell state). Der Zellzustand arbeitet als Langzeitgedächtnis. Um ihn zu berechnen, werden weitere Gewichte angelernt, die dafür sorgen, dass Zustände früherer Iterationsschritte entweder weitertransportiert oder vergessen werden – je nachdem, ob sie für die Lernaufgabe relevant oder irrelevant sind. Dafür sorgen insgesamt drei sogenannte Gates (Tore), die den Durchfluss regulieren: Input Gate, Forget Gate und Output Gate.

Es ist schwierig, die Arbeit der einzelnen Gates von außen zu interpretieren. Sie lernen ihre Gewichte teilweise auf Basis der gleichen Parameter an (ct − 1, ht − 1 und xt) und sind bei der Produktion des gegenwärtigen Zustands (ht) und Zellzustands (ct) miteinander verzahnt [Gulli2019, S. 287]. Wenn wir es trotzdem versuchen, können wir uns das Forget Gate als einen Regulator vorstellen, der darüber entscheidet, welche Informationen aus dem vorherigen Zellzustand bei der Produktion des neuen Zellzustands unerheblich sind und daher vergessen werden können. Das Input Gate stellt sicher, dass relevante Informationen aus dem gegenwärtigen Input (die erinnert werden müssen) in den aktualisierten Zellzustand fließen. Und das Output Gate ist ein Fokussierungsmechanismus, der reguliert, welche Informationen aus dem Zellzustand für die Produktion des gegenwärtigen Outputs relevant sind [Skansi2018, S. 144].

Diese Interpretationen sind aber mit Vorsicht zu genießen. Welche Aufgaben die Gates nach dem Anlernen über konkrete Daten tatsächlich erfüllen, kann von Fall zu Falls sehr unterschiedlich sein. Schließlich weisen wir den verschiedenen Gates nicht per Dekret eine Rolle zu, die sie dann ausfüllen müssen. Sie entscheiden während des Anlernprozesses selbst, wie sie ihre Kapazitäten einsetzen und nutzen.

Von Bedeutung ist für uns deshalb vor allem, dass wir durch den LSTM-Algorithmus eine Option gewinnen, mit langen Zeitreihen arbeiten zu können, ohne Gefahr zu laufen, bedeutsame Informationen zu verlieren. Diesen Zugewinn eines Langzeitgedächtnisses bezahlen wir allerdings mit einem Zuwachs an Parametern, die bei jedem Batch justiert werden müssen. Das Training eines LSTM-Layers dauert deshalb unter Umständen erheblich länger als das einer einfachen RNN-Schicht.

Bei kürzeren oder mittellangen Sequenzen bietet es sich an, mit einem abgespeckten LSTM-Verfahren, einer Gated Recurrent Unit (GRU), zu arbeiten. GRUs nutzen den gleichen Basis-Mechanismus zur Reduktion des Problems schwindender Gradienten, setzen aber bei der Bearbeitung auf zwei Gates (Update Gate und Reset Gate) statt auf drei Gates (LSTM). Das reduziert die Anzahl der Gewichte in den einzelnen Schichten und verkürzt dadurch die Anlernzeit.



	5.4.3
	Training eines rekurrenten Layers mit Keras




In Keras stehen im Wesentlichen drei Varianten rekurrenter Schichten zur Verfügung, die für uns interessant sind: die einfachen RNN-Layer, die GRU- und die LSTM-Layer. Die Unterschiede haben wir oben besprochen, die Implementierung ist bei all diesen Schichten etwa gleich organisiert.

Sinus-Beispieldaten

Bevor wir aber ein Netz mit rekurrenten Layern ausstatten und trainieren, müssen wir uns zuerst mit der Frage auseinandersetzen, wie wir die Daten beim Training eines solchen Layers vorbereiten.

Sehen wir uns zum Einstieg eine konstruierte Aufgabe an. Die Daten wurden mithilfe einer Sinusfunktion produziert, die sich wellenförmig über die Zeit erstreckt. Mit diesen Daten wollen wir ein rekurrentes Modell testweise anlernen. Wir wollen das Modell dazu bringen, einen Punkt in der Zukunft zu schätzen, der auf der Bahn der Sinuskurve liegt. Zum Anlernen präsentieren wir jeweils Ausschnitte der Kurve als Messwerte einer Reihe. Ein einzelner Datensatz besteht aus x-Daten, die ein Zeitfenster von 20 Zeitschritten beschreiben. Der zu schätzende Zustand liegt – vom letzten Zeitschritt aus gesehen – jeweils 10 Zeitschritte in der Zukunft (Bild 5.14).
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Bild 5.14 Vier Datensätze einer Vorhersageausgabe. Die x-Daten beschreiben den Verlauf einer Kurve über 20 Zeitschritte (durchgezogene Linie). Beim zu schätzenden Wert handelt es sich um eine Fortschreibung der Sinuskurve 10 Zeitschritte in der Zukunft (Punkt).


Die Daten liegen für diese Aufgabe in einer eher ungewöhnlichen Form vor. Jede Zeile beschreibt anhand von 20 Variablen (t0 bis t19) das Zeitfenster; die Variable target den zu schätzenden Zielzustand, der von t19 aus 10 Zeitschritte in der Zukunft liegt.



	

	t0

	t1

	t2

	t3

	...

	t17

	t18

	t19

	target




	0

	0.000

	0.100

	0.199

	0.296

	...

	0.992

	0.974

	0.946

	0.141




	1

	0.100

	0.199

	0.296

	0.389

	...

	0.974

	0.946

	0.909

	0.042




	2

	0.199

	0.296

	0.389

	0.479

	...

	0.946

	0.909

	0.863

	−0.058




	3

	0.296

	0.389

	0.479

	0.565

	...

	0.909

	0.863

	0.808

	−0.158




	4

	0.389

	0.479

	0.565

	0.644

	...

	0.863

	0.808

	0.746

	− 0.256





In der Praxis sind solche Daten meistens als fortlaufende Reihen in einer Tabelle gespeichert, in der jede Zeile einen oder mehrere Messwerte beschreibt. Zum Anlernen müssen dann erst Zeitfenster als x-Daten und Zielwerte als y-Daten extrahiert werden. Wie das geht, sehen wir uns in den folgenden Abschnitten genauer an. Jetzt wollen wir uns auf die Arbeitsweise der rekurrenten Layer konzentrieren und bleiben daher erst einmal bei diesen einfachen Daten, in denen jede Zeile bereits einen vollständigen Datensatz enthält.

Strukturierung der Daten

Wenn wir also mit diesen Daten ein rekurrentes Netz anlernen möchten, müssen wir die Daten zunächst in eine spezielle Form bringen. Ein einzelner x-Datensatz darf jetzt nicht mehr in einem eindimensionalen Array präsentiert werden. Er muss als Matrix angeliefert werden. Das äußere Array bezeichnet dabei den kompletten Datensatz, das innere die einzelnen Zeitschritte. Jeder Zeitschritt enthält einen oder mehrere Werte der Messindikatoren, die für diesen Zeitschritt beobachtet wurden.

In unserem Beispiel liegt uns eine Messreihe von 20 Zeitschritten vor. Jeder Zeitschritt enthält die Messung eines einzelnen Indikators. Daher muss jeder Datensatz in der Shape 20, 1 vorliegen. Der Tensor, in der alle (oder ein Auszug) der Daten zum Training angeliefert wird, besitzt dagegen eine dreidimensionale Struktur, die sich wie folgt beschreiben lässt: Anzahl Datensätze, Anzahl Zeitschritte, Anzahl Messwerte pro Zeitschritt.

Nehmen wir an, wir möchten das Modell mit einem Batch der Größe 2 füttern, dann würde das erste x-Array, das die ersten beiden Zeilen aus dem Data-Frame enthält, so aussehen:

X = [[[0. ], [0.1 ], [0.199], … [0.992], [0.974], [0.946]],
    [[0.1 ], [0.199], [0.296], … [0.974], [0.946], [0.909]]])
print(X.shape)

Ausgabe:

(2, 20, 1)

Bereiten wir also die Daten vor. Wir verzichten an dieser Stelle auf die Unterteilung in Trainings- und Testdaten und extrahieren alle y- und x-Daten aus der Matrix. Dann führen wir die Restrukturierung in ein dreidimensionales NumPy-Array durch:

1. y = df['target'].values
2. X = df.drop(['target'], axis=1).values
3. X = X.reshape(-1, 20, 1)
4. X.shape

Ausgabe:

(2, 20, 1)
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Code-Hinweise: Nachdem wir in den Zeilen 1 und 2 die x- und y-Daten aus dem Data-Frame als NumPy-Array herausgelöst haben, restrukturieren wir in Zeile 3 die Matrix in ein dreidimensionales Array mit dem reshape-Befehl. Da wir die Anzahl der Zeilen gegebenenfalls nicht kennen, können wir den ersten Wert auf −1 einstellen. NumPy legt dann anhand der anderen Parameter fest, wie dieser Wert zu belegen ist, um den reshape-Befehl erfolgreich ausführen zu können. Die anderen beiden Werte stellen wir auf die Anzahl der Zeitschritte und die Anzahl Indikatoren pro Zeitschritt ein: 20, 1. Nach der Restrukturierung verfügen wir über 470 Datensätze, von denen jeder einzelne als 2D-Array mit 20 Zeilen und einer Spalte organisiert ist.

[image: Image]


Aufbau und Einstellung des Modells

Nachdem wir die x-Daten vorbereitet haben, bauen wir das Modell mit dem rekurrenten Layer auf. Das ist vergleichsweise einfach. Keras bietet nämlich fertig gebaute rekurrente Schichten, die wir nur instanziieren und einstellen müssen.

Neben der einfachen RNN, der SimpleRNN, stehen uns auch LSTM und GRU-Layer zur Verfügung. Außerdem können wir bei Bedarf noch auf einen Bidirectional Wrapper zurückgreifen, der aus einer rekurrenten Schicht zwei parallele Schichten macht, von der die eine die Zeitreihe vorwärts und die andere rückwärts analysiert. Damit lassen sich – abhängig vom Datenmaterial – Zusatzerkenntnisse im Hinblick auf den Verlauf einer Messreihe gewinnen, die sich unter Umständen in präziseren Schätzergebnissen niederschlagen (zum Einsatz siehe den Abschnitt 5.6.2).

Für den Moment bleiben wir bei der einfachsten Form der rekurrenten Layer: der SimpleRNN. Schließlich wollen wir ein einfaches Problem lösen. Außerdem gibt es bei der Instanziierung der verschiedenen rekurrenten Schichten kaum Unterschiede. Wenn Sie wissen, wie man die Klasse SimpleRNN verwendet, können sie ohne Weiteres auf LSTM oder GRU umsatteln.8

Bei der Instanziierung einer RNN-Schicht müssen wir wie gewohnt die Anzahl der Neuronen (units) und (wenn es sich um die erste Schicht handelt) den Parameter input_shape mit Argumenten versorgen. Die Aktivierung ist standardmäßig mit Tangens hyperbolicus vorbelegt. Wenn Sie keinen guten Grund haben, sie zu ändern, sollten sie es bei dieser Voreinstellung erst einmal belassen.

Der Parameter input_shape beschreibt die Struktur der x-Daten. In unserem Fall ist das pro Datensatz ein 2D-Array, das aus 20 Zeitschritten und einem Indikator besteht. Daraus leitet Keras den Aufbau der rekurrenten Layer ab: die Anzahl anzulernender Gewichte (pro Indikator und Neuron einer) und die Anzahl wiederholter Aufrufe, die das rekurrente Neuron absolvieren muss, bis es alle Inputs der Zeitreihe gelesen und verarbeitet hat.

Um die Beispieldaten zu analysieren, bauen wir ein Modell auf, das nur aus zwei Schichten besteht: einem Simple-RNN-Layer mit einem Neuron und einem Dense-Layer mit einem weiteren Neuron, das die Erzeugung der (stetigen) Schätzwerte besorgt:

1. import tensorflow as tf
2. from tensorflow.keras.models import Sequential
3. from tensorflow.keras.layers import Dense, SimpleRNN
4. model = Sequential(name='rnn')
5. model.add(SimpleRNN(units=1, input_shape=(20,1)))
6. model.add(Dense(units=1))
7. model.compile(loss='mse', optimizer='adam',
8.               metrics=['mae'])
9. model.summary()

Ausgabe:

_______________________________________________________
Layer (type)             Output Shape        Param #
=======================================================
simple_rnn (SimpleRNN)   (None, 1)           3
_______________________________________________________
dense (Dense)            (None, 1)           2
=======================================================

Das Modell umfasst insgesamt gerade mal fünf Parameter. Bei den Parametern in der RNN-Schicht handelt es sich um den Bias, das Gewicht für den Input und das Gewicht für den Zustand, der von Zeitschritt zu Zeitschritt weitergegeben wird. Der Dense-Layer verarbeitet die Ausgabe der RNN-Schicht (den aktivierten Zustand des letzten Zeitschritts) und braucht dafür wiederum einen Bias und einen Gewichtungskoeffizienten.

Nachdem wir das Modell kompiliert haben, können wir es wie gewohnt mit der fit-Methode unter Übergabe der x- und y-Daten anlernen und danach Schätzungen durchführen. Dafür verwenden wir ausnahmsweise die Trainingsdaten. Das Ergebnis sehen Sie in Bild 5.15.
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Bild 5.15 Schätzergebnisse der rekurrenten Layer (Sinus-Problem). Das Modell produziert für jedes Zeitfenster einen Schätzwert, der zehn Zeitschritte in der Zukunft liegt. Dargestellt sind die wahren y-Werte im Vergleich zu den geschätzten y-Werten.


Man erkennt, dass die Kurve der geschätzten und die Kurve der wahren Werte so gut wie deckungsgleich verlaufen. Auch wenn das bei einem so einfachen Problem nicht unbedingt imponierend ist, sollte man bedenken, dass das mit sehr wenigen Parametern und ohne explizite Anweisung zur Verarbeitung gelingt (vergleichen Sie im Gegensatz dazu die Vorarbeit, die bei der ARIMA-Analyse notwendig war).



	5.4.4
	Mit Zeitfenstern arbeiten




Der Einsatz rekurrenter Layer ist einfach. Unter Beachtung einiger Besonderheiten können wir sie wie normale Schichten einem Modell hinzufügen.

Gewöhnungsbedürftig ist dagegen die Vorverarbeitung der Daten. Insbesondere wenn wir mit Datenstrukturen arbeiten, die unserer Lernaufgabe weniger entgegenkommen. Und das ist in den allermeisten Anwendungen der Fall. Meistens liegen die Daten in einer Matrix vor, in der jede Zeile die Messergebnisse eines bestimmten Intervalls in einer Serie von Messungen beinhaltet. Wie solche Matrizen aussehen und wie man sie im Allgemeinen in Form bringen kann, haben wir in Kapitel 2 betrachtet. Jetzt wollen wir uns ansehen, wie wir damit ein rekurrentes Netz anlernen können.

Das Ganze spielen wir wieder an einem Beispiel durch. Außerdem sehen wir uns bei der Gelegenheit die Varianten des Einsatzes rekurrenter Schichten an: die Hintereinanderschaltung mehrerer RNNs und den Einsatz bidirektionaler Wrapper.

Daten

Die Aufgabe, die wir angehen wollen, stammt aus der Energiewirtschaft. Es geht um die Prognose des Stomkonsums in der Zukunft. Die Daten liegen als Zeitreihen im Stundentakt vor und wurden zwischen den Jahren 2006 und 2010 erhoben. Neben dem Zeitstempel liegen uns Angaben zum durchschnittlichen Stromverbrauch (global active power), zum reaktiven Stromkonsum (dabei wird Strom in die Leitung zurückgeführt, global reacitve power), zur durchschnittlichen Spannung (voltage) und der Stromintensität (die im Wesentlichen die Effizienz der Stromnutzung misst, intensity) vor. Außerdem können wir aus dem Zeitstempel den Wochentag (weekday) und die Tagesstunde (hour) als Variable extrahieren.

Unser Modell soll den Stromverbrauch (global reactive power) in der Zukunft vorhersagen. Dabei gehen wir davon aus, dass wir alle oben aufgelisteten Parameter über einen Zeitraum von sieben Tagen (im Stundentakt) beobachten können. Auf dieser Grundlage soll der Stromverbrauch sechs Stunden später prognostiziert werden.

Wir wollen uns an dieser Stelle nicht um die Details der Eigenheiten dieser Daten kümmern, sondern nur ein allgemeines Modell anlernen. In der Praxis sollte man das allerdings tun, da man aus der Kenntnis der Daten und vorhandenem Expertenwissen über die Rahmenbedingungen vermutlich ein erheblich besseres Modell zuschneiden könnte.

Sehen wir uns jetzt aber die Herausforderungen beim Anlernen von Zeitfenstern genauer an. Die Daten liegen in einer Matrix vor, in der jede Zeile einen Zeitschritt bezeichnet. Für die Anlernaufgabe müssen wir nun aus dieser Matrix x- und y-Daten herausschneiden, die wir dem Modell servieren können.

Exkurs: Verarbeitung von Zeitfenstern

Bevor wir das praktisch angehen, vergewissern wir uns an einem einfachen Beispiel, dass wir uns über die Aufgabenstellung im Klaren sind. Bild 5.16 zeigt einen Ausschnitt aus einer fiktiven Datenmatrix, in der vier Feature-Variablen vorliegen. Jede Zeile bezeichnet einen Zeitschritt. Wir gehen davon aus, dass die Zeitschritte chronologisch geordnet sind und die Intervalle zwischen den Zeitschritten gleich sind.

Wir stellen uns vor, dass wir ein Modell anlernen, das alle vier Indikatoren über ein Fenster von drei Zeitschritten verwendet (window), um einen Zustand der Zielvariable sechs Zeitschritte in der Zukunft (horizon) zu schätzen. Dazu gleiten wir mit einem Fenster der Größe 4 × 3 mit einer Schrittweite von 1 über die Originaldaten. Jedes Mal, wenn dieses Fenster in einer Zeile einrastet, extrahieren wir eine x-Matrix für einen einzelnen Datensatz.

Zu jedem x-Datensatz (jedem Zeitfenster) gehört eine y-Variable, die – vom jeweils letzten Messwert der x-Daten aus betrachtet – 6 Zeiteinheiten in der Zukunft liegt. Auch diesen korrespondierenden Wert müssen wir herausschneiden.
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Bild 5.16 Anlernen mit Zeitfenstern: Dargestellt ist eine Lernaufgabe, in der vier Feature-Variablen und ein Zeitfenster von drei Zeitschritten zum Anlernen verwendet wird. Bei der Zielvariable (y) handelt es sich um eine Variable, die auch als Feature verwendet wird. Allerdings liegt y, vom letzten Zeitschritt des x-Datensatzes aus betrachtet, sechs Zeitschritte in der Zukunft.


Preprocessing

Gehen wir das mit unseren Stromverbrauchsdaten an. Zu jedem Zeitintervall (Stunde) liegen sechs Merkmale vor. Zum Anlernen möchten wir daraus Zeitfenster der Länge 24 × 7 = 167 (entspricht sieben Tage) herausschneiden, um sechs Stunden in der Zukunft den Stromkonsum (active power) zu schätzen.



	Date

	avtive power

	reactive power

	voltage

	intensity

	weekday

	hour




	2006-12-16 17:00:00

	4.223

	0.229

	234.644

	18.100

	5

	17




	2006-12-16 18:00:00

	3.632

	0.080

	234.580

	15.600

	5

	18




	2006-12-16 19:00:00

	3.400

	0.085

	233.232

	14.503

	5

	19




	2006-12-16 20:00:00

	3.269

	0.075

	234.072

	13.917

	5

	20




	2006-12-16 21:00:00

	3.056

	0.077

	237.159

	13.047

	5

	21





Die ersten Vorverarbeitungsschritte laufen wie gewohnt ab. Wir selektieren x- und y-Daten als NumPy-Arrays. Dann teilen wir die Daten in Trainings- und Testdaten ein. Dabei müssen wir darauf achten, dass wir jetzt keine Zufallsstichprobe ziehen. Dadurch würde die chronologische Ordnung der Daten verloren gehen, die fürs Herausschneiden der Zeitfenster intakt sein muss. Stattdessen speichern wir einfach die ersten 90 % der Zeilen als Trainingsdaten und die letzten 10 % als Testdaten. Danach standardisieren wir die Daten mit einem Standard-Scaler aus Scikit-learn. Und zwar sowohl die Matrix mit den Features als auch die Matrix mit der Zielvariable. Auch das läuft nach „Schema F“ ab. Wir lernen die Skalierer jeweils über die Trainingsdaten an und transformieren dann sowohl die Trainings- als auch die Testdaten mit den angelernten Skalierer-Instanzen.

Erst danach beginnt der schwierige Teil. Jetzt müssen wir die vorbereiteten Daten in die Struktur bringen, die der rekurrente Eingabelayer eines neuronalen Netzes von uns verlangt. Unsere Trainingsdaten weisen im Moment 31456 Zeilen und 6 Spalten auf. Daraus müssen wir ein dreidimensionales Array machen. Jeder darin enthaltene Datensatz besteht aus einer Matrix der Struktur 168, 6. Der erste Wert (168) bezeichnet die Länge des Zeitfensters (24 × 7), der zweite Wert (6) die Anzahl der Messindikatoren, die pro Zeitschritt zur Verfügung stehen.

Auch die y-Daten müssen wir umgestalten. Sie weisen zwar danach keine andere Grundstruktur auf als vor der Umwandlung. Allerdings müssen wir ja die zu jedem x-Datensatz passenden y-Werte in der Zukunft (sechs Zeitschritte) herauslösen und in ein extra Array packen.

Um die Aufgabe der Restrukturierung zu erledigen, erzeugen wir eine Funktion, die wir restructure_data nennen. Bevor wir an die Ausprogrammierung dieser Funktion gehen, versuchen wir uns vorzustellen, welche Aufgabe sie erfüllen muss.

Wir stellen uns vor, dass sie die von uns extrahierten und standardisierten x- und y-Rohdaten als Argumente erhält. Daraus müssen die Zeitfenster ausgeschnitten und die zugehörigen y-Werte extrahiert werden. Außerdem benötigt die Funktion einen Parameter window, mit der wir beim Aufruf die Länge des Zeitfensters festlegen können (in unserem Fall ist das 168), und einen Parameter horizon, mit dem wir die Projektion in die Zukunft einstellen können (6 für unsere Aufgabe). Der Algorithmus der Funktion iteriert dann in einer Schleife über die beiden Datensätze (das Gleiten, das in Bild 5.16 dargestellt ist), schneidet korrespondierende x- und y-Datensätze mit der gewünschten Struktur an der richtigen Position heraus, sammelt alles in zwei neuen X/y-Arrays und liefert diese Arrays an den Aufrufer zurück:

1.  def restructure_data(X, y, window, horizon):
2.      X_, y_ = [], []
3.      idx_range = range(len(X) - (window + horizon))
4.      for idx in idx_range:
5.          X_.append(X[idx:idx+window])
6.          y_.append(y[idx+window+horizon])
7.      X_ = np.array(X_)
8.      y_ = np.array(y_)
9.      return X_, y_
10.
11. window=24*7
12. horizon=6
13.
14. X_train, y_train = restructure_data(X_train_std, y_train_std,
15.                             window=window, horizon=horizon)
16. X_test, y_test = restructure_data(X_test_std, y_test_std,
17.                             window=window, horizon=horizon)
18. X_train.shape, y_train.shape, X_test.shape, y_test.shape

Ausgabe:

(31282, 168, 6), (31282, 1), (3321, 168, 6), (3321, 1)
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Code-Hinweise: Wir beginnen in Zeile 1 mit der Definition der Funktion und der Benennung der Parameter, die wir für die Abarbeitung benötigen. In Zeile 2 definieren wir zwei leere Listen X_ und y_, in die wir in der nachfolgenden Schleife die herausgeschnittenen Zeitfenster und korrespondieren Zielvariablen packen. In Zeile 3 definieren wir dann eine Range (idx_range), die die Indexpositionen beinhaltet, mit denen wir über die angelieferten Matrizen X und y iterieren können. Zur Konstruktion kommen wir gleich.

In Zeile 4 starten wir eine Schleife, die über die vorher definierte Range iteriert. Mit ihr gleiten wir über die Daten und schneiden x-Zeitfenster und Zielvariable heraus. Die Zeitfenster können wir jetzt einfach über die Laufvariable (idx) und das übergebene Argument window eruieren: Wir ziehen aus den x-Daten einen Slice, der jeweils bei idx beginnt und bei idx + window endet. Bei diesem Slice handelt es sich also nicht um eine einzelne Zeile, sondern um eine Matrix. In unserem Fall um insgesamt 168 Zeilen, die wir aus dem angelieferten x-Array schneiden. Das ist ein einzelner Datensatz, der die Struktur 168, 6 (Zeitschritte, Indikatoren) aufweist. Diesen Datensatz packen wir als Element in die Liste X_.

Jetzt müssen wir nur noch den korrespondierenden y-Datensatz finden. Auch das ist einfach. Wir verwenden wieder die Laufvariable, addieren window und horizon obendrauf und steuern damit das angelieferte y-Array an. Dadurch erhalten wir einen einzelnen y-Wert, der genau um den Betrag horizon (in unserem Fall ist das die 6), vom letzten Eintrag aus dem x-Datensatz aus betrachtet, in der Zukunft liegt.

Jetzt wird auch deutlich, weshalb wir die Schleife über die x- und y-Daten nicht einfach von der Indexposition 0 bis zur letzten Indexposition laufen lassen, sondern dafür eine extra Range (idx_range, Zeile 3) definiert haben: Schließlich greifen wir von idx aus immer in die Zukunft und müssen deshalb sicherstellen, dass dieser Griff in die Zukunft (um die Zeitschritte window + horizon) auch von der letzten Indexposition, die wir verwenden, noch möglich ist.

Wenn wir alle Daten abgearbeitet haben, müssen wir nur noch die beiden Listen in NumPy-Arrays umwandeln und dann an den Aufrufer zurückgeben (Zeilen 7 bis 9).

Der Aufruf der Funktion erfolgt dann getrennt zur Produktion der Trainings- und der Testdaten (Zeilen 14 bis 17). Die Ursprungsdaten – die, wie oben beschrieben vorbereitet wurden, liegen dabei als NumPy-Arrays in den Referenzvariablen X_train_std, y_train_std, X_test_std und y_test_std vor. Zuvor definieren wir noch die Variablen window und horizon, die wir neben den Daten beim Aufruf der Funktion restructure_data als Argumente übergeben.
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Wenn wir die Shape der transformierten Daten abfragen, erhalten wir das erwartete Resultat: Die x-Daten sind jetzt dreidimensional. In jeder Zeile liegt eine Matrix mit der Shape 168, 6, die dem von uns gewünschten Zeitfenster entspricht.

Dass die y-Daten in diesem Fall zweidimensional sind, sollte uns übrigens nicht weiter beunruhigen. Das ist das Resultat des Standard-Scalers, der ein zweidimensionales Array als Übergabe erwartet und als Ergebnis der transform-Methode zurückgibt. Jedes Element in den transformierten y-Daten enthält nur genau einen Wert: den Stromkonsum sechs Stunden nach Ende des Zeitfensters, das in den x-Daten an der korrespondierenden Indexposition abgelegt ist.

Man beachte übrigens auch die Anzahl der Datensätze in den Trainingsdaten. Sie sind von ursprünglich 31456 auf 31282 geschrumpft. Das geht auf die Tatsache zurück, dass der letzte verwertbare x-Datensatz auf der Indexposition Länge der Ursprungsdaten −174 (window + horizon) liegt.

Man beachte außerdem, dass durch diese Aktion die Ursprungsdaten erheblich aufgebläht werden. An jeder der 31282 Indexpositionen der x-Daten liegt jetzt eine Matrix der Größe 168 x 6. Das entspricht einem regulären Data-Frame (2D), der über 5,2 Millionen Zeilen verfügt. Man kann sich leicht vorstellen, dass man bei größeren Datenmengen Probleme mit dem Arbeitsspeicher bekommt. Wie man das löst, sehen wir uns im folgenden Abschnitt 5.6.1 an.

Aufbau und Anlernen des Modells

Nachdem wir die Daten vorbereitet haben, müssen wir nur noch das Modell aufbauen, die Callbacks zusammenstellen und dann den Anlernprozess starten.

Da die Aufgabe etwas komplizierter ist, versuchen wir es mit einer LSTM in der Eingabeschicht. Dabei verwenden wir einen bidirektionalen Layer, der die Zeitreihe sowohl von vorne nach hinten als auch von hinten nach vorne analysiert. Die Wrapper-Klasse, die Keras zur Verfügung stellt (Bidirectional) macht uns dabei das Leben leicht: Wenn wir dem Wrapper einen LSTM-Layer oder einen anderen rekurrenten Layer übergeben, werden zwei Schichten angelegt und die Umkehrung der Daten für die zweite, parallele Schicht automatisch organisiert. Die Daten werden also nicht nacheinander, sondern parallel verarbeitet. Deshalb bekommen wir, wenn wir 16 Neuronen für den LSTM-Layer wählen, auch 32 Outputs zurück, da im Hintergrund 2 × 16 Neuronen angelegt werden.

Mit dem Parameter input_shape teilen wir Keras wieder mit, wie die x-Daten, die es als Eingabe dieser Schicht empfängt, organisiert sind. In unserem Fall sind das sechs Features (indicators), für die wir jeweils 24 × 7 = 168 Messwerte zur Verfügung stellen (window).

Hinter dem bidirektionalen Layer beauftragen wir einen zweiten LSTM-Layer mit der Weiterverarbeitung der Daten. Damit das funktioniert, müssen wir den Parameter return_sequences in dem ersten (bidirektionalen) Layer auf True setzen. Wenn wir das nicht tun, bekommen wir nämlich am Ende des ersten Layers nur den Zustand des letzten Iterationsschrittes über die Zeitreihe zurück. Lassen wir uns dagegen die Sequenzen zurückgeben, erhalten wir zusätzlich die bei jedem Zeitschritt (168) berechneten Zustände als Output. Man kann sich das wie eine weitere Zeitreihe vorstellen, in der die Ursprungsdaten (die Messwerte) schon vorverarbeitet sind, sodass die zweite Schicht nachinterpretieren kann.

Nach dem zweiten LSTM-Layer platzieren wir noch eine gewöhnliche, vollständig verbundene Schicht zur finalen Vorverarbeitung. Danach kommt nur noch ein Dense-Layer, den wir mit der Erzeugung von Prognosen (Stromkonsum) beauftragen. Er enthält nur noch ein einzelnes Neuron und keine Aktivierung mehr.

Da es sich jetzt schon um ein mittelgroßes Modell mit einer ganzen Reihe von Parametern handelt, werden wir uns beim Anlernen vermutlich Probleme mit Überanpassung einhandeln. Daher setzen wir Dropouts ein. In den LSTM-Schichten können wir dafür einfach den Parameter dropout mit der gewünschten Dropout-Rate belegen. In den Dense-Schichten aktiveren wir Dropouts wie gewohnt indem wir hinter die jeweilige Schicht einen Dropout-Layer platzieren. Alles Weitere kennen Sie jetzt schon aus den vorherigen Abschnitten: Wir kompilieren das Modell, instanziieren die Callbacks zur Steuerung des Anlernprozesses und rufen dann die fit-Methode mit den Trainings- und Testdaten und den üblichen Parametern (Epochen, Batch-Größe) auf:

1.  from tensorflow.keras.models import Sequential
2.  from tensorflow.keras.layers import (LSTM, Dense,
3.                               Bidirectional, Dropout)
4.  from tensorflow.keras.callbacks import (EarlyStopping,
5.                                          ModelCheckpoint)
6.  window=24*7
7.  horizon=6
8.  indicators=6
9.  model = Sequential()
10. model.add(Bidirectional(LSTM(units=16,
11.                 return_sequences=True, dropout=0.2),
12.                 input_shape=(window, indicators)))
13. model.add(LSTM(units=32, dropout=0.2))
14. model.add(Dense(units=32, activation='relu'))
15. model.add(Dropout(0.2))
16. model.add(Dense(units=1))
17. model.compile(loss='mse', optimizer='rmsprop', metrics=['mae'])
18.
19. early = EarlyStopping(monitor='val_loss', patience=10)
20. check = ModelCheckpoint(filepath='consumption_power_model.h5',
21.                         monitor='val_loss', save_best_only=True)
22.
23. history = model.fit(X_train, y_train,
24.                     epochs=100, batch_size=128,
25.                     validation_data=(X_test, y_test),
26.                     callbacks=[early, check])

Evaluation

Das Training dauert – abhängig von Ihrer Hardware-Ausstattung – vermutlich eine ganze Weile. Die Anzeige der Lerngeschichte sparen wir uns, obwohl der Verlauf vermutlich nicht ganz uninteressant ist. Wenn Sie mit Verlaufsdaten arbeiten, können Sie die Trainings- und Testdaten nicht randomisiert ziehen. Die Testdaten stellen also eine spezifische Auswahl der Daten dar. Bei der Evaluation kann das manchmal zu besseren Ergebnissen führen (wie in unserem Fall), manchmal zu schlechteren Ergebnissen. Manchmal führt es auch zu extrem schlechten Ergebnissen. Zum Beispiel, wenn ihre Daten einen Trend aufweisen und das Modell anhand der Trainingsdaten lernt, dass die Werte einen bestimmten Skalenbereich nicht überschreiten. Wenn Sie Pech haben, schneidet das Modell die Werte dann ab einer bestimmten Schwelle ab. Unter Umständen müssen Sie es dann wie bei den ARIMA-Verfahren mit der Bildung von First Differences versuchen, um den Trend zu entfernen (vergessen Sie dann aber nicht, den Trend später – nach der Schätzung – wieder hinzuzufügen).

Kehren wir jetzt aber zurück zur Evaluation unseres Modells. Um herauszufinden, wie gut es arbeitet, müssen wir uns an einer Benchmark orientieren. Also überlegen wir uns, wie ein regelbasiertes Verfahren arbeiten könnte. Dafür geben wir uns etwas mehr Mühe. Schließlich wollen wir ja wissen, ob sich der ganze Aufwand gelohnt hat oder ob wir mit einer einfachen Faustformel bessere Schätzergebnisse produzieren als mit einem neuronalen Netz.

Unsere naiven Baseline-Schätzer im Überblick:

[image: Image]       Der erste Baseline-Schätzer verwendet einfach den letzten bekannten Wert aus dem Zeitfenster der x-Daten zur Prognose. Das ist in unserem Fall bestimmt nicht besonders klug. Schließlich liegt dieser Wert sechs Stunden in der Vergangenheit. Wenn es also eine zeitlich wiederkehrende Struktur gibt, gehört dieser Schätzwert zu einem anderen Teil des Zyklus. Wir verwenden diesen Wert trotzdem.

[image: Image]       Der zweite naive Schätzer verwendet zur Prognose den Stromverbrauch genau 24 Stunden vor dem zu schätzenden Wert. Das würde funktionieren, wenn der Stromkonsum dem Rhythmus von Tag und Nacht folgt und sich zyklisch alle 24 Stunden wiederholt.

[image: Image]       Für den dritten naiven Schätzer berechnen wir die Mittelwerte des Stromkonsums über die Wochentage und die Tagesstunde. Als Datengrundlage verwenden wir die Trainingsdaten. Wenn wir die Tabelle haben, prüfen wir, für welche Kombination aus Tagesstunde und Wochentag wir eine Prognose erstellen müssen, und schlagen dann den korrespondierenden Mittelwert nach. Dahinter steht die Idee, dass der Stromkonsum nicht nur tageszeitabhängig ist, sondern dass die Konsummuster nach Wochentagen (insbesondere Wochenende vs. Werktage) variieren.

Mit diesen insgesamt vier Schätzmethoden (Schätzmodell plus drei Baseline-Schätzer) berechnen wir Prognosen über die Trainingsdaten. Die Prognosen vergleichen wir dann jeweils mit den wahren Zielwerten, indem wir den mittleren absoluten Fehler berechnen. Die Ergebnisse sind unten abgedruckt:

Mean absolute errors:

nn-model predictions: 0.452
simple predictions 6h: 0.847
simple predictions 24h: 0.508
simple means predictions (weekday/hour): 0.487

Wie man sieht, hat sich die Mühe gelohnt. Das neuronale Netz (nn-model) produziert die geringsten Fehler bei der Prognose. Das naive Verfahren, das den letzten bekannten Wert zur Prognose verwendet, schneidet, wie erwartet, am schlechtesten ab. Das Nachschlagen der Mittelwerte über den Abgleich des Wochentags und der Stunde funktioniert schon deutlich besser.

Visualisieren wir zum Abschluss noch einen Ausschnitt aus den Testdaten zusammen mit den Vorhersagen des Modells und dem besten naiven Prädiktor. Bei einer realen Anwendung sollten Sie sich den Verlauf der Zielvariable schon ganz zu Beginn der Entwicklungsphase genauer ansehen. Daraus lassen sich schließlich hilfreiche Informationen für die Zusammenstellung des Modells ableiten. Hilfreich kann es auch sein, die Voranalysen, die wir im Kapitel zu den ARIMA-Modellen kennengelernt haben, zum Einsatz zu bringen (Autokorrelationen, Komponentenzerlegung), um Erkenntnisse über latente und saisonale Muster in den Daten zu gewinnen, die man für die Zusammenstellung des naiven Schätzverfahrens oder auch die Architektur des neuronalen Netzes einsetzen kann (wie man bei neuronalen Netzen solche Komponenten separat zum Anlernen einsetzen kann, sehen wir uns später noch genauer an).

In Bild 5.17 ist der Verlauf der realen Verbrauchskurve im Vergleich zu den beiden besten Schätzmethoden abgetragen. Man sieht jetzt auch, welche Probleme beim Einsatz eines regelbasierten Schätzverfahrens entstehen (Verwendung der Mittelwerte über Wochentage und Stunde): Die realen Werte folgen zwar durchaus einer zyklischen Grundstruktur, insofern der Stromverbrauch zum Beispiel abends, ab ca. 20:00 Uhr typischerweise nach oben schnellt, während er in den Stunden zuvor deutlich niedriger liegt. Allerdings finden Anstieg und Abfall nicht regelmäßig zur genau gleichen Uhrzeit statt. Deshalb liegt auch das Mittelwertsmodell teils deutlich daneben, wenn es jede Stunde/jeden Wochentag gleich behandelt. Das neuronale Netz macht das etwas besser. Das spricht dafür, dass sich aus den anderen verfügbaren Variablen und den latenten Korrelationen der Lags relevante Hinweise auf den Verlauf der Kurve ableiten lassen.
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Bild 5.17 Tatsächlicher und prognostizierter Stromkonsum für einen Ausschnitt aus den Testdaten – D (Tag im Monat), H (Stunde).




	5.5
	Konvolutionale Netze




Konvolutionale Verfahren schneiden ähnlich wie rekurrente Netze die Lern-DNA eines Neurons auf eine bestimmte Aufgabe zu. Das Netz wird im Hinblick auf die Charakteristika und den Kontext der Daten eingestellt. Im Falle rekurrenter Netze war das die sequenzielle Informationsstruktur. Im Falle konvolutionaler Netze ist es die räumliche Anordnung der Pixel in einer Bildmatrix.

Aber konvolutionale Layer können mehr als nur Bildmaterial interpretieren. Sie werden heute in verschiedenen Bereichen erfolgreich eingesetzt – unter anderem in der Verarbeitung von Zeitreihen. Wie das geht und wie wir sie mit Keras praktisch einsetzen können, sehen wir uns im Folgenden an. Zunächst kümmern wir uns aber um die Hintergründe und die Arbeitsweise des konvolutionalen Verfahrens.



	5.5.1
	Funktionsweise konvolutionaler Schichten




Stellen Sie sich zunächst das Schwarz-Weiß-Foto des Gesichts einer Katze vor. Die digitale Variante besteht aus einer zweidimensionalen Pixelmatrix. Jedes Pixel entspricht einer numerischen Variable, die die Helligkeit des Bildes an diesem Punkt codiert. Wenn wir mit einem Standardalgorithmus (z. B. einer logistischen Regression) eine solche Matrix verarbeiten wollten, um eine Klassifikationsaufgabe zu lösen, müssten wir für jedes Pixel der Matrix einen Gewichtungskoeffizienten anlernen. Wenn das Bild also aus 100 × 100 Pixeln besteht – ein sehr kleines Bild –, würden wir ein Modell mit 10000 Koeffizienten benötigen.

Ein solches Modell ist nicht nur unverhältnismäßig groß. Es ist auch ziemlich untalentiert. Es hat schließlich keine andere Wahl, als die einzelnen Koeffizienten für spezifische Ausschnitte des Bildes anzulernen.

Nehmen wir an, wir möchten mit diesem Modell Katzen klassifizieren, und ein gutes Kriterium, um eine Katze von anderen Tieren (Hunde, Mäuse, Kaninchen) zu unterscheiden, sei das Auge der Katze. Wenn nun in den Trainingsdaten das Auge der Katze immer oder meistens an einer bestimmten Position in der Bildmatrix auftritt (zum Beispiel oben links), stellt das Modell die Gewichte, die für diese Bildregion zuständig sind, auf die Erkennung des Auges ein.

Nehmen wir weiter an, Sie schießen ein Foto Ihrer Katze, die auf dem Rücken liegt. Auf dem Foto ist das Auge jetzt, statt oben links, unten links zu sehen. Wenn wir unserem Modell dieses Foto zur Analyse übergeben, ist es hilflos. Es wird die Katze nicht erkennen. Die Koeffizienten unten links sind nicht auf die Erkennung von Augen justiert, da sie nie oder nur ganz selten ein Auge an dieser Stelle in den Trainingsdaten gesehen haben. Und die für die Erkennung des Auges spezialisierten Gewichte bekommen den Bildausschnitt mit dem Auge nicht zu sehen, weil sie nur für die Analyse der Bildregion oben links zuständig sind.

Das ist das Problem bei der Verwendung räumlicher Informationen. Es ist so ähnlich wie das Problem, auf das wir bei der Verarbeitung zeitlicher Informationen gestoßen sind. Das Modell kann die Position und den Inhalt einer Variable nicht unterscheiden und die beiden Informationen deshalb nicht unabhängig voneinander modellieren.

Kernel, Filter und Response Map

Die Lösung des Problems besteht wieder darin, die Lernarchitektur auf das Problem zuzuschneiden. In diesem Fall verwendet man dafür aber keine Zustandsvariable, kein Gedächtnis, das sich zuvor gesehene Werte merkt. Bei einem konvolutionalen Verfahren tastet man das Bild Ausschnitt für Ausschnitt mit dem gleichen Neuron ab. Der Trick besteht dabei darin, das Neuron mit einer begrenzten Anzahl von Gewichten auszustatten (zum Beispiel neun Gewichte), um damit einen begrenzten Bildausschnitt (der aus einer Fläche von 3 × 3 Pixel besteht) zu scannen. Ein solches Neuron nennt sich Kernel.

Damit der Kernel das komplette Bild untersuchen kann, schiebt man ihn einfach schrittweise über die gesamte Bildmatrix. Von oben links nach oben rechts und von dort aus einen Pixelschritt weiter unten wieder zurück nach links usw. Das Ganze wiederholt man so lange, bis das gesamte Bild untersucht wurde.

So produziert der Kernel für jeden Bildausschnitt, den er zu Gesicht bekommt, einen Output (Schätzwert). Der Kernel ist dabei nicht viel mehr als eine lineare Schätzgleichung mit einer Aktivierungsfunktion, die für jeden Pixel des Teilbereichs einen Gewichtungskoeffizienten anlernt.

Schiebt man den Kernel über die gesamte Bildmatrix, werden die gleichen Gewichte für unterschiedliche Regionen zur Produktion von Schätzwerten eingesetzt. So können die gleichen Teilstrukturen in jeder Region des Originalbildes aufgespürt werden.

Nach Abschluss des Scanvorgangs liegt eine Response Map vor. Die Response Map besteht aus einer Sammlung von Schätzwerten des Kernels für jede Bildregion. Die einzelnen Schätzwerte beschreiben dabei das Ursprungsbild im Hinblick auf das Vorkommen eines bestimmten Musters (Bild 5.18).
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Bild 5.18 Abtastung einer Bildmatrix mithilfe eines Kernels. Durch Verschiebung des Kernels über die Matrix entsteht für jeden Teilbereich des Originalbildes eine Ausgabe.


Nehmen wir einmal an, der Kernel sei auf die Aufspürung von Katzenaugen spezialisiert. Egal an welcher Stelle auf diesem Bild ein Katzenauge auftaucht, der Kernel wird immer feuern, sobald er die Struktur des Auges erkennt. Wenn wir eine Katze also am Auge erkennen, müssen wir am Ende nur noch die Response Map absuchen und prüfen, ob das Katzenaugen-Neuron mindestens einmal mit hinreichend hoher Intensität gefeuert hat.

Das ist die Aufgabe eines Neurons in einem konvolutionalen Layer. Es spürt bestimmte Muster an beliebigen Positionen innerhalb des Bildes auf. Es spielt deshalb keine Rolle mehr, wo genau das Auge der Katze auftritt, ob links oben oder rechts unten oder in der Mitte. Das Neuron entdeckt es überall.

Auf der anderen Seite heißt das, dass zur Aufspürung verschiedener Muster verschiedene Neuronen angelernt werden müssen. Jedes Neuron arbeitet als Filter, der auf die Identifikation eines bestimmten Bildmusters spezialisiert ist. Welche Muster das sind, können wir dem Netzwerk natürlich nicht vorschreiben. Es muss selbstständig herausfinden, durch welche Teilmuster sich die Gestalt, die es erkennen soll, auszeichnet, und die Gewichte der verschiedenen Filter während des Trainings entsprechend einstellen.

Stapelung konvolutionaler Schichten

Die Verwendung von Filtern ist die eine Neuerung in einem konvolutionalen Netz. Die Stapelung mehrerer konvolutionaler Schichten die andere.

Dass man mehrere konvolutionale Schichten hintereinanderschaltet, hat mit der Art der Organisation visueller Informationen zu tun. Ein einzelnes Neuron, das eine Fläche der Größe 3 × 3 abtastet, ist normalerweise nicht in der Lage, das Auge einer Katze zu erkennen, wenn dieses Auge nicht zufälligerweise in genau dieser (sehr kleinen) Größe auf dem Bild auftaucht. Noch schwieriger wird es bei komplexen Gestalten wie dem Gesicht der Katze oder deren Körper. Solche Gebilde bestehen ihrerseits aus einfacheren Teilgebilden und diese wiederum aus noch einfacheren Teilgebilden.

Aus diesem Grund versucht man, konvolutionale Netze dazu zu bringen, nach dem Bottom-Up-Prinzip Formen zu lernen. Die erste Schicht hat die Aufgabe, nur sehr elementare Muster auf dem Bild zu erkennen – zum Beispiel einen Bogen, eine Gerade oder eine Diagonale. In der nächsten Schicht werden diese elementaren Formen dann zu größeren Gebilden zusammengefügt. Zum Beispiel aus einem vertikalen Strich und vier rahmenden Bögen das Katzenauge. Oder aus einem Querstrich und zwei Diagonalen das Ohr der Katze und so weiter. Dann geht es noch eine Etage weiter nach oben. Dort wird aus dem Ohr, dem Auge und der Schnauze das Gesicht der Katze zusammengesetzt und so weiter.

Pooling-Verfahren

Damit das funktioniert, genügt es allerdings nicht, eine konvolutionale Schicht einfach auf die andere zu stapeln. Im Normalfall reproduziert die Response Map das komplette Bild. Die Verkleinerung, die wir in Bild 5.18 sehen, kommt nur durch die Aussparung der Ränder beim Scanvorgang zustande. Das heißt, die nachfolgende Schicht müsste faktisch wieder fast das komplette Bild abtasten.

Das kann man zwar machen. Einfacher wird es aber, wenn man der nachfolgenden Schicht eine verdichtete Matrix anbietet, die für jede Bildregion (oder am Ende sogar für das gesamte Bild) nur noch die wesentlichen Informationen enthält. Zum Beispiel, ob die eine oder andere Form, nach der die vorgelagerte Schicht gesucht hat, vorhanden ist oder nicht vorhanden ist.

Daher legt man zwischen jede konvolutionale Schicht eine die Originalmatrix verkleinernde Pooling-Schicht. Sie erfüllt genau diese Aufgabe. Sie selektiert die wichtigsten Informationen jeder Region.

Technisch lässt sich das sehr einfach umsetzen. Meistens wird aus einem bestimmten Bereich der Response Map einfach der Maximalwert selektiert oder der Durchschnitt über eine bestimmte Region gebildet (Bild 5.19). Das Ergebnis ist eine verdichtete Matrix, die für größere
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Bild 5.19 Max-Pooling-Verfahren. Verkleinerung der Response Map durch Selektion der Maximalwerte aus einem Teilbereich.


Teilbereiche des Bildes (oder für das ganze Bild) nur noch die höchste oder durchschnittliche Wahrscheinlichkeit codiert, mit der ein bestimmtes Filter-Muster an dieser Stelle auftritt.

Bezogen auf unsere Lernaufgabe wird durch das Pooling-Verfahren zum Beispiel die Frage beantwortet, ob der Querstrich, der Bogen oder die Diagonale in einem Pixelquadrat der Größe 2 × 2 vorkommt oder nicht vorkommt. Auf diese Weise wird das Bild Schicht für Schicht kleiner. Bei einer 100 × 100-Matrix, erhält man nach dem ersten Layer zum Beispiel eine Response Map der Größe 98 × 98. Durch das Pooling-Verfahren wird sie auf die Größe 49 × 49 reduziert. Der nächste konvolutionale Layer produziert dann eine Ausgabe der Größe 47 × 47, die durch die darauffolgende Pooling-Schicht auf die Größe 23 × 23 reduziert wird usw.

Man stellt sich das dann so vor, dass die Ausgabe der letzten konvolutionalen Schicht bzw. der letzten Pooling-Schicht eine voranalysierte Matrix liefert, die Informationen der Art enthält: Kommt das Auge auf dem Bild vor, kommen die Schnurrhaare vor, kommt die Katzennase vor etc. Die Ausgabeschicht muss dann nur noch für jede Wahrscheinlichkeit des Vorkommens der einen oder anderen Form einen Koeffizienten anlernen, aus dessen Addition und Aktivierung die Wahrscheinlichkeit dafür resultiert, dass auf dem Bild eine Katze zu sehen ist bzw. keine Katze zu sehen ist.



	5.5.2
	Zeitreihen mit konvolutionalen Layern verarbeiten




Wenn man verstanden hat, wie konvolutionale Layer arbeiten, ist es leicht, sich vorzustellen, wie sich das Verfahren auf die Verarbeitung von Zeitreihen übertragen lässt.

Nehmen wir an, wir verfügen über eine univariate Zeitreihe, die wir mit einem Zeitfenster von acht Zeitschritten anlernen möchten. Die Fenster liegen jeweils in der Form eines eindimensionalen Arrays vor (Bild 5.20).
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Bild 5.20 Der Kernel wird über Ausschnitte der Zeitreihe geschoben. Er produziert für jeden Ausschnitt eine Ausgabe. Die Ausgaben werden in der Response Map gesammelt.


Über dieses Array schiebt man jetzt einfach einen Kernel mit – zum Beispiel – drei Gewichten, der einen Ausschnitt aus der Zeitreihe der Länge drei analysiert. Der einzige Unterschied zur Bildverarbeitung besteht darin, dass mit dem Kernel jetzt kein zweidimensionaler Ausschnitt aus einer Bildmatrix angelernt wird, sondern ein eindimensionaler Ausschnitt aus einer Zeitreihe.

Der Rest ist genauso wie im Abschnitt oben beschrieben: Für jeden Ausschnitt entsteht ein Schätzwert, der die in diesem Ausschnitt vorgefundenen Muster beschreibt. In der Regel lernt man pro Ausschnitt mehr als einen Filter an, sodass verschiedene Verlaufsstrukturen wie Anstieg, Abfall, konstante Phase, Ausreißer nach oben oder unten etc. identifiziert werden können.

Und genau wie bei der Verarbeitung von Bilddaten kann man nach dem konvolutionalen Layer mit einer Pooling-Schicht die interessantesten Merkmale selektieren und danach weitere Konvolutionen durchführen, um am Ende mit einem Dense-Layer die finale Ausgabe zu produzieren.

Allerdings ist das Verfahren nicht für alle Lernaufgaben mit Zeitreihen gleichermaßen geeignet. Schließlich wird die Sequenz der Messwerte in Teilbereichen analysiert und im Wesentlichen festgestellt, ob bestimmte Verlaufsmuster auftreten. Wenn das Auftreten bestimmter Verlaufsmuster – egal, an welcher Stelle innerhalb der Reihe und egal, welcher andere Verlauf vorausging – indikativ für die Zielvariable ist, funktioniert das ganz gut. Zum Beispiel, wenn der Ausreißer eines Messwerts nach oben den Defekt eines Maschinenteils ankündigt.

In anderen Fällen sind rekurrente Netze besser geeignet. Zum Beispiel, wenn Werte einer Reihe vor dem Kontext anderer Werte interpretiert werden müssen oder wenn ein stetiger Verlauf in die Zukunft fortgeschrieben werden soll.

In der Praxis werden beide Verfahren manchmal auch kombiniert eingesetzt [Lai2018]. Technisch ist das nicht allzu schwer. Dabei wird zuerst ein konvolutionaler Layer eingesetzt, der kleinere Ausschnitte des Zeitfensters im Hinblick auf bestimmte Verlaufsformen voruntersucht. Da die resultierende Response Map nichts anderes als eine Sequenz ist, kann man sie einfach einer rekurrenten Schicht als Input übergeben. Die rekurrente Schicht analysiert dann den Ablauf, in der die voranalysierten Verlaufsformen nacheinander auftreten und produziert auf dieser Grundlage ein Schätzergebnis.

So macht man sich die Vorteile beider Verfahren zunutze: die des konvolutionalen Verfahrens, das auf die Identifikation von Teilmustern spezialisiert ist, sowie die des rekurrenten Verfahrens, das Informationen vor dem Hintergrund vorhergehender Informationen interpretieren kann.



	5.5.3
	Training einer Zeitreihe mit einer konvolutionalen Schicht




Keras bietet für verschiedene Aufgabenstellungen verschiedene vorkonfigurierte konvolutionale Layer an. Zur Analyse von Bildmatrizen steht die Klasse Conv2D zur Verfügung, zur Analyse bewegter Bilder die Klasse Conv3D und für die Analyse von Zeitreihen die einfachste Klasse Conv1D.

Wenn wir einen konvolutionalen Layer zur Verarbeitung einer Zeitreihe einsetzen, müssen wir die Daten zunächst wieder in Form bringen. Das läuft zum Glück genauso ab, wie beim Einsatz einer rekurrenten Schicht. Jeder einzelne Datensatz wird als zweidimensionale Matrix verpackt, in der die Messwerte getrennt für jeden Zeitpunkt in ein Array eingeschlossen sind.

Daten und Preprocessing

Probieren wir das Ganze wieder an einem einfachen Beispiel aus. Stellen Sie sich eine Maschine vor, die ein Produkt erzeugt. Das Produkt kann entweder fehlerhaft oder fehlerfrei sein. Der Produktionsprozess für ein einzelnes Produkt dauert acht Sekunden. In diesen acht Sekunden liefert die Maschine jeweils fortlaufende Daten über ihren inneren Zustand. Wir gehen einmal davon aus, dass es sich dabei um die Temperatur handelt.

Nehmen wir weiter an, der Temperaturverlauf sei aussagekräftig im Hinblick auf die Güte der Produktion. Fehlerhafte Produkte entstehen immer dann, wenn die Temperatur vom einen auf den anderen Zeitschritt sprunghaft ansteigt und dann wieder abfällt. Alle anderen Arten von Verläufen (kontinuierliche Anstiege, Plateauphasen oder Abstiege) haben keine negative Auswirkung auf den Produktionsprozess (Bild 5.21).
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Bild 5.21 Verlauf der Temperaturkurven in einem fiktiven Produktionsprozess: Gestrichelte Verläufe resultieren in fehlerfreien Produkten, durchgezogene Verläufe in fehlerhaften Produkten.


Die Daten liegen in einer zweidimensionalen Matrix vor, in der jede Zeile einen Produktionsvorgang beschreibt. Die Spalten t0 bis t7 bezeichnen die Temperaturen zu den verschiedenen Zeitschritten, die Spalte target das resultierende Produkt (fehlerhaft=1, fehlerfrei=0):
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Die Aufgabe selbst ist sehr einfach und wie geschaffen für einen CNN-Layer. Fehlerhafte Produkte zeichnen sich durch ein angebbares Teilmuster innerhalb der Zeitreihe aus. Sie entstehen immer dann, wenn die Temperatur während des Produktionsvorgangs vom einen auf den anderen Zeitschritt stark anwächst und dann wieder abfällt.

Aufbau und Anlernen des Modells

Also beginnen wir, unser Modell aufzusetzen. Wir versuchen es zuerst mit einem schlanken Modell. Die erste Schicht besteht aus einem konvolutionalen Layer, der mit genau einem Filter arbeitet. Da sich der atypische Temperaturverlauf, wie in Bild 5.21 zu sehen ist, in einem Zeitfenster von drei Intervallen abspielt, verwenden wir zum Anlernen einen Kernel, der genau drei Zeitschritte untersucht und dafür jeweils ein Gewicht anlernt. Danach legen wir eine Max-Pooling-Schicht an, mit der die Response Map des konvolutionalen Layers halbiert wird. Den Abschluss bildet eine einfache, vollständig verbundene Schicht, die die binäre Klassifizierung besorgt.

Beachten müssen wir dabei, dass die Max-Pooling-Schicht bzw. die konvolutionale Schicht genau wie die Eingabematrix eine zweidimensionale Ausgabestruktur produziert. Diese Ausgabe müssen wir in einen flachen Vektor verwandeln, bevor wir sie dem Dense-Layer zur Erzeugung der finalen Ausgabe übergeben können. Dafür stellt Keras die Klasse Flatten zur Verfügung. Wenn wir sie zwischen Max-Pooling und Dense-Layer spannen, bekommen wir das gewünschte Resultat. Die Operation ist denkbar einfach. Das ist so ähnlich als würden wir mit NumPy eine Matrix mit der Methode reshape(-1) umwandeln. Die Werte der Originalmatrix werden einfach Zeile für Zeile hintereinander in einen flachen Vektor geschrieben.

1.  from tensorflow.keras.models import Sequential
2.  from tensorflow.keras.layers import (Dense, Flatten,
3.                                       Conv1D, MaxPool1D)
4.  model = Sequential()
5.  model.add(Conv1D(filters=1, kernel_size=3,
6.          input_shape=(8,1), activation='relu'))
7.  model.add(MaxPool1D(pool_size=2))
8.  model.add(Flatten())
9.  model.add(Dense(units=1, activation='sigmoid'))
10. model.compile(loss='binary_crossentropy', optimizer='sgd',
11.             metrics=['accuracy'])
12. model.summary()

Ausgabe:

______________________________________________________
Layer (type)             Output Shape     Param #
======================================================
conv1d (Conv1D)          (None, 6, 1)     4
______________________________________________________
max_pool (MaxPooling1D)  (None, 3, 1)     0
______________________________________________________
flatten (Flatten)        (None, 3)        0
______________________________________________________
dense (Dense)            (None, 1)        4
======================================================
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Code-Hinweise: Nachdem wir die relevanten Klassen importiert (Zeilen 1 bis 3) und die Basisklasse Sequential instanziiert haben (Zeile 4), fügen wir dem Modell als Erstes einen konvolutionalen Layer hinzu (Zeilen 5 bis 6). Über den Parameter filters spezifizieren wir die Anzahl der Neuronen, die angelernt werden; der Parameter kernel_size bestimmt, wie lange das Patch sein soll, mit dem wir die Zeitreihe abtasten. Wir stellen ihn auf den Wert 3 ein, sodass der Kernel drei Gewichte anlernt. Das Ganze aktivieren wir mit der Rectifier-Funktion. Danach legen wir die Max-Pooling-Schicht an (MaxPool1D, Zeile 7). Durch Belegung der pool_size mit dem Integer 2 weisen wir die Klasse an, die Größe der Response Map um die Hälfte, von sechs auf drei Einheiten, zu reduzieren. Danach kommt noch der Flatten-Layer, der in diesem Fall – da es sich um eine Zeitreihe mit nur einem Messindikator pro Zeitschritt handelt – nichts anderes macht, als die inneren Array-Klammern zu entfernen, sodass ein flacher Vektor mit der Shape 3 entsteht.

Der Rest ist bekannt. Die letzte vollständig verbundene Schicht produziert einen Wahrscheinlichkeitswert, der angibt, ob es sich um ein fehlerhaftes Produkt handelt. Da es sich um eine binäre Klassifikationsaufgabe handelt, kompilieren wir das Modell mit der binären Kreuzentropie als Verlustfunktion und einem SGD‑Optimierer.

[image: Image]


Aus der Ausgabe der Modell-Architektur geht hervor, dass die erste Schicht mit genau vier Parametern arbeitet. Das ist der Bias und die drei Gewichte des Kernels, die über die Zeitreihe geschoben werden. Weder die Max-Pooling-Schicht, noch die Flatten-Layer arbeiten mit trainierbaren Parametern. Nur der Dense-Layer, der die finale Ausgabe produziert, benötigt wiederum einen Bias und drei weitere Gewichte, um auf Basis der verkleinerten Response Map (die als Input fungiert) die Klassifikationsaufgabe zu lösen.

Wenn wir das Modell danach mit den Daten über ca. 1000 Epochen anlernen, landen wir am Ende bei einer Accuracy von 100 %:

history = model.fit(X, y, epochs=1000, batch_size=1, verbose=False)
loss, acc = model.evaluate(X, y)
print('accuracy: {:.3}'.format(acc))

Ausgabe:

accuracy: 1.0

Was die konvolutionale Schicht gelernt hat

Werfen wir jetzt noch einen Blick auf die Gewichte der konvolutionalen Schicht. Darin sollte sich das kritische Muster widerspiegeln, das die Produktionsfehler ankündigt. Wir extrahieren sie aus dem ersten Layer mit der Methode get_weights:

w_conv = model.get_layer(index=0).get_weights()[0]
print('weights, conv:\n', w_conv)

Ausgabe:

weights, conv:
[-1.887, 1.875, -1.955]

Man sieht daran sehr schön, wie sich der Filter eingestellt hat. Das Neuron feuert immer dann, wenn eine Konstellation auftritt, in der ein niedriger Temperaturwert (negativer Input) einem hohen Wert folgt und der hohe Wert einem niedrigen.

Wenn das erst einmal erkannt wurde, ist die Klassifikationsaufgabe für den Dense-Layer ein Kinderspiel. Sehen wir uns auch die Gewichte dieser Schicht genauer an, um zu sehen, wie leicht die Aufgabe jetzt zu lösen ist:

w_dense = model.get_layer(index=3).get_weights()[0]
print('weights, dense:\n', w_dense)

Ausgabe:

weights, dense:
[2.209, 2.123, 2.332]

Ein fehlerhaftes Produkt entsteht, sobald einer der Outputs aus der Response Map einen hohen positiven Wert zurückliefert. Es spielt dabei keine Rolle, an welcher Stelle innerhalb der Zeitreihe das Muster auftaucht – vorne, in der Mitte oder hinten. Deshalb liegen alle drei Gewichte auf dem gleichen (hohen) Level.

Für diese Art von Aufgabe sind konvolutionale Layer wie geschaffen: Klassifikationen, in denen sich eine Zuordnung durch spezifische Teilverlaufsmuster identifizieren lassen. Zum Beispiel wenn sich ein plötzlich auftretender Schaden in einer Maschine in einem von der Norm abweichenden Verlauf eines oder mehrerer Indikatoren ankündigt.

Schwieriger wird es, wenn es um die Fortschreibung stetiger Werte einer Reihe in die Zukunft geht. Wenn sich diese Werte nicht durch ein spezifisches Ereignis innerhalb der Reihe eindeutig vorhersagen lassen, sondern die Werte über die Zeit einem steten Wandel unterliegen, sollte man besser auf das rekurrente Verfahren zurückgreifen. Rekurrente Neuronen bauen sich langsam auf. Sie produzieren Schätzwerte, indem sie die bereits konsumierten Messwerte aus der Vergangenheit mit den jeweils neuen Messwerten aktualisieren (siehe den Abschnitt 5.4.1). Das Verfahren nähert sich, je länger die Reihe ist, allmählich an den zu prognostizierenden Wert an.



	5.6
	Mit Zeitfenstern in der Praxis arbeiten




Wie wir gesehen haben, liegen Zeitreihen meistens als Datenmatrizen vor, in denen jede Zeile einen Zeitstempel trägt. Wenn wir mit solchen Daten rekurrente oder konvolutionale Netze anlernen möchten, müssen wir die Daten zuerst vorbereiten. Wie das grundsätzlich funktioniert, haben wir bereits in Abschnitt 5.4.4 gesehen.

In der Praxis tritt aber häufig das Problem auf, dass die Trainingsdaten zu groß für den Arbeitsspeicher sind. Selbst wenn wir die Rohdaten noch laden können, wird die Matrix durch die Vorverarbeitung oft so stark aufgebläht, dass spätestens jetzt der Arbeitsspeicher in die Knie geht. Wir haben in Abschnitt 5.4.4 gesehen, woran das liegt: Durch die Umstrukturierung entstehen überlappende Zeitfenster, in denen die gleichen Zeilen mehrfach in unterschiedlichen Datensätzen auftreten, sodass die Größe der Gesamtdaten multiplikativ anwächst.

In diesem Abschnitt kümmern wir uns um diese Probleme im Detail. Dazu müssen wir uns zunächst mit der Funktionsweise von Generatoren in Python auseinandersetzen. Danach sehen wir uns an, wie uns Generatoren beim Anlernen von Modellen im Allgemeinen und beim Anlernen von Zeitfenstern im Besonderen unterstützen.



	5.6.1
	Generatoren




Eines der interessanteren Features, die Python für Data Scientists zu bieten hat, sind Generatoren. Generatoren verhalten sich wie Iteratoren, die beim Aufruf nacheinander Werte zurückliefern [Ramalho2015, S. 745]. Daher können wir sie so ähnlich benutzen wie Listen, Tupel oder Sets. Wir können sie zum Beispiel in eine for-Schleife einspannen und erhalten jeweils einen Wert zurück, der uns dann im Schleifenkörper zur Verfügung steht.

Aber Generatoren sind keine Datenbehälter. Sie stellen zwar Werte zur Verfügung, woher diese Werte stammen, ist aber von der Implementierung der Funktion abhängig, die dem Generator zugrunde liegt. Sie können sowohl aus Behältern oder Dateien abgerufen werden oder innerhalb eines Algorithmus „on the fly“ produziert werden.

Generator-Funktionen

Die Sorte Generator, die uns interessiert, entsteht aus einer Funktion. Um eine Funktion in eine Generator-Funktion zu verwandeln, setzt man das Keyword yield an die Stelle, an der eine Rückgabe erfolgen soll. Beim Aufruf der Generator-Funktion wird dann allerdings nicht der implementierte Algorithmus aufgerufen und ein oder mehrere Werte zurückgeliefert, stattdessen erhält man als Rückgabe eine Instanz der Klasse generator.

Objekte dieses Typs können wie Iteratoren über die next-Funktion angesprochen werden. Bei jedem Aufruf von next wird der Algorithmus in der Ursprungsfunktion aufgerufen und an der Stelle, an der das Keyword yield steht, ein Wert zurückgeliefert. Diese Prozedur kann so lange wiederholt werden, bis der Generator keine weiteren Rückgaben mit yield mehr liefert. Danach ist der Generator aufgebraucht. Er kann nicht mehr weiterverwendet werden.

Das yield-Keyword organisiert, wie angedeutet, die Rückgabe. Im Unterschied zum return-Keyword beendet yield aber die Funktion nicht, sondern liefert einen Wert zurück. Außerdem wird die Abarbeitung des Algorithmus hinter dem yield-Statement unterbrochen. Der Generator wartet auf die nächste Abfrage mit next. Sobald sie erfolgt, arbeitet der Algorithmus weiter, bis er auf das nächste yield-Statement trifft.

Sehen wir uns das an einem einfachen Beispiel an:

1. def loop_generator():
2.     for i in range(10):
3.         yield i
4.
5. gen = loop_generator()
6. for el in gen:
7.     print(el, end=' ')

Ausgabe:

0 1 2 3 4 5 6 7 8 9
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Code-Hinweise: In Zeile 1 definieren wir eine normale Funktion mit dem Namen loop_generator, die beim Aufruf keine Argumente erwartet. Innerhalb des Funktionskörpers (Zeile 2) öffnen wir eine for-Schleife der Länge 10. Zeile 3 macht aus der Funktion durch Setzen des yield-Statements eine Generator-Funktion, die beim Aufruf jeweils die Schleifenvariable i als Rückgabe liefert. In Zeile 5 beschaffen wir uns eine Instanz der Generator-Funktion und speichern sie in der Referenzvariable gen, um dann in einer Schliefe über den Generator zu iterieren (Zeile 6). Als Rückgabe erhalten wir jeweils ein Element, das wir auf der Konsole ausgeben (Zeile 7).
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Wir können einen Generator also wie eine Sequenz verwenden und damit nacheinander Werte abfangen und verarbeiten. Das ist von Vorteil, wenn Daten so groß sind, dass sie nicht mehr in den Arbeitsspeicher passen oder wenn die einzelnen Datensätze aufwendig vorverarbeitet werden müssen – zum Beispiel durch einen One-Hot-Encoder, der aus 100 Spalten 10000 macht oder wenn wir, wie beim Anlernen mit Zeitreihen, fixe Zeitfenster extrahieren müssen.

Da der Generator immer nur die Daten im Arbeitsspeicher halten muss, die beim Aufruf der next-Methode abgefragt werden, können wir innerhalb der Generator-Funktion aufwendige Vorverarbeitungstechniken umsetzen, ohne den Arbeitsspeicher zu überlasten. Oder wir können einen Datensatz, der zu groß für den Arbeitsspeicher ist, Zeile für Zeile oder Batch für Batch einem neuronalen Netz zum Anlernen verabreichen.

Daten mit Pandas batchweise ziehen

Die Vorverarbeitung von Zeitfenstern sehen wir uns im nächsten Abschnitt genauer an. Werfen wir jetzt also einen Blick auf die Möglichkeiten, Daten, die nicht in den Arbeitsspeicher passen, mit Generatoren einzulesen und zu verarbeiten.

Wir könnten das natürlich alles von Hand erledigen: innerhalb der Generator-Funktion die CSV-Datei mit einem Kontext-Manager öffnen, Zeile für Zeile abarbeiten, die relevanten Spalten extrahieren und in float-Werte umwandeln, in ein Array packen und mit yield zurückliefern. Einfacher geht es mit Pandas. Die read_csv-Funktion, die CSV-Dateien vom Dateisystem als Data-Frame lädt, bietet einen Parameter chunksize, den wir mit einem Integer belegen können. Der Integer teilt der Funktion mit, wie viele Zeilen aus der CSV-Datei pro Aufruf zurückgeliefert werden sollen. Sobald wir diesen Parameter setzen, erhalten wir keinen Data-Frame mehr, sondern ein TextFileParser-Objekt, das sich so ähnlich verhält wie ein Generator-Objekt. Wenn wir die next-Methode aufrufen, bekommen wir die Daten zurückgeliefert, die wir bestellt haben. Dabei handelt es sich um einen Data-Frame, der die auf dem Parameter chunksize spezifizierte Anzahl von Zeilen enthält.

Wenn wir chunksize also zum Beispiel auf 100 setzen, erhalten wir beim ersten Aufruf die ersten 100 Zeilen aus der CSV-Datei als Data-Frame. Beim nächsten Aufruf lädt Pandas die nachfolgenden 100 Zeilen aus der CSV-Datei nach usw. Der Aufruf funktioniert so lange, bis das Objekt vollständig konsumiert ist, das heißt alle Zeilen aus der Datei abgearbeitet sind. Wenn der Datensatz zum Beispiel 350 Zeilen enthalten würde, würden wir bei den ersten drei Aufrufen einen Data-Frame mit jeweils 100 Zeilen und beim letzten Aufruf einen Data-Frame mit 50 Zeilen zurückbekommen.

Das ist ziemlich praktisch. Wir haben jetzt nämlich die Möglichkeit, über beliebig große Datensätze anzulernen, ohne sie jemals komplett anfassen zu müssen. Probieren wir das wieder mit unseren Versicherungsdaten (siehe den Abschnitt 5.2.1) und einem einfachen neuronalen Netz aus.

Mit Generatoren anlernen

Wenn wir mit Keras arbeiten, haben wir prinzipiell zwei Möglichkeiten, den Anlernprozess mit einem Generator zu organisieren:

[image: Image]       Wir können die Schritte des Anlernprozesses manuell abarbeiten. In diesem Fall rufen wir für jeden Batch, bestehend aus einer Anzahl von x/y-Daten, den uns der Generator zurückliefert, die fit-Methode auf. Das Modell wird inkrementell angelernt.

[image: Image]       Wir können in Keras beim Aufruf der fit-Methode ein Generator-Objekt (anstelle der Trainingsdaten) übergeben. Wenn der Generator richtig ausprogrammiert ist, übernimmt Keras für uns den Aufruf der next-Methode und zieht Schritt für Schritt Batches, mit denen das Modell angelernt wird.

Für beide Varianten des Anlernens benötigen wir eine Generator-Funktion, die die Daten vorbereitet und das Modell mit x- und y-Batches aus den Ursprungsdaten versorgt. Daher kümmern wir uns darum zuerst.

Manchmal hilft es, sich diese Funktion zuerst auszumalen, bevor man sie praktisch umsetzt. Wir stellen uns diese Generator-Funktion etwa so vor:

[image: Image]       Sie soll einen Pfad auf dem Dateisystem ansteuern, der auf eine CSV-Datei verweist. Diese Datei soll im Hintergrund geöffnet und abgearbeitet werden. Die Abarbeitung soll dabei mit variablen Batch-Größen möglich sein. Wir möchten einstellen können, wie viele Zeilen pro Aufruf der next-Methode zurückgeliefert werden.

[image: Image]       Außerdem soll die Rückgabe der Batches getrennt nach Features (X) und Zielvariable (y) erfolgen. Damit die Funktion diese Trennung durchführen kann, übergeben wir beim Aufruf die Namen der Spalten, die als x-Daten, und den Namen der Spalte, die als y-Datum zurückgeliefert werden soll.

[image: Image]       Die x-Daten müssen vor der Rückgabe standardisiert werden. Dabei gehen wir jetzt einmal davon aus, dass wir die Mittelwerte und die Standardabweichung bereits über eine repräsentative Auswahl aus den Trainingsdaten ermittelt haben und einfach anwenden können.9 Auch möchten wir in der Lage sein, darüber zu bestimmen, wie oft die kompletten Daten (alle Zeilen) abgearbeitet werden. Schließlich können wir das Modell nicht über eine einzige Epoche anlernen, wir benötigen dafür 10, 20 oder mehr Epochen.

1.  import pandas as pd
2.
3.  def provide_data(data: str, batch_size: int,
4.                  X_cols: list, y_col: str,
5.                  X_means: list, X_std: list,
6.                  epochs=20):
7.      for i in range(epochs):
8.          tfp = pd.read_csv(data, chunksize=batch_size)
9.          for df in tfp:
10.             X = df[X_cols].values
11.             y = df[y_col].values / 10000
12.             X = (X - X_means) / X_std
13.             yield X, y
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Code-Hinweise: Nachdem wir Pandas importiert haben (Zeile 1), definieren wir die Generator-Funktion unter dem Namen provide_data (Zeilen 3 bis 6). Die Funktion erwartet beim Aufruf die Übergabe eines Pfades, unter dem eine CSV-Datei zu finden ist (data) und die gewünschte batch_size. batch_size bezeichnet die Anzahl der Zeilen, die beim Aufruf der next-Methode vom Generator zurückgeliefert werden soll. Außerdem benötigt die Funktion noch Angaben über die Namen der Features, die aus dem Data-Frame zum Anlernen extrahiert werden (X_cols) und den Namen der Zielvariable (y_col). Davon abgesehen benötigen wir eine Liste mit den Mittelwerten (X_means) und den Standardabweichungen (X_std), mit denen die x-Daten standardisiert werden. Mit dem Parameter epochs, der auf einen Default-Wert von 20 gesetzt ist, wird bestimmt, wie häufig wir über den kompletten Datensatz iterieren.

Ab Zeile 7 beginnt die Hauptarbeit der Funktion. Zunächst erzeugen wir eine äußere Schleife, die die gewünschte Anzahl von Epochen abarbeitet. In Zeile 8 verwenden wir read_csv (Pandas-Funktion), um die Daten unter der angegebenen Adresse anzusteuern. Dabei übergeben wir die batch_size (aus der Parameterliste unserer Funktion) dem chunksize-Parameter und legen dadurch fest, wie viele Zeilen der entstehende TextFileParser bei jedem Aufruf der next-Methode aus der CSV-Datei ausliest und als DataFrame zurückliefert. Die Rückgabe, den TextFileParser, können wir jetzt einfach als Iterator benutzen. Wenn wir damit eine for-Schleife öffnen, liefert er uns in jedem Schleifendurchlauf einen DataFrame (df) mit den Auszügen der Daten zurück (Zeile 9).

In der inneren Schleife extrahieren wir erst die relevanten X- und y-Spalten aus dem Data-Frame, die wir mithilfe der übergebenen Argumente X_cols und y_col identifizieren (Zeilen 10 und 11). Die Werte der y-Daten (charges) teilen wir gleich durch 10000, damit es das Modell beim Anlernen leichter hat. Danach erledigen wir die Standardisierung der Feature-Daten. Wir subtrahieren von jeder Zeile die als Liste übergebenen Mittelwerte (X_means) und dividieren das Ergebnis durch die Standardabweichung (X_std, Zeile 12). Zum Schluss liefern wir die vorverarbeiteten X- und y-Daten über den Aufruf des yield-Statements in einem Tupel zurück.
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Das Ganze wirkt auf den ersten Blick vielleicht etwas befremdlich. Wenn Sie das zum ersten Mal sehen, sollten Sie sich nicht wundern, dass sie es nicht sofort verstehen. Experimentieren Sie in diesem Fall etwas mit dem Code – lassen Sie sich zum Beispiel den Data-Frame in der inneren Schleife auf der Konsole ausgeben oder mit einem Debugger anzeigen, dann können Sie besser nachvollziehen was genau geschieht.

Option 1: Manuell anlernen

Um ein Keras-Modell mit dem Generator manuell anzulernen (Option 1), arbeiten wir die beiden folgenden Schritte ab: Zuerst rufen wir die Generator-Funktion provide_data mit den richtigen Argumenten bestückt auf und fangen die resultierende Instanz des Generators ab. Dann iterieren wir mit einer for-Schleife über den Generator und rufen innerhalb des Schleifenkörpers jeweils die fit-Methode unseres Keras-Modells auf. Der fit-Methode übergeben wir die Rückgaben aus dem Generator (X, y), wie wir das gewohnt sind.

Der einzige Unterschied ist jetzt, dass das Modell durch mehrfachen Aufruf der fit-Methode inkrementell angelernt wird, und dass der Generator dafür sorgt, dass im Arbeitsspeicher niemals mehr als 128 Zeilen aus der CSV-Datei auf einmal vorgehalten werden:

1.  from tensorflow.keras.models import Sequential
2.  from tensorflow.keras.layers import Dense
3.  from sklearn.metrics import r2_score
4.
5.  gen = provide_data(join(path, 'insurance.csv'), batch_size=128,
6.                      X_cols = ['age', 'bmi','children'],
7.                      y_col = 'charges',
8.                      X_means = [39.207, 30.663, 1.095],
9.                      X_std = [14.045, 6.010, 1.205])
10.
11. model = Sequential()
12. model.add(Dense(units=1, input_shape=(3,)))
13. model.compile(loss='mse', optimizer='sgd')
14.
15. for X_, y_ in gen:
16.     model.fit(X_, y_, epochs=1, batch_size=128, verbose=False)
17.     y_pred = model.predict(X_sd)
18.     r2 = r2_score(y, y_pred)
19.     print('r2: {:.5f}'.format(r2))

Ausgabe:

r2: -3.68970
r2: -3.54955
r2: -3.36236
r2: -3.21329
r2: -3.05354
...
r2: 0.11973
r2: 0.11973
r2: 0.11970
r2: 0.11977
r2: 0.11980
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Code-Hinweise: Nach dem Import der relevanten Klassen und Funktionen instanziieren wir das Generatoren-Objekt, indem wir die Funktion provide_data aufrufen (Zeilen 5 bis 9). Dabei übergeben wir alle relevanten Informationen: den Ort, an dem sich die CSV-Datei mit den Versicherungsdaten befindet, die batch_size, mit der wir die Anzahl der Zeilen pro Anlernschritt festlegen, eine Liste mit den Namen der X-Variablen (X_cols) und den Namen der Zielvariable (y_col). Außerdem gehen wir davon aus, dass wir die Mittelwerte und die Standardabweichung der Variablen age, bmi und children über eine repräsentative Stichprobe berechnet haben und jetzt in getrennten Listen den Parametern X_means bzw. X_std übergeben können. Die Rückgabe von provide_data, das Generatoren-Objekt, fangen wir in der Referenzvariable gen ab.

Danach stellen wir ein einfaches Keras-Modell zusammen, das nur aus einer Schicht besteht, und kompilieren das Modell mit einer passenden Verlustfunktion (mse) und dem einfachen SGD-Optimierer (Zeilen 11 bis 13).

Im nächsten Schritt iterieren wir über das Generatoren-Objekt (Zeile 15). Im Schleifenkörper lernen wir das Modell jeweils über die fit-Methode und den vom Generator zur Verfügung gestellten Datenauszügen an (Zeile 16). Da wir wissen, dass der Generator aus provide_data immer zwei Rückgaben in einem Tupel liefert (yield in provide_data), können wir im Schleifenkopf (Zeile 11) die beiden Variablen auch gleich getrennt abfangen (X_ und y_) und damit die fit-Methode des Keras-Modells versorgen (Zeile 12).

Der Rest des Codes dient nur der Visualisierung des Anlernprozesses. Wir haben uns im Vorhinein einen Teil der Daten für Testzwecke reserviert. Die x-Daten haben wir standardisiert und in der Referenzvariable X_sd abgelegt, die y-Daten finden sich in der Referenzvariable y (hier nicht abgedruckt). Mit X_sd produzieren wir nach jedem einzelnen Anlernschritt Schätzungen (Zeile 17) und lassen uns dann (Zeile 18) das R-Quadrat berechnen, das wir in Zeile 19 auf der Konsole ausgeben.
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Bei jedem Lernschritt mit einem Batch wird eine Ausgabe auf der Konsole erzeugt. Da die Daten insgesamt 1338 Zeilen umfassen, haben wir nach 11 Iterationen, in denen der Generator 10 × 128 Zeilen und im letzten Durchlauf 58 Zeilen zurückliefert, eine Epoche abgearbeitet. Insgesamt benötigen wir damit für 20 Epochen 220 Anlernschritte. Die Ausgabe des R-Quadrats zeigt, wie mit jedem dieser Schritte das Modell dazulernt. Zu Beginn liegt das R-Quadrat noch im negative Wertebereich. Es dauert eine ganze Weile, ehe wir den Nullpunkt überschreiten. Aber am Ende der 20 Epochen landen wir schließlich bei einem R-Quadrat von 11,98 %. Das entspricht ziemlich genau dem Wert, den wir auch mit einer einfachen OLS-Regression erreichen.

Diese Art des Anlernens ist aber etwas unbequem. Schließlich müssen wir jetzt alles von Hand erledigen. Nicht nur die Abarbeitung der Daten und den Aufruf der fit-Methode des Modells. Wir müssten gegebenenfalls auch manuell prüfen, ob das Modell schon ausgelernt hat, und dafür sorgen, dass wir im Hintergrund das beste Modell abspeichern. Da wir die fit-Methode mit kleinen Häppchen füttern, können wir jetzt schließlich keine Callbacks mehr einsetzen, die den Anlernprozess im Hintergrund steuern und das beste Modell abspeichern.

Option 2: Keras einen Generator zum Anlernen übergeben

Glücklicherweise bietet Keras eine bequemere Art, um mit Generatoren zu arbeiten. Anstatt die fit-Methode eines Keras-Modells mit x- und y-Daten aufzurufen, können wir der fit-Methode auch einfach einen instanziierten Generator übergeben. Keras benutzt diesen Generator dann, um selbstständig die Batches mit den Daten zum Anlernen zu ziehen.

Damit das funktioniert, muss die Generator-Funktion aber einige Voraussetzungen erfüllen:

[image: Image]       Keras erwartet, dass der Generator bei jedem Aufruf einen Satz korrespondierender x- und y-Batches (beliebiger Größe) in einem Tupel zurückliefert.

[image: Image]       Der Generator muss die Anzahl der Epochen durchstehen, die wir beim Aufruf der fit-Methode spezifizieren. Wenn der Generator zum Beispiel nur einmal über den Datensatz iteriert, Sie aber über zwei Epochen anlernen, gehen Keras zu Beginn der zweiten Epoche die Daten aus, und Sie erhalten eine StopIteration-Fehlermeldung.

[image: Image]       Denken Sie auch daran, dass ein Generator sich die Position des letzten Aufrufs der next-Methode merkt. Wenn Sie einen Generator, der für 10 Epochen ausgelegt ist, über 7 Epochen anlernen, bleiben beim nächsten Aufruf nur noch 3 Durchläufe übrig. Instanziieren Sie deshalb den Generator neu, falls Sie ihr Modell über mehr als 3 weitere Epochen anlernen möchten.

Über all diese Eigenschaften verfügt unsere Generator-Funktion bereits. Wir können also gleich loslegen. Sobald wir der fit-Methode beim Aufruf ein Generator-Objekt übergeben, erkennt Keras unsere Intention automatisch. Wir müssen jetzt auch keine Batch-Größe mehr spezifizieren, weil das Modell einfach die Batches verarbeitet, die das Generatoren-Objekt beim Aufruf der next-Methode zurückliefert.

Neu ist jetzt nur, dass wir neben der Anzahl der Epochen, über die wir das Netz trainieren möchten, noch einen Parameter festlegen müssen, der sich steps_per_epoch nennt. Mit ihm teilen wir Keras mit, nach wie vielen Iterationsschritten eine Epoche zu Ende ist. Der Wert orientiert sich an der Länge der Daten (Anzahl Datensätze) und der Größe der Batches. In der Regel berechnet er sich wie folgt:
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In unserem Fall ergibt sich bei einer Fallzahl von 1338 und einer Batch-Größe von 128 ein Wert von 10.4, der auf 11 aufgerundet wird. Nach 11 Iterationsschritten ist eine Epoche abgearbeitet.

Jetzt können wir das Keras-Modell einfach anlernen. Zuvor instanziieren wir einen unverbrauchten Generator mit der provide_data-Funktion, übergeben das Objekt der fit-Methode des Keras-Modells, und stellen die Epochen und die Anzahl der Iterationen pro Epoche ein. Danach startet der Lernprozess. Wenn alles klappt, sind wir wenig später fertig und erzielen mit dem angelernten Modell das gleiche R-Quadrat wie oben:

1. gen = provide_data(join(path, 'insurance.csv'), batch_size=128,
2.                     X_cols = ['age', 'bmi','children'],
3.                     y_col = 'charges',
4.                     X_means = [39.207, 30.663, 1.095],
5.                     X_std = [14.045, 6.010, 1.205])
6. history = model.fit(gen, epochs=20, steps_per_epoch=11)
7. y_pred = model.predict(X_sd)
8. r2 = r2_score(y, y_pred)
9. print('r2: {:.5f}'.format(r2))

Ausgabe:

r2: 0.11992

Die Vorteile dieser Vorgehensweise liegen auf der Hand:

[image: Image]       Erstens müssen wir uns um das Aufrufen des Iterators nicht mehr kümmern. Das erledigt Keras für uns.

[image: Image]       Zweitens können wir jetzt wieder eine History-Instanz abfangen, die den vollständigen Anlernprozess beinhaltet und nicht nur einen Ausschnitt.

[image: Image]       Drittens könnten wir das Modell mit einer Callback-Liste versorgen, mit der wir nach jeder Epoche den Zustand des Modells zwischenspeichern und den Anlernprozess abbrechen können, wenn von einer auf die andere Epoche keine Fortschritte mehr erzielt werden.



	5.6.2
	Zeitfenster mit Generatoren anlernen




Wie kennen jetzt also die für die Verarbeitung von Zeitfenstern relevanten Verfahren: Wir können mit einem inkrementellen Lernalgorithmus arbeiten. Wir wissen, wie ein Generator funktioniert und wie er sich über eine Funktion erzeugen lässt. Und wir haben gesehen, wie wir mit Pandas eine CSV-Datei Batch für Batch auslesen können.

Die zuletzt genannte Funktion brauchen wir im Moment nicht, obwohl wir sie leicht implementieren könnten. Das soll im Moment aber keine Rolle spielen. Jetzt geht es um die Organisation des Anlernprozesses, der bei der Arbeit mit Zeitfenstern etwas komplexer ist als für gewöhnlich.

Daten

Um die Sache anschaulicher zu machen, wenden wir uns gleich zu Beginn einem Beispiel zu. In der Tabelle unten sind die ersten fünf Zeilen und sechs ausgewählte Spalten eines Data-Frames abgedruckt, der die Klima-Messwerte der Stadt Jena enthält. Wir haben diese Daten schon öfter verwendet. Diesmal verwenden wir allerdings alle Messindikatoren und wir verwenden die stündlich getakteten Daten, um ein Modell anzulernen.

Zur Erinnerung: Die Daten reichen von Januar 2009 bis Dezember 2016. Verfügbar sind insgesamt 14 Indikatoren, die unter anderem die Temperatur in Grad Celsius (T), die Luftfeuchtigkeit (rh), den Luftdruck (p) und weitere klimabezogene Metriken beinhalten. Der Zeitstempel, der als Datumsindex in Pandas gesetzt ist, zeigt an, auf welches Datum und welche Uhrzeit sich jede Zeile bezieht:



	Date Time

	p (mbar)

	T (degC)

	Tpot (K)

	...

	wv (m/s)

	max. wv (m/s)

	wd (deg)




	2009-05-06 07:00:00

	983.79

	9.46

	283.94

	...

	2.39

	4.34

	243.32




	2009-05-06 08:00:00

	983.83

	9.15

	283.63

	...

	2.02

	4.21

	265.27




	2009-05-06 09:00:00

	983.82

	9.90

	284.38

	...

	2.28

	4.79

	274.77




	2009-05-06 10:00:00

	983.67

	10.52

	285.02

	...

	3.10

	5.67

	250.90




	2009-05-06 11:00:00

	983.56

	10.42

	284.93

	...

	1.69

	3.78

	276.53





Unsere Aufgabe besteht nun darin, mit diesen Daten ein Modell anzulernen, das die Temperatur vorhersagen kann. Und zwar wollen wir jeweils Beobachtungsdaten über ein Zeitfenster von sechs Tagen, das heißt 144 Stunden, verwenden, um die Temperatur 24 Stunden später zu prognostizieren.

Wir gehen dabei davon aus, dass sich aus der Entwicklung der 14 Messindikatoren Aussagen im Hinblick auf die Temperatur des Folgetags ableiten lassen. Wir machen jetzt also das, was ein ARIMA-Modell nicht kann. Setzen die Verläufe mehrerer Indikatoren ein, um den Wert einer Zielvariable in der Zukunft zu schätzen.

Wie gehen wir dabei vor? Zunächst müssen wir uns darüber klar werden, in welcher Form wir die x- und y-Daten einem Lernalgorithmus anliefern müssen, damit er in der Lage ist, die Lernaufgabe anzugehen. Gewöhnungsbedürftig ist dabei unter anderem die Tatsache, dass wir jetzt die Temperatur sowohl als x- und als y-Variable verwenden. Der Unterscheid besteht nur darin, dass die x-Daten einen anderen Datumsbereich bezeichnen als die y-Daten.

Nehmen wir an, wir lernen die Daten von vorne nach hinten an. Das heißt, wir beginnen mit dem ersten Eintrag am 01.01.2009 um 0:00 Uhr. Und nehmen wir zum besseren Verständnis weiterhin (und vorläufig) an, wir würden nur die Temperatur (aus der Vergagenheit) als Prädiktor zur Schätzung der Temperatur (in der Zukunft) einsetzen. Der allererste Datensatz mit den x-Daten besteht jetzt aus dem Ausschnitt der ersten 144 Stunden. Er beginnt am 01.01.2009 um 0.00 Uhr und endet am 06.01.2009 um 23:00 Uhr. Für diese 144 Stunden liegen uns Temperaturwerte vor, die wir in eine Matrix packen, so als ob wir 144 unabhängige Variablen zum Anlernen benutzten würden. Die Zielvariable bezeichnet die Temperatur genau 24 Stunden später, das heißt am 08.01.2009 um 0:00 Uhr.

Der nächste x-Datensatz beginnt genau eine Stunde nach dem vorherigen x-Datensatz: am 01.01.2009 um 1:00 Uhr. Er endet entsprechend am 06.01.2009 um 0:00 Uhr. Der zugehörige y-Wert bezeichnet die Temperatur am 08.01.2009 um 1:00 Uhr. Der übernächste Datensatz beginnt am 01.01.2009 um 2:00 Uhr und endet am 08.01.2009 um 1:00 Uhr usw.

Wir behandeln also nicht nur die Temperatur als x- und als y-Variable. Wir verwenden auch die gleichen Zeilen des Data-Frames mehrfach in verschiedenen Datensätzen. Jeder Datensatz in unserem Beispiel weist 143 überschneidende Datums-/Temperaturangaben mit dem Datensatz davor und danach auf.

Damit haben wir einen ersten Überblick gewonnen. Jetzt müssen wir nur noch bedenken, dass wir später nicht nur die Temperatur, sondern alle 14 verfügbaren Indikatoren als Features zum Anlernen verwenden. Schließlich wollen wir aus dem Verlauf all dieser Messungen Erkenntnisse über die Temperatur in der Zukunft gewinnen.

Den Anlernprozess organisieren

Gehen wie also in die Praxis und setzen diesen Anlernplan um. Dazu müssen wir folgende Schritte abarbeiten:

a)      Zunächst extrahieren wir die x- und y-Daten und teilen sie in Trainings- und Testpartitionen ein.

b)      Da wir mit einem neuronalen Netz arbeiten, das sensibel auf die Skalierung der Daten reagiert, standardisieren wir die Trainings- und Testdaten vor dem Anlernprozess.

c)      Wir müssen die Daten vor dem Anlernen außerdem in die oben beschriebene Struktur bringen. Das ist die Hauptarbeit. Dabei werden die Originaldaten stark aufgebläht. Schließlich müssen wir aus jeder Zeile der Originaldaten einen neuen x-Datensatz generieren, der sich über 144 Zeilen erstreckt. Wenn wir die Daten in einem Schwung in diese Form zwingen wollten, würden wir aus den Gesamtdaten, die ca. 70000 Zeilen umfassen (Januar 2009 bis Dezember 2016), ca. 10 Millionen Zeilen produzieren (70000 × 144). Das können wir dem Arbeitsspeicher nicht zumuten. Also organisieren wir das Preprocessing mit einer Generator-Funktion, die uns beim Aufruf der next-Methode eine gemessene Anzahl von Datensätzen zurückliefert.

d)      Wenn wir den Generator definiert haben, stellen wir zuerst das neuronale Netz und dann die Callbacks zusammen, mit denen wir den Anlernprozess steuern.

e)      Zum Schluss evaluieren wir das Modell anhand der Testdaten. Wir sollten uns bei dieser Gelegenheit einen Baseline-Schätzer ausdenken – eine einfache Faustregel, mit der sich alternative Prognosen für die Temperatur erzeugen lassen, um herauszufinden, wie gut unser Modell wirklich arbeitet.

Gehen wir also die verschiedenen Schritte nacheinander an:

a) x- und y-Daten extrahieren und Trainings und Testdaten einteilen

Die Extraktion der Daten aus dem Data-Frame verläuft wie gewohnt. Wir dürfen nur nicht vergessen, dass wir keine Zufallsstichprobe mehr ziehen dürfen. Beim Zugriff auf die Daten muss gewährleistet sein, dass die Zeilen chronologisch nach Datum geordnet sind. Wir reservieren deshalb einfach die ersten 80 % der Daten für das Training und legen die letzten 20 % für die Evaluation zur Seite:

1. from math import ceil
2. X = X.values
3. y = df[['T (degC)']].values
4. split = ceil(len(df) * .8)
5. X_train = X[:split]
6. y_train = y[:split]
7. X_test = X[split:]
8. y_test = y[split:]
9. X_train.shape, X_test.shape, y_train.shape, y_test.shape

Ausgabe:

(56104, 3), (14025, 3), (56104, 1), (14025, 1)

b) Standardisierung der Daten

Hier gibt es nichts Neues zu berichten. Wir verwenden wie gewohnt den Standard-Scaler aus Scikit-learn, lernen an den Trainingsdaten die Parameter an und transformieren anschließend die Trainings- und Testdaten. Beachten Sie, dass wir das Prozedere für x- und y-Daten mit getrennten Skalierern durchführen:

from sklearn.preprocessing import StandardScaler
scaler_x = StandardScaler()
scaler_x.fit(X_train)
X_train = scaler_x.transform(X_train)
X_test = scaler_x.transform(X_test)
scaler_y = StandardScaler()
scaler_y.fit(y_train)
y_train = scaler_y.transform(y_train)
y_test = scaler_y.transform(y_test)

c) Generator-Funktion zur Organisation des Anlernprozesses

Das Herzstück des Anlernprozesses ist die Generator-Funktion. Mit ihr bringen wir die Daten in eine für das Modell konsumierbare Form. Der Generator muss die Datenhäppchen, die wir zum Anlernen servieren, so drapieren, dass das Netz in der Lage ist, die Aufgabe, die wir vorgesehen haben, zu lernen.

Wir stellen uns vor, dass dem Generator die Daten unterteilt in x- und y-NumPy-Arrays angeliefert werden. Daraus stellt der Generator passende x- und y-Datensätze zusammen und liefert diese zurück. Jeder x-Datensatz besteht aus den 144 Zeilen, die ein Zeitfenster von 6 Tagen mit 14 Messindikatoren beschreiben. Dazu passend wird eine Zielvariable aus den y-Daten gezogen. Dabei handelt es sich um den Temperaturwert 24 Stunden nach diesem Zeitfenster.

Die Generator-Funktion soll für variable Zeitfenster und Vorhersagezeiträume einstellbar sein. Außerdem möchten wir in der Lage sein, die Anzahl der Datensätze (Batches) vorzugeben, die bei einem einzelnen Aufruf der next-Methode retourniert werden.

Daraus ergibt sich eine Funktion mit der folgenden Liste an Parametern: X bezeichnet die standardisierten x-Daten, y die korrespondierenden Zielvariablen. Der Parameter window bezeichnet die Anzahl der Zeilen (das Zeitfenster), das wir aus den x-Daten extrahieren; horizon drückt die zeitliche Entfernung der Prognose aus – die Anzahl der Intervalle (Zeilen), die zwischen dem letzten Eintrag aus window und dem zu schätzenden Zielwert liegen; batch_size bezeichnet die Anzahl der Datensätze, die pro Durchlauf zurückgeliefert werden:

1.  def data_generator(X, y, window=144, horizon=24, batch_size=1,
2.                     epochs=10):
3.      for epoch in range(epochs):
4.          X_temp = []
5.          y_temp = []
6.          batch_counter = 0
7.          last_val = len(X) - (window + horizon)
8.          index_range = list(range(last_val))
9.          random.shuffle(index_range)
10.         for idx in index_range:
11.             X_idx = X[idx:idx+window]
12.             y_idx = y[idx+window+horizon]
13.             X_temp.append(X_idx)
14.             y_temp.append(y_idx)
15.             batch_counter += 1
16.             if (batch_counter == batch_size or
17.                 index_range[-1] == idx):
18.                 yield np.array(X_temp), np.array(y_temp).reshape(-1)
19.                 X_temp = []
20.                 y_temp = []
21.                 batch_counter = 0
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Code-Hinweise: In Zeile 1 wird die Generator-Funktion unter dem Namen data_generator mit den bezeichneten Parametern ins Leben gerufen; window und horizon belegen wir mit den Default-Werten 144 und 24, um sie für unsere Anwendung zuzuschneiden. Die batch_size setzen wir auf 1, um die Funktion später leichter testen zu können.

Danach beginnt die Arbeit. Die Schleife in Zeile 3 bestimmt, wie oft wir über den kompletten Datensatz iterieren. Danach legen wir einige temporäre Variablen an. Zunächst die beiden leeren X_temp und y_temp, die wir innerhalb der inneren Schleife mit Werten füllen (Zeilen 4 und 5). Dann einen batch_counter, der mit 0 initialisiert wird und der die Anzahl der Datensätze zählt, die wir in den Listen sammeln. Danach die Variable last_val. Sie bestimmt über die letzte Indexposition, die wir in der inneren Schleife noch verwenden können. Darauf kommen wir gleich noch einmal zurück.

In Zeile 8 produzieren wir dann mit dem Range-Befehl eine Liste (index_range), die die Indexpositionen enthält, die wir zur Iteration über die X- und y-Arrays verwenden. Der letzte gültige Index (exklusiv) wird mit der in der Zeile zuvor definierten Variable last_val festgelegt. Zeile 9 randomisiert die Werte in der Liste (index_range). Das ist notwendig, um dem Modell während des Anlernprozesses zufällige Datensätze zu präsentieren. Wenn wir die Daten in der chronologischen Ordnung anlernen würden, würden wir das Modell auf die Spezifika der Daten aus den letzten paar Wochen trimmen.

Ab Zeile 10 beginnen wir mit dem Abarbeiten der Daten: Wir öffnen eine for-Schleife, die eine Laufvariable idx aus der index_range-Liste zieht. Mit idx steuern wir die Zeilen in den übergebenen Arrays X und y an.

In Zeile 11 lösen wir einen einzelnen x-Datensatz (X_idx) heraus. Dazu verwenden wir zwei Variablen: die Laufvariable idx, die den Beginn des Slices bestimmt und window, die die Anzahl der Intervalle festlegt, die wir von idx aus gesehen mitnehmen. Wenn wir idx und window, addieren erhalten wir also automatisch das Ende des Slices jeden Schleifendurchlaufs.

In Zeile 12 besorgen wir uns dann noch die korrespondierende Zielvariable aus den y-Daten. Die y-Variable erhalten wir, indem wir die Laufvariable idx und die übergebenen Argumente window und horizon aufsummieren und den resultierenden Integer-Wert als Index benutzen, um in das y-Array zu greifen.

Wenn wir es bei den Default-Einstellungen belassen und im ersten Schleifendurchlauf sind, erhalten wir als x-Datensatz einen Slice, der bei der Indexposition 0 beginnt und bei 144 (0+144) endet. Den korrespondierenden Wert der Zielvariable beschaffen wir über die Indexposition 168 (0+144+24) der y-Daten.

Wir sehen jetzt auch, wozu die Variable last_val benötigt wird, die in Zeile 7 initialisiert wurde und die den letzten Index, der in der for-Schleife verarbeitet wird, festlegt. Da wir von der Laufvariable idx aus gesehen immer in die Zukunft greifen, müssen wir sicherstellen, dass beim letzten Schleifendurchlauf die Indexposition idx + window + horizon noch existiert.

In den Zeilen 13 und 14 arbeiten wir mit den herausgelösten Daten weiter. Wir sammeln die einzelnen Datensätze (X_idx und y_idx) jeweils in den zuvor definierten Listen X_temp bzw. y_temp.

Jetzt sind wir erst mit einem Durchlauf fertig. Wir müssen nur noch den Batch-Counter inkrementieren (Zeile 15) und dann prüfen (Zeilen 16 und 17), ob wir bereits die batch_size (die Anzahl gewünschter Datensätze, die pro Aufruf der next-Methode zurückgeliefert werden) erreicht haben oder ob wir das Ende der Schleife erreicht haben. In beiden Fällen liefern wir mit yield die Daten zurück. Das tun wir in Zeile 18, zuvor wandeln wir die beiden Listen aber noch in NumPy-Arrays um.

Nachdem das erledigt ist, müssen wir nur noch ein paar Aufräumarbeiten durchführen: Zum einen die Listen leeren, in denen wir die bereits retournierten Datensätze gesammelt haben, zum anderen den Batch Counter wieder auf 0 zurückstellen (schließlich beginnt jetzt ein neuer Batch, Zeilen 19 bis 21).

Danach beginnt alles wieder von vorne. Die innere Schleife liefert so lange Daten mit der gewünschten Anzahl Batches zurück, bis die Daten komplett abgearbeitet sind. Wenn das der Fall ist, landen wir beim Kopf der äußeren Schleife. Abhängig von der Einstellung der Epochen werden die Daten dann entweder noch einmal komplett durchlaufen oder der Generator wird beendet.
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Um zu prüfen, ob alles wie erwartet funktioniert, rufen wir die Funktion mit den aus dem vorherigen Schritt vorbereiteten X- und y-Daten auf. Die anderen Argumente lassen wir auf den Default-Werten stehen. Den resultierenden Generator übergeben wir dann der next-Funktion und erhalten die erste Rückgabe von yield. Dabei sollte es sich um ein Tupel handeln, das jeweils einen X- und y-Datensatz enthält (batch_size=1). Das retournierte x-Array müsste die Shape 1, 144, 14, das y-Array die Shape 1 aufweisen. Probieren wir es aus:

test_gen = data_generator(X_train, y_train)
x_, y_ = next(test_gen)
print(x_.shape, y_.shape)

Ausgabe:

(1, 144, 14) (1,)

d) Aufsetzen und Anlernen des Keras-Modells

Jetzt müssen wir noch ein adäquates Modell für unsere Aufgabe auswählen und zusammenstellen. Wir versuchen es mit einer Kombination aus konvolutionalen und rekurrenten Layern.

Wir stellen uns vor, dass die konvolutionale Schicht die Daten vorverarbeitet. Sie soll sechsstündige Ausschnitte analysieren und daraus Rückschlüsse über deren Verlauf ziehen. Das Ergebnis (eine Sequenz vorverarbeiteter Daten) übergeben wir einem LSTM-Layer. Wir möchten jedoch, dass diese Schicht die Ausgaben der konvolutionalen Schicht nicht nur von vorne nach hinten, sondern auch von hinten nach vorne untersucht. Also setzen wir einen bidirektionalen Wrapper ein. Den Abschluss bildet ein Dense-Layer, der die finalen Schätzwerte mit einem einzigen Neuron ohne Aktivierung erzeugt.

Nachdem wir die Basisarchitektur festgelegt haben, müssen wir uns noch um den Feinschliff kümmern: die erste Schicht auf den zu erwartenden Input einstellen und die Anzahl der Neuronen jeder Schicht festlegen. Außerdem kümmern wir uns um die Frage der Überanpassung:

[image: Image]       Jeder einzelne Datensatz besteht aus 144 Zeitschritten, für die 14 Indikatoren vorliegen. Also setzen wir die input_shape auf den Wert 144, 14.

[image: Image]       Bei der Anzahl der Neuronen wollen wir nicht mit Kanonen auf Spatzen schießen. Aber wir wollen auch kein zu schwaches Modell aufsetzen. Den ersten Layer bestücken wir mit 32 Neuronen. Um keinen Flaschenhals zu erzeugen, verwenden wir die gleiche Anzahl von Neuronen in den nachfolgenden LSTM-Layern.

[image: Image]       Bei so vielen Parametern wird unser Modell zur Überanpassung neigen. Deshalb setzen wir zusätzlich einen (gemäßigten) Regularisierer und Dropouts ein:

1.  from tensorflow.keras.models import Sequential
2.  from tensorflow.keras.layers import (Dense, Dropout, Conv1D,
3.                                      GRU, Bidirectional)
4.  from tensorflow.keras.regularizers import l2
5.  reg = l2(0.0001)
6.  model = Sequential()
7.  model.add(Conv1D(filters=32, kernel_size=6,
8.                  input_shape=(144, 14),
9.                  activation='relu'))
10. model.add(Dropout(0.3))
11. model.add(Bidirectional(LSTM(units=32, dropout=.3,
12.             kernel_regularizer=reg)))
13. model.add(Dense(units=1, kernel_regularizer=reg))
14. model.compile(loss='mse', optimizer='adam', metrics=['mae'])
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Code-Hinweise: Der Code bringt nicht allzu viele Neuerungen. Wir sehen uns daher nur einige ausgewählte Teile an. Zum Beispiel die erste Schicht, die aus einem CNN besteht, der 32 Neuronen verwendet (filters), um damit jeweils Auszüge aus der Zeitreihe mit einer Länge von sechs Einheiten zu untersuchen (Zeile 7). Danach kommt eine Dropout-Schicht, bevor es mit dem bidirektionalen Wrapper weitergeht (Zeile 10). In Keras ist dessen Verwendung sehr einfach gelöst. Wir müssen die gewünschte rekurrente Schicht nur dem bidirektionalen Wrapper übergeben, der alles Weitere im Hintergrund für uns organisiert (es werden zwei LSTM-Schichten aufgebaut und die Eingaben aus der vorherigen Schicht vorwärts durch die erste und rückwärts durch die andere LSTM-Schicht transportiert).

Dann wäre da der Regularisierer, den wir in Zeile 5 instanziieren und in der LSTM und dem Dense-Layer unter dem Parameter kernel_regularizer zur Anwendung bringen. Der Rest ist wie gehabt. Nachdem wir das Modell aufgebaut haben, kompilieren wir es mit dem mittleren quadratischen Fehler als Verlustfunktion und dem bewährten Adam-Optimierer (Zeile 14). Außerdem geben wir dem Modell unter dem Parameter metrics noch den mittleren absoluten Fehler zur Evaluierung mit auf den Weg.
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Zum Anlernen müssen wir jetzt nur noch den Generator einstellen und instanziieren und damit die fit-Methode aufrufen. Wir erstellen dabei sowohl für die Trainings- als auch für die Testdaten einen Generator. Über den einen lernt das Modell an, über den anderen bezieht es die Daten zur Evaluation.

Die Anzahl der Iterationen pro Epoche (steps_per_epoch) bestimmen wir wie üblich über die Anzahl der Datensätze und die Größe der Batches. In unserem Fall müssen wir allerdings zusätzlich berücksichtigen, dass die Anzahl verwertbarer Daten durch die Zeitfenster-Parameter window und horizon verkürzt wird.

Außerdem setzen wir zur Steuerung des Anlernprozesses noch zwei Callbacks ein, die im Hintergrund das Modell nach jeder Epoche abspeichern und den Trainingsprozess abbrechen, wenn keine Fortschritte mehr zu verzeichnen sind:

1.  batch_size = 128
2.  epochs = 50
3.  window = 144
4.  horizon = 24
5.
6.  gen_train = data_generator(X_train, y_train,
7.                            batch_size=batch_size,
8.                            epochs=epochs)
9.  gen_test = data_generator(X_test, y_test,
10.                           batch_size=batch_size,
11.                           epochs=epochs)
12.
13. early = EarlyStopping(monitor='val_loss', patience=1)
14. check = ModelCheckpoint(filepath='climate_model.h5',
15.                         monitor='val_loss', save_best_only=True)
16.
17. steps_train = ceil(len(X_train-(window+horizon))/batch_size)
18. steps_test = ceil(len(X_test-(window+horizon))/batch_size)
19.
20. history = model.fit(gen_train, epochs=epochs,
21.             steps_per_epoch=steps_train,
22.             validation_data=(gen_test),
23.             validation_steps=steps_test,
24.             callbacks=[early, check])
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Code-Hinweise: Neu ist, wenn überhaupt, die Art des Aufrufs der fit-Methode des Modells (Zeilen 20 bis 24), dem wir jetzt neben dem Generator mit den Trainingsdaten auch einen Generator, der die Daten zur Validierung zurückliefert (Zeile 22), mit auf den Weg geben. Wenn wir das tun, müssen wir auch den Parameter validation_steps (Zeile 23) belegen, der das Modell darüber informiert, wie viele Iterationen benötigt werden, um einmal die kompletten Testdaten (zur Evaluation) abzuarbeiten.
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e) Evaluation

Nachdem das Modell angelernt ist, evaluieren wir es anhand der Testdaten. Das Prozedere ist gar nicht so einfach. Zumal wir neben den Schätzdaten auch die wahren Temperaturwerte eruieren müssen und einen Baseline-Schätzer benötigen, mit dem wir die Qualität der Vorhersagen des Modells vergleichend bewerten können.

Naheliegend ist es in diesem Fall, als Prädiktor einfach die Temperatur vom Vortag (also 24 Stunden früher) zu verwenden. Genau das tun wir. Außerdem dürfen wir nicht vergessen, die geschätzten und wahren Temperaturwerte (die wir skaliert haben) wieder in eine interpretierbare Form zurückzuverwandeln. Dafür verwenden wir die inverse_transform-Funktion des angelernten Skalierers aus Scikit-learn.

Um all das abzuarbeiten, schreiben wir eine Funktion. Wir übergeben ihr die kompletten Testdaten (X, y), das angelernte Modell (mit dem die Prognosen erzeugt werden) und den Skalierer, mit dem wir die y-Daten standardisiert haben. Außerdem definieren wir die beiden Variablen window und horizon, die die Struktur der Lernaufgabe definieren:

1.  def predictions_vs_true(X_pred, y_true, model, scaler,
2.                          window=144, horizon=24):
3.      X_temp = []
4.      y_temp = []
5.      y_temp_simple = []
6.      num_pred = len(X_pred)-(window+horizon)
7.      for idx in range(num_pred):
8.          X_idx = X_pred[idx:idx+window]
9.          y_idx = y_true[idx+window+horizon]
10.         X_temp.append(X_idx)
11.         y_temp.append(y_idx)
12.         y_temp_simple.append(y_true[idx+window])
13.     X_temp = np.array(X_temp)
14.     y_pred = model.predict(X_temp)
15.     y_pred = scaler.inverse_transform(y_pred)
16.     y_temp = scaler.inverse_transform(y_temp)
17.     y_temp_simple = scaler.inverse_transform(y_temp_simple)
18.     return y_temp, y_pred, y_temp_simple
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Code-Hinweise: Der erste Teil der Funktion ist fast identisch mit der Generator-Funktion. Wieder erzeugen wir leere Listen, in die wir die produzierten Werte abspeichern (Zeilen 3 bis 5). Außerdem berechnen wir die letzte Indexposition im Datensatz (X_pred), die wir noch verwenden können (Zeile 6). Dann iterieren wir über die Indexpositionen und lösen damit wieder einzelne Datensätze aus den x‑Daten und korrespondierende y-Datensätze heraus, die wir in den Listen X_temp und y_temp zwischenspeichern (Zeilen 8 bis 11). Für das Baseline-Modell speichern wir außerdem den letzten Wert aus den x-Daten in der Liste y_temp_simple (Zeile 12; entspricht der Temperatur 24 Stunden vor dem zu schätzenden Wert).

Nachdem wir alle Daten gesammelt haben (Ende der Schleife), erzeugen wir mithilfe des Modells für die kompletten Testdaten (X_temp) Schätzergebnisse (Zeile 14). Danach wenden wir auf alle y-Daten (die geschätzten ebenso wie die wahren) die inverse_transform-Methode des Skalierers an, und transformieren damit die standardisierten Temperaturen zurück in interpretierbare Werte (Grad Celsius, Zeilen 15 bis 17).
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Diese Funktion können wir verwenden, um Schätzergebnisse für die Testdaten zu produzieren. Um zu prüfen, wie gut das Modell im Vergleich zum Baseline-Schätzer abschneidet, berechnen wir mit den Rückgaben jeweils den absoluten mittleren Fehler für beide Prognosen. Vergessen Sie dabei nicht, das vom Callback abgespeicherte Modell zu laden. Es enthält die Gewichte, die am besten auf den Testdaten funktioniert haben:

1.  from tensorflow.keras.models import load_model
2.  from sklearn.metrics import mean_absolute_error
3.
4.  model = load_model('climate_model.h5')
5.  y_true, y_pred, y_temp_simple = predictions_vs_true(X_test,
6.                                      y_test,
7.                                      model=model,
8.                                      scaler=scaler_y)
9.
10. print('mae, predictions', mean_absolute_error(y_true, y_pred))
11. print('mae, simple pred', mean_absolute_error(y_true, y_temp_simple))

Ausgabe:

mae, predictions model: 3.958
mae, simple pred: 4.209

Wenn wir mit dem angelernten Modell die Temperatur des nachfolgenden Tages schätzen, liegen wir im Schnitt also um 3.96 Grad daneben. Bei unserem naiven Schätzer, der jeweils die Temperatur vom Vortrag zur Prognose der Temperatur am nachfolgenden Tag einsetzt, sind es 4.2 Grad.

Stellen wir zum Abschluss und zur Veranschaulichung die Prognosen im Vergleich zu den wahren Temperaturen für die ersten zwei Wochen der Testdaten grafisch dar (Bild 5.22). Man sieht deutlich, wie der naive Schätzer jeweils den Verlauf vom Vortag auf den nachfolgenden Tag projiziert. Unser Modell orientiert sich zwar auch an der Temperatur vom Vortag, reichert diese Information aber noch mit weiteren Erkenntnissen an, die es aus anderen Indikatoren oder dem langfristigen Verlauf der Kurven beim Anlernen gezogen hat. Dadurch liegen die Prognosen meist näher an den tatsächlichen Temperaturwerten (zum Beispiel am 05.06., am 09.06. oder am 14.06) – nur an wenigen Tagen schneidet der simple Schätzer besser ab (z. B. am 08.06.).
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Bild 5.22 Geschätzte Temperaturen über die ersten zwei Wochen der Testdaten: Vergleich wahre Werte (true) vs. Schätzmodell (pred model) vs. naiver Schätzalgorithmus (pred simple).




	5.7
	Domänenspezifische Lernarchitekturen umsetzen




Wir haben gesehen, welche Vorteile durch die Architektur rekurrenter und konvolutionaler Layer bei der Verarbeitung von Bilddaten und Zeitreihen entstehen. Aber neuronale Netze bieten noch andere Möglichkeiten, ein Modell auf eine spezifische Aufgabe hin einzustellen. Dabei können wir im Wesentlichen zwei Hebel ansetzen:

Der erste und wichtigste ist die Vorbereitung der Daten. Wenn wir den Kontext eines Lernproblems analysieren, lernen wir etwas darüber, welche Auszüge der Daten für eine Lernaufgabe interessant sind und welche nicht. Solche Informationen sind Gold wert. Bei allem technischem Know-how und Big Data: Lernen – und das zeigt sich an den Fortschritten im Deep Learning sehr deutlich – ist deduktive Anwendung theoretischen Wissens auf ein Problem und weniger induktive Ableitung eines Musters aus einer Menge unstrukturierter Daten. Wenn wir die relevanten von den irrelevanten Informationen im Hinblick auf ein Lernproblem trennen und das Netzwerk nur mit den relevanten Daten anfüttern, erzielen wir erheblich bessere Ergebnisse als wenn wir das dem neuronalen Netz überlassen.

Alle Messwerte werden in einem Lernalgorithmus schließlich erst einmal gleichbehandelt. Ein Lernalgorithmus verfügt über keine Anfangshypothese. Wir meistens schon. Auch wenn wir uns das oft nicht bewusst machen, weil uns das so selbstverständlich erscheint. Zum Beispiel, wenn wir aus den Temperaturwerten der Vorwoche die Temperatur des nachfolgenden Tages um 12:00 Uhr ableiten. Wir orientieren uns dann nicht an der Temperatur aus den frühen Morgenstunden der Vorwoche, sondern an den Temperaturen um die Mittagszeit. Solche Dinge wissen neuronale Netze nicht. Sie kennen die Zyklen von Tag und Nacht nicht. Wenn wir es dem Netz überlassen, selbst darauf zu kommen, kann das ziemlich langwierig sein. In manchen Fällen scheitert es sogar und wir wundern uns dann, dass es bei aller Komplexität diesen einfachen Zusammenhang nicht lernen konnte.

Durch geschickte Vorbereitung der Daten können wir das Lernverhalten eines Modells erheblich verbessern. Der Trick besteht darin, die Daten nicht einfach unstrukturiert anzuliefern, sondern in einer Weise, die eine bestimmte Art der Interpretation der Daten begünstigt. Wir werden das im nächsten Abschnitt genauer betrachten.

Der zweite Hebel, den wir ansetzen können, um ein neuronales Netz bei der Lösung einer spezifischen Lernaufgabe zu unterstützen, besteht darin, die Lernarchitektur auf das Problem einzustellen.

A key advantage of neural networks over traditonal machine learning is that the former provides a higher-level abstraction of expressing semantic insights about data domains by architectural design choices in the computational graph. [Aggarwal2018, S. 3].

Um diesen Vorteil zu nutzen, müssen wir nicht notwendigerweise eigene Layer konzipieren. Mit Keras lassen sich Netze schon durch den geschickten Aufbau mit vorgefertigten Layern auf Probleme hin zuschneiden.

Im folgenden Abschnitt kümmern wir uns erst um die erste Stellschraube, das Preprocessing. Dafür bedienen wir uns der Mittel, die wir aus dem vierten Kapitel zum Thema ARIMA kennengelernt haben. In den Abschnitten danach geht es um den Aufbau domänenspezifischer Lernarchitekturen mit der funktionalen Keras-API. Im Speziellen kümmern wir uns um die Frage, wie sich unterschiedliche Arten von Informationen, die ein Problem beschreiben (z. B. eine Zeitreihe, zeitkonstante Informationen, Bildinformationen) in einem neuronalen Netz in getrennten Layern (z. B. RNN, Dense, CNN) verarbeiten lassen.



	5.7.1
	Saisonale Komponenten vorverarbeiten




In Kapitel 4, in dem es um das Anlernen von ARIMA-Modellen ging, haben wir uns ausführlich mit der Analyse des Charakters von Zeitreihendaten auseinandergesetzt. Wir mussten die Daten kennenlernen, um unsere Modelle richtig einstellen zu können. Bis jetzt muss es Ihnen so vorgekommen sein, als sei dieses Wissen nicht übertragbar, als würde ein neuronales Netz die ganze Vorarbeit für uns übernehmen und am Ende ein besseres Ergebnis erzielen, als das ein ARIMA-Modell jemals könnte.

Ganz so einfach ist es aber nicht. In Abschnitt 5.6.2 haben wir ein Modell zur Schätzung von Temperaturen angelernt, das bei genauerer Betrachtung ziemlich schwerfällig war. Es bestand aus einer CNN und einem bidirektionalen Layer und davon abgesehen aus einer Vielzahl von Parametern, durch die die Optimierung der Gewichte beim Anlernen ziemlich aufwendig und langsam wurde. Außerdem neigen auch LSTM-Layer dazu – bei allen Vorteilen, die mit ihnen einhergehen – Werte in langen Reihen, die sehr weit vorne oder irgendwo in der Mitte vorkommen, nicht adäquat in die Prognose einzubeziehen [Lai2018].

Hintergrundwissen einsetzen

Das ist ein Problem, das wir mit unseren Vorkenntnissen über Zeitreihen in den Griff bekommen können. Wir wissen schließlich schon eine ganze Menge über den Verlauf von Temperaturen. Und wir haben eine mehr oder weniger implizite Hypothese darüber, wie wir Prognosen erstellen können. Diese Idee haben wir bereits als Grundlage für den Baseline-Schätzer verwendet und sind damit gar nicht so schlecht gefahren. Wenn wir die Temperatur für morgen vorhersagen möchten, verwenden wir einfach die Temperatur vom Vortrag. Und zwar verwenden wir nicht irgendeinen Temperaturwert. Wir verwenden die Temperatur genau 24 Stunden früher, da die Temperaturkurve dem Zyklus von Tag und Nacht folgt.

In Bild 5.23 ist das Autokorrelations-Diagramm für die ersten 168 Lags (sieben Tage) abgedruckt. Die Wellenbewegungen beschreiben die Drehung der Erde um sich selbst und die damit verbundene Abkehr und Zuwendung zur Sonne.
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Bild 5.23 Autocorrelation-Function (ACF) der stündlichen Temperaturdaten. Die Wellenbewegungen bringen den Zyklus von Tag und Nacht zum Ausdruck.


Was können wir aus diesem Diagramm im Hinblick auf den Aufbau unserer Lernaufgabe ableiten? Wir können daraus ableiten, dass es womöglich besser ist, ein Modell mit weniger aber streng selektierten Informationen anzulernen. Zum Beispiel, indem wir aus dem 144-Stunden-Zeitfenster nur genau sechs Werte extrahieren: den Wert 24 Stunden vor der Prognose, den Wert 48 Stunden vor der Prognose, 72 Stunden vor der Prognose usw.

In diesem Datenausschnitt sind schließlich die Hauptinformation enthalten: zum einen die Indikatoren mit dem geringsten zeitlichen Abstand zur Prognose (24 Stunden) und daher der höchsten Korrelation mit dem Zielwert, zum anderen die Entwicklung der Indikatoren über die letzten sechs Tage, aus dem das Modell den wahrscheinlichen weiteren Verlauf ableiten kann.

Natürlich kann man nicht ausschließen, dass darüber hinaus noch weitere für den Schätzprozess relevante Informationen in den Daten stecken. Solche, die wir nicht kennen und die das Modell nur aus den stündlichen Werten schließen kann. Wenn dem so ist, umso besser. Das Netz mit den kompletten Daten haben wir ja bereits angelernt und können es zum Vergleich heranziehen.

Preprocessing

Als Grundlage zur Vorbereitung der Daten verwenden wir wieder den Generator aus dem vorherigen Abschnitt. Wir müssen jetzt nur das Ausschneiden der Daten organisieren. Das ist nicht so schwierig. Wir verwenden einfach den letzten verfügbaren Zeitschritt aus dem Zeitfenster, das insgesamt 144 Zeilen umfasst, und gehen von dort aus in einer Schleife in 24-Stunden-Schritten nach vorne (also in die Vergangenheit), bis wir den Anfang des Zeitfensters erreicht haben:

1.  def data_generator_seasonal(X, y, window=144, horizon=24,
2.                              season=24, batch_size=1,
3.                              epochs=10):
4.      for epoch in range(epochs):
5.          X_temp, y_temp = [], []
6.          batch_counter = 0
7.          last_val = len(X) - (window + horizon)
8.          index_range = list(range(last_val))
9.          random.shuffle(index_range)
10.         for idx in index_range:
11.             season_range = range(idx+window-1,idx-1, -season)
12.             X_temp.append([X[i] for i in season_range])
13.             y_temp.append(y[idx+window+horizon])
14.             batch_counter += 1
15.             if (batch_counter == batch_size or
16.                 index_range[-1] == idx):
17.                 yield (np.array(X_temp), np.array(y_temp))
18.                 X_temp, y_temp = [], []
19.                 batch_counter = 0
20.
21. test_gen = data_generator_seasonal(X_train, y_train)
22. x_, y_ = next(test_gen)
23. print('x shape:' x_.shape, 'y shape', y_.shape)

Ausgabe:

x shape: (1, 6, 14) y shape (1, 1)
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Code-Hinweise: Der Generator ist in weiten Teilen eine Kopie des Generators, den wir weiter vorne bereits ausführlich beschrieben haben. Deshalb beleuchten wir jetzt nur die abgeänderten Codezeilen.

In der Parameterliste in Zeile 2 führen wir die Variable season (default=24) ein, sodass wir den Generator für die Erzeugung variabler Zyklusstrukturen einsetzen können. Die eigentliche Umstrukturierung wird aber in den Zeilen 11 und 12 erledigt. In Zeile 11 verwenden wir die range-Funktion, um die Indexpositionen zu identifizieren, an denen sich die sechs für uns relevanten Werte innerhalb des Zeitfensters befinden. Wir arbeiten uns dabei rückwärts durch das Zeitfenster, das bei idx beginnt und bei idx+window aufhört. Das hat damit zu tun, dass wir in jedem Fall den letzten verfügbaren Eintrag (24 Stunden vor dem Schätzwert) erhalten möchten, der am informativsten im Hinblick auf die Prognose ist. Wir sind aber nicht sicher, ob season immer so eingestellt ist, dass wir dort ankommen, wenn wir in 24-Stunden-Schritten von vorne nach hinten iterieren. Achten sie auch auf die Subtraktion von 1 zur Bestimmung des Anfangs und des Endes der Range. Da wir das Zeitfenster jetzt von hinten nach vorne anpacken und der Startwert der Range immer inklusiv, der Endwert aber exklusiv ist (genau wie beim Slicing), sorgen wir so dafür, dass wir die vorgegebenen Grenzen des Zeitfensters einhalten. Wenn wir die Indexpositionen festgestellt haben, müssen wir in Zeile 12 nur noch mit einer List Comprehension aus dem x-Datensatz die relevanten Zeilen herausschneiden und in die Rückgabe-Liste X_temp speichern.

Das ist alles. Der Rest bleibt wie gehabt. Wenn wir den Generator jetzt mit den ursprünglichen X/y-Daten aufrufen und die default-Werte stehen lassen, bekommen wir statt eines X-Batches der Größe (1, 144, 14) ein Batch der Größe (1, 6, 14).
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Modell aufbauen und anlernen

Jetzt müssen wir nur noch das Modell aufsetzen und den Trainingsprozess mit den Generatoren für Trainings- und Testdaten starten. Da die x-Daten jetzt nur noch aus sechs Zeitschritten bestehen, verwenden wir ein etwas schlankeres Modell aus zwei Schichten. In der ersten Schicht sollen die Daten von einem rekurrenten GRU-Layer vorverarbeitet werden, danach erfolgt schon die Ausgabe mit einem Neuron zur Erzeugung der Schätzwerte.

1.  from tensorflow.keras.models import Model, Sequential
2.  from tensorflow.keras.layers import Dense, GRU
3.  from tensorflow.keras.regularizers import l2
4.
5.  reg = l2(0.00001)
6.  model = Sequential()
7.  model.add(GRU(units=32, input_shape=(6, 14),
8.                  dropout=0.2, kernel_regularizer=reg,
9.                  go_backwards=True))
10. model.add(Dense(units=1, kernel_regularizer=reg))
11. model.compile(loss='mse', optimizer='adam', metrics=['mae'])
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Code-Hinweise: Die einzige Neuerung ist die Belegung des Parameters go_backwards bei der Instanziierung der GRU-Schicht (Zeile 9). Da der Generator die Zeitreihe in umgekehrter Reihenfolge ausliefert (wie beginnen mit dem letzten Wert, siehe den vorherigen Code-Block bzw. Code-Hinweis), weisen wir die GRU-Schicht jetzt einfach an, die Analyse von hinten nach vorne durchzuführen (genauso gut hätte man die Umkehrung natürlich im Generator durchführen können).
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Das resultierende Modell besteht jetzt aus gerade mal 4641 Gewichten. Das ist wenig im Vergleich zu den 19425 Gewichten, die das große Modell aus dem letzten Abschnitt optimieren musste. Das sollten Sie im Hinterkopf behalten, wenn wir die Ergebnisse vergleichen. Nach dem Anlernen weisen die neuen Prognosen auf den Testdaten nämlich einen durchschnittlichen absoluten Fehler von 3,89 Grad Celsius auf! Zum Vergleich: Der mittlere Fehler des großen Modells lag bei 3,96. Und der Baseline-Schätzer liegt im Schnitt um 4,21 Grad daneben.

Es stimmt also: Ein neuronales Netz lernt mit weniger Gewichten deutlich schneller und erzielt signifikant bessere Prognosen, wenn wir die Informationen auf die Lernaufgabe hin präparieren. Weniger ist manchmal mehr, und Lernen auch bei neuronalen Netzen alles andere als ein induktiver Prozess, bei dem aus Daten Modelle entstehen.10



	5.7.2
	Mit der funktionalen Keras-API arbeiten




Die sequenzielle Keras-API, mit der wir bis jetzt gearbeitet haben, eignet sich zum Aufbau einfacher Modelle. Nachdem wir die Klasse Sequential instanziiert haben, können wir beliebige Schichten hinzufügen, die dann hintereinander gelegt werden. Wenn wir ein Modell damit anlernen, werden die Daten von vorne nach hinten durch die Schichten propagiert.

In vielen Fällen kommen wir damit aus. Manchmal ist es aber notwendig, ein Modell aufzubauen, das nicht alle eingehenden x-Daten durch die gleichen Schichten durchleitet.

Nehmen wir als Beispiel ein Problem, das sowohl durch Zeitreihendaten als auch durch begleitende zeitkonstante Informationen beschrieben wird. Das kommt ziemlich häufig vor, etwa, wenn Sie die Wahrscheinlichkeit des Defekts einer Turbine vorhersagen möchten. Dazu liegen Ihnen womöglich zum einen Angaben über die Entwicklung der Temperatur im Inneren der Turbine über die letzten zehn Minuten vor. Zusätzlich wird der Modus beschrieben, in dem die Turbine über diese Zeitspanne betrieben wird: Normalbetrieb, Höchstleistung, Silent Mode.

Diese Zusatzinformation kann unter Umständen wichtige Anhaltspunkte für die Schätzung der Zielvariable (des Ausfalls) liefern, insofern die Bedeutung des Verlaufs der Temperatur abhängig vom Betriebsmodus unterschiedlich zu interpretieren ist. So könnten hohe Temperaturen im Modus Höchstleistung ganz normal sein, im Normalbetrieb deuten Sie aber auf eine Anomalie hin.

Nun macht es aber wenig Sinn, eine zeitkonstante Information mit einer rekurrenten Schicht zu analysieren, die für die Verarbeitung zeitvariabler Informationen geschaffen ist. Damit bringen wir das Modell im besten Fall durcheinander, sodass es länger zum Anlernen braucht. Im schlechtesten Fall kann es die Informationen nicht richtig trennen und bleibt hinter seinen Möglichkeiten zurück.

Das ist einer der Fälle, in denen uns die funktionale API weiterhelfen kann. Mit ihr lassen sich alle Modelle aufbauen, die sich auch mit der sequenziellen API aufbauen lassen. Darüber hinaus bietet sie die Möglichkeit, mehrere Inputs zu definieren. Damit können wir Informationen in parallelen Strängen mit unterschiedlichen Layern vorverarbeiten und erst in der Mitte oder am Ende des Modells zusammenführen.

Bevor wir uns die Möglichkeiten der funktionalen API genauer ansehen, bauen wir zuerst ein ganz einfaches Modell mit der sequenziellen und mit der funktionalen API im Vergleich auf. So können wir die Arbeitsweise und die Unterschiede besser verstehen. Lassen Sie uns dazu ein Modell mit einem rekurrenten Layer erzeugen (GRU), der zehn Zeitschritte und fünf Indikatoren pro Zeitschritt als Eingabe erwartet. Der rekurrente Layer besteht aus fünf Neuronen. Daran schließt sich ein Dense-Layer an, der die Ausgabe produziert. Nehmen wir an, es handele sich um eine binäre Klassifikationsaufgabe. Also brauchen wir ein Ausgabeneuron, das mit der Logit-Funktion aktiviert wird.

In der folgenden Übersicht ist in der linken Spalte der Aufbau dieses Modells mit der sequenziellen, in der rechten Spalte mit der funktionalen API abgedruckt:



	Sequenzielle API

	Funktionale API




	1.  from tensorflow.keras.models \
2.      import Sequential
3.  from tensorflow.keras.layers \
4.      import Dense, GRU
5. 
6.  model = Sequential()
7.  model.add(GRU(units=5,
8.      input_shape=(10, 5)))
9.  model.add(Dense(units=1,
10.     activation='sigmoid'))
11. model.compile(
12.     loss='binary_crossentropy',
13.     optimizer='sgd')
14.

	1.  from tensorflow.keras.models \
2.          import Model
3.  from tensorflow.keras.layers \
4.          import Dense, GRU, Input
5.
6.  input = Input(shape=(10, 5))
7.  layer = GRU(units=5)(input)
8.
9.  layer = Dense(units=1,
10.         activation='sigmoid')(layer)
11. model = Model(input, layer)
12. model.compile(
13.         loss='binary_crossentropy',
14.         optimizer='sgd')






[image: Image]


Code-Hinweise: Der erste Unterschied, der auffällt, wenn man die beiden Codestränge vergleicht, ist der Input-Layer (Zeile 6). Die funktionale API verlangt einen Input-Layer, der als Instanz der Klasse Input aus dem Layer-Package definiert werden muss. Seine Aufgabe besteht einzig darin, die eingehenden x-Daten anzunehmen und an die dahinter verbaute Schicht weiterzuleiten. Dazu muss mit dem shape-Parameter die ankommende Struktur der x-Daten beschrieben werden.

Der zweite Unterschied ist der Aufbau des Graphen. Um eine instanziierte Schicht (GRU, Dense etc.) in ein Modell zu integrieren, wird diese Schicht wie eine Funktion mit einer zuvor definierten Schicht als Parameter aufgerufen. Dadurch werden die Ausgaben der übergebenen Layer als Input verwertet. Genau wie in der sequenziellen API leitet Keras aus der vorgeschalteten Schicht den Aufbau der aktuellen Schicht ab (zum Beispiel im Hinblick auf die Anzahl der Gewichte pro Neuron, Anzahl rekurrenter Aufrufe etc.).

Die erste aktive Schicht eines Modells bekommt immer eine Objektinstanz der Klasse Input zur Verarbeitung (Zeile 7). Der nächsten Schicht wird dann einfach die mit dem Input-Layer verbundene erste aktive Schicht als Parameter übergeben (Zeilen 9 und 10). Dadurch wird der Graph erweitert.

In unserem Beispiel besteht die Referenzvariable layer in Zeile 7 aus dem Input-Layer und dem GRU-Layer. In Zeile 9 wird sie um den Dense-Layer erweitert. Wenn wir hinter den Dense-Layer in den Zeilen 9 und 10 eine weitere Schicht hängen wollten, würden wir dieser Schicht einfach die Referenzvariable layer als Argument übergeben.

Der dritte Unterschied zur sequenziellen API besteht darin, dass in der funktionalen API nach Abschluss der Definition des Graphen das Modell noch versiegelt werden muss. Das geschieht in Zeile 11 durch Aufruf der Klasse Model. Ihr werden nacheinander der Input-Layer und der letzte Layer des Graphen übergeben. Dabei ist zu beachten, dass der letzte Layer eine vollständige Definition des Graphen beinhalten muss, in der der gleiche Input-Layer, der als erstes Argument in der Modell-Definition auftaucht (Zeile 11), als Eingabeschicht geschaltet ist. Wenn der Graph nicht mit der aufgeführten Input-Schicht verbunden ist, erhalten Sie eine Graph-Disconnected-Fehlermeldung.

Danach ist das Modell fertig. Es kann jetzt genauso verwendet werden wie ein sequenziell aufgebautes Modell. Mit summary können Sie sich den Aufbau ansehen, mit fit den Trainingsprozess starten und mit predict Schätzwerte erzeugen.
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	5.7.3
	Zeitreihendaten und zeitkonstante Daten in einem Modell verarbeiten




Nachdem wir die funktionale API kennengelernt haben, wollen wir sie jetzt in der Praxis einsetzen. Um es einfach zu machen, und um ohne viel Vorbereitung einsteigen zu können, nehmen wir uns wieder konstruierte Daten vor. Nehmen wir an, wir verfügen über Daten, die ein Problem sowohl mithilfe einer Zeitreihe als auch einer konstanten Variable beschreiben. Dabei handelt es sich um eine Abwandlung der Aufgabenstellung, die wir bereits in Abschnitt 5.4 zur Demonstration der Arbeitsweise rekurrenter Netze eingesetzt haben.

Zur Erinnerung: Die Daten wurden mithilfe einer Sinusfunktion produziert. Sie oszillieren (über die Zeitachse) wellenförmig zwischen den Polen −1 und +1. Die Aufgabe bestand darin, aus den x-Daten – die als Zeitfenster der Länge 20 ausgeschnitten wurden – einen Zielwert zehn Zeitschritte in der Zukunft zu prognostizieren.
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Bild 5.24 Auszüge dreier Datensätze aus der Sinus-Schätzaufgabe mit Konstante. Der zu schätzende Zustand in der Zukunft (Punkt) liegt jetzt abhängig von der Variable „Modus“ auf der Sinuskurve oder einer Parallelbahn (x-Daten werden durch die durchgezogene Linie symbolisiert, die gestrichelte Linie deutet den zeitlichen Abstand zwischen dem letzten x-Datenpunkt und dem zu schätzenden Wert an).


Dieses Problem ändern wir jetzt ab, indem wir eine zeitkonstante Modus-Variable einführen. Sie besteht aus drei Zuständen (0, 1, 2). Abhängig vom Modus der Zeitreihe liegen die zu schätzenden Werte entweder genau auf der Verlängerung der Sinuswelle (0) oder um einen konstanten Betrag darüber (1) bzw. darunter (2, Bild 5.24).

Wir verfügen jetzt über zwei unterschiedliche Typen von Input-Variablen, die mit unterschiedlichen Layern verarbeitet werden sollten. Für das Zeitfenster, das Auszüge über 20 Zeitschritte der Sinuskurve beschreibt, eignet sich ein rekurrenter Layer. Für die Modus-Variable, die für jedes dieser Zeitfenster eine zeitkonstante Zusatzinformation liefert, genügt ein einfacher Dense-Layer.

Wenn die Vorverarbeitung der beiden unterschiedlichen Inputs abgeschlossen ist, führen wir die Ergebnisse zusammen und veranlassen auf dieser Grundlage die Ausgabeschicht, einen Schätzwert zu produzieren. Diese Architektur sieht dann wie in Bild 5.25 dargestellt aus.

Um dieses Modell umzusetzen, brauchen wir zwei parallele Vorverarbeitungsstränge, die vor dem Ausgabelayer wieder zusammengeführt werden. Diese Art von Architektur können wir nur mit der funktionalen API aufbauen.
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Bild 5.25 Architektur eines Modells, bei dem verschiedene Eingaben in getrennten Layern vorverarbeitet werden


Wir gehen dabei davon aus, dass die x- und y-Daten jeweils vorbereitet sind und in separaten Arrays vorliegen:

Die Zeitreihendaten liegen in einem separaten NumPy-Array X_t mit folgender Struktur: 1410 (Anzahl Datensätze), 20 (Anzahl Zeitschritte), 1 (Anzahl Indikatoren).

[image: Image]       Die zeitkonstanten Daten (Modus) wurden mit einem One-Hot-Encoder vorbereitet, der aus den drei Zuständen jeweils separate Variablen recodiert. Das Array X_m weist folgende Struktur auf: 1410, 3.

[image: Image]       Die Zielwerte liegen in der gewohnten Form als Vektor der Länge 1410 vor (y).

Beginnen wir jetzt also mit der Zusammenstellung des Graphen. Um die in Bild 5.25 dargestellte Architektur umzusetzen, brauchen wir zwei Input-Layer, einen rekurrenten Layer und einen Dense-Layer. Und vor allem brauchen wir eine Konkatenationsschicht, die die Daten nach der getrennten Vorverarbeitung in der rekurrenten und vollständig verbundenen Schicht wieder zusammenführt:

1.  from tensorflow.keras.models import Model
2.  from tensorflow.keras.layers import Dense, \
3.                  SimpleRNN, Input, concatenate
4.  from tensorflow.keras.callbacks import \
5.                  ModelCheckpoint, EarlyStopping
6.
7.  input_t = Input(shape=(20, 1), name='in_t')
8.  input_m = Input(shape=(3, ), name='in_m')
9.
10. layer_t = SimpleRNN(units=1, name='rnn_t')(input_t)
11. layer_m = Dense(units=3, activation='relu',
12.                 name='dense_m')(input_m)
13. compl = concatenate([layer_t, layer_m], axis=-1,
14.                     name='cc')
15. compl = Dense(units=1, name='out')(compl)
16.
17. model = Model([input_t, input_m], compl)
18. model.compile(loss='mse', optimizer='adam', metrics=['mae'])
19. model.summary()

Ausgabe:


________________________________________________________________
Layer (type)       Output Shape       Param #    Connected to
================================================================
in_t (InputLayer)  [(None, 20, 1)]    0
________________________________________________________________
in_m (InputLayer)  [(None, 3)]        0
________________________________________________________________
rnn_t (SimpleRNN)  (None, 1)          3          in_t[0][0]
________________________________________________________________
dense_m (Dense)    (None, 3)          12         in_m[0][0]
________________________________________________________________
cc (Concatenate)   (None, 4)          0          rnn_t[0][0]
                                                 dense_m[0][0]
________________________________________________________________
out (Dense)        (None, 1)          5          cc[0][0]
================================================================
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Code-Hinweise: Nachdem wir alle relevanten Klassen importiert haben (Zeilen 1 bis 5), erzeugen wir zuerst die beiden Input-Instanzen: die erste (Zeile 6) zur Aufnahme der Zeitreihendaten, die zweite (Zeile 7) zur Aufnahme der zeitkonstanten Variablen. Beiden geben wir einen Namen, sodass sie sich später beim Aufruf der summary-Methode, leichter identifizieren lassen.

Danach kommen die aktiven Schichten an die Reihe. Zuerst die RNN-Schicht, die mit dem Input der Zeitreihe verbunden wird (input_t, Zeile 10), dann der Dense-Layer, der den zeitkonstanten Input verarbeiten soll (input_m, Zeilen 11 bis 12).

Jetzt müssen wir die Ausgaben der beiden Schichten zusammenführen. Der rekurrente Layer (layer_t), den wir mit einem Neuron bestückt haben, produziert genau eine Ausgabe. Im Dense-Layer mit den drei Neuronen entstehen drei Ausgaben. Der Layer vom Typ concatenate ist dazu konzipiert, Ausgaben aus mehreren Layern zusammenzufügen. Das funktioniert so ähnlich wie in NumPy. Wir übergeben einfach die Ausgaben, in diesem Fall die Layer, die wir zusammenführen möchten, in einer Liste (Zeile 13) und spezifizieren dann noch die Verfahrensweise. Durch die Belegung des Parameters axis mit −1 geben wir zu verstehen, dass die resultierenden Batches spaltenweise aneinandergefügt werden sollen. So entsteht aus dem concatenate-Layer eine Ausgabe der Form: Batchsize, 4 (3 +1).

Der letzte Layer, der die Ausgabe produziert, wird beim Aufruf mit der Ausgabe des concatenate-Layers gefüttert (Zeile 15). Damit ist der Graph vollständig, die beiden Pfade vereint.

Jetzt müssen wir das Modell versiegeln. Das geschieht in Zeile 17. Achten Sie dabei darauf, dass Keras bei Modellen mit zwei Inputs trotzdem nur einen Parameter X für die Eingaben vorsieht. Deshalb müssen wir die beiden Input-Instanzen als Elemente einer Liste übergeben.

Danach geht alles wie gewohnt weiter. Wir kompilieren das Modell und können die Architektur durch Aufruf der summary-Methode überprüfen.
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Die Ausgabe des summary-Befehls zeigt den Aufbau des Graphen. Im Vergleich zu den Sequential-Modellen werden bei funktionalen Modellen auch die Input-Layer als Bestandteile des Graphen aufgeführt. Außerdem informiert die Spalte mit der Überschrift Connected to darüber, welche Schicht mit welcher verknüpft ist. Diese Spalte sollten wir bei komplexeren Modellen immer im Auge behalten, da die Daten jetzt nicht mehr von oben nach unten durch das Modell fließen.

Dass unser Modell unseren Vorstellungen entsprechend aufgebaut ist, erkennen wir daran, dass die RNN-Schicht (rnn_t) mit der Eingabeschicht in_t und die erste Dense-Schicht (dense_m) mit der Eingabeschicht in_m verknüpft ist. Deren Ausgaben fließen dann jeweils in den Concatenate-Layer mit dem Namen cc. Die Ausgabe des Concatenate-Layers wird wiederum der Ausgabeschicht (out) zur Verarbeitung zugeführt.

Jetzt brauchen wir das Modell nur noch anzulernen. Bei der Übergabe der x- und y-Daten ist nur zu beachten, dass die separaten x-Arrays (Zeitreihen- und zeitkonstante Daten), die in den Arrays X_t und X_m vorliegen, gemeinsam in eine Liste verpackt an die fit-Methode übergeben werden müssen. Das Gleiche gilt für die Erzeugung von Schätzwerten mit predict:

model.fit([X_t, X_m], y, epochs=100, batch_size=8)
y_pred = model.predict([X_t, X_m])

Das Ergebnis der geschätzten Werte im Vergleich zu den wahren Werten sollte dann so ähnlich wie in Bild 5.26 dargestellt aussehen. Abhängig vom Modus wird die gleiche Sinuskurve auf unterschiedlichen Etagen fortgeschrieben, sodass die geschätzten Werte und die wahren Werte annähernd deckungsgleich sind.
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Bild 5.26 Ergebnisse der Schätzungen mit dem angelernten Modell (Sinusaufgabe mit Konstante)




	5.7.4
	Lernarchitektur und Preprocessing




Wir haben nun gesehen, wie wir mit geschicktem Preprocessing einerseits und der Verwendung einer maßgeschneiderten Architektur andererseits komplexe Lernaufgaben bewältigen können. Was läge da näher, als diese beiden Methoden zu verbinden, um noch bessere Schätzergebnisse zu erzielen?

Hintergrund der Aufgabenstellung

Wir wenden uns ein letztes Mal den Klimadaten zu und versuchen, die Prognosefähigkeit des saisonalen Modells, das wir in Abschnitt 5.7.1 angelernt haben, noch weiter zu verbessern.

Zur Erinnerung: es ging um die Schätzung der Temperatur 24 Stunden in der Zukunft. Eingesetzt wurden dabei x-Daten, die einen Zeitraum von sechs Tagen mit 14 temperaturrelevanten Indikatoren im Stundentakt beschreiben. In Abschnitt 5.7.1 haben wir das ursprüngliche Modell, das die kompletten stündlichen Werte dieser Zeitreihe zur Prognose eingesetzt hat, dadurch verbessert, dass wir dem Modell nur die relevantesten Informationen zum Anlernen angeboten haben. Diese Ausschnitte bezogen sich auf sechs Zeiteinheiten, die von der zu schätzenden Temperatur aus jeweils in 24-Stunden-Schritten in die Vergangenheit reichten.

Wir möchten diese saisonale Vorbereitung behalten. Damit haben wir ja schließlich die Prognosefähigkeit des Modells erhöht und gleichzeitig die Anzahl anzulernender Parameter reduziert. Zusätzlich wollen wir jetzt aber noch weitere Informationen zur Verfügung stellen.

Sie werden vermutlich als Erstes daran denken, die ursprüngliche Zeitreihe, in der alle Messindikatoren im Stundentakt erhoben wurden, als Zusatzinformation einzuführen.

Das wäre eine Möglichkeit, die man im Zweifelsfall durchaus ausprobieren sollte. Zum Beispiel, indem man beide Zeitreihen (die mit den 24-Stunden-Intervallen und die mit den stündlichen Intervallen) mithilfe separater rekurrenter Layer verarbeitet und die Ergebnisse dann mit einer Konkatenationsschicht zusammenführt. Vermutlich wird sich das Modell dadurch aber nicht erheblich verbessern – womöglich verwässert das Modell sogar, weil die stündlich erhobenen Informationen keine verwertbaren Zusatzinformationen enthalten.

Nein, wir denken an ein Modell, das so ähnlich funktioniert wie ein Mensch, der die Temperatur schätzen soll. Denken Sie einmal an eine warme Dezemberwoche. Wir befinden uns in Köln und in den letzten Tagen lag die Temperatur durchgehend zwischen 8 und 12 Grad. Am vorletzten Tag, der uns zur Vorhersage zur Verfügung steht, liegen wir bei 10,8 Grad, am letzten Tag bei 11,5 Grad. Was würden Sie sagen? Wird es 24 Stunden später noch wärmer oder eher kälter sein?

Wir wissen es natürlich nicht. Aber vor dem Hintergrund, dass es sich um eine Dezemberwoche handelt, in der die Temperaturen eher um 0 Grad als um 15 Grad liegen, würden wir vermutlich davon ausgehen, dass sich die Temperatur nach unten bewegt. Ganz anders im Juni. Wenn Sie in einer Juni-Woche die gleichen Temperaturverhältnisse vorfinden, würden Sie vermutlich damit rechnen, dass sich der Temperaturanstieg fortsetzt, dass es morgen wärmer sein wird als heute.

Also statten wir das Modell mit dieser Art von Wissen aus. Wenn es den Kontext kennt, kann es die Entwicklung der Temperatur womöglich besser einschätzen und präzisere Prognosen produzieren.

Umsetzung der Lernarchitektur

Um dieses Lernkonzept umzusetzen, müssen wir uns im Vorhinein über einige Dinge Gedanken machen. Zuerst müssen wir uns darüber Gedanken machen, was wir als Anhaltspunkt für die Jahreszeit liefern. Wir könnten den monatlichen Durchschnitt der Messindikatoren über alle Jahre aus den Trainingsdaten verwenden – präziser sind aber vermutlich die Durchschnitte über die Kalenderwochen, die die Unterschiede zwischen Monatsanfang und Monatsende zum Ausdruck bringen, ohne zu sehr für Ausreißer anfällig zu sein (wie das die durchschnittliche Temperatur eines Tages im Jahr sein würde). Wir könnten also, bevor wir einen Schätzwert erzeugen, die Kalenderwoche herausfinden, auf die sich dieser Schätzwert bezieht, und für diese Kalenderwoche den Jahresdurchschnitt aus den Trainingsdaten ziehen.

Dann müssen wir uns fragen, wie wir unser Modell ausgestalten. Wir verfügen jetzt über zwei unterschiedliche Datenquellen, die wir zum Anlernen verwenden. Zum einen über die Zeitreihe, die die Entwicklung der 14 Klimaindikatoren über die letzten sechs Tage vor der Schätzung beschreibt. Zum anderen über den Vektor, der die Mittelwerte über die gleichen 14 Indikatoren für die Kalenderwoche beschreibt, für die die Schätzung erfolgen soll.

Für diese Datenlage ist ein Modell geeignet, wie wir es im vorherigen Abschnitt bereits verwendet haben: Die Zeitreihe verarbeiten wir mit einer rekurrenten Schicht, die zeitkonstanten Mittelwerte mit einem einfachen Dense-Layer. Am Ende fügen wir alles über eine Konkatenationsschicht zusammen und berechnen die Schätzwerte mit einer vollständig verbundenen Ausgabeschicht (Bild 5.25).

Zuletzt sollten wir uns über die Anlieferung der Daten Gedanken machen. Das ist sicher der unangenehmste Teil des Unterfangens. Der Generator, der die Daten zur Verfügung stellt, muss jetzt nicht nur die fürs Anlernen relevanten Zeitschritte aus der zusammenhängenden Zeitreihe schneiden. Er muss außerdem das Datum des zu schätzenden Werts eruieren und auf dieser Grundlage aus einer Tabelle, die die Mittelwerte über die Kalenderwochen enthält, die richtige Zeile extrahieren und zurückliefern.

Damit das funktioniert, brauchen wir eine vordefinierte Tabelle, die die Mittelwerte mit Zuordnung zur Kalenderwoche enthält. Außerdem brauchen wir das Datum des zu schätzenden Zielwerts. Das heißt, wir müssen entweder die y-Daten als Pandas-Series-Objekt mit Zeitindex liefern, oder einen separaten Datumsindex zur Verfügung stellen, der es ermöglicht, für einen Zeilenindex aus dem NumPy-Array das im Data-Frame abgelegte Datum nachzuschlagen. Wir entscheiden uns für die zweite Möglichkeit, weil damit weniger Aufwand verbunden ist.

Kommen wir jetzt also zum praktischen Teil:

a)      Zuerst erzeugen wir die Tabelle mit den Mittelwerten über die Kalenderwochen.

b)      Dann kümmern wir uns um den Daten-Generator.

c)      Zum Schluss stellen wir die Architektur des Modells zusammen und lernen es an.

a) Erzeugen der Mittelwerttabelle

Wir gehen davon aus, dass die Originaldaten bereits in Trainings- und Testdaten unterteilt und standardisiert sind. X_train_sd liegt also in Form eines NumPy-Arrays ohne Datumsindex vor. Den Datumsindex brauchen wir aber. Deshalb haben wir ihn vor der Umwandlung in ein NumPy-Array aus dem ursprünglichen Data-Frame (X_train) extrahiert. Technisch ist das kein Problem. Wir müssen dazu einfach das Attribut index des Data-Frames aufrufen:

time_train = X_train.index

Aus den standardisierten X-Trainingsdaten erzeugen wir dann einen Data-Frame, dem wir den ursprünglichen Datumsindex wieder als Index zuweisen. Dann berechnen wir die Mittelwerte über die Kalenderwochen:11

1. week_means = pd.DataFrame(X_train_sd,
2.                     index=time_train,
3.                     columns=cols_train)
4. week_means = week_means \
5.                 .groupby(week_means.index.week) \
6.                 [week_means.columns].mean()
7. week_means.head()

Ausgabe:


Date Time  p (mbar)  T (degC)  Tpot (K) ...  wv (m/s)  max. wv (m/s)  wd (deg)
1          0.116    -0.236    -0.244   ...   0.052     0.044          -0.042
2          0.260    -0.030    -0.051   ...  -0.055    -0.070          -0.043
3          0.018    -1.052    -1.048   ...  -0.003    -0.040          -0.098
4         -0.374    -1.360    -1.324   ...   0.077    -0.015          -0.494
5         -0.178    -0.811    -0.792   ...   0.209     0.183          -0.191
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Code-Hinweise: In den Zeilen 1 bis 3 verwenden wir die standardisierten x-Daten (ein NumPy-Array) und wandeln sie in einen Data-Frame um. Dabei weisen wir den aus den Ursprungsdaten extrahierten Datetime-Index (time_train) als Zeilenindex und die aus den Ursprungsdaten extrahierten Spaltenbezeichnungen (cols_train) als Spaltenindex zu. In den Zeilen 3 bis 6 berechnen wir dann die Mittelwerte über die Kalenderwochen. Das geschieht unter Verwendung des groupby-Befehls. Da unser Zeilenindex vom Typ datetime ist, können wir einfach das Attribut week abfragen und erhalten dann die Kalenderwoche (Zeile 5). Darüber führen wir die Gruppierung durch. Danach müssen wir nur noch für alle Spalten die Mittelwerte berechnen (Zeile 6).

[image: Image]


Das Ergebnis sehen Sie in der Tabellenausgabe oben. Der Index Date Time beinhaltet jetzt keinen Zeitstempel mehr, aber auch keine fortlaufende Indexierung. Es handelt sich um die Kalenderwochen, die bei 1 beginnen und bei 53 enden. Mit der Tabelle können wir die durchschnittlichen Werte über die 14 Indikatoren für jede Kalenderwoche nachschlagen.

b) Daten-Generator anpassen

Die Anlage des Generators übernehmen wir aus dem vorherigen Abschnitt. Wir brauchen schließlich die gleichen x- und y-Daten, die weiter oben zum Anlernen des einfacheren Seasonal-Only-Modells verwendet wurden. Hinzu kommen jetzt aber die Mittelwerte der Indikatoren für die Kalenderwoche, die wir prognostizieren möchten. Diese Werte ziehen wir aus der Tabelle, die wir in a) vorbereitet haben.

Um das technisch zu bewerkstelligen, sind zwei Schritte erforderlich:

[image: Image]       Wir müssen herausfinden, um welche Kalenderwoche es sich bei dem zu schätzenden Zielwert handelt.

[image: Image]       Mit der Kalenderwoche müssen wir in die vorbereitete Tabelle greifen, und damit die Mittelwerte der Indikatoren herauslösen.

Die Generator-Funktion benötigt also zwei weitere Parameter. Zum einen die Tabelle mit den Mittelwerten. Zum anderen den Datumsindex, mit dem die Zeilen des NumPy-Arrays einem Datum zugeordnet werden können.

Der Datumsindex ist nichts anderes als eine Liste, die auf jeder Indexposition ein Datum enthält. Da wir den Index aus dem ursprünglichen Data-Frame mit den Trainingsdaten gezogen haben, stimmen die Indexpositionen des Datumsindex mit den Indexpositionen der y-Trainingsdaten überein. Wenn wir also die Indexposition des zu schätzenden Zielwerts kennen, kennen wir auch das Datum dieses Zielwerts.

Das ist im Wesentlichen die Arbeit, die die Generator-Funktion jetzt zusätzlich erledigen muss, nämlich herausfinden, welches Datum wir schätzen möchten, im Datumsindex das Datum des zu schätzenden Werts nachschlagen, und mit dem gefundenen Datum in der Mittelwerttabelle nach der Kalenderwoche suchen:

1.  def data_generator( X: np.array, y: np.array,
2.                      mean_tab: pd.DataFrame, y_index: pd.Index,
3.                      window=144, horizon=24, season=24,
4.                      batch_size=1, epochs=10):
5.      for epoch in range(epochs):
6.          X_s, X_m, y_ = [], [], []
7.          batch_counter = 0
8.          last_val = len(X) - (window + horizon)
9.          index_range = list(range(last_val))
10.         random.shuffle(index_range)
11.         for idx in index_range:
12.             season_range = range(window+idx-1, idx-1, -season)
13.             X_s.append([X[i] for i in season_range])
14.             y_date = y_index[idx+window+horizon]
15.             y_mean = mean_tab.loc[y_date.week]
16.             X_m.append(y_mean.values)
17.             y_.append(y[idx+window+horizon])
18.             batch_counter += 1
19.             if (batch_counter == batch_size or
20.                 index_range[-1] == idx):
21.                 yield ([np.array(X_s), np.array(X_m)],
22.                         np.array(y_))
23.                 X_s, X_m, y_ = [], [], []
24.                 batch_counter = 0
25.
26. test_gen = data_generator(X_train_sd, y_train,
27.                 mean_tab=week_means, y_index=time_train)
28. (x_s, x_m), y_ = next(test_gen)
29. print(x_.shape, xs_.shape, y_.shape)

Ausgabe:

(1, 6, 14) (1, 14) (1, 1)
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Code-Hinweise: Die Funktion selbst kennen Sie schon aus dem vorherigen Abschnitt. Allerdings wäre es inzwischen Zeit, dem Algorithmus eine eigene Klasse mit verschiedenen Untermethoden zu widmen [Fowler2000]. Schließlich wird das Ganze inzwischen schon recht lang und unverständlich. Das ist jetzt aber nicht unser Ziel. Deshalb belassen wir es bei der umfangreichen Funktion und schauen uns nur die Teile an, die sich verändert haben.

Im Kopf der Funktion (Zeilen 1 bis 4) haben wir die Parameter mit den vom Algorithmus erwarteten Datentypen ausgestattet, sodass es leichter ist, zu verstehen, wie der Algorithmus arbeitet. Hinzu kommen die Parameter mit den Bezeichnungen mean_tab und y_index. Der Parameter mean_tab enthält den Data-Frame mit den Mittelwerten der Indikatoren über die Kalenderwochen. Der Parameter y_index enthält den Datumsindex, in dem wir das Datum eines zu schätzenden Werts nachschlagen können.

In Zeile 6 definieren wir zwei leere Listen für die x-Daten (X_s und X_m). X_s ist für das Auffüllen mit den saisonalen Datensätzen reserviert, deren Abwicklung wir im Abschnitt oben behandelt haben. X_m ist für das Auffüllen mit den Mittelwertsdaten vorgesehen. Dafür sind die Zeilen 15 bis 16 reserviert.

In Zeile 14 beschaffen wir das Datum aus dem Datumsindex, für den wir die Prognose durchführen möchten. Dazu bilden wir zunächst die Summe aus idx + window + horizon und verwenden das Ergebnis als Index, um damit die richtige Datumsinstanz aus y_index zu besorgen (Datum der Prongose). Mit dem Attribut week rufen wir dann von der Datumsinstanz die Kalenderwoche ab und beschaffen uns mit dem Ergebnis aus dem Data-Frame mean_tab die für die Schätzung relevanten Indikatorenwerte (Zeile 15). In Zeile 16 müssen wir die Zeile dann einfach noch in die Liste (X_m) eintragen, in der wir die Batches sammeln.

In den Zeilen 21 bis 22 geben wir die gesamten für den Anlernprozess relevanten Daten zurück. Man beachte, dass die beiden x-Datensätze (X_s, X_m) in einer Liste gesammelt vor dem y-Datensatz zurückgegeben werden müssen, sodass das Keras-Modell später beim Anlernen die Daten zuordnen kann.

In den Zeilen 26 bis 29 testen wir den Generator mit unseren Daten und den Default-Einstellungen. Die Rückgabe liefert das erwartete Ergebnis. Als x-Daten bekommen wir einerseits die Zeitreihe mit den sechs Zeitintervallen für 14 Indikatoren und andererseits eine diese Zeitreihe beschreibende einzelne Zeile, die die Mittelwerte der gleichen Indikatoren für die Kalenderwoche, auf die sich die Schätzung bezieht, enthalten. Die y-Daten bleiben gleich; es handelt sich um einen einzelnen Temperaturwert.
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c) Modell aufsetzen und Anlernprozess starten

Wir bleiben unserer Linie treu und ziehen ein einfaches Modell zur Schätzung der Temperaturwerte einem komplexen Modell vor. Einfache Netze mit wenigen Layern und wenigen Parametern lernen schneller an, schätzen schneller und neigen weniger zur Überanpassung. Wenn wir feststellen sollten, dass es mit der Aufgabe Probleme gibt, können wir immer noch aufstocken.

Also erweitern wir das Modell, das wir zur Arbeit mit den saisonalen Daten eingesetzt haben, um einen parallelen Dense-Layer zur Aufnahme der Mittelwerte über die Kalenderwochen. Wenn die GRU die Zeitreihe verarbeitet hat und der Dense-Layer die zeitkonstanten Daten, führen wir die Ausgaben mit einem Konkatenationslayer zusammen und erzeugen danach mit einer Ausgabeschicht den Schätzwert:

1.  from tensorflow.keras.models import Model
2.  from tensorflow.keras.layers import (Flatten,
3.                                      Input, Dense, Dropout,
4.                                      GRU, Bidirectional,
5.                                      concatenate)
6.  from tensorflow.keras.regularizers import l2
7.
8.  batch_size = 128
9.  epochs = 50
10. window = 144
11. horizon = 24
12. indicators = 14
13. num_season = 6
14.
15. reg = l2(0.0001)
16.
17. input_sn = Input(shape=(num_season, indicators), name='in_sn')
18. input_mn = Input(shape=(indicators), name='in_mn')
19.
20. sn = GRU(units=32, dropout=0.3, go_backwards=True,
21.          kernel_regularizer=reg, name='sn_gru')(input_sn)
22. mn = Dense(units=14, activation='tanh',
23.         kernel_regularizer=reg)(input_mn)
24. mn = Dropout(0.2)(mn)
25. comp = concatenate([sn, mn], axis=-1)
26. comp = Dense(units=1, kernel_regularizer=reg)(comp)
27.
28. model = Model([input_sn, input_mn], comp)
29. model.compile(loss='mse', optimizer='adam', metrics=['mae'])
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Code-Hinweise: Auf die Besprechung der Code-Details, den Einsatz von Regulierern und des Dropout-Layers können wir an dieser Stelle verzichten. Dabei handelt es sich nur um Vorschläge. Womöglich führt weniger oder mehr Regulierung zu besseren Ergebnissen. Probieren Sie es im Zweifelsfall einfach aus!

Hinzuweisen ist aber auf die Aktivierung im Dense-Layer, der zur Verarbeitung der eingehenden Mittelwerte über die Kalenderwochen verwendet wird (Zeile 22). Wir setzen hier bewusst auf eine Tangens-hyperbolicus-Aktivierung, weil das Rectifier-Verfahren, wie wir wissen, Werte unter einem gewissen Schwellenwert auf 0 setzt. Das gilt es aber zu verhindern. Schließlich stellen wir uns vor, dass der Dense-Layer eine Art Korrektiv ist. Die Ausgabe sollte dazu dienen, die primären Schätzwerte, die wir aus dem rekurrenten Layer beziehen, auf die Jahreszeit hin abzustimmen. Das gestaltet sich aber schwieriger, wenn die Neuronen im Dense-Layer erst ab einem bestimmten Schwellenwert im Input überhaupt Ausgabewerte größer 0 produzieren. So kann die Ausgabeschicht die Nuancen nicht interpretieren.

Die Tangens-Funktion ist dafür wesentlich besser geeignet. Sie ist nicht-linear und besitzt eine Bandbreite, die von −1 bis +1 reicht. Sie lässt sich zwar schlechter optimieren als ein Rectifier-aktiviertes Neuron, aber immer noch besser als ein Neuron, das mit einem Sigmoiden aktiviert wurde [Aggarwal2016, S. 28]. Außerdem ist unser Netz nicht besonders tief, sodass sich die Probleme mit Vanishing Gradients in Grenzen halten sollten.
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Nachdem das Modell aufgebaut ist, lernen wir es mit den Generatoren für die Trainings- und Testdaten an. Beachten Sie dabei, dass bei der Erzeugung des Generators für die Testdaten die Mittelwerttabelle mit den Werten, die wir über die Trainingsdaten berechnet haben, übergeben werden. Schließlich kennen wir in einer realen Schätzsituation auch nicht die Mittelwerte der Kalenderwochen über den Prognosezeitraum. Und das war ja auch nicht die Intention, die wir mit diesem Ansatz verfolgten: Wir wollten dem Modell nur Anhaltspunkte dafür geben, wie in einem durchschnittlichen Jahr in jeder Kalenderwoche die 14 Klimawerte ausgeprägt sind.

Wenn wir das beachtet haben, den Anlernprozess gestartet und mit einem Callback das beste Modell abgespeichert haben, sollten wir bei der Evaluation über die Testdaten einen mittleren absoluten Fehler von ungefähr 3,81 erreichen. Die Arbeit der Anpassung des Vorverarbeitungsalgorithmus und die Anpassung der Lernarchitektur an die Lernaufgabe hat sich also auch jetzt wieder ausgezahlt.

Zur Erinnerung: Der naive Schätzer liegt durchschnittlich um 4,2 Grad Celsius daneben. Das beste Modell, das wir weiter vorne mit den 24-Stunden-Intervallen der letzten sechs Tage angelernt haben, lag um 3,89 Grad daneben.



	5.8
	Dimensionsreduktion mit Autoencodern




Mit neuronalen Netzen lassen sich verschiedenste Lernarchitekturen umsetzen. Wir haben gesehen, wie sich durch die Wahl der Layer und die Zusammenstellung des Graphen einfache Matrizen, Bilder, Zeitreihen und kombinierte Modelle, die verschiedene Eingaben parallel verarbeiten, umsetzen und anlernen lassen.

In diesem Abschnitt werfen wir einen Blick auf die Möglichkeiten, neuronale Netze zur Vorverarbeitung von Daten einzusetzen. Insbesondere wollen wir uns ansehen, wie wir eine große Anzahl von Variablen, von denen wir annehmen, dass sie untereinander korreliert sind, auf eine geringere Anzahl von Dimensionen reduzieren können.

Das Verfahren nennt sich Autoencoder. Es wird heute zu verschiedenen Zwecken eingesetzt. Wir werden hier aber nur die Möglichkeit betrachten, es als Alternative zur Hauptkomponentenanalyse (PCA) zu verwenden. Im Unterschied zur PCA bieten Autoencoder nämlich zwei Vorteile: Zum einen können sie nicht-lineare Beziehungen lernen. Zum anderen, und im Vergleich zur PCA, bieten sie die Möglichkeit, die Dimensionen kategorialer Variablen zu reduzieren.

Im Folgenden sehen wir uns zuerst die Architektur eines Autoencoders an. Im Anschluss üben wir die praktische Umsetzung ein.



	5.8.1
	Architektur eines Autoencoders




Ziel eines Autoencoders ist es, die Informationen, die in den Variablen einer Matrix enthalten sind, auf eine geringere Anzahl von Variablen (Dimensionen) zu reduzieren. Es geht jetzt also nicht mehr darum, einen von den x-Daten unabhängigen y-Zielwert zu schätzen.

Da es also beim Anlernen eines Autoencoders keine Zielvariable gibt, die dem Netz vorschreibt, wie es die Dimensionsreduktion durchführen soll, gelten Autoencoder gemeinhin als unüberwachte Deep-Learning-Verfahren. Streng genommen trifft das aber nicht zu. Zumindest nicht dann, wenn man unter unüberwacht (unsupervised learning) einen Lernvorgang versteht, bei dem die Einstellung der Gewichte ohne Bezug auf eine Zielvariable erfolgt. Denn ein Autoencoder kommt nicht ohne Zielvariable aus. Nur handelt es sich bei der Zielvariable um die gleiche Variable wie bei den Features. Das klingt erst einmal seltsam. Wir werden aber sehen, dass das Prinzip sehr einfach ist.

Dimensionsreduktion

Bevor wir uns die Architektur eines Autoencoders genauer ansehen, rufen wir uns noch einmal die Arbeitsweise einer PCA bei der Dimensionsreduktion ins Gedächtnis. Stellen Sie sich dazu die Daten einer Matrix, deren Dimensionalität wir reduzieren wollen, als Scatterplot eines mehrdimensionalen Raums vor. Die Achsen bezeichnen die Variablen der Originaldaten. Die PCA rotiert nun das bestehende Koordinatensystem geschickt um die Originaldaten, sodass am Ende ein neues Koordinatensystem mit neuen Achsen entsteht.

Grundlage dieser Umstrukturierung sind die Kovarianzen zwischen den Rohdaten. Das Koordinatensystem wird so eingestellt, dass die neuen Achsen unkorreliert sind – sie enthalten nicht-redundante Informationsanteile. Außerdem werden die Achsen automatisch hierarchisch nach den Anteilen an Informationen, die sie beinhalten, organisiert: Die erste Dimension enthält jeweils den höchsten Anteil an Varianz der Originaldaten, die zweite Dimension den zweithöchsten Anteil, die dritte Dimension den dritthöchsten Anteil und so weiter. Wenn man alle extrahierten Dimensionen aufsummiert, sind die ursprünglichen Informationen wieder vollständig vorhanden – sie sind nur auf andere Weise repräsentiert.

Setzt man die PCA zur Dimensionsreduktion ein, verwendet man aber nur eine begrenzte Anzahl der neuen Dimensionen. Abhängig von den Kovarianzen der Originaldaten, lassen sich zum Beispiel mit der Hälfte der Variablen bereits 90 % der Informationen aus den Originaldaten abbilden.

Zum gleichen Zweck kann man sich auch eines Autoencoders bedienen. Wie bei der PCA versucht sich das Verfahren an der Aufgabe, mit einer geringen Anzahl von Variablen einen hohen Anteil an Informationen aus den Originaldaten zu erklären. Allerdings folgt der Anlernprozess dabei nicht dem Skript der PCA. Weder werden die Dimensionen absteigend nach Informationsanteilen extrahiert, noch kann man sicher sein, dass die extrahierten Komponenten untereinander unkorreliert sind.

Architektur eines Autoencoders

Um ein neuronales Netz zu einem Autoencoder zu machen, müssen wir einige Einstellungen an der Lernarchitektur des Netzes vornehmen. Sehen wir uns dazu Bild 5.26 an. Nehmen wir an, wir verfügen über sechs x-Variablen, die wir auf vier Dimensionen reduzieren wollen. Zur Bearbeitung dieser Aufgabe brauchen wir eine sogenannte Encoder-Decoder-Lernarchitektur.

Der Encoder erledigt die Verdichtung der Ursprungsvariablen auf die gewünschte Anzahl von Variablen (Dimensionen). Das geschieht, indem wir zunächst eine neuronale Schicht einsetzen, die über mindestens die gleiche Anzahl von Neuronen verfügt wie die Feature-Matrix Input-Variablen besitzt. Der nächste Layer führt dann die Dimensionsreduktion durch. Das wird architektonisch durch die Wahl einer geringeren Anzahl von Neuronen erledigt, als in den x-Daten Variablen vorhanden sind.

Der Autoencoder in Bild 5.27 verdichtet die ursprünglichen sechs Variablen, die im ersten Layer mit sechs Neuronen verarbeitet werden, auf vier Dimensionen. Diese vier Dimensionen werden mithilfe der vier Neuronen im mittleren Layer erzeugt, die insgesamt vier Outputs produzieren.
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Bild 5.27 Architektur eines Autoencoders. Der Encoder erledigt die Dimensionsreduktion der x-Daten. Der Decoder versucht aus der reduzierten Repräsentation die Originaldaten wiederherzustellen.


Damit der Autoencoder die Dimensionsreduktion lernen kann, fehlt uns noch der Decoder-Teil. Im Beispiel besteht der Decoder nur aus einem Output Layer. Dieser ist dadurch gekennzeichnet, dass er über die gleiche Anzahl von Neuronen verfügt, wie die Originaldaten Variablen umfassen. Das hat einen guten Grund. Mithilfe der letzten Schicht sollen die Originaldaten nämlich Variable für Variable reproduziert werden.

Die Aufgabe des Decoders besteht also darin, aus der reduzierten Repräsentation der x-Daten, die der Encoder zurückliefert, die Originaldaten wiederherzustellen. Das ist für die Funktionsweise des Autoencoders entscheidend. Beim Anlernen sollen die Gewichte der Encoder-Schichten so eingestellt werden, dass der Output des Encoders die zentralen (nichtredundanten) Informationen der Originaldaten beinhaltet. Wenn das gelingt, fällt es dem Decoder leicht, die Originaldaten wiederherzustellen.

Dabei gilt natürlich genau wie bei der PCA: Je mehr redundante Informationen in den Originaldaten stecken, je höher die Variablen untereinander korreliert sind, umso besser funktioniert dieses System. Je einzigartiger die Informationen sind, die jede einzelne Variable der x-Daten enthält, umso schlechter lassen sich die Originaldaten aus dem Encoder reproduzieren.

Im Unterschied zu den Modellen, die wir bis jetzt kennengelernt haben, interessieren wir uns bei einem Autoencoder nach dem Anlernen allerdings nur noch für den Encoder-Teil. Dessen Output enthält schließlich die dimensionsreduzierten Daten, die man sich als Äquivalent der Rückgabe der transform-Methode bei einer PCA in Scikit-learn vorstellen kann.

Trotzdem benötigen wir natürlich den Decoder-Teil: zum einen zum Anlernen des Systems und zum anderen dafür, um zu entscheiden, wie gut unser Modell funktioniert. Wenn wir zum Beispiel mit einem Autoencoder, der einen Flaschenhals mit vier Neuronen aufweist, 90 % der Gesamtvarianz der sechs Originaldaten reproduzieren können, mag uns das genügen. Wenn nicht, fügen wir eine fünfte Dimension hinzu, mit er sich dann womöglich über 95 % der ursprünglichen Informationen reproduzieren lassen.

Aber nehmen wir einmal an, wir sind mit dem Modell, das auf 90 % erklärte Varianz kommt, zufrieden. Wie kommen wir dann überhaupt an die dimensionsreduzierten Variablen? Wenn wir die predict-Methode des Autoencoders aufrufen, bekommen wir die Ausgabe aus der letzten Schicht zurück. Das ist die wiederhergestellte Eingangsmatrix. Diese Matrix interessiert uns aber nicht. Wir wollen an die Ausgabe des Encoders kommen. Um diese zu erreichen, müssen wir das Modell nach dem Anlernen in die beiden Komponenten, den Encoder und den Decoder, zerlegen. Die Rohdaten, deren Dimensionen wir reduzieren möchten, schleusen wir dann in einer Forward-Propagation einfach durch die angelernten Schichten des Encoders und fangen die Ausgaben der letzten Schicht ab.

Wie das in der Praxis unter Verwendung von Keras geht, sehen wir uns im folgenden Abschnitt anhand eines Beispiels an.



	5.8.2
	Einen Autoencoder anlernen




In Kapitel 3 haben wir mit der Hauptkomponentenanalyse am Beispiel der Breast-Cancer-Daten den Ablauf einer PCA demonstriert. Zur Erinnerung: Die Daten stammten aus Zellgewebe-Stichproben, die zytologisch untersucht wurden. Daraus resultierten neun das Zellgewebe beschreibende Variablen. Für jede Probe lag ein Label vor, das die Probe entweder als gutartig oder als bösartig kennzeichnete.

Diese neun Variablen haben wir mithilfe der PCA auf sechs Dimensionen reduziert, die über 90 % der Informationen der Originaldaten beinhalteten. Als wir mit mit diesen sechs Dimensionen eine logistische Regression anlernten, um bösartige von gutartigen Krebszellen zu unterscheiden, zeigte sich, dass die Accuracy des Modells genauso gut war wie die Accuracy eines Vergleichsmodells, das über die neun Originalvariablen angelernt wurde.

Im Folgenden wollen wir diese Aufgabe mit einem Autoencoder umsetzen. Wir arbeiten uns dabei schrittweise vor. Zunächst erstellen wir die Architektur des neuronalen Netzes, das für die Dimensionsreduktion geeignet ist. Anschließend lernen wir das Modell an und evaluieren es. Wenn wir mit dem Ergebnis zufrieden sind, transformieren wir die Originaldaten in die reduzierte Matrix. Zum Schluss führen wir mit diesen Daten eine logistische Regression zur Unterscheidung der Zielvariable durch.

Umsetzung eines Autoencoders mit Keras

Den grundlegenden Aufbau eines Autoencoders haben wir im vorherigen Abschnitt beschrieben. Jetzt geht es um die Umsetzung. Wir wollen ein möglichst einfaches Modell aufbauen, das nur aus drei aktiven Schichten besteht.

Der Encoder-Teil nimmt die neun Features der Zellproben als Eingaben und verarbeitet sie mit neun Neuronen vor. Danach erfolgt die Dimensionsreduktion. Da wir die PCA imitieren wollen, erzeugen wir einen Flaschenhals mit sechs Neuronen. Zum Schluss kommt der Decoder, der in unserem Fall nur aus einer Ausgabeschicht besteht, die die neun Ursprungsdaten aus den Encoder-Ausgaben reproduzieren soll:

1.  from tensorflow.keras.models import Model
2.  from tensorflow.keras.layers import Input, Dense
3.  from tensorflow.keras.regularizers import l2
4.
5.  input = Input(shape=(9,), name='input')
6.  encoder = Dense(units=9, name='encoder_l1', activation='relu',
7.              kernel_regularizer=l2(.0001))(input)
8.  encoder = Dense(units=6, name='encoder_l2', activation='relu',
9.              kernel_regularizer=l2(.0001))(encoder)
10. decoder = Dense(units=9, name='decoder')(encoder)
11.
12. autoencoder = Model(input, decoder)
13. autoencoder.compile(loss='mse', optimizer='adam')
14. autoencoder.summary()

Ausgabe:

___________________________________________________
Layer (type)             Output Shape      Param #
===================================================
input (InputLayer)       [(None, 9)]       0
___________________________________________________
encoder_l1 (Dense)       (None, 9)         90
___________________________________________________
encoder_l2 (Dense)       (None, 6)         60
___________________________________________________
decoder (Dense)          (None, 9)         63
===================================================


[image: Image]


Code-Hinweise: Der Aufbau des Netzes entspricht dem eines Standardmodells. Wir verwenden allerdings die funktionale Keras-API, um das Modell zusammenzustellen. Das hat damit zu tun, dass wir nach dem Anlernen den Encoder-Teil herausschneiden müssen. Das können wir nur mit der funktionalen API.

Der Flaschenhals, der das Modell zur Dimensionsreduktion zwingt, fügen wir in den Zeilen 8 und 9 ein. Dabei reduzieren wir einfach die Anzahl der Neuronen von neun (vorherige Schicht) auf sechs, sodass nur noch sechs Outputs entstehen. Danach kommt der Decoder, der aus diesen sechs Ausgaben die neun Originalvariablen wiederherstellt.

Die einzelnen Schichten statten wir jeweils mit Regularisierern aus, in der Hoffnung, dadurch das Auswendiglernen der Daten zu verhindern.

Interessant ist vielleicht noch die Kompilierung. Eigentlich ist es einfacher als man vielleicht denken würde. Auch wenn wir in der Ausgabeschicht jetzt über neun Neuronen verfügen, die neun Schätzwerte erzeugen, handelt es sich bei jedem einzelnen Schätzwert um eine stetige Variable (die Eingabedaten). Also verwenden wir wie bei einem Regressionsverfahren einfach den mittleren quadratischen Fehler als Verlustfunktion (Zeile 13).
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Anlernen des Autoencoders

Beim Anlernen des Modells ist zu beachten, dass wir keine Zielvariablen im herkömmlichen Sinn verwenden. Wir verwenden die gleichen Daten, die x-Daten, sowohl als Features als auch als Zielvariablen. Das ist schließlich die Idee: Reproduktion der Eingabematrix, nachdem wir sie im Flaschenhals-Layer verdichtet haben.

Wir gehen davon aus, dass die x-Daten in Trainings- (X_train) und Testdaten (X_test) unterteilt und die Rohdaten standardisiert wurden. Der Anlernprozess läuft dann wie gewohnt ab. Nur übergeben wir jetzt der fit-Methode die x-Daten sowohl als Feature-Daten als auch als Zieldaten:

from tensorflow.keras.callbacks import (ModelCheckpoint,
                                        EarlyStopping)
from tensorflow.keras.models import load_model
from sklearn.metrics import r2_score
check = ModelCheckpoint(filepath='autoencoder_bc.h5',
                        monitor='val_loss', save_best_only=True)
early = EarlyStopping(monitor='val_loss', patience=10)
history = autoencoder.fit(X_train, X_train,
                validation_data=(X_test, X_test),
                epochs=500, batch_size=8,
                callbacks=[check, early],
                verbose=False)

Nachdem das Training beendet ist, führen wir die Evaluation durch. Wir erzeugen einfach Schätzwerte mit dem angelernten Modell und vergleichen dann die x-Daten (die Testdaten) mit den rekonstruierten x-Daten, die der Autoencoder beim Aufruf der predict-Methode zurückgibt:

autoencoder = load_model('autoencoder_bc.h5')
X_test_pred = autoencoder.predict(X_test)
r2 = r2_score(X_test, X_test_pred)
print('r2:', r2)

Ausgabe:

r2: 0.917

Der Autoencoder rekonstruiert also 91,7 % der Varianz der Originaldaten auf Grundlage der sechs Dimensionen. Dieser Wert ist nicht direkt vergleichbar mit der erklärten Varianz, die die PCA aus Scikit-learn zurückgibt. Wir können jedoch zum Vergleich die mit der PCA transformierten Daten (sechs Dimensionen) unter Verwendung der inverse_transform-Methode wieder in die Ausgangsmatrix (neun Dimensionen) zurückverwandeln. Das entspricht dem Aufruf der predict-Methode unseres Autoencoders, insofern die PCA-Klasse jetzt aus der reduzierten Matrix die Originaldaten rekonstruieren muss. Wenn wir dann das R-Quadrat berechnen, erhalten wir einen Wert von 90,8 %. Die PCA ist also geringfügig schlechter als unser neuronales Netz.

Durchführung der Dimensionsreduktion

Den ersten Schritt haben wir also erledigt. Der zweite besteht darin, mit dem angelernten Modell die Dimensionsreduktion durchzuführen. Das ist leider etwas komplizierter. Wir müssen jetzt nämlich den Encoder-Teil aus dem Gesamtmodell extrahieren und damit ein neues Keras-Modell instanziieren. Damit können wir dann die predict-Methode aufrufen, die Ausgaben abfangen und erhalten für jede Zeile der Originaldaten die transformierten Werte für die sechs Dimensionen.

Fangen wir an. Um das Modell zusammenzustellen, brauchen wir eine Eingabe- und eine Ausgabeschicht, die mit der Eingabeschicht verbunden ist. Das ist nicht so schwer. Schließlich ist der Ausgang des Encoders – die Schicht, der wir im Autoencoder den Namen encoder_l2 gegeben haben – schon mit einer passenden Eingabeschicht verbunden (input). Also bauen wir das Modell mit diesen beiden Schichten als Ausgang (encoder_l2) bzw. Eingang (input) neu auf:

1. encoder_input = autoencoder.get_layer('input').input
2. encoder_out = autoencoder.get_layer('encoder_l2').output
3. encoder = Model(encoder_input, encoder_out)
4. encoder.summary()

Ausgabe:

___________________________________________________
Layer (type)         Output Shape        Param #
===================================================
input (InputLayer)   [(None, 9)]         0
___________________________________________________
encoder_l1 (Dense)   (None, 9)           90
___________________________________________________
encoder_l2 (Dense)   (None, 6)           60
===================================================
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Code-Hinweise: Für die Extraktion und das Zusammenstellen des neuen Modells benötigen wir nur drei Codezeilen. In Zeile 1 beschaffen wir uns unter Verwendung der get_layer-Methode und des Namens der Schicht (input) den Input-Layer. Dabei dürfen wir nicht vergessen, über das Attribut input auf die Schicht zuzugreifen, sonst extrahieren wir nur deren Meta-Daten.

In Zeile 2 besorgen wir uns die letzte Schicht des Encoders, aus dem die dimensionsreduzierten Daten fließen. Auch dazu verwenden wir die get_layer-Methode. Diesmal brauchen wir die Schicht mit dem Namen encoder_l2. Durch Aufruf des Attributs output sorgen wir außerdem dafür, dass uns der Output, an den der Graph vom Input-Layer bis zur Ausgabe der Schicht encoder_l2 angeschlossen ist, zurückgeliefert wird.

Zum Schluss fügen wir das neue Modell, den Encoder, zusammen. Dafür verwenden wir wie gewohnt die Model-Klasse und übergeben die extrahierte Eingabe- und die extrahierte Ausgabeschicht (Zeile 3).
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Das resultierende Modell sieht so aus, wie wir uns das vorstellen. Wir verfügen jetzt über ein angelerntes und funktionsfähiges Netz, das nur aus dem ersten Teil des Autoencoders – dem Encoder – besteht. Da wir es aus dem angelernten Modell extrahiert haben, bleiben die Gewichte in den einzelnen Schichten erhalten. Der Encoder produziert also beim Aufruf der predict-Methode für die übergebenen Daten (neun Variablen) eine Matrix, die die auf sechs Dimensionen reduzierten Datensätze enthält:

X_train_dim = encoder.predict(X_train)
X_test_dim = encoder.predict(X_test)
X_train.shape, X_train_dim.shape

Ausgabe:

(546, 9), (546, 6)

Mit den dimensionsreduzierten Daten weiterarbeiten

Damit können wir weiterarbeiten. Versuchen wir es mit der Klassifizierungsaufgabe, die wir mit einer PCA in Kapitel 3 durchgeführt haben. Die Zielvariable ist ein Dummy, auf dem bösartige Krebszellen mit 1, gutartige mit 0 codiert sind:

from sklearn.linear_model import LogisticRegression
logistic = LogisticRegression()
logistic.fit(X_train_dim, y_train)
accuracy = logistic.score(X_test_dim, y_test)
print('accuracy: {:.3f}'.format(accuracy))

Ausgabe:

accuracy: 0.949

Zum Vergleich: Eine logistische Regression, die wir über die neun Originaldaten anlernen, kommt auf die genau gleiche Accuracy von 94,9 %.



	5.8.3
	Dimensionen kategorialer Variablen reduzieren




Nachdem wir gesehen haben, wie man einen Autoencoder mit Keras anlernt, versuchen wir es jetzt mit einer Aufgabe, bei der die Daten in kategorialer Form vorliegen. Das ist eine Problemstellung, für die die Standard-PCA nicht geeignet ist. Ein Autoencoder sollte damit klarkommen, zumindest dann, wenn wir ihn richtig einstellen.

Daten, Architektur und Anlernen des Modells

Die Beispieldaten stammen aus einer Umfrage, in der Freizeitinteressen, Musik- und Filmpräferenzen von StudentInnen erhoben wurden. Insgesamt liegen 60 Variablen vor. Gefragt wurde, ob man sich für das eine oder andere Musikgenre (zum Beispiel Dance, Rock, Folk, Country etc.), Filmgenre (Horror, Action, Drama, Sci-Fi etc.) bzw. für eine Reihe von Freizeitaktivitäten/Themen interessiert (zum Beispiel Kunst, Tanzen, Technik etc.). Die einzelnen Variablen sind jeweils One-Hot-codiert, wobei Personen, die ein Genre/Thema als interessant ausgewählt haben, den Wert 1, alle anderen den Wert 0 auf dieser Variable aufweisen.

Wir gehen davon aus, dass die Gesamtdaten in Trainings- und Testdaten unterteilt und dass alle Missings entfernt wurden. Um die Dimensionsreduktion durchzuführen, setzen wir auf ein einfaches Modell. Es besteht aus drei Schichten:

Die ersten beiden Schichten beinhalten den Encoder, die dritte den Decoder. Wir wollen eine starke Komprimierung durchführen. Die 60 Eingangsvariablen sollen auf 20 Dimensionen reduziert werden. Dabei wählen wir ein Design, das die 60 Inputs mit 90 Neuronen im ersten Hidden Layer vorverarbeitet. Damit wollen wir das Netz auf die Analyse nicht-linearer Beziehungen trimmen. Danach kommt schon die verdeckte Schicht, die die Dimensionsreduktion auf 20 Variablen durchführt.

Der Decoder muss die 60 Eingangsvariablen wiederherstellen. Dazu benötigen wir 60 Neuronen, deren Ausgänge wir mit Sigmoid aktivieren. Schließlich handelt es sich pro Variable um eine binäre Klasse (0/1). Als Verlustfunktion wählen wir entsprechend die binäre Kreuzentropie:

1.  from tensorflow.keras.models import Model
2.  from tensorflow.keras.layers import Dense, Input
3.  from tensorflow.keras.regularizers import l2
4.
5.  reg = l2(.0001)
6.  input = Input(shape=(60,), name='input')
7.  layer = Dense(units=90, activation='relu',
8.                  kernel_regularizer=reg,
9.                  name='encoder_1')(input)
10. layer = Dense(units=20, activation='relu',
11.                 kernel_regularizer=reg,
12.                 name='encoder_out')(layer)
13. layer = Dense(units=60, activation='sigmoid',
14.                 kernel_regularizer=reg,
15.                 name='decoder_out')(layer)
16. autoencoder = Model(input, layer)
17. autoencoder.compile(loss='binary_crossentropy',
18.                     optimizer='adam', metrics=['accuracy'])

Dann lernen wir das Modell wieder wie gewohnt an:

history = autoencoder.fit(X_train, X_train,
                validation_data=(X_test, X_test),
                epochs=50, batch_size=8)

Evaluation

Die Accuracy sollte am Ende des Trainings bei ca. 90 % liegen (Validierungsdaten). Das ist allerdings ein geschöntes Ergebnis, das die wahre Leistung des Modells verschleiert. Da wir eine Multilabel-Klassifizierung durchführen, ist das Ergebnis nur als durchschnittlicher Anteil richtig geschätzter Werte pro Zeile zu interpretieren. In unserem Fall müssen pro Zeile für 60 Variablen die Klassen prognostiziert werden. Wenn wir eine strenge Accuracy anlegen würden, dürften wir nur Fälle als richtig klassifiziert interpretieren, bei denen die Werte aller 60 geschätzten Variablen mit den wahren Werten übereinstimmen. Das ist eine sehr schwierige Aufgabe, und der daraus resultierende Koeffizient würde uns einen schlechten Anhaltspunkt für die Güte des Modells liefern, weil selbst ein sehr gutes Modell mit großer Wahrscheinlichkeit die eine oder andere der 60 Klassen einer Zeile falsch klassifiziert.

Die Accuracy, die Keras verwendet, ist allerdings in die andere Richtung verzerrt. Sie taucht das Ergebnis in ein viel zu günstiges Licht. Wenn der Schätzer nämlich 30 von 60 Variablen eines Datensatzes richtig klassifiziert, dann gilt diese Zeile nicht als fehlklassifiziert, sondern fließt mit einer Accuracy von 50 % in die Evaluation ein. Bei einer Accuracy von 90 % können wir also davon ausgehen, dass der Klassifizierer im Schnitt 54 von 60 Variablen richtig zuordnet.

Problematisch wäre diese Klassifizierungsleistung vor allem dann, wenn die Dummy-Variablen, deren Dimensionen zu reduzieren sind, zu einem hohen Anteil Werte beinhalten, die entweder 0 oder 1 sind. Nehmen wir an, dass im Mittel 90 % aller Variablen mit 0 codiert wären. Der Autoencoder könnte dann eine Accuracy von 90 % allein dadurch erreichen, indem er pro Zeile 60 Schätzwerte zurückliefert, die alle 0 sind.

Das ist bei uns zum Glück nicht der Fall. Im Schnitt sind in den Testdaten von den 60 Variablen 21 Variablen pro Zeile mit einer 1 codiert. Wenn wir als Schätzwerte einfach ein mit Nullen gefülltes Arrays verwenden (60 pro Zeile), kommen wir auf eine Accuracy von 64 %. Die 90 %, die wir mit dem Modell erreichen, ist im Vergleich weitaus besser.

Eine weitere, auf den ersten Blick unsichtbare Schwierigkeit des Modells könnte daraus erwachsen, dass der Klassifizierer immer die gleiche Reihe an Schätzwerten pro Fall produziert. Stellen Sie sich zum Beispiel vor, die meisten Personen in der Stichprobe würden Pop-Musik und Dance hören, gerne Dramas sehen und sich davon abgesehen in erster Linie für Poesie und Malerei interessieren. Sehr unwahrscheinlich, aber wer weiß. Jedenfalls könnte das Modell in einem solchen Fall auf die Idee kommen, für jeden Fall die gleiche Kombination zu schätzen.

Um das auszuschließen, sehen wir uns Variationen der Schätzungen an, die unser Modell produziert. Die Testdaten beinhalten 79 Fälle. Wenn wir den Autoencoder unter Aufruf der predict-Methode die Testdaten rekonstruieren lassen, erhalten wir entsprechend 79 Arrays mit Schätzwerten zurück. Jetzt können wir einfach zählen, wie viele der resultierenden Arrays genau aus der gleichen Kombination von 0/1-Werten bestehen. Das sind genau 0. Wir sind also erst einmal auf der sicheren Seite.

Wenn wir das Modell in der Praxis zur Dimensionsreduktion einsetzen wollen, müssen wir – genau wie im Beispiel oben – den Encoder-Teil extrahieren. Auch das Prozedere kennen wir schon:

input_layer = autoencoder.get_layer('input').input
encoder_layer = autoencoder.get_layer('encoder_out').output
encoder = Model(input_layer, encoder_layer)
encoder.summary()

Danach rufen wir die predict-Methode mit den zu transformierenden Daten auf und erhalten als Ergebnis eine Matrix mit 20 Spalten (das Ergebnis der Dimensionsreduktion):

X_train_dim = encoder.predict(X_train)
X_test_dim = encoder.predict(X_test)
X_train_dim.shape, X_test_dim.shape

Ausgabe:

(709, 20), (79, 20)

Zum Abschluss testen wir noch, ob wir mit den transformierten Daten tatsächlich produktiv arbeiten können. Wir führen eine lineare Regression mit dem Alter der Probanden als Zielvariable durch. Wenn wir mit X_train_dim anlernen, erhalten wir ein R-Quadrat von ca. 11 %. Verwenden wir die Originaldaten (X_train), liegen wir bei 10 %.

Die Dimensionsreduktion hat also ihren Zweck erfüllt: Am Ende spielt es keine Rolle mehr, ob wir mit den 60 Originalvariablen oder mit den 20 dimensionsreduzierten Daten, die der Encoder zurückliefert, die Regression anlernen. In beiden Fällen erreichen wir ungefähr das gleiche R-Quadrat.



1 Welche Aktivierung in welchen Kontexten am besten funktioniert, hat mit verschiedenen Faktoren zu tun. In erster Linie geht es jedoch um die Eigenschaften einer Aktivierungsfunktion für die Optimierung der Gewichte eines Neurons, das in einer der mittleren Schichten des Netzes liegt. Neuronale Netze sind durch ihre Mehrschichtigkeit deutlich schwieriger zu trainieren als einfache Machine-Learning-Algorithmen. Dadurch entstehen Probleme, die man durch den Einsatz bestimmter Aktivierungsfunktionen bearbeitet.

2 Eine ausführliche und verständliche Einführung in das Backpropagation-Verfahren bietet zum Beispiel [Skani2018] oder [Aggarwal2018].

3 Auch hier gibt es Ausnahmen. Zum Beispiel wird diese Art der Architektur zur Erzeugung eines Autoencoders verwendet.

4 Bei den Features handelt es sich um Clump thickness, Uniformity cell size, Uniformity cell shape, Marginal adhesion, Epithelial cell size, Bare nuclei, Bland chromatin, Normal nucleoli, Mitoses [Wolberg1994].

5 Wundern Sie sich nicht, wenn Sie in Ihrem Modell eine andere Lernkurve erhalten. Da die Gewichte innerhalb der Layer nach der Instanziierung auf einen Zufallswert gesetzt werden, kann die Anpassung der Koeffizienten von Modell zu Modell sehr unterschiedlich sein und es wird unterschiedlich viele Epochen dauern, bis eine Accuracy von 97 % erreicht wird.

6 Allgemein bezeichnet man als Zeitfenster einen Auszug aus einer Zeitreihe mit einer fixen Größe. Ein Zeitfenster von drei Zeitschritten umfasst drei Zeilen der Tabelle. Die gesamte Tabelle kann abhängig von der Länge in eine Vielzahl kleiner Zeitfenster gestückelt werden. Ein Lernalgorithmus, der mit Zeitfenster arbeitet, interpretiert ein einzelnes Zeitfenster als Datensatz und wird im Normalfall mit allen verfügbaren Zeitfenstern, die aus einer Zeitreihe herausgeschnitten werden können, angelernt.

7 Das ist im Übrigen auch der einzige Unterschied zwischen einem Schätzwert zu einem Zeitpunkt (ŷt) und dem Zustand zum Zeitpunkt ht. Der Schätzwert muss gegebenenfalls auf die zu prognostizierende Zielvariable durch Aktivierung eingestellt werden.

8 All diese Layer sind als Klassen im Package tensorflow.keras.layers unter den Namen SimpleRNN, LSTM, GRU und Bidirectional enthalten.

9 Um aus einem Datensatz, der zu groß für den Arbeitsspeicher ist, eine Stichprobe zu ziehen, können wir in der pandas.read_csv-Methode den Parameter skiprows belegen. Dieser Parameter erwartet entweder eine Liste mit den Zeilennumern, die beim Einlesen übersprungen werden sollen, oder einen Lambda-Ausdruck. Wird ein Lambda-Ausdruck verwendet, werden die Zeilennumern jeweils als Parameter übergeben. Liefert der Lambda-Ausdruck True zurück, wird die Zeile übersprungen, bei False wird die Zeile in die Daten inkludiert. Wenn wir zum Beispiel nur jede dritte Zeile behalten wollten, könnten wir das durch die Belegung von skiprows mit folgendem Lambda-Ausdruck erreichen: skiprows=lambda x: False if x % 3 == 0 else True.

10 Es gibt natürlich verschiedene Möglichkeiten, in einem neuronalen Netz mit der saisonalen Komponente umzugehen. Wenn man mit allen Daten arbeiten möchte, könnte man alternativ auch den Datumsindex zur Codierung der zyklischen Komponenten einsetzen. Ein Beispiel, das zeigt, wie man dabei verfahren kann, finden Sie unter https://www.tensorflow.org/tutorials/structured_data/time_series.

11 Den Index des Data-Frames mit den Testdaten brauchen wir später zum Anlernen auch noch. Er liegt in der Referenzvariable time_test.
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