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KAPITEL 1

Einführung

In diesem Buch führen wir dich in das Thema Machine Learning ein. Wir setzen keine Kenntnisse voraus und beginnen tatsächlich bei null.

Von Machine Learning spricht man, wenn man einen Computer nicht direkt programmiert, sondern wenn diese Maschine bestimmte Fähigkeiten erlernt. Das mag nach Science-Fiction klingen, ist im Jahr 2018 aber keine Besonderheit mehr.

Machine Learning ist zum Beispiel Grundlage für automatische Übersetzungen und Interaktionen durch gesprochene Sprache bei Microsoft, Apple und Google. Dabei muss der Mensch nur die Lernstrategie und die grundsätzliche »Architektur« vorgeben. Darin wird dann, je nach Lernstrategie, mehr oder weniger viel von der Maschine erlernt und muss nicht programmiert werden. Dies führt zu solchen Leistungssteigerungen, dass die Übersetzungsergebnisse oft kaum mehr sicher von menschlichen zu unterscheiden sind.

Nachdem schon vor mehr als 20 Jahren die Maschinen den Menschen den Rang im Schachspielen abgelaufen hatten, war man auch danach immer noch davon ausgegangen, dass ein Spiel wie Go niemals von Maschinen beherrscht werden könne. Man kam zu der Annahme, weil mit Verfahren, wie sie zum automatischen Schachspielen verwendet werden, tatsächlich nur sehr mäßige Ergebnisse bei Go zu erreichen waren. Im Jahr 2016 schlug jedoch eine Maschine (AlphaGo) in einem spektakulären Match, das live übertragen wurde, die damalige Nummer zwei (Lee Sedol) der Go-Weltrangliste und kletterte damit selbst auf die zweite Position. Diese Maschine kombiniert verschiedene Ansätze des Machine Learning und setzt damit auf eine völlig andere Strategie als Schachcomputer.

Go erlaubt weit mehr Spielmöglichkeiten als Schach, und daher wird Maschinen, die Go spielen können, eine gewisse Kreativität nachgesagt. In den oben erwähnten Spielen zwischen Mensch und Maschine sprachen die Kommentatoren über die Züge der Maschine, als wären sie Produkt einer menschlichen Kreativität. In diesem Zusammenhang wurde oft von intelligenten Maschinen gesprochen und auch davon, dass die Maschinen in naher Zukunft uns Menschen generell einholen würden.

Von einer solchen künstlichen Intelligenz spricht man klassisch dann, wenn eine Maschine ein Verhalten an den Tag legt, das nicht mehr von dem eines Menschen zu unterscheiden ist. Anfang 2017 schlug eine weitere Maschine in einem Online-Go-Portal alle menschlichen Spieler inklusive der Nummer eins der Weltrangliste. Dabei wurde das Geheimnis, ob es sich bei dem überragenden Spieler um eine Maschine oder um einen Menschen handelte, erst sehr spät gelüftet. In diesem Fall können wir gemäß der klassischen Definition von oben also von einer punktuellen künstlichen Intelligenz sprechen, da – außer vielleicht an der Spielstärke – niemand hätte erkennen können, ob es sich um Mensch oder Maschine handelt.

Tatsächlich sehen wir erstaunliche und teilweise extreme Leistungen von Maschinen in klar abgesteckten Domänen. Allerdings ist eine Maschine, die dem Menschen in seiner Vielfältigkeit und Kreativität auch nur nahekommt, auch mittelfristig nicht absehbar. Erst ein System, das nicht nur in einem Bereich, sondern allgemein intelligentes Verhalten zeigt, würde man als eine künstliche Intelligenz bezeichnen.

Ist dieses Buch für dich?

Dieses Buch ist für alle Anwender mit einem technischen Hintergrund gedacht, die in das Thema Machine Learning einsteigen möchten. Wenn du also Programmierer, Ingenieur, Naturwissenschaftler, technischer Journalist oder etwas Ähnliches bist, ist dies hier dein Buch.

Alle Codebeispiele werden wir in Python 3 angegeben – Python-Kenntnisse sind jedoch nicht zwingend erforderlich, denn wir werden die notwendigen Grundlagen Stück für Stück in entsprechend gekennzeichneten Kästen vermitteln. Diese kannst du überspringen, falls du Python bereits beherrschst. Wenn du dir nur einen generellen Überblick verschaffen willst, ist es auch möglich, die Programmierbeispiele komplett zu überspringen, einen tieferen Einblick bekommst du aber nur mit ihrer Hilfe. Um den Programmierbeispielen folgen zu können, solltest du eine Programmiersprache mit objektorientierten Eigenschaften beherrschen – welche, ist egal.

Wie du dieses Buch lesen kannst

Dieses Buch ist kein Nachschlagewerk. Du kannst es gut von vorn bis hinten durchlesen. Dann dient es dir als Einführung in das Thema Machine Learning.

Du kannst zusätzlich alle Codebeispiele nachvollziehen und brauchst dann dementsprechend länger. Du kannst aber auch bestimmte Kapitel auslassen, wenn du dich nicht so sehr für das darin behandelte Thema interessierst. In jedem Fall solltest du den Schnelldurchlauf in Kapitel 2, Quick-Start, und das Kapitel 4, Supervised Learning, komplett lesen. Diese Kapitel enthalten die Kernthemen dieses Buchs.

In Kapitel 4 werden wir uns durch die einzelnen klassischen Strategien des Supervised Learning hindurcharbeiten und dabei deren Unterschiede, Stärken und Schwächen kennen lernen. In Kapitel 2 findest du einen Schnelldurchlauf durch alle Stationen dieses Buchs.

Die beiden Kapitel 5, Feature-Auswahl, und Kapitel 6, Modellvalidierung, gehen etwas mehr in die Tiefe und beantworten Fragen, die eventuell in Kapitel 4 offengeblieben sind. Sie enthalten Formeln und erfordern ein wenig mathematisches Interesse und Verständnis.

Kapitel 3, Datenimport und -vorbereitung, liegt uns persönlich besonders am Herzen. Oft fehlt dieser Teil in einführenden Büchern, da er als etwas mühsam und spaßfrei angesehen wird. Wir glauben, dass sogar die Vorbereitung der Daten spannend sein kann. Zudem sind gute Daten in der Regel die Voraussetzung für einen erfolgreichen Machine-Learning-Prozess. In diesem Kapitel schaffen wir zudem die technischen Grundlagen für den Umgang mit Python und seinen Bibliotheken.

Kapitel 7, Neuronale Netze und Deep Learning, handelt vom Deep Learning mit neuronalen Netzen, dem zurzeit heißesten Thema im Bereich Machine Learning. Dies ist ebenso eine Strategie des Supervised Learning, ist aber in vielen Punkten anders als die zuvor in Kapitel 4 behandelten Strategien. Daher haben wir diesem Thema ein eigenes Kapitel spendiert. Hier wenden wir auch alles bisher Gelernte in einer praktischen Anwendung an, indem wir versuchen, Geschwindigkeitsbeschränkungen auf Verkehrsschildern zu erkennen.

Eine kleine Geschichte vom Jahrmarkt

Machine Learning kann die Grundlage für ein intelligentes System sein, aber wir können Machine Learning bereits nutzen, ohne dass wir von Intelligenz sprechen oder sprechen sollten. Um zu verstehen, was hinter Machine Learning steckt und wie es funktioniert, fangen wir mit einer kleinen Geschichte vom Jahrmarkt an.

Angenommen, wir sind auf dem Jahrmarkt – oder Dom, wie wir zur Überraschung vieler Nichthamburger in Hamburg sagen – beim Scheibenschießen mit einem Luftgewehr. Vielleicht kannst du das gut, wir aber nicht so sehr, daher trainieren wir, statt selbst zu schießen, lieber jeweils einen Roboter, der das für uns macht.

Nehmen wir einmal an, wir hätten drei unterschiedlichen Robotern mit Methoden des Machine Learning das Schießen beigebracht, so wie andere Maschinen das Go-Spielen, das Fahren von Autos oder das Übersetzen von Texten gelernt haben. Da dieses Training in unserer Vorstellung also bereits stattgefunden hat, kannst du dir die Schießergebnisse unserer Roboter in Abbildung 1-1 ansehen. Chi Nhans Roboter hat die Nummer 1, deiner hat die Nummer 2, und Ollis Roboter ist die 3.1
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Abbildung 1-1: So schießen unsere Roboter.

Welches Ergebnis findest du am besten? Was stimmt mit den anderen beiden nicht? Was für Unterschiede siehst du? Denk einmal einen Moment darüber nach.

Spannende Unterschiede

Wir finden deinen Roboter mit der Nummer 2 am besten. Der Fehler, also die Abweichung von der Mitte, ist im Mittel am geringsten. Spannend sind tatsächlich auch die beiden weniger guten Roboter 1 und 3. Beide haben einen größeren Fehler, sie unterscheiden sind aber doch deutlich voneinander. Und pssst, wir verraten dir schon jetzt ein Geheimnis: Das Ergebnis deines Roboters ist gar nicht so einfach zu erreichen, und wir (Chi Nhan und Olli) haben jeweils klassische Fehler bei unseren Robotern gemacht.

Chi Nhans Roboter 1 wirkt etwas bockig und scheint nicht viel gelernt zu haben. Obwohl er offensichtlich schlecht schießt, stört ihn das nicht sonderlich. Trotz gegensätzlicher Information und ohne einen richtig guten Treffer scheint er an seiner einfachen Meinung, wie man zu schießen hat, festzuhalten. Der Roboter ist also sehr »voreingenommen«, was im Englischen dem Term High Bias entspricht. Und dieser Term ist für ein solches Fehlerbild tatsächlich gebräuchlich.

Ollis Roboter 3 wirkt noch sonderbarer. Ein paar Schüsse treffen das Ziel sehr gut, sogar besser und genauer als dein insgesamt bester Roboter 2. Andere Schüsse sind aber wieder völlig daneben, ähnlich daneben wie beim Roboter 1. Hier variiert also die Qualität der Schüsse sehr, man spricht daher auch von High Variance.

In Abbildung 1-2 siehst du noch einmal dieselben Ergebnisse, diesmal mit den entsprechenden Ausdrücken, mit denen man solche Fehlerbilder bezeichnet. Für dein gutes Ergebnis in der Mitte gibt es keinen einheitlichen Term, manchmal nennt man ihn aber den Sweet Spot oder Just Right.
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Abbildung 1-2: High Bias, Sweet Spot, High Variance

Wie es zu diesen Trefferbildern gekommen ist, klären wir im Folgenden.

Wie funktionieren unsere Roboter?

Nehmen wir einmal an, jeder unserer Roboter kann sich aktiv in seiner Umgebung bewegen, sein Luftgewehr heben und es nach oben und unten bzw. links und rechts neigen. Dazu kann er durch das Visier sehen und dadurch erkennen, worauf der Lauf des Gewehrs zeigt. Bestimmte Einflüsse, wie etwa die Witterung, kann er natürlich nicht beeinflussen, er kann sie aber mittels von uns angebrachter Sensoren ermitteln.

Jeder unserer Roboter will immer in die Mitte der Scheibe schießen. Um ihm das Schießen beizubringen, müssen wir daher wissen, wie die Sensordaten die Einstellungen und Aktionen des Roboters beeinflussen. Starker Wind von rechts wird uns ein Ziel rechts neben der Mitte der Scheibe anvisieren lassen. Kälte könnte die Schussgeschwindigkeit verlangsamen, und der Roboter müsste etwas höher zielen. Wir erstellen dazu ein Modell von der Realität. Das Modell beschreibt die Realität nicht im Allgemeinen, sondern nur dahin gehend, wie es beim Zielen auf die Zielscheibe hilfreich ist.

In der klassischen Programmierung ist das ähnlich. Betrachten wir dazu ein Programm für die Steuerberechnung. Bei bestimmten Eingaben für das Einkommen gibt es Fallunterscheidungen, um unterschiedliche Steuersätze zu bestimmen. Am Ende werden dann die zu zahlenden Steuern ausgegeben. Dabei werden nur Daten als Eingabe verwendet, von denen man denkt, dass sie das Ergebnis auch beeinflussen.

Auch unseren Robotern könnten wir programmatisch das Schießen beibringen. Es gäbe bestimmte Eingaben durch Sensoren, die bestimmte Einstellungen des Roboters als Ausgabe hätten. Es wäre ebenfalls möglich, dies durch Fallunterscheidungen ähnlicher Art durchzuführen, zum Beispiel: »Wenn Wind mit einer bestimmten Geschwindigkeit aus einer bestimmten Richtung, dann entsprechend durch ein verschobenes Ziel ausgleichen.« Dazu würden wir dann ein physikalisches Modell von Hand in solch ein Programm umwandeln.

Das haben wir in Abbildung 1-3 einmal dargestellt, in den Anforderungen (Requirements) stecken ähnliche Regeln wie die oben genannte.
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Abbildung 1-3: Erzeugen eines Modells durch einen Programmierer

Abbildung Abbildung 1-4 verdeutlicht noch einmal, dass ein solches Modell eine bestimmte Eingabe in eine möglichst sinnvolle Ausgabe wandelt. Das Modell der Realität wird also vom Programmierer in einem Computerprogramm erst codiert und dann wie in Abbildung 1-4 verwendet.
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Abbildung 1-4: Berechnung von Ausgaben

Das kann ein sinnvoller und auch erfolgreicher Ansatz sein, allerdings ist ein solches Modell immer von der Vollständigkeit und Richtigkeit der Regeln abhängig. Ebenso muss man das Programm von Hand verändern, wenn neue Regeln hinzukommen oder wegfallen. In diesem Buch wollen wir uns mit maschinellem Lernen beschäftigen und verfolgen daher einen anderen Ansatz. Anstatt von Hand alle Regeln zu codieren und zu hoffen, damit ein perfektes Modell und somit perfekte Schüsse zu erzielen, lassen wir unsere Roboter lernen.

Andrew Ng, einer der Großen im Bereich des Machine Learning, hat das so ausgedrückt: »Machine learning is the science of getting computers to act without being explicitly programmed.«2

In der klassischen Programmierung bringen wir ein Modell in ein Stück Code, mit dem wir eine Eingabe in eine Ausgabe wandeln. Im Machine Learning drehen wir das um und lassen die Maschine das Modell aus passenden Sätzen von Ein- und Ausgaben erlernen. Dies illustriert Abbildung 1-5. Ein solches Vorgehen nennt man auch Supervised Learning (überwachtes Lernen), da wir unser System aktiv durch zueinander passende Datensätze trainieren. Wir zitieren hier noch einmal Andrew Ng, der mit uns derselben Meinung ist, dass dies zurzeit die dominierende Art des Machine Learning ist: »Surprisingly, despite AI’s breadth of impact, the types of it being deployed are still extremely limited. Almost all of AI’s recent progress is through one type, in which some input data (A) is used to quickly generate some simple response (B).«3 Nach dieser Einleitung werden wir uns daher im Rest des Buchs ausschließlich mit Supervised Machine Learning beschäftigen.
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Abbildung 1-5: Maschinelles Lernen vs. klassische Programmierung

Eingabe, Ausgabe, Modell, Architektur

Wir fassen noch einmal die drei Begriffe Modell, Eingabe und Ausgabe zusammen: Im klassischen Ansatz für Computerprogramme haben wir ein Modell und eine Eingabe. Daraus erzeugen wir eine Ausgabe. Dies würde auch für einen regelbasierten Ansatz gelten, eine frühe Technik im Bereich künstliche Intelligenz, bei der man eine Reihe von Wenn/Dann-Regeln manuell erstellt.

Im Machine Learning haben wir zunächst Eingaben und dazu passende Ausgaben, aber kein Modell. Wir haben allerdings, wie auch sonst in der Softwareentwicklung, eine Architektur für unser Lernsystem. Konkret ist das zunächst die Lernstrategie. In Kapitel 2, Quick-Start, und Kapitel 4, Supervised Learning, werden wir dazu mehr lernen, aber eine solche Strategie könnten zum Beispiel neuronale Netze sein. Innerhalb dieser Strategie werden dann die Unterart und die entsprechenden Parameter vom Trainer der Maschine ausgewählt. Bei neuronalen Netzen wären das unter anderem die Art des Netzes, die Anzahl der Neuronen pro Schicht und wie die Schichten miteinander verbunden sind. Zu neuronalen Netzen erfährst du mehr in Kapitel 7, Neuronale Netze und Deep Learning.

Zurück zum Modell. Innerhalb der gewählten Architektur enthält es Parameter, die nicht durch uns vorgegeben, sondern durch das Training mit den Paaren aus Ein- und Ausgabedaten erlernt werden. Bei neuronalen Netzen sind das die Gewichte der einzelnen Neuronen.

Nach diesem Training sind wir auf demselben Stand wie beim Programmieransatz: Wir stecken ebenso bisher unbekannte Daten als Eingabe in das nun vorhandene Modell und bekommen, hoffentlich, angemessene Ausgaben. Hier fand also eine Generalisierung der Trainingsdaten statt. Solch eine Generalisierung kann mehr oder weniger erfolgreich verlaufen.

Wieso diese Generalisierung bei unseren Robotern so unterschiedlich verlaufen ist, sehen wir gleich. Für den weiteren Verlauf nehmen wir der Einfachheit halber an, dass wir Zugriff auf einen wunderbar gepflegten und stimmigen Datensatz haben, der für viele Witterungsbedingungen die richtige Einstellung der Roboter für einen Schuss vorgibt. Wir nehmen an, ein anderer hätte diesen Datensatz bereits für uns erstellt. Natürlich hätten wir ihn durch eigene Experimente auch selbst erstellen können, wenn auch mit hohem Aufwand. In Kapitel 3, Datenimport und -vorbereitung, werden wir sehen, dass ein solcher perfekter Satz an Daten meist nur ein frommer Wunsch ist und was man tun muss, um ihn diesem Ziel möglichst nahe zu bringen. In Kapitel 5, Feature-Auswahl, lernst du, welche Daten du eigentlich brauchst und wie du beurteilst, welche Qualität deine Daten haben und wie deine Daten die Qualität der Generalisierung beeinflussen.

Wieso schießen unsere Roboter unterschiedlich gut?

Warum liefern die unterschiedlichen Roboter dann so unterschiedliche Ergebnisse ab, obwohl allen dreien dieselben Trainingsdaten zur Verfügung stehen? Schau dir dazu erst noch einmal die Ergebnisse in Abbildung 1-2 an.

Zunächst sehen wir uns wieder das Vorgehen an, das in der klassischen Programmierung angewandt wird, um die Qualität eines Programms zu ermitteln. Hier werden die Anforderungen an ein solches Programm mit dem tatsächlichen Verhalten anhand sogenannter Akzeptanzkriterien verglichen. Oder wir schauen uns den Code selbst dahin gehend an, ob die Regeln im Code denen der Anforderungen entsprechen. Dabei würde man sich also das Modell des Programms direkt ansehen und es so validieren.

Aufteilung in Trainings- und Testdaten

Beim Machine Learning können wir unser erlerntes Modell nicht direkt mit der Realität vergleichen. Je nach Lernstrategie ist unser Modell häufig gar nicht für den Menschen verständlich.

Aber selbst wenn wir das Modell verstehen könnten, kennen wir immer noch nicht die echten »Anforderungen« als Regeln oder das »ideale Modell«. Das Einzige, was wir kennen, sind Eingaben und dazu passende Ausgaben. Dies haben wir bereits in der Unterscheidung zur klassischen Programmierung weiter oben gesehen. Das ist die Stärke von Machine Learning. Wir müssen das ideale Modell nicht kennen, können also auch Systeme bauen, die unsere eigenen Fähigkeiten und Einsichten übersteigen. Gleichzeitig ist das aber auch ein Nachteil. Zum einen kann es einem Angst machen, solche Systeme zu erzeugen und sogar in Produktion zu bringen, zum anderen haben wir keinerlei Erkenntnisgewinn und müssen uns neue Techniken überlegen, wie wir ein System überprüfen, das wir nicht mehr verstehen.

Daher ist es gängige Praxis, das Modell indirekt mit uns vorliegenden Datensätzen zu testen, die nicht bereits zu seinem Training beigetragen haben. Dazu teilen wir alle uns zur Verfügung stehenden Daten in Trainings- und Testdatensätze auf. Mit den Trainingsdatensätzen lassen wir unsere Roboter das Schießen erlernen, und mit den Testdatensätzen finden wir heraus, wie gut das geklappt hat. Für unsere Roboter wären die Eingaben der Sensoren die Input-Daten. Die Ausgaben wären die Haltung und die Richtung des Gewehrs. Wir gehen in diesem Fall davon aus, dass wir uns diese bei menschlichen Schützen abgeschaut haben. Tatsächlich wäre dies denkbar gewesen.

Mit diesen Trainingsdaten erlernt der Roboter nun das Modell für das Schießen auf Scheiben. Nach der Lernphase findet mit den Testdaten eine indirekte Validierung unseres Modells statt, analog zu den automatischen Tests in der Programmierung. Wir zeigen dem Roboter die ihm bisher unbekannten Eingaben für die Sensoren und vergleichen die Haltung des Gewehrs mit den uns bekannten und richtigen Ausgabedaten. Dabei werden Eingabe und Ausgabe immer genau so zusammengestellt, dass der Roboter genau in die Mitte der Scheibe schießen müsste. Je weiter der Treffer von der Mitte der Zielscheibe entfernt ist, desto größer der Fehler. In Kapitel 6, Modellvalidierung, sehen wir uns Metriken für die Qualität des Modells an und was du für eine mögliche Veränderung deines Modells daraus lesen kannst.

Tatsächlich hätten wir das auch anders angehen und dem Roboter lediglich sagen können: Dies sind deine Eingaben, nutze sie so, dass du möglichst die Mitte der Scheibe triffst. Ein solcher Ansatz würde in den Bereich des Reinforcement Learning fallen. Das ist spannend, aber auf wirklich große Durchbrüche müssen wir hier noch warten.

Kriterien für den Lernerfolg

Wie genau so eine Lernstrategie aussieht und wie ein solches Training vonstattengeht, ist Thema des weiteren Buchs, d.h., das Wissen dazu müssen wir erst noch aufbauen. Aber auch ohne dieses Wissen und obwohl wir die Modelle erst einmal als Blackboxes betrachten, können wir schon interessante Erkenntnisse über die Eigenschaften der Modelle bekommen.

In Abbildung 1-6 zeigen wir noch einmal die Zielscheiben mit genau denselben Treffern wie in den vorherigen Grafiken, dieses Mal jedoch mit einer weiteren Information. Manche Treffer auf der Zielscheibe sind tiefschwarz, andere sind in einem helleren Orange dargestellt. Wie bereits oben erwähnt, sind diese Trefferbilder durch simulierte Schüsse unter kontrollierten Bedingungen mit unseren trainierten Robotern entstanden. Die tiefschwarzen Treffer sind Schüsse aus unseren Trainingsdaten, die orangefarbenen Treffer sind unsere Testdaten.
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Abbildung 1-6: So schießen unsere Roboter im Training und im Test.

Ganz links sehen wir wieder das High-Bias-Ergebnis von Chi Nhans Roboter 1. Der Fehler ist sowohl bei Test- als auch bei Trainingsdaten groß. Kein gutes Ergebnis. Das erlernte Modell des Roboters passt grundsätzlich nicht auf die Daten. Wir halten hier erst einmal fest, dass dieses Modell ein Beispiel für sogenanntes Underfitting ist, d.h., das Modell ist nicht genug an die Daten angepasst. Salopp ausgedrückt, hat der Roboter einfach nicht richtig geübt, er kann nicht einmal die ihm bekannten Trainingsdatensätze einigermaßen reproduzieren. Für die Testdatensätze sieht es ähnlich schlecht aus. Dass die Ergebnisse auf unterschiedlichen Teilen der Scheibe liegen, ist dabei rein zufällig.

Bei dem Bild in der Mitte, also deinem Roboter 2, wurde das Modell besser trainiert, um zu den Trainingsdaten zu passen. Dadurch geht der Fehler bei den Trainings- und Testdaten zurück. Die Fehlerraten bei den Trainings- und Testdaten sind ähnlich, aber möglichst gering. So etwas nennt man Sweet Spot genannt.

Olli fragt sich nun, wieso denn auch in diesem vermeintlich besten Ergebnis die Trainingsdaten weiterhin nicht perfekt die Mitte treffen. Wenn wir unser Modell nun weiter auf die Trainingsdaten abstimmen, geht deren Fehler noch mehr zurück, und wir sehen rechts in Abbildung 1-6 tatsächlich genauere Treffer in der Mitte der Scheibe. Dies gilt aber leider nur für die schwarzen Trainingsdaten.

Dagegen geht dadurch die Fehlerrate für Datensätze, die wir nicht zum Training benutzt haben, nach oben. Das siehst du an den orangefarbenen Punkten, die nun weiter vom Zentrum weg erscheinen.

Unser Modell ist also überangepasst, d.h., es passt perfekt zu den gesehenen Daten, aber nicht mehr zu bisher unbekannten. Daher spricht man hier auch von Overfitting. Dieses Ergebnis kennen wir bereits als High Variance, wir haben also große Varianzen zwischen Training und Test. Ollis Roboter ist daher übervorbereitet. Es kann perfekt auf die bekannten Reize reagieren, aber mit neuen Daten kann er nicht mehr umgehen. Er hat nicht gelernt, adäquat zu generalisieren. Das kann man sich vorstellen wie jemanden, der alle Antworten auf ihm bekannte Fragen bei einer Prüfung auswendig gelernt hat. Diese kann er toll reproduzieren, ist aber bei unbekannten Fragen eher ratlos.

Man könnte denken: Warum nehmen wir dann nicht alle Datensätze und trainieren unser Modell einfach perfekt immer weiter? Das Problem dabei ist: Unser trainiertes System soll von den bekannten Datensätzen abstrahieren und generalisieren und auch mit bisher unbekannten Eingaben immer noch gute Ergebnisse erzielen, also richtig treffen – wie auch im echten Einsatz z.B. auf dem Jahrmarkt. Die Bedingungen dort haben wir mit Sicherheit nicht alle in unseren Trainingsdatensätzen gehabt. Damit würden wir das Problem des Overfittings also nur verstärken und hätten zudem auch kein gutes Maß mehr für die Stärke unserer Roboter.

Fassen wir zusammen: Roboter 1 (Chi Nhans) liefert keine gute Qualität, weil er unter dem Problem des Underfitting oder High Bias leidet – fast wie jemand, der sich nicht richtig auf eine Prüfung vorbereitet. Roboter 3 (Ollis) ist quasi übervorbereitet, ein Streber, der auf jede bekannte Frage perfekt antworten kann, aber für unbekannte Fragen aus demselben Bereich keine gute Antwort weiß. Roboter 2 findet eine gute Balance. Er schafft es, eine abstrakte Einsicht in seinem Modell zu verankern, die vielleicht nicht immer perfekt auf bekannte Fragen reagiert, dafür verallgemeinert er aber viel besser.

Arten von Machine Learning – ein Überblick

Du weißt schon: Ein Machine-Learning-System lernt aus Beispielen und kann diese nach Beendigung der Lernphase verallgemeinern (https://de.wikipedia.org/wiki/Maschinelles_Lernen). Ein solches System muss also nicht explizit programmiert werden, um sich schlau zu verhalten.

Ein Beispiel hast du schon bei unseren Robotern gesehen. Diese wurden auch nicht programmiert, sondern haben ihr Verhalten aus Datensätzen mit guten Schüssen erlernt. Als weiteres Beispiel kannst du dir ein System vorstellen, das sagen soll, ob auf einem Bild ein Hund zu sehen ist oder nicht. So etwas könntest du programmatisch mit Methoden der Bildverarbeitung umsetzen. Dazu könntest du einen Satz von Regeln anlegen, anhand deren das System entscheidet, ob es einen Hund gibt oder eben nicht. Solche Systeme sind nicht nur schwer zu entwickeln, es wird wahrscheinlich viele Hunde auch gar nicht erkennen oder in manchen Bildern fälschlicherweise Hunde vermuten. Was macht man da? Man fügt neue Regeln hinzu, und andere verfeinert man manuell.

Mit einem Machine-Learning-Ansatz würde das jedoch ganz anders laufen. Du müsstest ein System konfigurieren und mit entsprechenden Hundebildern (und Bildern ohne Hund) in einer Lernphase trainieren. Das System lernt dann im Idealfall selbst die Regeln, die du sonst als Programmierer hättest explizit aufzählen müssen.

Supervised Learning

Man kann den Bereich Machine Learning anhand unterschiedlicher Ansätze unterteilen. Beim Supervised Learning (dem überwachten Lernen) trainierst du ein System mit Datensätzen aus Eingabe und erwarteter Ausgabe, so wie wir es bei unseren Schießrobotern getan haben. Die Eingaben waren die Sensordaten, und die Ausgaben waren die Einstellungen des Roboters, also wo er steht und wie er zielt.

Für das Beispiel mit den Hundebildern musst du einen Satz von Bildern mit Hunden und ohne Hunde heraussuchen. Um den Trainingserfolg zu überprüfen, nimmst du einen anderen, bisher dem System nicht bekannten Teil der Bilder und lässt das System entscheiden, ob das Bild einen Hund enthält oder nicht. Da du für diese Bilder ja schon das richtige Ergebnis kennst, kannst du sehen, wie gut das System gelernt hat. Im Idealfall kann das System in dieser Testphase alle Bilder richtig zuordnen. Wo die Grenzen solcher Systeme gerade im Bereich Bilderkennung sind und was du machen kannst, falls das System nicht richtig lernt, thematisieren wir in einem praktischen Beispiel in Kapitel 7, Neuronale Netze und Deep Learning.

Klassifikation und Regression

So ein Beispiel nennt man auch eine Klassifikation. Das System lernt, Bilder in die beiden Klassen »Bild mit Hund« und »Bild ohne Hund« einzusortieren. Oft gibt es bei einer Klassifikation nur zwei Klassen, z.B. ob ein selbstfahrendes Auto in einer bestimmten Situation bremsen sollte oder nicht oder ob auf einem Ultraschallbild Krebs vermutet wird oder nicht. Häufig wird sich in einem solchen Fall nicht strikt für Ja oder Nein entschieden, stattdessen wird die Vorhersage mit einer Gewissheit versehen, meist einer Zahl zwischen 0 und 1.

Es gibt auch Klassifikationen, die zwischen einer ganzen Reihe von Klassen entscheiden, z.B. bei einer Handschriftenerkennung der Ziffern 0 bis 9, die bei Postsendungen zum Einsatz kommt. Hier haben wir zehn Klassen, nämlich für jede Ziffer von 0 bis 9 eine. Auch hier bekommen wir wieder Wahrscheinlichkeiten pro Ziffer.

Der zweite Problembereich des Supervised Learning ist die Regression – also das Erlernen einer kontinuierlichen Funktion – anhand von Werten, die auf dieser Funktion liegen. Das wäre z.B. der Fall, wenn wir das Gewicht eines Hundes anhand bestimmter Parameter oder sogar eines Bilds des Tieres vorhersagen wollen.

Manchmal ist es gar nicht so einfach, den richtigen Ansatz für ein bestehendes Problem zu finden. Wenn die Ausgabe diskrete Werte sind (z.B. die Ziffern 0 bis 9), ist es wahrscheinlich ein Klassifikationsproblem. Hat man kontinuierliche Werte, wie bei dem Gewicht eines Hundes, ist es ein Regressionsproblem.

Wie bereits erläutert, werden wir uns in diesem Buch hauptsächlich mit Supervised Learning und Klassifikationen beschäftigen.

Unsupervised Learning

Beim Ansatz Unsupervised Learning (unüberwachtes Lernen) erzeugt ein System ohne explizites Training Informationen über einen Datensatz.

Clustering

Ein Beispiel sind sogenannte Clustering-Verfahren: Sie nehmen eine automatische Kategorisierung der Daten vor und sortieren sie in zusammenhängende Gruppen bzw. »Klumpen« oder »Haufen« (Cluster). Die Kategorisierung geschieht dabei anhand ähnlicher Eigenschaften. Nehmen wir als Beispiel an, dass wir von einer Gruppe von Hunden die Größe und das Gewicht kennen. Wir nehmen dazu ein Koordinatensystem mit einer x-Achse, auf der wir die Größe auftragen, und einer y-Achse für das Gewicht. Versehen wir nun jeden Hund mit einem Punkt, der seinem Gewicht und seiner Größe entspricht, ergibt sich eine Verteilung der Hunde, wie in Abbildung 1-7 zu sehen.
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Abbildung 1-7: Verteilung von Hunden (jeder Punkt ist ein Hund)

Ebenso wie wir als Menschen in der Lage wären, hier Gruppen einzutragen, ohne Ahnung von Hunden zu haben, kann das auch ein Clustering-Verfahren. Erst die Interpretation der Gruppen erfordert wieder menschliches Zutun. Ein mögliches Ergebnis ist in Abbildung 1-8 dargestellt. Andere Clusterungen sind natürlich möglich – das hängt vom jeweiligen Menschen oder Clustering-Verfahren ab.
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Abbildung 1-8: Automatisches Clustering der Hundegruppe (ohne Interpretation)

Als kleine Übung bitten wir dich, den jeweiligen Clustern Interpretationen zu geben. Was für eine Gruppe könnte z.B. die Gruppe ganz rechts unten sein?

Vereinfachung von Daten – Reduktion von Dimensionen

Zum Unsupervised Learning gehört auch die sogenannte Principal Component Analysis (PCA, Hauptkomponentenanalyse, https://de.wikipedia.org/wiki/Hauptkomponentenanalyse). Durch eine Reduzierung der Dimensionen (d.h. der Anzahl der Variablen in den Datensätzen) werden dabei umfangreiche Datensätze vereinfacht, ohne dass wichtige Informationen verloren gehen. Dies werden wir ebenfalls für die Feature-Auswahl in Kapitel 5 nutzen. Das heißt, dieses Verfahren kann auch für die Datenvorverarbeitung beim Supervised Learning genutzt werden.

Als Beispiel für eine PCA kann man ICE-Fahrten von Berlin nach Hamburg betrachten. Kennt man die Abreisezeit, ist die ungefähre geplante Ankunftszeit daraus ableitbar. Beide Dimensionen in seinen Datensätzen zu halten, wäre unnötig. Dies herauszufinden und den Datensatz in seiner Dimension zu reduzieren (in unserem Fall von 2 auf 1), ist Aufgabe der PCA.

Reinforcement Learning

Reinforcement Learning (bestärkendes Lernen oder verstärkendes Lernen, https://de.wikipedia.org/wiki/Best%C3%A4rkendes_Lernen) wird häufig in Spielsituationen verwendet. Ein System soll anhand von positiver oder negativer Rückmeldung auf eine ausgeführte Aktion ein optimales Verhalten innerhalb einer Situation erlernen. Diese Situation wird dem System anhand gewisser Eingabeparameter zusammen mit einer Bewertung des Spielstands mitgeteilt. Eine solche Bewertung kann zum Beispiel der Punktestand innerhalb eines Arcade-Spiels sein. Mit diesem könnte zusammen mit der Videodarstellung eines Spiels ein solches System gefüttert werden. Führt das System eine Aktion aus, z.B. Schießen, und führt dies zu einem höheren Punktestand, wird das Verhalten verstärkt. Wir haben bereits erwähnt, dass unsere Roboter mit solch einer Art des Machine Learning hätten trainiert werden können.

Auch Reinforcement Learning gehört zu den fortgeschritteneren Methoden und wird in dieser Einführung nicht weiter behandelt.

Visualisierung

Unsere Gehirne sind großartig darin, Muster in visuellen Darstellungen zu erkennen. Nicht so großartig sind wir darin, lange Datenkolonnen auszuwerten und daraus interessante Informationen abzuleiten. Sieh dir dazu einmal den Auszug aus Datensätzen über Flüge in Google Sheets in Abbildung 1-9 an:
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Abbildung 1-9: Rohe Datensätze in Google Sheets

Wie viele Informationen kann man als Mensch aus so einer Tabelle herausziehen? Nicht besonders viele. Und verlockend ist die Aufgabe auch nicht gerade.

Wie sieht das nun mit einer Grafik aus, die die Verteilung von Verspätungen aus diesen Datensätzen aufbereitet? Diese haben wir als Diagramm aus den Google Sheets in Abbildung 1-10 aufbereitet.
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Abbildung 1-10: Verteilung von Verspätungen als Google-Sheets-Diagramm

Auch wenn diese automatisch erzeugte Grafik noch einige Punkte zu wünschen übrig lässt, sehen wir sofort, dass die meisten Verspätungen (über 300) in dem ersten Balken liegen. Die meisten Flüge aus unseren Daten sind also entweder gar nicht oder nur gering verspätet.

Auch die weitere Verteilung der Verspätungen können wir auf einen Blick erfassen. Eine Häufung am rechten Rand fällt noch auf. Manche Flüge scheinen extrem verspätet. Ohne genauer auf die Interpretation dieser Daten einzugehen: Dies aus einer Menge von rohen Datensätzen herauszulesen, wäre uns vermutlich ohne den Umweg über eine – eventuell von Hand gezeichnete – Grafik nicht möglich gewesen.

Aus diesem Grund werden wir immer wieder Visualisierungen unserer Daten mit Python erzeugen und auch in dieses Buch einbinden. Wie das geht, lernst du Schritt für Schritt in jedem Kapitel ein wenig mehr.


KAPITEL 2

Quick-Start

In diesem Buch werden wir das auf Python basierende Framework Scikit-Learn (http://scikit-learn.org) verwenden. Oft wird auch nur der abgekürzte Name Sklearn genutzt.

Anhand eines kompletten und durchgängigen Beispiels kannst du dich hier schon einmal mit dem Vorgehen beim Machine Learning vertraut machen.

Unser erstes Python-Notebook

Damit du wirklich lauffähigen Code hast, aber keine Installationsarie durchlaufen musst, haben wir für dich ein sogenanntes Notebook erstellt. Das Notebook erfordert nur einen Browser für seine Darstellung. Der tatsächliche Code wird auf einem Server, auf dem auch sämtliche Software installiert ist, ausgeführt.

Für jedes Kapitel haben wir ein Notebook vorbereitet. Diese sind unter der URL http://rebrand.ly/ml öffentlich erreichbar.

Dort kannst du dir das Notebook in der Vorschau inklusive aller Anmerkungen und Ergebnisse ansehen. Du kannst es aber auch auf deinen eigenen Computer herunterladen oder eine Kopie erstellen (Clone) und es dann ebenfalls in der Azure Cloud laufen lassen. Dieses Kapitel ist unter dem Namen kap2.ipynb erreichbar.


Notebooks

Gerade im Bereich Machine Learning führen wir oft interaktiv eine Reihe von Codeschnipseln aus, um z.B. einen Datensatz besser zu verstehen oder schnell eine andere Lernstrategie auszuprobieren. Sogenannte Notebooks erlauben uns genau das zusammen mit der Möglichkeit, so ein Notebook auch leicht teilen zu können und damit andere an unseren Ergebnissen partizipieren zu lassen.

In einem Notebook kannst du Texte und Grafiken mit Codeschnipseln mischen. Das Besondere dabei ist, dass diese Codeschnipsel wirklich ausführbar sind. Dabei wird der Code nicht notwendigerweise auf dem Rechner ausgeführt, auf dem das Ergebnis im Browser angezeigt wird. In unserem Beispiel hier wird der Code auf einem Rechner von Microsoft ausgeführt, auf dem auch sämtliche Software installiert ist. Die Ausgabe erfolgt aber in dem Browser auf deinem Rechner, auf dem außer dem Browser nichts weiter installiert sein muss.

Im einfachsten Fall kannst du dir so ein Notebook einfach nur ansehen, ohne es überhaupt auszuführen. Das geht, weil so ein Notebook auch jedes Ergebnis, inklusive Bildern, eines Codeschnipsels speichert.

Mehr Informationen zu Notebooks findest du unter
http://jupyter.org/.



In Abbildung 2-1 kannst du dir einen schnellen Eindruck von einem solchen Notebook verschaffen. Tatsächlich ist dies ein Ausschnitt aus dem Notebook, das wir uns im Folgenden ansehen werden.

Jeder Codeschnipsel bekommt eine fortlaufende Nummer, die die Ausführungsreihenfolge der Schnipsel wiedergibt. Die Ausgabe zu einem ausgeführten Code erscheint unter derselben Nummer direkt darunter. Unser Notebook beginnt mit einem Stück Dokumentation, dann wird Schritt 33 ausführt (In [33]), und das Ergebnis folgt direkt danach (Out [33]). Ein solches Ergebnis kann sogar eine Grafik sein, die dann direkt in das Notebook eingebettet wird (In [35]).
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Abbildung 2-1: Unser Notebook, gehostet von Microsoft Azure Notebooks (https://notebooks.azure.com)

Wenn du dich bereits mit Notebooks auskennst und einen Microsoft-Account hast oder bereit bist, dir einen anzulegen, kannst du das komplette Notebook auch klonen und dann deine Kopie selbst nach Belieben ausführen, bearbeiten oder ändern. In Abbildung 2-2 siehst du die Ansicht unseres Notebooks auf einem Android-Gerät mit Firefox. Du kannst dann auf Clone and Run klicken und den weiteren Anweisungen folgen. Die Schritte kannst du einzeln von oben nach unten mit dem Play-Button oder mit der Tastenkombination Umschalt+Enter ausführen.

Du kannst aber auch einfach unseren Ausführungen folgen, ohne das Notebook anzusehen oder auszuführen. Wenn du nicht alle Teile des Python-Codes verstehst, mach dir keine Gedanken, im folgenden Kapitel zeigen wir dir alle Spracheigenschaften, die du brauchst.
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Abbildung 2-2: Vorschau des Notebooks mit Firefox unter Android

Unser Beispiel: Irisblüten

Als Beispiel nehmen wir den Irisdatensatz, der dir im Buch immer wieder begegnen wird. Es geht darum, anhand von vier Eigenschaften der Irisblüten (Features) drei unterschiedliche Irisarten voneinander zu unterscheiden. Wie in Kapitel 1, Einführung, erläutert, sind Features die zu einem Datensatz gehörigen Eingaben, Labels sind die zugehörigen Ausgaben. Dies sind in unserem Fall die Zahlen 0 bis 2 für die unterschiedlichen Irisarten. Man unterscheidet die Arten »Iris setosa« (0), »Iris virginica« (1) und »Iris versicolor« (2). Unser Beispiel ist dabei ein Klassifikationsproblem. Anhand der Features wollen wir das zugehörige Label erschließen. Da wir dazu das System mit Datensätzen trainieren, haben wir es mit Supervised Learning zu tun.

Dieser Irisdatensatz wird sehr gut verstanden und für viele Beispiele verwendet. Daher gibt es diverse Ressourcen dafür, und er ist sogar direkt in Scikit-Learn als Beispieldatensatz verfügbar, ohne dass du ihn dir von irgendwo besorgen müsstest. Wie erwähnt, ist Scikit-Learn eine zentrale Python-Bibliothek für Machine Learning, die wir über das ganze Buch hinweg einsetzen werden.

Im ersten Schritt unseres Notebooks nutzen wir nun den Beispieldatensatz direkt aus Scikit-Learn und haben dann die kompletten Daten in der Variablen iris. Es ist bei Scikit-Learn üblich, die Features mit einem großen X und die Labels mit einem kleinen y zu bezeichnen. Der Unterschied in der Groß-/Kleinschreibung soll andeuten, dass y nur ein einfacher Vektor mit der Art der Iris ist, also 0, 1 oder 2. X hat hingegen zwei Dimensionen, da es für jeden Datensatz eben vier Features gibt:


from sklearn import datasets

iris = datasets.load_iris()

X = iris.data

y = iris.target



Für jede der drei Arten gibt es jeweils 50 Beispiele. In jedem Beispiel ist zusammen mit der Irisart die Länge und Breite sowohl des Kelchblatts (Sepalum) als auch des Kronblatts (Petalum) erfasst. Das Kronblatt sind die bunten Blätter, die wir typischerweise als Blüte wahrnehmen. Das Kelchblatt ist meist grün wie der Stängel der Pflanze und schützt die Blüte im Knospenzustand. Bei einer blühenden Iris geht das Kelchblatt im Gegensatz zum Kronblatt ziemlich unter. Mehr dazu gibt es auf Wikipedia unter https://de.wikipedia.org/wiki/Portal:Statistik/Datensaetze#Iris.

Für uns ergibt das vier Features:


	sepal_length: Länge des Kelchblatts

	sepal_width: Breite des Kelchblatts

	petal_length: Länge des Kronblatts

	petal_width: Breite des Kronblatts



Diese können wir aus der 150-x-4-Matrix der Features extrahieren und haben dann jeweils einen Vektor mit 150 Einträgen:


X_sepal_length = X[:, 0]

X_sepal_width = X[:, 1]

X_petal_length = X[:, 2]

X_petal_width = X[:, 3]



Die eventuell etwas überraschende Syntax, um einen Vektor aus der Matrix zu bekommen [:, 0], bietet uns NumPy (https://docs.scipy.org/doc/numpy/user/basics.indexing.html), das von Scikit-Learn für Datenstrukturen genutzt wird. Die Syntax besagt, dass wir von der ersten Dimension alle Einträge wünschen und von der zweiten Dimension nur das nullte, erste, zweite und dritte Feature. NumPy ist eine zweite, grundlegendere Python-Bibliothek, die performante Datenstrukturen zur Verfügung stellt. Sie wird uns am Rande immer wieder begegnen und dann auch detaillierter vorgestellt werden.

Wir bringen dem Computer bei, Irisblüten zu unterscheiden

Hier möchten wir nun dem Computer beibringen, die unterschiedlichen Arten der Irisblüten anhand ihrer Features zu unterscheiden. Das ist erstaunlich einfach, da wir mit Scikit-Learn eine Software nutzen, die genau für so etwas gedacht ist. Wir brauchen zuerst einen sogenannten Estimator, also eine Strategie, wie der Computer lernen soll.

Hier nutzen wir wieder das Supervised Learning, das heißt, wir trainieren unseren Estimator mit einer Reihe von Datensätzen, von denen wir die Klassifikation in eine der drei Arten kennen. Danach hoffen wir, dass unser Estimator auch Irisblüten, die wir bisher noch nicht gesehen haben, richtig klassifiziert, also anhand der Größe der Blütenblätter sagen kann, was für eine Art Iris wir vor uns haben. Dies nennt man Generalisierung.

Das mit der Hoffnung ist so eine Sache, und daher nutzen wir nicht alle unsere Datensätze zum Training, sondern halten einige zurück, um danach zu testen, wie gut das Training eigentlich funktioniert hat. Auch dabei unterstützt uns Scikit-Learn mit seinem model_selection-Paket. Damit können wir unsere Daten vom Zufall gesteuert in Trainings- und Testdaten aufteilen. Ein typisches Verhältnis sind 60 % für das Training und 40 % für den Test:


from sklearn.model_selection import train_test_split

X_train, X_test, y_train, y_test =

train_test_split(X, y, test_size=0.4)



Nun haben wir 90 Datensätze in X_train bzw. y_train und 60 in X_ test bzw. y_test:


X_train.shape, y_train.shape, X_test.shape, y_test.shape

> ((90, 4), (90,), (60, 4), (60,))



Hier führen wir auch eine Konvention ein. Vom Code erzeugte Ausgaben schreiben wir direkt hinter den Code und fangen die Zeile mit einem Größerzeichen (>) an. Im Beispiel oben ist ((90, 4), (90,), (60, 4), (60,)) also nicht Teil des Codes, sondern die Ausgabe, die durch X_train.shape, y_train.shape, X_test.shape, y_test.shape im Notebook erzeugt wurde.

Nearest Neighbors

Eine wirkliche einfache Strategie heißt Nearest Neighbors Classification (http://scikit-learn.org/stable/modules/neighbors.html#classification). In der simpelsten Version wird untersucht, welchem bekannten Datensatz eine Eingabe am nächsten ist. Dann wird davon ausgegangen, dass diese neue Eingabe von derselben Art ist. Fertig. Das mag naiv klingen, aber erstaunlicherweise ist dieser Ansatz wirklich mächtig. Es ist gar nicht so weit hergeholt, diesen Ansatz mit erkenntnistheoretischen Klassikern zu vergleichen (http://37steps.com/4370/nn-rule-invention/). Vielleicht verarbeiten sogar Fliegen Gerüche mit einem ähnlichen Ansatz (https://twitter.com/dribnet/status/931830521843236864).

Wir sehen uns erst einmal den Code an und welche Ergebnisse diese Lernstrategie für unsere Daten liefert. Als Erstes erzeugen wir einen entsprechenden Estimator. Parameter 1 gibt an, dass wir nur nach dem jeweils nächsten bekannten Datenpunkt entscheiden. Das wird später noch wichtig:


from sklearn import neighbors

clf = neighbors.KNeighborsClassifier(1)



Nun haben wir in clf unseren Estimator und können diesen trainieren. Dankenswerterweise funktioniert das in Scikit-Learn immer auf dieselbe Weise, nämlich indem wir unsere Trainingsfeatures zusammen mit der zugehörigen Irisart in die fit-Methode einfüttern:


clf.fit(X_train, y_train)



Danach können wir Vorhersagen treffen. Nehmen wir an, wir haben die folgenden Angaben über die Maße der Blüte einer Iris: Länge des Kelchblatts = 6,3 cm, Breite des Kelchblatts = 2,7 cm, Länge des Kronblatts = 5,5 cm und Breite des Kronblatts = 1,5 cm. Wir füttern diese Daten nun in die predict-Methode und bekommen die Irisart 2 geliefert (wie erwähnt, werden wir Ausgaben von nun an in einer neuen Zeile darstellen, die mit einem Größerzeichen anfängt):


clf.predict([[6.3, 2.7, 5.5, 1.5]])

> 2



Das ist insofern bemerkenswert, da wir diese Werte nicht für das Training verwendet haben und dennoch eine Antwort bekommen. Woher wissen wir, wie vertrauenswürdig diese Antwort ist? War das Training insgesamt erfolgreich? Auch dafür gibt es eine Methode, die überprüft, wie gut ein Satz von Features auf einen Satz von Labels passt. Das Ergebnis befindet sich zwischen 0 und 1. 0 steht für »überhaupt nicht« und 1 für »passt perfekt«:


clf.score(X_train, y_train)

> 1.0



Hurra! 1.0 ist das bestmögliche Ergebnis, das war einfach! Aber wir erinnern uns an den Roboter, der toll unter Laborbedingungen geschossen hat, aber schwach im echten Leben. Wir wollen ja auch bisher nicht gesehene Daten generalisieren und machen daher den Check mit den bereits vorbereiteten Testdaten. Diese hat der Estimator ja bisher noch nicht gesehen, und daher geben sie Aufschluss über das Maß der Generalisierung:


clf.score(X_test, y_test)

> 0.94999999999999996



Dieser Wert besagt, dass wir 95 % aller Testdatensätze richtig vorhersagen können. Nicht perfekt, aber auch nicht so schlecht und in der Praxis meist völlig ausreichend. Das liegt natürlich daran, dass wir einen besonders sauberen und aussagekräftigen Datensatz vorliegen haben. Bei echten Problemen sind die Ergebnisse auch mit viel Aufwand bei der Auswahl der Features, der Trainingsprozedur und der Lernstrategie oft deutlich schlechter.

Nearest Neighbors Classification

Unsere Lernstrategie hat den Vorteil, wirklich einfach zu sein, sodass du schnell verstehen kannst, wie sie funktioniert. Am einfachsten geht das mit einer Grafik, in der wir auftragen, wie welcher Datensatz zu welcher Vorhersage führt. Wir sehen dabei gleich ein grundsätzliches Problem von Visualisierungen: Wir haben vier Features und ein Label, wir Menschen können aber nur wenige Dimensionen gleichzeitig erfassen, auf einem 2-D-Medium wie einem Blatt Papier oder einem Bildschirm eigentlich nur 2. Mit etwas Trickserei und Einschränkungen können es auch ein paar mehr werden, aber nicht viel mehr.

Wir entscheiden uns, nur zwei Features, Sepal width und Sepal length, darzustellen und die vorhergesagten Labels als Farbe in die Darstellung hineinzucodieren. Es ist wichtig, zu verstehen, dass wir es uns hier künstlich schwerer machen als nötig, denn mit allen vier Features haben wir es ja zu sehr guten Ergebnissen gebracht. Es geht uns eher darum, den Nearest-Neighbors-Algorithmus besser darzustellen und die in Kapitel 1 eingeführten Phänomene des Over- und Underfittings noch besser zu illustrieren.

Unsere Grafik mit den beiden Features siehst du in Abbildung 2-3.

Unsere beiden Features spannen ein zweidimensionales Koordinatensystem auf. Die Punkte darin sind die einzelnen Trainingsbeispiele. Sie sind an den Stellen des Koordinatensystems angebracht, die zu ihren Features passen. Jede Farbe drückt eine Irisart aus. Dies ist quasi unsere dritte Dimension.
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Abbildung 2-3: Verteilung der Trainingsdaten für Sepal-Features

Jetzt wird es spannend. In derselben Grafik zeigen wir in Abbildung 2-4 nun zusätzlich an, welche Vorhersage bei welcher Koordinate gemacht wird. Dabei nutzen wir die gleichen Farben wie für die Trainingsdaten, allerdings etwas heller.
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Abbildung 2-4: Decision Boundaries für Sepal-Features

Noch einmal zur Wiederholung – die Vorhersage funktioniert sehr einfach: Bei jedem Punkt wird geschaut, welche Farbe der nächstliegende Trainingspunkt hat. Dies ist dann die Vorhersage. Es ergeben sich dabei Grenzen zwischen den einzelnen Farben der Vorhersagen, dieses nennt man auch Decision Boundaries.

Overfitting

Gerade im Zentrum der Grafik sind die Grenzen zwischen den Descision Boundaries zerklüftet und unruhig, wenig glatt und genau auf unsere Trainingsdaten angepasst. Du ahnst wahrscheinlich schon, was das bedeutet? Richtig, während es für unsere Trainingsdaten gut aussieht, passen diese Grenzen nicht wirklich gut für die Testdaten, das heißt, wenn wir nur die beiden Sepal-Features nutzen, haben wir es hier mit Overfitting zu tun. Dieselben Decision Boundaries kannst du in Abbildung 2-5 für die Testdaten sehen. Schau genau hin: Die Darstellung der Decision Boundaries dominiert, und so kann diese Grafik auf den ersten Blick genau so aussehen wie die vorherige. Entscheidend sind aber die Datenpunkte, die nun nicht mehr für das Training, sondern für den Test eingezeichnet sind.
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Abbildung 2-5: Unpassende Decision Boundaries für Testdaten

Die beiden Punkte links von der Mitte passen zum Beispiel überhaupt nicht mehr zur Vorhersage, rechts von der Mitte sieht es ebenso schlecht aus. Oben passt es hingegen ganz gut. Wir werden später in Kapitel 5, Feature-Auswahl, sehen, warum manche Arten ganz gut passen und warum wir bei einer anderen Auswahl der Features plötzlich derartig schlechte Ergebnisse bekommen.

Nun aber hier die Ergebnisse für diese Feature-Auswahl:


clf_sepal.score(X_train_sepal_only, y_train)

> 0.9555555555555556

clf_sepal.score(X_test_sepal_only, y_test)

> 0.80000000000000004



Das passt zu unserem Eindruck aus den Grafiken: Für die Trainingsdaten sieht es nicht schlecht aus (95 % passend), aber die Testdaten liefern mit nur 80 % Genauigkeit kein gutes Bild ab.

Das Bild des Overfittings verfestigt sich hier. Unser Modell ist also zu speziell und zu komplex. Es passt sich zu genau den Trainingsdaten an und ist dann nicht mehr allgemein genug für die Testdaten. Analog zu den in Kapitel 1 eingeführten Begriffen haben wir hier also Low Bias und High Variance und damit einen übertrainierten Roboter.

Underfitting

Gut, dann also ein einfacheres Modell? Erstaunlicherweise bekommen wir das hin, indem wir nicht nur die Nähe zu einem einzigen Nachbarn bei der Vorhersage in Erwägung ziehen, sondern die Nähe mehrerer. Wir probieren einmal zehn Nachbarn aus:


clf_sepal_10 = neighbors.KNeighborsClassifier(10)



Abbildung 2-6 zeigt die passende Grafik für die Trainingsdaten, an der man schön die viel sanfteren Übergänge der Decision Boundaries sehen kann.

Leider kann man genauso schön sehen, dass nicht einmal die Trainingsdaten gut vorhergesagt werden können. Wir haben es jetzt also mit Underfitting zu tun. Wir haben den Bias höher bekommen, aber auch die Variance geringer gemacht, und damit haben wir hier High Bias und Low Variance.
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Abbildung 2-6: Glatte Decision Boundaries, aber dieses Mal sogar schwach für die Trainingsdaten

Das bestätigen uns auch die Scores, die für Trainings- und Testdaten ähnlich schwach sind:


clf_sepal_10.score(X_train_sepal_only, y_train)

> 0.80000000000000004

clf_sepal_10.score(X_test_sepal_only, y_test)

> 0.76666666666666672



Im ersten Kapitel hatten wir bei unseren Robotern gesehen, dass der Sweet Spot irgendwo zwischen dem zu komplexen und dem zu einfachen Modell liegt. Wir verraten dir jetzt schon einmal: Egal wie wir unser Modell hier anpassen, wir bekommen nie gute Ergebnisse. Das liegt daran, dass dieser Satz an Features einfach nicht ausreicht, um die einzelnen Arten voneinander zu trennen. Nichts zu machen. In der Praxis ist so etwas ernüchternd. Wenn du nicht die richtigen, zu schlechte oder zu wenige Daten hast, kannst du noch so schlau sein, du wirst nie zu guten Ergebnissen kommen. Mehr dazu findest du in Kapitel 3, Datenimport und -vorbereitung, und Kapitel 5, Feature-Auswahl.

Eine bessere Feature-Auswahl

Umso erstaunlicher ist es, dass wir mit den Petal-Features sehr viel weiterkommen und fast Werte erzielen wie für alle vier Features zusammen. Wir bleiben bei zehn Nachbarn und bekommen diese Decision Boundaries, die wir in Abbildung 2-7 zuerst zusammen mit den Trainingsdaten anzeigen.
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Abbildung 2-7: Petal-Features-Decision-Boundaries mit Trainingsdaten

Du kannst glatte Übergänge sehen und ebenso nur geringe Fehler bei den beiden Klassen in der Mitte und rechts. Das spiegelt sich auch in den Scores wider:


clf_petal_10.score(X_train_petal_only, y_train)

> 0.96666666666666667



Nicht perfekt, aber sehr gut, und vor allem sehr ähnliche Scores bei den Testdaten:


clf_petal_10.score(X_test_petal_only, y_test)

> 0.94999999999999996



In Abbildung 2-8 kannst du nun noch einmal dieselben Decision Boundaries sehen, dieses Mal aber mit den Testdaten. An der Decision Boundary rechts kann es keine glatte Grenze geben, die sowohl für die Trainingsdaten als auch für die Testdaten gute Ergebnisse liefert.
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Abbildung 2-8: Petal-Features: Decision Boundaries mit Testdaten

Das Erstaunliche und Bemerkenswerte hier: Wir haben zwar wieder nur zwei Features verwendet, aber dieses Mal viel bessere Ergebnisse bekommen. Wir lernen daraus, dass es nicht nur auf die Menge der Features ankommt, sondern auch darauf, welche Features man auswählt. Hier hatten wir nur mehr oder weniger Glück mit der Auswahl, wie man das aber systematisch macht und warum das hier so gut geklappt hat, lernst du in Kapitel 5, Feature-Auswahl, und Kapitel 6, Modellvalidierung.

Die hier erklärte Nearest Neighbors Classification ist relativ einfach, aber erstaunlich häufig ausreichend. In Kapitel 4, Supervised Learning, zeigen wir dir weitere Lernstrategien, die grundsätzlich anders funktionieren.

Wir hoffen zudem, auf die theoretisch anspruchsvolleren Kapitel 5 und Kapitel 6 neugierig gemacht zu haben. Wie wir trainieren und wie wir Features auswählen, ist offensichtlich essenziell für unseren Erfolg.

In Kapitel 7, Neuronale Netze und Deep Learning, gehen wir dem aktuellen Trend folgend etwas andere Wege. Hier schauen wir, wie weit man kommt, wenn man sogar die Feature-Auswahl einer Lernstrategie überlässt und ob künstliche neuronale Netze eine gute Idee sind.


KAPITEL 3

Datenimport und -vorbereitung

Daten stehen in den seltensten Fällen in genau dem richtigen Format und in perfekter Qualität zur Verfügung. Oft müssen sie sogar erst beschafft werden. In jedem Fall müssen sie aber in die von uns hier eingeführten Systeme importiert, d.h. eingelesen werden.

Diese Vorbereitung kann einen Großteil deiner Arbeit darstellen und ist selten der spannendste, bildet aber die Grundlage für die in den folgenden Kapiteln beschriebene weitere Arbeit. Ohne bereinigte Daten gibt es keine Analyse. Je mehr Arbeit du in die Vorbereitung steckst, desto besser werden auch die Ergebnisse.

In diesem Kapitel führen wir dich neben der Datenvorverarbeitung auch in die Grundlagen der Programmiersprache Python und ihrer Bibliotheken ein, die wir in den nachfolgenden Kapiteln für alle Beispiele nutzen werden. Dazu gibt es Kästen, die du überspringen kannst, wenn du dich gar nicht für die Programmierung interessierst oder die jeweiligen Programmierthemen bereits beherrschst.

Der komplette und ausführbare Code für dieses Kapitel ist wieder unter der URL http://rebrand.ly/ml als Notebook kap3.ipynb erreichbar. Darin findest du auch noch etwas mehr zu Datenstrukturen und Prinzipien von Pandas.

Datenimport

Für dieses Kapitel haben wir einen Beispieldatensatz ausgesucht, der relativ schlecht ist. Das ist zweckmäßig, da es hier ja um die Vorverarbeitung schlechter Datensätze geht. Wir verraten dir ein Geheimnis: Wir haben den Datensatz sogar mit Absicht noch schlechter gemacht, als er ohnehin schon war. Das ist sinnvoll, da du ja lernen sollst, wie man mit schlechten Daten umgehen muss.

Am Anfang steht immer der Import der Daten in ein System, das überhaupt erst eine Vorverarbeitung erlaubt. Wir nutzen die Programmiersprache Python mit den dafür passenden Bibliotheken. Für diesen speziellen Fall des Imports und der Vorverarbeitung setzen wir die Standardbibliotheken Pandas und NumPy ein.


Python

Python ist eine Programmiersprache, die an keinen besonderen Zweck gebunden ist. Sie ist jedoch die Programmiersprache schlechthin für wissenschaftliche Datenverarbeitung und für Aufgaben im Bereich Data Science und Machine Learning. Wir werden Python in der Version 3 für alle Programmierbeispiele in diesem Buch nutzen.




Python-Bibliotheken

Neben der eigentlichen Sprache Python braucht man eine ganze Reihe von bereits von anderen Menschen geschriebenen Bibliotheken. Diese Bibliotheken bieten Funktionalitäten, die wir nur sehr schwer oder mit hohem Aufwand selbst programmieren könnten. Konkret werden wir die Bibliotheken Pandas, NumPy, matplotlib, Seaborn und Scikit-Learn nutzen. Diese wirst du nach und nach kennenlernen.



Unsere Datensätze liegen als Textdatei vor, in der in jeder Zeile ein Datensatz steht. Die einzelnen Felder der Datensätze sind durch Kommata getrennt. Das könnte für die ersten Zeilen so aussehen:


5.1,3.5,1.4,2 mm,Iris-setosa

4.9,3.0,1.4,2 mm,Iris-setosa

4.7,3.2,1.3,2 mm,Iris-setosa



Und so sieht unsere erste Zeile Python-Code aus, die eine solche Datei einliest:


import pandas as pd

df = pd.read_csv('iris_dirty.csv')



In der ersten Zeile importierst du die Pandas-Bibliothek, danach kannst du sie unter dem Namen pd nutzen. Das tust du in der zweiten Zeile mit pd.read_csv. Diese Methode braucht einen Dateipfad und geht davon aus, dass sich dahinter eine Datei im CSV-Format befindet. CSV steht für Comma-Separated Values, also wie oben beschrieben für Werte, die durch Kommata getrennt sind.

Wir sind aber noch nicht ganz fertig, weil der Import in der ersten Zeile der Datei die Namen der Felder als Beschreibung erwartet. Das ist in unserer Datei nicht so, daher geben wir die Felder explizit beim Import an.


import pandas as pd

df = pd.read_csv('iris_dirty.csv',

header=None, # A

names=['sepal length', 'sepal width', # B

'petal length', 'petal width', 'class']

)



In Zeile A geben wir an, dass die Datei keinen Header hat, in dem die Namen der Felder stehen würden. Daher geben wir diese in Zeile B ersatzweise als Liste direkt an.


Python-Grundlagen

Bibliotheken liefern uns nützliche Funktionen, die wir über diese aufrufen können. In unserem Fall haben wir read_csv aus der Pandas-Bibliothek benutzt und den Aufruf über pd vorgenommen, da wir Pandas unter dem Namen pd importiert haben:


import pandas as pd

df = pd.read_csv('iris_dirty.csv')



In Python können Werte in Variablen abgelegt werden. Dazu schreibt man einfach den frei wählbaren Namen einer Variablen hin und weist ihm mit einem Gleichheitszeichen (=) einen Wert zu. Dieser Wert kann auch das Ergebnis eines Funktionsaufrufs sein. In unserem Beispiel legen wir die Variable df an, die die importierten Datensätze enthält:


df = pd.read_csv('iris_dirty.csv')

print(df)



Auf solche Variablen kann über ihren Namen wieder zugegriffen und der Inhalt kann herausgeholt werden. Oben haben wir das getan, um den Inhalt mit der print-Funktion auszugeben.

Funktionen (z.B. aus Bibliotheken) brauchen häufig Parameter als zusätzliche Angaben. Diese werden zum Teil über ihre Position angegeben, zum Teil aber auch über ihren Namen. Unser Aufruf der Importfunktion enthält beide Varianten:


df = pd.read_csv('iris_dirty.csv',

header=None)



Der Parameter header wird über seinen Namen angegeben, während der Dateiname an erster Stelle steht und dadurch seine Bedeutung bekommt. Parameter werden in Klammern eingeschlossen und mit Kommata getrennt.

Strings (Zeichenketten) werden in Python entweder von einfachen (') oder von doppelten (") Anführungszeichen umschlossen. Das ist notwendig, damit Python weiß, wo die Zeichenkette anfängt und wo sie aufhört. Dies nutzen wir in unserem Dateinamen und in dem Namen für die Felder:


'iris_dirty.csv'



Kommentare werden mit einer Raute (#) eingeleitet. Alles was in einer Zeile hinter der Raute steht, wird von Python ignoriert und dient nur deiner Information. Hier ist C nur ein Kommentar und wird von Python überlesen:


print(df) # C



Statt eines einzelnen Werts für eine Variable oder einen Parameter kannst du auch eine Liste von Werten angeben. Dazu umschließt du die Werte mit eckigen Klammern ([ und ]) und trennst sie wieder, wie bei Parametern, mithilfe von Kommata.


df = pd.read_csv('iris_dirty.csv',

names=['sepal length', 'sepal width',

'petal length', 'petal width', 'class'])



Eine umfassendere, aber immer noch kurze Einführung, die auch NumPy-Grundlagen abdeckt, findest du unter http://cs231n.github.io/python-numpy-tutorial/. Wenn du es etwas genauer wissen willst und auch Beispiele in Notebooks magst, können wir dir auch dieses freie Buch http://www.oreilly.com/programming/free/a-whirlwind-tour-of-python.csp mit seinen Beispielen unter https://github.com/jakevdp/WhirlwindTourOfPython empfehlen.



Das vorbereitete Projekt

In unserem Projekt nutzen wir wie in Kapitel 2, Quick-Start, den im Bereich Machine Learning sehr bekannten und weitverbreiteten Irisdatensatz (http://archive.ics.uci.edu/ml/datasets/Iris). Hier geht es um die Klassifizierung von Schwertlilien (Iris). Dazu liegen uns bestimmte Längen und Breiten von untersuchten Exemplaren samt einer Klassifizierung vor. Alle weiteren Eigenschaften des Datensatzes werden wir uns nach und nach erarbeiten. Dies entspricht häufig dem Vorgehen in der Praxis, da du oft nur wenig über die Datensätze weißt und dich ihnen durch den Einsatz von Werkzeugen nähern musst.
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Abbildung 3-1: Dein Notebook im Browser

Wir empfehlen dir, alle Beispiele in den bereits in Kapitel 2, Quick-Start, einführten Jupyter-Notebooks nachzuvollziehen. Der Link ist wieder http://rebrand.ly/ml. Dieses Kapitel ist dort unter dem Namen kap3.ipynb erreichbar. Wenn du ein eigenes Notebook gestartet hast, solltest du in deinem Browser etwas Ähnliches wie das in Abbildung 3-1 sehen.

In diesem Notebook arbeitest du nun im Browser weiter. Hier solltest du auch alle weiteren Übungen dieses Buchs absolvieren oder zumindest den kompletten Code nachvollziehen.

Preprocessing

Als Erstes solltest du dir bei einem Datensatz einen Überblick über seine Qualität verschaffen. Sobald du die Probleme des Datensatzes kennst, hast du schon die halbe Arbeit geleistet. Die andere Hälfte besteht darin, diese Probleme zu lösen und danach bereinigte Daten zur Verfügung zu haben.

Der folgenden Aufruf auf deinem Dataframe df gibt dir einen Überblick über die ersten Datensätze:


df.head()



Schließt du diese Zeile mit Umschalt+Enter ab, solltest du eine Tabelle wie die in dem Screenshot oben in deinem Browser sehen. Als Nächstes schauen wir, wie viele Werte es pro Spalte gibt:


df.count()

> sepal length    151

> sepal width     150

> petal length    151

> petal width     151

> class           151



Die Ausgabe zeigen wir wieder hinter dem > an. Hier sind es gleich mehrere Zeilen, und jede Zeile gibt die Anzahl der Werte für ein bestimmtes Feld an. Man hätte erwartet, dass es bei 151 Datensätzen auch 151 Werte pro Feld/Spalte gibt. Im Bereich sepal width sind es aber nur 150 Datensätze, es fehlt also ein Wert.

Fehlende Werte

Fehlende Werte kommen sehr häufig vor. Oft liegen Daten einfach nicht vor, manchmal ist es nicht einmal sinnvoll, an einer bestimmten Stelle überhaupt Daten zu haben.

Wenn ein einzelner Wert fehlt, kannst du mehrere Dinge tun:


	den kompletten Datensatz löschen (wenn ein sehr wichtiger Wert fehlt, wie z.B. die Klassifizierung),

	einen Mittelwert oder Ähnliches aus allen anderen Daten oder aus allen anderen Daten mit derselben Klassifizierung bilden (gut, wenn man wie wir nicht viele Datensätze hat),

	den Wert selbst durch ein Machine-Learning-Verfahren bestimmen,

	den fehlenden Wert mit einem festen anderen Wert, z.B. 0 oder –1, ersetzen.



Wir entscheiden uns dafür, den fehlenden Wert mit einem Mittelwert aus allen Daten derselbe Klasse zu erzeugen. Dazu müssen wir erst einmal den unvollständigen Datensatz bestimmen, denn bisher wissen wir nur, dass ein Wert fehlt, aber nicht, wo.


Pandas: Dataframes und Series

Dataframe

Der Dataframe ist die zentrale Datenstruktur von Pandas. Du kannst sie dir vorstellen wie eine Tabelle in Excel. Technisch besteht ein Dataframe aus einer Reihe von Series. Jede Series beschreibt dabei nicht eine Zeile der Tabelle, sondern eine Spalte. Über den []-Operator kommst du an die einzelnen Series heran.

Series

Eine Liste von Daten mit einem Index. Der Index kann angegeben werden, wird aber automatisch als fortlaufende Nummerierung gesetzt, wenn er fehlt. Über den []-Operator kommst du an die einzelnen Daten heran.

Im Notebook zu diesem Kapitel findest du einige veranschaulichende Beispiele zu Series und Dataframes.



Wir wissen, dass der fehlende Wert in der Spalte 'sepal width' liegt, und diese Spalte kannst du in Pandas ganz einfach auslesen:


df['sepal width']



Leider haben wir dann gleich 151 Werte. Das macht es schwer, den fehlenden herauszusuchen (insbesondere weil du oft weit mehr als 150 Werte haben wirst). Zuerst fragen wir daher die Datensätze danach, ob die Spalte fehlt:


df['sepal width'].isnull()



Das gibt wieder 151 Ergebnisse, dieses Mal aber immerhin True und False. So etwas können wir nun wiederum als komplexere Bedingung in den eckigen Klammern angeben und den einzigen Datensatz herausfiltern, für den True herauskommt. Warum das funktioniert und wie geht, sehen wir später, hier erst einmal das Ergebnis:


df[df['sepal width'].isnull()]



Unser fehlender Wert ist mit NaN (Not a Number = keine Zahl) gekennzeichnet:


index 'sepal length' 'sepal width' 'petal length' 'petal width'       class

82           5.8         NaN         3.9            12 mm   Iris-versicolor



Wir sehen auch, dass es der Wert 82 ist und die Iris zur Gattung Iris-versicolor gehört. Unser Plan war ja, den Mittelwert der 'sepal width' aller Irisblüten aus derselben Gattung zu bestimmen. Erst einmal basteln wir uns wieder eine passende Bedingung, um alle Datensätze für diese Irisart zu bekommen:


iris_versicolor = df[df['class'] == 'Iris-versicolor']



Daraus extrahieren wir anschließend nur die 'sepal width' und nutzen diese für den Mittelwert, den wir in der Variablen mean-SepalWidth speichern:


meanSepalWidth = pd.Series.mean(iris_versicolor['sepal width'])

> 2.7800000000000007



Dazu setzen wir die Funktion mean ein, die wir über pd.Series erreichen. Der Mittelwert stellt sich dann ungefähr als 2,78 dar. Diesen müssen wir nun nur noch an die leere Stelle speichern und sind fertig mit dieser Korrektur:


df.loc[82,'sepal width'] = meanSepalWidth



Wir nutzen die Funktion loc, mit der wir ein bestimmtes Feld an einem bestimmten Index heraussuchen können. Der abschließende Test ergibt nun ein stimmiges Bild und 151 Werte für jedes der Felder:


df.count()

> sepal length 151

> sepal width 151

> petal length 151

> petal width 151

> class 151



Dubletten

Manches Mal hat man nicht zu wenige Daten, sondern zu viele. Oft schleichen sich durch falsche Dateneingaben oder Fehler in der Zwischenverarbeitung Dubletten ein, also doppelt vorhandene Datensätze. Pandas liefert eine sehr schöne Funktion, mit der du solche Datensätze findest …


df[df.duplicated(keep=False)]



… die wir in einer Spielart nutzen, die uns alle doppelten Datensätze ausspuckt:


index sepal length  sepal width petal length petal width  class

9       4.9           3.1       1.5      1 mm       Iris-setosa

34      4.9           3.1       1.5      1 mm       Iris-setosa

37      4.9           3.1       1.5      1 mm       Iris-setosa

50      7.0           3.2       4.7     14 mm   Iris-versicolor

100     7.0           3.2       4.7     14 mm   Iris-versicolor



Gerade bei so ähnlichen Werten ist es Interpretationssache, ob ein Datensatz für ein und dieselbe Blume tatsächlich doppelt vorkommt oder ob es sich um eine echte Dublette handelt, die entfernt werden sollte. Wir können uns das Wissen zunutze machen, dass für jede Klasse genau 50 Datensätze existieren sollen. Wir haben 151, also nur einen zu viel. Aber von welcher Klasse?

Dazu zählen wir die Datensätze pro Klasse:


df.groupby('class').count()



Wir bekommen heraus:


	Iris-setosa: 49

	Iris-setsoa: 1

	Iris-versicolor: 51

	Iris-virginica: 50



Offensichtlich haben wir hier – so ganz nebenbei – noch ein zweites Problem entdeckt, aber erst einmal sehen wir, dass wir von Iris-versicolor tatsächlich ein Exemplar zu viel haben. Das muss die Dublette sein, die wir einfach löschen. Dabei spielt es keine Rolle, ob wir den ersten oder zweiten Datensatz löschen, da sie ja identisch sind. Wir erzeugen einen neuen Datenframe, in dem der entsprechende Datensatz (100) fehlt:


df = df.drop(df.index[[100]])



Zeichendreher/Tippfehler

Wie bereits bemerkt, gibt es eine weitere Auffälligkeit: Es gibt einen Datensatz der Klasse Iris-setsoa. Dabei handelt es sich offensichtlich um einen Tippfehler, denn auch dieser Datensatz sollte die Klasse Iris-setosa haben. Das können wir schnell reparieren. Erst einmal finden wir heraus, dass der Datensatz den Index 49 hat …


df[df['class'] == 'Iris-setsoa']

> 49



… und dann setzen wir die Klasse neu:


df.loc[49,'class'] = 'Iris-setosa'



Nun erhalten wir gleichmäßige Daten, wenn wir die Anzahl der Datensätze pro Klasse durchzählen:


df.groupby('class').count()

>             sepal length sepal width petal length petal width

> class

> Iris-setosa            50         50          50         50

> Iris-versicolor        50         50          50         50

> Iris-virginica         50         50          50         50



Uneinheitliche Einheiten

Schauen wir uns unsere Daten noch einmal mit


df.head()



an:


sepal length  sepal width  petal length petal width class

5.1           3.5          1.4          2 mm        Iris-setosa

4.9           3.0          1.4          2 mm        Iris-setosa

4.7           3.2          1.3          2 mm        Iris-setosa

4.6           3.1          1.5          2 mm        Iris-setosa

5.0           3.6          1.4          2 mm        Iris-setosa



Alle Werte sollten in Zentimetern mit einer Nachkommastelle vorliegen. Es fällt aber auf, dass die Variable petal width leider in Millimetern angegeben ist und auch nicht in einem einfach zu verarbeitenden Format, da sie den Text mm enthält. Das wollen wir vereinheitlichen und auch dieses Feld in cm umwandeln.

Eine solche Umwandlung bekommst du dadurch hin, dass du ' mm' löschst, die Zeichenkette in eine Zahl wandelst und durch 10 teilst. Genau das tun wir hier erst einmal beispielhaft für die Zeichenkette '2 mm':


pd.to_numeric('2 mm'.replace(' mm', '')) / 10

> 0.20000000000000001



Der besseren Übersicht halber definieren wir für die Umwandlung erst einmal eine Funktion mit dem Namen convert_from_mm und dem Parameter row. Unter diesem Namen kann im Code der Funktion auf die aktuelle Zeile zugegriffen werden. Das sieht in Python so aus:


def convert_from_mm(row):

return pd.to_numeric(row['petal width'].replace(' mm', '')) / 10



Diesen Code müssen wir nun auf jeden einzelnen Wert von 'petal width' anwenden und nicht nur einmal auf 2 mm. Mit der apply-Funktion kannst du genau das tun, nämlich einen bestimmten Code für jede Zeile ausführen. Dazu geben wir unsere oben definierte Funktion an, die dann nach und nach für alle Werte ausgeführt wird.


df['petal width'] = df.apply(convert_from_mm, axis='columns')




Funktionen in Python

Du definierst eine Funktion mit dem Schüsselwort def, dem Namen der Funktion und einer Liste von erwarteten Parametern. Das Ergebnis wird mit return geliefert.

Blöcke, wie der Körper einer Funktion, werden in Python einzig durch Einrückungen ausgedrückt. Das bedeutet, der Block fängt mit der Einrückung an und endet, wenn auch die Einrückung endet.
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	axis='columns' ist etwas verwirrend. Es besagt, dass wir die Datensätze über die Spaltenachse einfüttern, was effektiv bedeutet: zeilenweise und nicht etwa spaltenweise. Dies ist meistens das, was wir wollen.





Dies wird nun für jede Zeile ausgeführt, und das Ergebnis überschreibt die bisherige 'petal width'-Serie. Zur Überprüfung gucken wir uns noch einmal die Werte an und sehen, dass alles korrekt nach Zentimeter konvertiert wurde:


sepal length  sepal width  petal length petal width  class

5.1           3.5          1.4          0.2         Iris-setosa

4.9           3.0          1.4          0.2         Iris-setosa

4.7           3.2          1.3          0.2         Iris-setosa

4.6           3.1          1.5          0.2         Iris-setosa

5.0           3.6          1.4          0.2         Iris-setosa



Unplausible Daten (Ausreißer)

Das erste Problem bei unplausiblen Daten: Man muss sie erst einmal finden. Jeden einzelnen Datensatz durchzugehen, ist selbst bei einer relativ kleinen Menge von Datensätzen zumindest fehleranfällig und nervtötend, sehr bald aber auch schlicht nicht praktikabel. Wir bedienen uns daher den Mitteln der Statistik, um überhaupt erst einmal eine Idee davon zu bekommen, ob wir verdächtige Werte in unseren Daten haben. Mit dieser Information können wir dann weitere Untersuchungen vornehmen. Zuerst aber die statistische Untersuchung:


df.describe()



Diese Funktion ist beinahe Magie und liefert dir eine umfassende, aber dennoch kompakte Darstellung statistischer Maße.
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	Die describe()-Funktion arbeitet nur dann gut, wenn deine Daten bereits strukturell aufgeräumt sind, d.h., wenn sie tatsächlich durchgehend numerisch sind und keine Lücken mehr enthalten.





Sieh dir dazu bitte das Ergebnis in Abbildung 3-2 an.
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Abbildung 3-2: Die statistische Auswertung unserer Daten

Pro Zeile findest du jeweils einen wichtigen statistischen Wert für jeden Wert in unserem Datensatz.

count, mean, std

Die Anzahl der Werte, der Mittelwert und die Standardabweichung.

min, max

Der jeweils kleinste und größte Wert.

25%, 50%, 75%

Die drei Standardperzentile. Sie geben Aufschluss über die Verteilung der Werte. Das 25%-Perzentil gibt den Wert an, der größer ist als 25 % aller anderen Werte. Dasselbe gilt dementsprechend für 50% und 75%. 50% heißt auch Median.

Was fällt dir auf? Ein maximaler Wert von 58 bei sepal length sieht schon ganz schön verdächtig aus, meinst du nicht? Eine Blume mit einem Blütenblatt von mehr als einem halben Meter? Noch klarer wird es, wenn wir uns das grafisch aufbereitet in Histogrammen ansehen, die wir mit einem minimalen Aufruf erstellen. Ein Histogramm bildet alle Werte auf der x-Achse ab. Auf der y-Achse siehst du dann die Häufigkeit jedes vorkommenden Werts. Dabei kannst du auch angeben, ob du nun jeden einzelnen Wert mit seiner Häufigkeit sehen willst oder Werte zusammenfassen möchtest, die nebeneinanderliegen. Diese Zusammenfassungen nennt man auch Bins.

Pro Variable gibt es ein Histogramm, per Default werden dabei nur zehn Bins angezeigt, also nicht jeder Wert einzeln.


df.hist()



Das Ergebnis in Abbildung 3-3 ist besonders spannend in dem Histogramm unten links für sepal length. Ganz rechts gibt es genau einen einzigen Wert 58, alle anderen Werte sind unter 10. Das ist also unser Ausreißer.

Wir haben eigentlich jetzt genug gesehen, aber weil dies so tolle Funktionen sind: Sie arbeiten auch gruppiert für die einzelnen Klassen:


df.groupby('class').describe()

df.groupby('class').hist()



Damit bekommst du dann dieselbe Art Grafik, allerdings pro Klasse eine eigene.

Wir wollen jetzt aber unseren Ausreißer korrigieren. Wir könnten ihn wie einen fehlenden Wert betrachten und hätten dann die gleichen Optionen, die wir oben beschrieben haben.

Allerdings drängt sich hier ein anderer Verdacht auf: Nur das Komma ist verrutscht! Alle anderen Werte sind nämlich eine Größenordnung kleiner, und ein verrutschtes oder vergessenes Komma ist ein häufig auftretender Fehler. Dazu kommt etwas Domänenwissen, das wir mit dem kompletten Datensatz abgleichen. Die folgende Abfrage für den Datensatz mit der 'sepal length' 58 …


df[df['sepal length'] == 58]



… ergibt diese Antwort:


index sepal length sepal width petal length petal width   class

143      58.0          2.7         5.1        1.9   Iris-

virginica
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Abbildung 3-3: Histogramm: Wie häufig hat eine Variable einen gewissen Wert angenommen?

Dabei ist Sepalum (Sepal) der grüne Teil einer Blüte, der die Blüte z.B. nachts umschließt und schützt. Das Petal sind die Blütenblätter selbst. Es ist also anzunehmen, dass das Sepalum etwas größer ist als das Petal, aber nicht um mehr als den Faktor 10. Dass eine solche Korrelation zwischen den beiden Werten besteht, können wir sehr einfach mit der Bibliothek Seaborn darstellen:


import seaborn as sns

sns.jointplot(df['sepal length'], df['petal length'])



Das Ergebnis in Abbildung 3-4 zeigt sehr deutlich die annähernd lineare Korrelation mit genau einem Ausreißer. Der Pearson-Korrelationskoeffizient r von 0,23 gibt dabei an, wie stark die Werte tatsächlich linear korrelieren. 1 wäre perfekt, 0 gar nicht. Der relativ schwache Wert kommt durch den Ausreißer.
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Abbildung 3-4: Annähernd linear mit einem Ausreißer: Korrelation zwischen der Länge des Kelchblatts und der des Blütenblatts

Korrigieren wir diesen Wert also erst einmal von Hand auf 5,8:


df.loc[143, 'sepal length'] = 5.8



Wenn wir die gleiche Grafik nach der Korrektur noch einmal berechnen, bekommen wir ein erstaunlich verändertes Bild, das du in Abbildung 3-5 sehen kannst. Hier ist der Pearson-Korrelationskoeffizient r auch erwartet nahe an 1, d.h., die beiden Werte sind stark linear korreliert.

[image: image]

Abbildung 3-5: Feinere Auflösung: Korrelation zwischen der Länge des Kelchblatts und der des Blütenblatts

Es fallen zwei Dinge auf: Zum einen sieht die Grafik ganz anders aus und auch gar nicht mehr so schön linear. Da kommt daher, dass nun anders skaliert wird, da in der Grafik der Ausreißer jetzt nicht mehr angezeigt werden muss. Was wir vorher annähernd als Gerade gesehen haben, entpuppt sich bei genauerem Hinsehen als zweiteilige Gruppierung. Dennoch ist das Maß der linearen Korrelation nun mit 0,87 deutlich höher als vorher. Das ergibt Sinn, da wir unseren Ausreißer ja los sind.

Damit haben wir nun einen komplett bereinigten Datensatz. Für einen schönen Abschluss sehen wir uns noch einmal in der Übersicht eine Korrelationsmatrix zwischen allen Werten in Abbildung 3-6 an.
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Abbildung 3-6: Überblick über alle Korrelationen

Diese Matrix in Abbildung 3-6 zeigt einen Überblick über alle Korrelationen. Sie ist spiegelsymmetrisch an der Diagonale, das heißt, du musst dir nur die untere Hälfte ansehen. Manche Korrelationen erscheinen offensichtlich, andere aber sind erstaunlich. Solch eine Darstellung ist extrem dicht und ideal für einen sehr schnellen Überblick. Du kannst sie mit nur zwei Zeilen Code mit Seaborn erzeugen:


corrmat = df.corr()

sns.heatmap(corrmat, annot=True)



Die eigentliche Matrix erzeugt Pandas, Seaborn stellt sie als Heatmap dar. Dabei wird die Farbe dunkler, je höher der absolute Wert ist.

Mit dem Wissen und den Techniken dieses Kapitels wirst du schon sehr weit kommen. Vieles in diesem Kapitel erfordert jedoch vor allem Fleißarbeit und ein wenig Intuition, wonach zu suchen ist und wie die Daten visualisiert werden sollten. In dem Notebook zu diesem Kapitel haben wir noch einige weitere Visualisierungen als Inspiration für dich zusammengestellt.


KAPITEL 4

Supervised Learning

Die Daten sind nun vorverarbeitet, und wir überlegen, was wir eigentlich damit machen wollen.

Mit Supervised Learning (überwachtem Lernen) bezeichnet man ein vom Menschen gesteuertes Lernen. Dabei wird ein System mit bekannten Daten trainiert, und dieses Wissen wird dann auf bisher nicht bekannte Daten angewendet. Insbesondere soll eine mathematische Funktion gelernt werden, die Features als Eingabe bekommt und die entsprechenden Labels als Ausgabe haben soll. Die Parameter dieser Funktion sollen so optimiert werden, dass die bekannten Daten möglichst gut wiedergegeben werden, dass aber auch gleichzeitig die Labels von neuen Daten vorhergesagt werden können.

In diesem zentralen Teil des Buchs fangen wir mit Grundlagen an und arbeiten uns dann durch die einzelnen Ansätze des überwachten Lernens.

Der Code und die erzeugen Grafiken für dieses Kapitel sind wieder unter der URL http://rebrand.ly/ml als Notebook kap4.ipynb verfügbar.

Lineare Regression

Als erstes Beispiel nehmen wir den bekannten Boston-Housing-Datensatz (https://archive.ics.uci.edu/ml/machine-learning-databases/housing/), der die Immobilienpreise verschiedener Vororte Bostons auflistet. Der Datensatz enthält neben den Preisen 13 weitere Attribute der Häuser bzw. der Nachbarschaft, in der sich diese befinden. In unserem Beispiel wollen wir die Relation der Immobilienpreise (medianer Wert pro Bezirk) zu der durchschnittlichen Zimmeranzahl untersuchen.

Zunächst lädst du die Daten aus der Scikit-Learn-Bibliothek. Die Labels (Preise) sind in dem Datenobjekt im Attribut target und die 13 Features im Attribut data gespeichert:


import sklearn.datasets as data

boston = data.load_boston()



Die Form der Daten und des Targets bekommst du über die shape-Abfrage:


boston.data.shape, boston.target.shape



Anhand der Ausgabe kannst du sehen, dass 506 Datensätze mit jeweils 13 Features vorhanden sind:


((506, 13), (506,))



Die sechste Spalte in boston.data gibt die durchschnittliche Zimmeranzahl an. Wir speichern Features und Labels in gewohnter Weise in den Variablen X und y:


X = boston.data[:, 5:6]

y = boston.target



Wenn wir den Preis (target) gegen die Zimmeranzahl auftragen, können wir eine gewisse Tendenz erkennen. Wie erwartet, steigen die Preise mit der Zimmeranzahl (Abbildung 4-1). Wir hegen den Verdacht, dass die Relation mehr oder weniger linear ist. Mit dem Auge können wir sogar ganz grob eine Linie erraten. Die Gerade y = 15 · X – 70 (rote Linie) in Abbildung 4-1 scheint ein gute erste Schätzung zu sein.

Ist das aber die »beste« Gerade? Oder gibt es bestimmte Methoden, wie man die »passendste« Gerade finden kann? Genau darum geht es beim Machine Learning: Wie findest du möglichst automatisch bzw. mithilfe eines selbstlernenden Algorithmus die optimale Lösung zu einem Problem? Und da lineare Regression ein schon lange bekanntes und sehr gut verstandenes Problem ist, wollen wir dich Schritt für Schritt durch diese erste Aufgabe führen.
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Abbildung 4-1: Boston-Housing-Datensatz

Eine Gerade in der x-y-Ebene kann mathematisch folgendermaßen formuliert werden:

y = a · x + b

wobei y in unserem Beispiel den Preis darstellt, der in einer bestimmten Relation zu x, der Zimmeranzahl, steht. In der Machine-Learning-Sprache sind die y-Werte die Labels und die x-Werte die Features. a und b sind die Parameter des linearen Regressions-modells. In unserem Fall kann man a als die Steigung und b als den y-Schnittpunkt grafisch interpretieren.

Loss-Funktion

Es gibt verschiedene Möglichkeiten, wie du dem Lernalgorithmus mitteilst, welche die »beste« Kurve (in diesem Fall eine Gerade) sein soll. Dieser Algorithmus soll die optimalen Parameter selbst herausfinden, d.h. »erlernen«. Zu dem Zweck definieren wir eine sogenannte Loss-Funktion (manchmal auch Cost- oder Error-Funktion genannt). Wir zeigen dir erst einmal so eine Funktion L (für Loss) und erläutern sie dann Schritt für Schritt:
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Wir bilden die Summe aller Abweichungen des tatsächlichen y-Werts [image: image] von dem y-Wert [image: image], den unsere Geradenfunktion vorhersagt. Die Vorhersage [image: image] können wir durch die Geradenfunktion von oben ersetzen, damit wir außer a und b keine weiteren Unbekannten in unserer Formel haben. Den wahren Wert [image: image] kennen wir aus dem target-Feld unseres Datensatzes.

Mit dieser Funktion sucht der Lernalgorithmus der linearen Regression diejenigen Parameter a und b, die die Summe aller Abweichungen minimiert. Das Quadrat benutzen wir, weil wir die Abweichungen immer positiv zählen, außerdem werden Punkte, die weit weg von der Geraden liegen, besonders stark gewichtet. Das heißt, größere Abweichungen tragen im erhöhten Maß zum Gesamtfehler bei.

Ordinary Least Square

Der einfachste Lernalgorithmus, der mithilfe einer solchen Loss-Funktion die optimalen Parameter a und b findet, ist die Methode Ordinary Least Square (OLS) bzw. die Methode der kleinsten Quadrate. Sie ist die klassische schon seit Jahrhunderten bekannte Methode und steht praktisch als Synonym für lineare Regression. Details zu OLS findest du z. B. in Wikipedia: https://en.wikipedia.org/wiki/Ordinary_least_squares oder https://de.wikipedia.org/wiki/Methode_der_kleinsten_Quadrate.

Wir machen es uns etwas einfacher und erhalten die Lösung mithilfe der Scikit-Learn-Bibliothek: Wir laden das Modul LinearRegression, erzeugen eine Instanz des Regressors und trainieren ihn mit unseren Daten. Dazu rufen wir die fit()-Methode mit der Zimmeranzahl X auf und geben ihr auch die tatsächlichen Preise y mit:


import sklearn.linear_model as lm

lr = lm.LinearRegression()  # Regressorinstanz

lr.fit(X, y)  # Training des Regressors mit den Daten



Nur zur Erinnerung: Wir beschäftigen uns hier mit Supervised Learning, d.h., wir trainieren mit uns bekannten Daten und erhoffen uns im ersten Schritt, ein Modell zu erhalten, das zumindest diese Daten reproduzieren kann. Unser Modell ist dabei durch unsere Geradenfunktion und die beiden Parameter a und b definiert. Dies kann bereits interessant sein, weil wir eine Idee von der Struktur der Daten bekommen. Typischerweise legt man es beim Training des Modells aber auf Generalisierung an. Das bedeutet, wir wollen nicht nur die bereits bekannten Werte vorhersagen, sondern auch Werte, die wir bisher nicht gesehen haben.

Erst einmal sehen wir uns aber an, wie gut das Training funktioniert hat, und zwar über den Aufruf der score()-Methode:


lr.score(X, y) # Validierung



In unseren Fall ist das:


0.48352545599133429



Die voreingestellte Metrik für die score()-Methode für lineare Regression ist der sogenannte R2-Score. Es ist ein Maß für die Güte dieses Modells. Für uns reicht es hier erst einmal, zu wissen, dass die Güte des Modells desto besser ist, je näher der Score an 1 liegt. Da die Daten sehr stark gestreut sind, ist der Score weit von 1 entfernt.

Mehr über die Metrik und eine ausführliche Beschreibung der Güte eines Modells findest du in Kapitel 6, Modellvalidierung. Darin werden wir auch darauf eingehen, warum es für die Validierung des Modells günstig ist, nicht die Werte zu überprüfen, die wir bereits für das Training benutzt haben. In diesem Kapitel konzentrieren wir uns aber auf die Funktionsweise der verschiedenen Methoden und validieren erst einmal auf den Trainingsdaten.

Die Vorhersage des trainierten Modells für bestimmte Features erhält man über die predict()-Methode. Hier gibst du wieder die komplette Liste der Zimmeranzahl hinein und erhältst die vorhergesagten Preise:


y_pred = lr.predict(X)



In Abbildung 4-2 werden die wahren Werte (blau) mit der Vorhersage aus der predict()-Methode (rot) für alle Trainingsdaten verglichen.
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Abbildung 4-2: Ordinary Least Square Regression

Das Praktische an der Scikit-Learn-Bibliothek ist, dass alle Regressor- und Klassifikatorklassen im Großen und Ganzen die gleiche API besitzen. Das wird im Kasten unten noch mal zusammengefasst:


Grundlegende API von Scikit-Learn (Sklearn)

Zunächst erzeugst du eine Instanz einer Klassifikator- oder Regressionsklasse, z.B.:


import sklearn.linear_model as lm

lr = lm.LinearRegression()



Das Training der Daten X mit den Labels y wird immer über die Methode fit(), eventuell mit zusätzlichen Optionen, aufgerufen:


lr.fit(X, y)



Die Güte des Modells kann man mit der Methode score() berechnen:


lr.score(X, y)



Dabei solltest du beachten, dass bestimmte Score-Methoden voreingestellt sind. In der Regel liefern sie einen Wert zwischen 0 und 1, wobei ein großer Wert für hohe Güte steht. Für manche Probleme und Daten sind eventuell andere Score-Definitionen (auch Metriken genannt) aussagekräftiger.

Die Voraussage des trainierten Modells für neue Daten rufst du mit der Methode predict() auf:


lr.predict(X)





Stochastic Gradient Descent

Stochastic Gradient Descent (SGD) heißt ein Algorithmus, der mithilfe einer vorher definierten Loss-Funktion die optimalen Parameter a und b finden soll. Dieser Optimierungsalgorithmus wird heutzutage sehr häufig in Lernalgorithmen angewendet. Mit SGD kann man sehr gut die Art und Weise veranschaulichen, wie viele moderne Machine-Learning-Algorithmen funktionieren.

Für unser Boston-Housing-Problem starten wir mit irgendwelchen zufällig ausgewählten Parametern a und b. Im nächsten Schritt hangeln wir uns an der durch die Loss-Funktion beschriebenen Kurve zum Minimum hinunter (siehe Abbildung 4-3), indem wir die Steigung der Kurve durch die Ableitung der Funktion an den aktuellen Parameterwerten berechnen. Wenn etwas Negatives herauskommt, gehen wir nach rechts. Kommt etwas Positives raus, gehen wir nach links.

Die Ableitung oder das Differential einer Funktion beschreibt so etwas wie die Veränderung oder die Tendenz der Funktion bzw. der Kurve. Ist die Ableitung an einem bestimmten Punkt positiv, wird die Funktion für größere x größer und für kleinere x kleiner. Umgekehrt, bei einem negativen Ableitungswert, wird die Funktion für größere x kleiner und für kleinere x größer. Die Ableitung kann man grafisch auch als Steigung der Tangente an dem jeweiligen Punkt der Kurve darstellen. Tangentenhälften einer Loss-Funktion für einen gegebenen Datensatz, die in Richtung niedrigerer Werte zeigen, sind in Abbildung 4-3 dargestellt.
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Abbildung 4-3: Ableitung der Loss-Funktion

Sollte die Ableitung 0 sein, haben wir unser Ziel erreicht, wir sind am Minimum unserer Loss-Funktion angelangt. Genauer gesagt, könnte es auch nur ein sogenanntes lokales Minimum sein oder sogar ein (lokales) Maximum (Abbildung 4-4).

Lokale Minima und Maxima kannst du durch unterschiedliche Strategien vermeiden. Eine Maßnahme ist z.B., die Schrittweite (die Learning Rate), mit der wir nach links oder rechts gehen, geschickt dynamisch anzupassen (siehe unten).

Bei der Stochastic-Gradient-Descent-Methode wird diese iterative Minimierung möglichst effizient ausgeführt. Sie wird sehr häufig auch bei anderen Lernalgorithmen, z.B. bei neuronalen Netzen, die wir in Kapitel 7, Neuronale Netze und Deep Learning, beschreiben, benutzt.

Der Begriff Gradient steht für eine mehrdimensionale Ableitung in eine bestimmte Richtung. In einer Dimension gibt es nur »rechts« oder »links«. Bei drei Dimensionen gäbe es z.B. auch »vorne«, »hinten«, »oben«, »unten« oder sogar eine bestimmte Kombination daraus. Descent ist der »Abstieg«. Beides zusammen bedeutet in unserem Fall also die Richtung, in die man gehen muss, um zum Minimum der Funktion zu gelangen.
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Abbildung 4-4: Maxima und Minima

Nun müssen wir uns überlegen, wie wir mit dieser Information unsere beiden Parameter a und b schrittweise in Richtung des Minimums anpassen. Den oben erläuterten Gradienten, also die mehrdimensionale Ableitung von L, beschreiben wir wie in der Mathematik üblich mit ∇L. Diesen multiplizieren wir mit der ebenfalls bereits erwähnten Learning Rate η, also dem Faktor, der bestimmt, wie stark die Änderung pro Iteration sein soll. Wir erhalten dann pro Schritt eine Korrektur von η · ∇L, die wir von den bisherigen Werten abziehen müssen.

Wenn wir alle Parameter, auch Gewichte genannt, in einen Vektor w zusammenfassen, lautet die Update-Regel für einen Iterationsschritt somit:

wi+1 = wi − η · ∇L

In unserem eindimensionalen Regressionsfall ist w = (a, b), da wir bei unserer Geradengleichung ja die Parameter für die Steigung und die Verschiebung herausfinden wollen. Hier die Geradengleichung noch einmal zur Erinnerung

y = a · x + b

Bei jeder Iteration werden a und b nach dieser Vorschrift verändert, bis die Änderung null oder nur noch sehr gering ist.

Die Learning Rate ist ein sehr wichtiger Parameter des Lernalgorithmus. Stellt man ihn zu klein ein, wird es unter Umständen sehr lange dauern, bis wir auch nur in die Nähe des Minimums gelangen (dabei spricht man oft auch von »konvergieren«). Stellt man die Learning Rate zu groß ein, besteht die Gefahr, dass der Algorithmus immer wieder über das Minimum hinwegspringt und wir nie eine zufriedenstellende Lösung finden.

Die Learning Rate richtig zu tunen, ist schwierig. Eine mögliche Strategie ist es, mit einer relativ großen Learning Rate zu starten und sie dann stetig immer kleiner werden zu lassen. Weitere sehr clevere Algorithmen (z. B. RmsProp oder Adam) berücksichtigen die Gradienten voriger Iterationsschritte und ermitteln daraus eine Richtung, die schneller konvergiert. Wir werden die Methoden in diesem Buch zwar nicht besprechen, aber du kannst dir mehr Informationen z.B. hier beschaffen: http://sebastianruder.com/optimizing-gradient-descent/.

Wenn du viele Daten hast und viele Features auswerten möchtest, kann die Berechnung des Gradienten sehr lange dauern oder sehr viel Speicherplatz beanspruchen, weil dafür alle Daten mit allen Feature-Dimensionen im Speicher gehalten werden müssen. Deshalb ist es eine gute Strategie, immer nur einen Datensatz auszuwerten und dementsprechend die Parameter a und b zu aktualisieren. Wenn man das auf diese Weise Schritt für Schritt für jeden einzelnen Datensatz macht, kommt man am Ende auf ein sehr ähnliches Ergebnis, als hätte man alle Daten auf einmal berechnet. Dies ist eine sogenannte stochastische Annäherung, die manchmal schneller konvergiert. Auf jeden Fall beansprucht sie weniger Speicherressourcen (für jede Berechnungsiteration muss nur ein Datensatz zum selben Zeitpunkt im Speicher liegen). Es gibt noch eine Mittellösung, die sogenannte Mini-Batch-Gradient-Descent-Methode, bei der man das Update immer nur für z.B. 10 oder 100 Datensätze durchführt.

In Sklearn wenden wir SGD auf unser Problem folgendermaßen an:


lr = lm.SGDRegressor()

lr.fit(X, y)



Der Score kann je nach zufälliger Initialisierung etwas schwanken …


lr.score(X, y)



… es ist aber in jedem Fall schlechter als bei OLS. In unserem Experiment ist es dieser:


0.27292303441286025



Wir visualisieren den Unterschied in Abbildung 4-5.
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Abbildung 4-5: Stochastic Gradient Descent, erster Versuch

Woran liegt das? Da wir die Klasse der Regressormethode ohne Parameter aufgerufen haben, wird die Iterationsanzahl (n_iter) für SGD auf den Wert 5 gesetzt. Dies ist in der Regel zu niedrig. Wenn wir den Wert auf 10000 setzen, erhalten wir einen Score nahe an 0,5:


lr = lm.SGDRegressor(n_iter=10000)

lr.fit(X, y)

lr.score(X, y)

> 0.48274229859866685



Schon ziemlich nah an dem optimalen Ergebnis, oder nicht? Das können wir auch noch einmal an der Visualisierung in Abbildung 4-6 sehen.
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Abbildung 4-6: Stochastic Gradient Descent

Das war schon unser erstes Machine-Learning-Beispiel, genauer gesagt, das erste Regressionsmodell. Als Nächstes wollen wir mit dir ein Klassifikationsmodell erstellen.

Logistische Regression

Die logistische Regression ist eine der fundamentalen Techniken für Klassifikationen. Viele Klassifikationsmethoden lassen sich auf diese zurückführen. Deshalb möchten wir die grundlegende Methodik der logistischen Regression im Folgenden detaillierter beschreiben mit dem Ziel, dass du eine gewisse Intuition oder Anschauung dafür erlangst.

Während die lineare Regression für die meisten recht anschaulich ist, besteht bei der logistischen Regression nicht unbedingt eine direkte bildliche Beziehung zu den Formeln. Ohne eine mathematisch saubere Herleitung der logistischen Regression zu geben, möchten wir dir im Folgenden eine anschauliche Begründung ihrer Anwendung skizzieren.

Regression und Klassifikation scheinen auf den ersten Blick ganz unterschiedliche Problemstellungen zu sein. Auf den zweiten Blick gibt es aber einige Gemeinsamkeiten, die wir uns zunutze machen können. Um die Beziehung zwischen logistischer und linearer Regression zu veranschaulichen, erzeugen wir zunächst einen neuen Regressionsdatensatz mit 300 zufällig angeordneten Datenpunkten.

In Abbildung 4-7 ist das Label y gegen das Feature x aufgetragen, und die berechnete Regressionsgerade ist in Schwarz eingezeichnet.
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Abbildung 4-7: Lineare Regression

In Abbildung 4-8 betrachten wir nun ein Klassifikationsproblem. Es sind zwei verschiedene Klassen in Rot und Blau aufgetragen, die man durch eine Linie (in Schwarz) mehr oder weniger gut trennen kann. Diese beiden Klassen haben wir absichtlich so generiert, dass die trennende Linie identisch mit der Regressionsgeraden in Abbildung 4-7 ist.
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Abbildung 4-8: Klassifikationsproblem

Das ursprüngliche Regressionsproblem können wir nun in ein Klassifikationsproblem umformulieren: Wir suchen jetzt nicht die beste Linie, die die Daten wiedergibt, sondern diejenige, die die beiden Klassen am besten trennt. Da es sich um ein binäres Klassifikationsproblem handelt, ordnen wir der roten Klasse das Label 1 und der blauen das Label 0 zu.

Wir bewegen uns nun entlang der ursprünglichen schwarzen Regressionsgerade und betrachten das Verhältnis von roten zu blauen Punkten als Funktion des Abstands von der Geraden. In Abbildung 4-9 haben wir das einmal für den Abstand von zwei Einheiten von der Geraden (graues Band) angedeutet.

Nun stellen wir in Abbildung 4-10 dieses Verhältnis von roten zu blauen Punkten als Funktion des Abstands t zur Geraden p(t|x) dar. In der Mitte ist die Wahrscheinlichkeit etwa 50 %, entweder blaue oder rote Punkte zu finden. Je weiter man nach rechts geht, desto größer ist die Wahrscheinlichkeit, dass man mehr rote als blaue sieht. Ganz weit rechts werden wir wahrscheinlich nur noch rote sehen. Das Gleiche gilt umgekehrt, wenn wir links der Geraden schauen.
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Abbildung 4-9: Trainingsbeispiele entlang der Geraden
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Abbildung 4-10: Anzahl Beispiele als Funktion des Abstands zur Geraden

In vielen Fällen können wir die Kurve in Abbildung 4-10 mit der Kurve in Abbildung 4-11 modellieren.

[image: image]

Abbildung 4-11: Verteilungsmodell

Dieses Modell macht die Annahme, dass man die Wahrscheinlichkeiten mit der logistischen Funktion beschreiben kann. Die Definition der logistischen Funktion s, wegen ihrer Form auch Sigmoid-Funktion genannt (siehe Abbildung 4-12), lautet:
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Die logistische Funktion für unser Beispiel in zwei Dimensionen ist in Abbildung 4-13 dargestellt.
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Abbildung 4-12: Logistische Funktion (Sigmoid-Funktion)
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Abbildung 4-13: Logistische Funktion zweidimensional

Nach dieser anschaulichen Einführung wollen wir im nächsten Abschnitt eine Klassifizierung unserer Irisdaten mithilfe der logistischen Regression durchführen.

Logistische Regression der Irisdaten

In Sklearn kannst du den Klassifkator LogisticRegression() aus der Bibliothek linear_model aufrufen:


import sklearn.linear_model as lm

logr = lm.LogisticRegression()



Sklearn erkennt an den Shapes der Inputs X und y automatisch, wie viele Features für den Datensatz berücksichtigt werden sollen. Im obigen Beispiel hatten wir die zwei Features X und y. Der Irisdatensatz enthält drei Klassen und vier Features. Wir können nun mit nur wenigen Zeilen die etwas komplexeren Irisdaten mit logistischer Regression auswerten:


from sklearn.datasets import load_iris

iris = load_iris()

X = iris.data

y = iris.target

X.shape, y.shape

> (150, 4) (150,)

logr.fit(X,y)

logr.score(X,y)

> 0.95999999999999996



Dabei werden im vierdimensionalen Feature-Raum die linearen Hyperflächen ermittelt. Eine Linie kann man mit einem Punkt in zwei Bereiche aufteilen, bei einem zweidimensionalen Raum geht das mit einer Linie. Bei höheren Dimensionen spricht man von Hyperebenen oder -flächen, die den n-dimensionalen Feature-Raum aufteilen. Die Hyperfläche hat also immer eine Dimension weniger als der Feature-Raum. In diesem vierdimensionalen Beispiel ist die Hyperdimension also drei.

Auf diese Weise berücksichtigt man die Korrelationen zwischen allen vier Features. Wenn man sich z.B. nur paarweise zwei Features anguckt und dort jeweils die beste Gerade bestimmt (siehe Abbildung 4-14), würde man jeweils nur die paarweisen Korrelationen berücksichtigen und nicht alle vier gleichzeitig. Wichtige Informationen hätte man nicht genutzt. Im folgenden Code geben wir die Scores für jede mögliche Gerade aus:


for pair in [[0, 1], [0, 2], [0, 3], [1, 2], [1, 3], [2, 3]]:

X = iris.data[:, pair]

y = iris.target

logrfit = logr.fit(X, y)

print(logr.score(X, y))



Wie du anhand dieser Ausgaben sehen kannst, sind alle Scores geringer als der Score, den wir mit allen vier Features erreicht haben:


> 0.766666666667

> 0.926666666667

> 0.906666666667

> 0.926666666667

> 0.946666666667

> 0.873333333333
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Abbildung 4-14: Paarweise Klassifikation des Irisdatensatzes

Support Vector Machine

Als Nächstes wollen wir eine weitere sehr effektive Methode mit einem etwas anderen Ansatz betrachten, die sogenannte Support Vector Machine (SVM). In Sklearn wird diese Klassifikationsmethode auch Support Vector Classifier genannt (SVC). Ihr Vorteil gegenüber der logistischen Regression ist, dass sie bei kleineren Datensätzen oft bessere Ergebnisse liefert. Dies hängt mit dem Problem der hohen Dimensionen zusammen, das wir in Kapitel 5, Feature-Auswahl, diskutieren.

Wir wollen zunächst ein einfaches Klassifikationsproblem betrachten, bei dem die beiden Klassen in der Feature-Ebene (x-y) linear separierbar sind, was bedeutet, dass es keine Überlappungen zwischen zwei Klassen gibt. Dies kannst du gut in Abbildung 4-15 erkennen.
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Abbildung 4-15: Zwei separable Klassen

Bei der logistischen Regression haben wir nach einer Geraden gesucht, die die beiden Klassen in der x-y-Ebene am besten trennt. Die logistische Loss-Funktion diente dabei als Kriterium. Die Minimierung der logistischen Loss-Funktion kann man interpretieren als Minimierung der Klassifizierungsunsicherheit oder als Minimierung der Missklassifizierungswahrscheinlichkeit.

Die lineare Support-Vector-Machine-Methode sucht nach der Geraden (der durchgezogenen Linie in Abbildung 4-16), die den größt-möglichen Abstand zu den jeweils nächstgelegenen Punkten (Support Vectors) der verschiedenen Klassen besitzt. Wie schon im vorigen Abschnitt erwähnt, nennt man diese Trennungsgerade in höheren Dimensionen auch Hyperfläche. Die Region zwischen den beiden gestrichelten Linien kann als Trennungsband (Margin) inter-pretiert werden. Im Fall von separierbaren Problemen, wie in unserem Beispiel hier, kann man eine Region finden, die die beiden Klassen perfekt trennt (Hard-Margin):


from sklearn.svm import SVC

model1 = SVC(kernel='linear', C=1)

model1.fit(X, y)

model1.score(X, y)



Wir erhalten den erwarteten perfekten Score:


> 1.0
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Abbildung 4-16: Support Vector Machine – Hard Margin

Diese Hyperfläche, in unserem Fall also die Trennungsgerade, findet man, indem man die sogenannte Hinge-Loss-Funktion minimiert:

[image: image]

Dabei bezeichnet t das Label (–1, 1: blau, rot), und w·x + b bezeichnet die Geradenfunktion in Vektorschreibweise. Wenn w also der Normalenvektor der Geraden ist und x der Vektor eines Punkts, kann man w·x, also das skalare Vektorprodukt, auch als ein Maß für den Abstand des Punkts x zu der Geraden interpretieren. Wir wollen w·x + b maximieren, also 1 –(w·x + b) minimieren.

Für die Berechnung der Lösung ist es wichtig, dass nur wenige Punkte diese Hyperfläche bestimmen. Im separierbaren Fall sind es lediglich die Punkte, die auf den Grenzen der Margin liegen. Diese heißen Support Vectors (eingegraute Punkte in Abbildung 4-16) und geben dieser Methode auch ihren Namen. Die Punkte, die auf der falschen Seite der Linie liegen, wollen wir mit einem negativen Faktor belegen, also 1 – t·(w·x + b).

Für die Betrachtung von nicht linear separierbaren Klassen haben wir, wie in Abbildung 4-17 zu sehen, zwei Klassen mit Überlappungen generiert.
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Abbildung 4-17: Linear nicht separable Klassen

Bei linear nicht separablen Klassen ist es sinnvoll, der Loss-Funktion einen weiteren Term hinzuzufügen, der die Toleranz von Punkten auf der falschen Seite kontrolliert:
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Je größer λ gewählt wird, desto stärker erhöht man die Toleranz dieser missklassifizierten Punkte an der Grenzlinie.

Sklearn benutzt die externe Bibliothek libsvm (https://www.csie.ntu.edu.tw/~cjlin/libsvm/), die den Parameter C zur Regulierung verwendet. C ist umgekehrt proportional zu λ: C ~ 1/λ. Je kleiner C gewählt wird, desto stärker erhöht man die Toleranz dieser missklassifizierten Punkte an der Grenzlinie. Man weicht die Region regelrecht auf, deshalb heißt sie auch Soft-Margin (siehe Abbildung 4-18).
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Abbildung 4-18: Soft-Margin

Für einen C-Wert von 100 erhalten wir beispielsweise einen Score von über 0,95:


model2 = SVC(kernel='linear', C=100)

model2.fit(X, y)

print(model2.score(X, y))

> 0.953333333333



Wenn wir C von 100 auf 0.01 ändern, weichen wir die Margin auf (siehe Abbildung 4-18):


model3 = SVC(kernel='linear', C=1.E-2)

model3.fit(X, y)

print(model3.score(X, y))

> 0.946666666667



Der optimale Wert für C hängt vom Problem und den jeweiligen Daten ab. Meist findet man ihn nur durch Ausprobieren. Die Anpassung der Parameter zur Vermeidung von Overfitting vor und während der Trainingsphase nennt man Regularisierung. Methoden zur Optimierung und Regularisierung von Parametern besprechen ausführlicher in Kapitel 5, Feature-Auswahl.

Nicht-lineare SVM

Um nicht-lineare Verteilungen zu trennen, bedient man sich eines Tricks. Dabei werden die ursprünglichen Koordinaten, die durch unsere Input-Variablen vorgegeben sind, in einem neuen Feature-Koordinatensystem so transformiert, dass die Klassen wieder durch eine Gerade trennbar sind. Grundsätzlich können fast alle Funktionen durch eine Summe von verschiedenen Basisfunktionen approximiert werden, z. B. durch Polynome oder Gaußfunktionen. Letztere ist ein Spezialfall einer sogenannten Radial-Basis-Funktion (RBF), die sehr häufig benutzt wird.

SVM bedienen sich eines weiteren Tricks: Statt die Koordinatentransformationen für alle Trainingsbeispiele durchzuführen und dann die Distanzberechnung in dem Feature-Raum vorzunehmen, werden Kernelfunktionen eingesetzt. Mit Kernelfunktionen kann man die Distanz in dem Feature-Raum berechnen, ohne die Koordinatentransformation explizit auszuführen. Das ist der sogenannte Kerneltrick, der bei hohen Dimensionen viel Rechenaufwand sparen kann.

Diese Vorgehensweise ist äquivalent zu einem Mapping der Input-Variablen vom Input-Raum in den Feature-Raum, bei der die Hyperfläche linear ist (Abbildung 4-19).
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Abbildung 4-19: Input-Raum-Transformation

Ein Beispiel für die Anwendung von RBF-Kerneln in SVM ist in Abbildung 4-20 dargestellt.
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Abbildung 4-20: SVM mit RBF-Kernel

Eine perfekte Trennung erhält man durch die Anwendung einer SVM mit Radial-Basis-Funktionen (RBF) als Kernel:


model4 = SVC(kernel='rbf', C=1E6, gamma=1.)

model4.fit(X, y)

print(model4.score(X,y))

> 1.0



Zur Gruppe der Radial-Basis-Funktionen gehören alle Funktionen, deren Wert nur abhängig von der Distanz zu einem bestimmten Mittelpunkt ist. Gaußfunktionen gehören damit z. B. auch zu den RBF. Der Parameter Gamma für die RBF bestimmt dabei, wie schnell oder wie langsam der Wert der Funktion in Abhängigkeit zur Distanz vom Mittelpunkt fällt. Je größer der Gammawert, desto schneller wird der Funktionswert kleiner.

Somit sind RBF sehr gut geeignet, um beliebige Kurven anzupassen oder zu glätten. Jede Kurve kann durch eine Summe von RBF angenähert werden. Den Einfluss jeder einzelnen Funktion kann man über den jeweiligen Gammawert kontrollieren. Die einzelne Funktion hat jeweils einen großen oder geringen lokalen Einfluss auf die Gesamtfunktion. Man kontrolliert somit die Granularität der Approximation.

Genau so kann man auch die Granularität des SVM-Klassifikators kontrollieren. Im obigen Beispiel wurde ein Gammawert von 1 benutzt. Die Bedeutung der Granularität im Fall von Klassifikatoren können wir illustrieren, indem wir Gamma auf 100 erhöhen. Wir sehen, dass der Classifier überfittet, weil er jedem einzelnen Trainingsbeispiel zu viel Wert einräumt, das Modell ist zu komplex (siehe Abbildung 4-21).

Verringern wir hingegen den Gammawert auf 0,001, sehen wir Underfitting. Die Granulation ist zu gering, um die Struktur abzubilden, das Model ist zu einfach (siehe auch Abbildung 4-22):


model5 = SVC(kernel='rbf', C=1E6, gamma=1.)

model5.fit(X, y)

print(model5.score(X,y))

> 1.0
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Abbildung 4-21: SVM-Overfitting
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Abbildung 4-22: SVM-Underfitting

Wenden wir die SVM mit linearem Kernel auf den Irisdatensatz an, erhalten wir schon bessere Ergebnisse als mit linearer logistischer Regression:


iris = load_iris()

X = iris.data

y = iris.target

model6 = SVC(kernel='linear', C=1, gamma=1)

model6.fit(X, y)

print(model6.score(X,y))

> 0.98



Mit nicht-linearem RBF-Kernel und etwas Tunen erreichen wir sogar 100 %. Wie oben bereits gezeigt, ist hier ein Overfitting wahrscheinlich. Dieses Thema werden wir für diesen Fall in Kapitel 6, Modellvalidierung, aber noch näher betrachten.


model7 = SVC(kernel='rbf', C=1, gamma=1)

model7.fit(X, y)

print(model7.score(X,y))

> 0.98

model8 = SVC(kernel='rbf', C=1000, gamma=1)

model8.fit(X, y)

print(model8.score(X,y))

> 1.0



Die nicht-linearen dreidimensionalen Hyperflächen, die von der SVM ermittelt werden, lassen sich sehr schwer im vierdimensionalen Feature-Raum darstellen. Deshalb verzichten wir hier wieder darauf. Einen gewissen – aber dennoch eingeschränkten – Eindruck erhältst du, wenn wir wieder paarweise die zweidimensionalen Entscheidungsflächen darstellen (siehe Abbildung 4-23).
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Abbildung 4-23: Paarweise RBF-SVM-Klassifikation der Irisdaten

Decision-Tree-Klassifikator

Decision Trees haben einige Vorteile gegenüber den beiden schon beschriebenen Klassifikationsmethoden. Man benötigt in der Regel keine so aufwendige Vorverarbeitung (Preprocessing), weil kategorische Input-Variablen nicht als Zahlen codiert werden müssen. Du kannst sogar numerische und kategorische Features simultan benutzen. Zudem kann eine Rangfolge der relevantesten Features nach der Trainingsphase relativ leicht extrahiert werden. Dies ist vor allem wichtig, wenn du die Entscheidungskriterien des Modells nachvollziehen möchtest. Decision Trees tendieren aber auch zu Overfitting. Es gibt einige Techniken zur Regularisierung, aber diese sind in der Praxis oft recht aufwendig. Häufig sind Ergebnisse nicht reproduzierbar, weil kleine Änderungen in den Daten manchmal schon zu gänzlich unterschiedlichen Baumstrukturen führen können.

Als einfaches Beispiel erzeugen und betrachten wir wieder zwei verschiedene Klassen (rot und blau dargestellt in Abbildung 4-24) mit den Features x und y.
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Abbildung 4-24: Decision Tree mit zwei Klassen

Wenn wir den DecisionTreeClassifier von Sklearn auf dieses Problem anwenden, können wir die Entscheidung des Klassifikators wieder mithilfe farbiger Entscheidungsflächen visualisieren (siehe Abbildung 4-25):


from sklearn.tree import DecisionTreeClassifier

tree = DecisionTreeClassifier()

tree.fit(X, y)

print(tree.score(X,y))

> 1.0
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Abbildung 4-25: Entscheidung eines Decision-Tree-Klassifikators

Eine schematische Darstellung des Entscheidungsbaums könnte in etwa aussehen wie in Abbildung 4-26 (in der Abbildung wurden aus Platzgründen die Verzweigungswerte auf ganze Zahlen gerundet).

Auf der ersten Ebene teilt der Algorithmus alle Trainingsbeispiele in zwei Zweige: in die Beispiele mit dem x-Wert kleiner als 1,75 (erster Zweig) bzw. größer als 1,75 (zweiter Zweig, siehe Abbildung 4-27). Selbst mit dieser sehr groben Einteilung kommen wir bereits auf einen erstaunlich guten Score. Wir setzen dazu max_depth auf 1, um nur die erste Ebene zu nutzen:


tree1 = DecisionTreeClassifier(max_depth=1)

tree1.fit(X, y)

print(tree1.score(X,y))

> 0.91
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Abbildung 4-26: Schematischer Entscheidungsbaum
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Abbildung 4-27: Level 1 Decision Tree

Auf der zweiten Ebene werden die jeweiligen Zweige wiederum in je zwei weitere Zweige geteilt. Der erste Zweig (x <= 1,75) wird geteilt in die Beispiele mit y < –8,4 und y > –8,4, während der zweite Zweig (x > 1,75) bei etwa y = 0 geteilt wird (siehe Abbildung 4-28):


tree2 = DecisionTreeClassifier(max_depth=2)

tree2.fit(X, y)

print(tree2.score(X,y))

> 0.97
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Abbildung 4-28: Level 2 Decision Tree

Auf die gleiche Weise geht es weiter auf der dritten und vierten Ebene etc. (siehe Abbildungen 4-29 bis 4-31), und zwar so lange, bis nur noch Beispiele von lediglich einer Klasse in einem Zweig (Branch) übrig sind. Die Klassifikation für den Zweig ist dann abgeschlossen, und der Zweig wird als Blatt (Leaf) bezeichnet:


tree3 = DecisionTreeClassifier(max_depth=3)

tree3.fit(X, y)

print(tree3.score(X,y))

> 0.975

tree4 = DecisionTreeClassifier(max_depth=4)

tree4.fit(X, y)

print(tree4.score(X,y))

> 0.985

tree5 = DecisionTreeClassifier(max_depth=5)

tree5.fit(X, y)

print(tree5.score(X,y))

> 0.99



Auf der vierten und fünften Ebene (siehe Abbildungen 4-29 und 4-30) kannst du aber ein Problem erkennen: Overfitting. Der Algorithmus konzentriert sich zu sehr auf Einzelbeispiele und verliert dadurch an Generalisierungsfähigkeiten. Wir erkennen das intuitiv daran, dass kleine Entscheidungsinseln oder -raster entstehen, die nur durch einzelne wenige Trainingsbeispiele verursacht werden.
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Abbildung 4-29: Level 3 Decision Tree
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Abbildung 4-30: Level 4 Decision Tree

[image: image]

Abbildung 4-31: Level 5 Decision Tree

Wir können Overfitting unterdrücken, wenn wir einige der Voreinstellungen ändern. Eine Möglichkeit ist, die maximale Anzahl der Ebenen anzugeben. Wenn wir in unserem Beispiel diese maximale Anzahl auf 5 festlegen, sehen die Entscheidungsflächen folgendermaßen aus (siehe Abbildung 4-32):


tree = DecisionTreeClassifier(max_depth=5)

tree.fit(X, y)

print(tree.score(X,y))

> 0.97
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Abbildung 4-32: Regularisierung: maximale Anzahl an Levels

Eine weitere Möglichkeit besteht darin, die Mindestanzahl von 10 Beispielen pro Verzweigung anzugeben (siehe Abbildung 4-33):


tree = DecisionTreeClassifier(max_depth=5,

min_samples_split=10)

tree.fit(X, y)

print(tree.score(X,y))

> 0.98
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Abbildung 4-33: Regularisierung: Mindestanzahl von Beispielen pro Branch-Splitting

Die Festlegung der maximalen Anzahl von Blättern auf 8 führt zu folgendem Ergebnis (siehe Abbildung 4-34):


tree = DecisionTreeClassifier(max_depth=5,

min_samples_leaf=1,

max_leaf_nodes=8)

tree.fit(X, y)

print(tree.score(X,y))

> 0.98



Zusammenfassend können wir nun den Decision-Tree-Algorithmus mit allen besprochenen Regularisierungen auf den Irisdatensatz anwenden und erhalten folgende Ergebnisse:


X = iris.data

y = iris.target

from sklearn.tree import DecisionTreeClassifier

tree = DecisionTreeClassifier(max_depth=5,

min_samples_leaf=1,

min_samples_split=2,

max_leaf_nodes=8)

tree.fit(X, y)

print(tree.score(X,y))

> 0.99333333333
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Abbildung 4-34: Regularisierung: maximale Anzahl von Leaf-Knoten

Das Resultat ist eine dreidimensionale Hyperebene im vierdimensionalen Feature-Raum. Diese können wir natürlich wieder nicht darstellen, deshalb zeigen wir dir die paarweisen zweidimensionalen Entscheidungsflächen in Abbildung 4-35. In diesem Fall gibt es sechs solcher Flächen. Sie stellen die Projektionen der dreidimensionalen Hyperfläche auf die jeweilige zweidimensionale Ebene dar. So bekommst du zumindest einen gewissen Eindruck der resultierenden Hyperebene.

Wie schon in der Einleitung angedeutet, können Decision Trees sehr effektiv sein, aber sie tendieren leicht zu Overfitting. Eine Regularisierung mithilfe der vielen Parameter ist möglich, in der Praxis aber oft zu aufwendig. Weiter unten werden wir dir im Rahmen der Ensemble-Methoden auch die Random-Forest-Methode vorstellen, die einige dieser Probleme löst.
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Abbildung 4-35: Paarweise Entscheidungsflächen des Decision-Tree-Klassifikators für die Irisdaten

Split-Kriterium: Gini Impurity vs. Entropy

Vorher aber sehen wir uns für ein besseres Verständnis in einem kleinen Exkurs an, wie auf jeder Ebene die Entscheidung getroffen wird, auf welche Weise die Zweige aufgespaltet werden. Als Voreinstellung wird das Gini-Kriterium angewendet. Dieses Kriterium ist ein Maß für die Klasseninhomogenität (engl. Impurity) der Beispiele, die in einen Zweig fallen:
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Dabei bezeichnen i die Klasse und p die Wahrscheinlichkeit einer Klasse (approximiert durch den relativen Anteil der Beispiele in Klasse i). Je kleiner der Gini-Wert, desto größer ist die Klassenhomogenität des Splits. Teilt der Split die Beispiele für einen Zweig nur in eine Klasse i auf, wird die Wahrscheinlichkeit für Klasse i 1 und 0 für alle anderen. Die Gini Impurity ist dann null. Sind aber gleich viele Beispiele für alle Klassen i in dem Zweig, werden alle Wahrscheinlichkeiten klein und die Gini Impurity maximal.

Alternativ kannst du Entropy als Kriterium anwenden. Die Entropy ist definiert als
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Sie ist ebenfalls ein Maß für die Homogenität der Klassen. Sie hat ähnliche Eigenschaften wie die Gini Impurity, und man erhält in der Praxis sehr ähnliche Ergebnisse mit beiden. Das Gini-Kriterium ist bei der Berechnung etwas schneller, da kein Logarithmus angewendet wird, und wird deshalb etwas häufiger benutzt. Details dazu findest du wieder im Notebook zu diesem Kapitel.

Random-Forest-Klassifikator

Ein großer Nachteil von Decision-Tree-Klassifikatoren ist das Over-fitting. Wie wir im vorigen Abschnitt gesehen haben, kann man Overfitting unterdrücken, indem man verschiedene Regularisierungsparameter manuell einstellt. Die optimalen Parameter hängen aber nicht nur von den Features ab, sondern auch von der Anzahl der Trainingsbeispiele. Die Suche nach den optimalen Parametern oder eine Automatisierung ist in der Praxis häufig sehr umständlich und aufwendig.

Die Bagging-Methode des Random Forest Classifier ist ein Beispiel für eine Ensemble-Methode, die Overfitting reduzieren kann. Beim Random-Forest-Klassifikator wird der Datensatz zunächst in kleinere zufällige Subsamples aufgeteilt (wobei Duplikate ausdrücklich erlaubt sind). Für jedes dieser Subsamples wird wiederum ein Decision Tree Classifier mit einem zufälligen Subsample der Features generiert. Die jeweiligen Ergebnisse werden am Ende mit gleicher Gewichtung zusammengefasst. Es wird bei Regression also der Durchschnitt aller Einzelentscheidungen für die Gesamtentscheidung genommen bzw. bei der Klassifikation die Mehrheit. Diese Methode reduziert in der Regel die Varianz des Modells zu dem Preis einer geringen Erhöhung des Bias.

In der Voreinstellung in Sklearn werden zehn zufällige Klassifikatoren (n_estimators) generiert. Zusätzlich kann man auch noch die Parameter der einzelnen Decision Trees einstellen (max_depth etc.).


from sklearn.ensemble import RandomForestClassifier

rf = RandomForestClassifier()

> RandomForestClassifier(bootstrap=True,

class_weight=None, criterion='gini',

max_depth=None, max_features='auto',

max_leaf_nodes=None,

min_samples_leaf=1, min_samples_split=2, min_weight_fraction_leaf=0.0, n_estimators=10,

n_jobs=1,

oob_score=False, random_state=None, verbose=0,

warm_start=False)



Wenden wir den so initiierten Random Forest Classifier auf unsere Irisdaten an, erhalten wir folgendes Ergebnis:


rf.fit(X, y)

print(rf.score(X, y))

> 0.995



In Abbildung 4-36 wird der Klassifikator wieder als paarweise Entscheidungsflächen visualisiert.
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Abbildung 4-36: Paarweise Entscheidungsflächen des Random-Forest-Klassifikators für die Irisdaten

Random Forests haben in der Regel eine bessere Performance als einzelne Decision Trees. Sie neigen auch weniger zu Overfitting. Ansonsten besitzen sie weiterhin alle Vorteile von Decision Trees, z. B. die Information über die Relevanz der einzelnen Features während des Trainings, und aufwendiges Preprocessing ist ebenfalls nicht notwendig.

Boosted Decision Trees

Bei der Bagging-Methode oben werden die Ergebnisse von möglichst guten Einzelklassifikatoren zusammengefasst, um eine bessere Generalisierung zu erreichen. Im Gegensatz dazu versucht man mit der Boosting-Methode, viele verschiedene schwache Einzelklassifikatoren zu trainieren. Dabei geht man in der Regel iterativ vor. In jedem Iterationsschritt wird ein zufälliger schwacher Klassifikator hinzugenommen, und zusätzlich bekommen die missklassifizierten Trainingsbeispiele höhere Gewichte und die korrekt klassifizierten geringere. Sukzessive werden dadurch viele spezialisierte Klassifikatoren generiert, die kombiniert werden zu einem Gesamtklassifikator. Diese Methode reduziert in der Regel den Bias des Modells zu dem Preis einer geringen Erhöhung der Varianz. Die Idee von Boosting ist es, den Bias zu reduzieren, indem man viele schwache (nicht komplexe) Klassifikatoren mit geringer Varianz, aber hohem Bias kombiniert.

Es gibt verschiedene Boosting-Algorithmen. Einer der bekanntesten ist der AdaBoost-Algorithmus, der auch in Sklearn benutzt werden kann:


from sklearn.ensemble import AdaBoostClassifier

bdt = AdaBoostClassifier()

bdt.fit(X,y)

print(bdt.score(X,y))

> 0.96



Die Ergebnisse des Boosted Decision Tree, angewendet auf den Irisdatensatz, sind in Abbildung 4-37 visualisiert.
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Abbildung 4-37: Paarweise Boosted-Decision-Tree-Klassifikation der Irisdaten

Boosted Decision Trees können bessere Ergebnisse liefern als Random Forests, wenn man die Parameter richtig anpasst. Das Tunen der vielen Parameter ist wesentlich aufwendiger als bei Random Forests, und bessere Ergebnisse sind nicht garantiert. Ein Overtunen von Boosted Decision Trees führt leichter zu Overfitting.


KAPITEL 5

Feature-Auswahl

Im letzten Kapitel hast du bereits Einsichten in Lernstrategien bekommen und mehrere unserer Beispiele nachvollzogen. Jetzt wollen wir uns zusammen weitere Details ansehen und dein Verständnis vertiefen. Was sind die wichtigen Eigenschaften der Daten? Was hängt womit zusammen? Auch etwas statistisches Wissen kommt hier hinzu.

Der ausführbare Code für dieses Kapitel inklusive der erzeugten Grafiken ist unter der URL http://rebrand.ly/ml als Notebook kap5.ipynb erreichbar.

Reduzierung der Features

Am Anfang eines Projekts stehst du manchmal vor einem Haufen Daten mit sehr vielen Attributen pro Datensatz. Alle diese Attribute sind potenzielle Features, allerdings weißt du noch nicht, ob alle wirklich nützlich sind. Da man mit Sklearn relativ einfach mit multidimensionalen Daten arbeiten kann, könnte man beschließen, einfach alle Attribute als Feature-Input für einen Machine-Learning-Algorithmus zu benutzen.

Es gibt allerdings drei gute Gründe, warum eine Auswahl bzw. Reduzierung der Features häufig sinnvoll ist:


	Vermeidung von Overfitting bei komplexen Modellen: Die Anwendung vieler Features bedeutet eine Optimierung in einem Feature-Raum mit sehr hoher Dimension. Je größer die Dimensionalität, desto mehr Daten braucht man, um statistisch signifikante Aussagen machen zu können. Overfitting entsteht häufig, wenn du zu wenige Daten hast oder die Dimension deines Feature-Raums zu hoch gewählt hast.

	Reduzierung der Trainingszeit: Neben der Größe des Datensatzes, dem verwendeten Algorithmus und den verfügbaren Rechenressourcen hängen die Trainingszeiten auch von der Anzahl der Features ab.

	Bessere Interpretierbarkeit der Daten: Je mehr Features du benutzt, desto schwieriger wird es, mögliche Kausalitäten abzuleiten. Diese könnten dir bei manchen Problemen helfen, die richtigen Maßnahmen zu empfehlen – etwa wenn du mögliche Faktoren für eine bestimmte Krebserkrankung identifizieren möchtest.



Fluch der hohen Dimensionen

Punkt 1 wird oft auch als Fluch der hohen Dimensionen bezeichnet. Zur Illustration generieren wir mithilfe des Zufallsgenerators von NumPy drei Features: x1, x2 und x3. Sie werden dabei unabhängig voneinander so generiert, dass sie gleichförmig im Bereich zwischen 0 und 10 liegen:


import numpy as np

n = 100; vmin = 0; vmax = 10

x1 =  np.random.uniform(vmin, vmax, n)

x2 =  np.random.uniform(vmin, vmax, n)

x3 =  np.random.uniform(vmin, vmax, n)



In Abbildung 5-1 ist die eindimensionale Verteilung von x1 als Histogramm dargestellt. Wir haben nun Bins, die jeweils einen Wertebereich zusammenfassen. Du kannst erkennen, dass ein Bin der Länge 1 im Durchschnitt etwa 10 Beispiele enthält, wenn wir 100 Beispiele generieren.
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Abbildung 5-1: Verteilung eines Features x1

Nun erhöhen wir schrittweise die Dimension und sehen, wie sich das auf die Verteilung auswirkt. Die zweidimensionale Verteilung von x1 und x2 in Abbildung 5-2 zeigt schon eine deutliche »Verdünnung« der Beispiele pro Quadrat mit der Kantenlänge 1. Statistisch erwarten wir im Durchschnitt ein Beispiel pro Box.

Bei der dreidimensionalen Verteilung von x1, x2, x3 in Abbildung 5-3 erwarten wir nur noch 0,1 Beispiele pro Kubus mit der Kantenlänge 1. Das heißt, je mehr Features du benutzt, desto weniger Daten pro Einheitsbox im Feature-Raum hast du im Durchschnitt zur Verfügung.
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Abbildung 5-2: Zweidimensionale Verteilung der Features x1 und x2
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Abbildung 5-3: Dreidimensionale Verteilung der Features x1, x2, x3

Die statistische Signifikanz der Ergebnisse aller Machine-Learning-Algorithmen hängt sowohl von der Anzahl der Daten, die du analysierst, als auch von der Anzahl der Features ab, die du wählst. Eine unzureichende Anzahl von Daten führt häufig zu Overfitting. Benutzt du zu viele Features, steht durchschnittlich pro Raumeinheit eine zu kleine Anzahl an Stichproben zur Verfügung, sodass signifikante Aussagen nicht mehr möglich sind.

Overfitting und Underfitting

Den Zusammenhang zwischen der Anzahl der Trainingsbeispiele, der Komplexität eines Modells und Overfitting kann man am besten am Beispiel von nicht-linearer Regression zeigen. Dazu generieren wir eine kubische Verteilung (Polynom 3. Grades) mit 20 Datenpunkten (siehe Abbildung 5-4).
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Abbildung 5-4: 20 Datenpunkte aus einer kubischen Funktion

Wenn du den Grad des Polynoms bereits vorher weißt, kannst du oft schon mit 20 Datenpunkten ein gutes Modell ohne Overfitting erhalten, wie du in Abbildung 5-5 sehen kannst.
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Abbildung 5-5: Regression mit einem Polynom 3. Grades

In der Regel kennen wir die Komplexität unseres Problems aber nicht. Um Underfitting zu vermeiden, wird daher häufig eher ein zu komplexes Modell gewählt. In unserem Beispiel wäre eine lineare Regression (eine Gerade ist ein Polynom 1. Grades) ein zu simples Modell. Das erkennst du auch am Ergebnis der linearen Regression in Abbildung 5-6.
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Abbildung 5-6: Underfitting mit linearer Regression

Ein zu komplexes Modell führt hingegen zu Overfitting. Im Extremfall wird sogar jeder Datenpunkt perfekt vorhergesagt, wenn wir z. B. ein Polynom 20. Grades zur Regression benutzen, wie in Abbildung 5-7 dargestellt.
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Abbildung 5-7: Overfitting bei einer Regression mit einem Polynom 20. Grades
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Abbildung 5-8: Regression mit einem Polynom 3. Grades mit vielen Daten

Wenn wir nun statt 20 200 Datenpunkte generieren, erhalten wir bei Regression mit einem Polynom 3. Grades wiederum eine gutes Modell, wie man in Abbildung 5-8 sehen kann.

Bei der Regression mit einem Polynom 20. Grades mit wesentlich mehr Daten als vorher sehen wir in Abbildung 5-9, dass das Overfitting nicht mehr ganz so schlimm ist wie vorher. Das Ergebnis des Modells ist sogar ganz passabel.
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Abbildung 5-9: Regression mit einem Polynom 20. Grades mit vielen Daten

Für viele Probleme gilt in der Regel, dass man mit mehr Daten, weniger Features und geringerer Komplexität des Modells die Wahrscheinlichkeit des Overfittings reduziert.

Im vorigen Kapitel haben wir dir Regularisierungsmethoden für verschiedene Algorithmen gezeigt, mit denen man die Komplexität der Modelle kontrollieren kann. Die Anzahl der Daten ist oft begrenzt. Die Reduzierung der Features ist daher häufig eine gute Option zur Optimierung deiner Ergebnisse.

In diesem Kapitel werden wir dir einige Techniken zeigen, mit denen man die Anzahl der Features reduzieren kann, ohne dabei wichtige Informationen zu verlieren, bzw. mit denen wir den Informationsverlust minimieren können.

Auswahl der Features

Im letzten Abschnitt haben wir darüber diskutiert, warum es wichtig ist, nur eine begrenzte Anzahl von Features zu benutzen. In den Fällen, bei denen es sinnvoll ist, die Anzahl der Features zu reduzieren, stellen sich also diese Fragen:

Was ist ein gutes Feature?

Wie viele Features brauchen wir?

Gibt es eine optimale Kombination an Features?

Die perfekte Feature-Kombination wird man bei vielen komplexeren Problemen nur schwer finden können, aber wir versuchen, dieser so nahe wie möglich zu kommen. Im Folgenden möchten wir dir anhand des Irisbeispiels zeigen, wie man systematisch an diese Fragen herangeht. Wir werden dir einige Methoden zeigen, mit deren Hilfe du abschätzen kannst, welche Features du benutzen und welche du weglassen kannst oder solltest.

Oft ergibt es Sinn, Features erst dann zu reduzieren, wenn sehr viele zur Auswahl stehen. Die obere Grenze hängt meist ab von deinem speziellen Problem, dem verwendeten Algorithmus, den vorhandenen Ressourcen etc. Es kann also schon bei zehn Features beginnen oder erst bei mehreren Hundert.

Der besseren Anschaulichkeit wegen werden wir keinen Datensatz mit vielen Features als Beispiel nehmen, sondern unseren Irisdatensatz mit vier Features. Wir wissen schon, dass alle vier Features informativ sind, d. h., jedes trägt dazu bei, eine bessere Klassifizierung zu erhalten. Zu Demonstrationszwecken werden wir für die Beispiele zusätzliche Features generieren, die entweder nicht informativ oder aus einem der anderen Features abgeleitet (also redundant) sind.

Feature Exploration

Am Anfang eines Projekts mit neuen Daten hilft es oft, verschiedene Diagramme zu erstellen. Dadurch erhältst du ein besseres Verständnis von den Daten, d. h. ein besseres Bild über die Zusammenhänge zwischen den verschiedenen potenziellen Features und dem Target. Bei den sogenannten univariaten Diagrammen werden Histogramme der einzelnen Features erstellt.

In unserem Irisdatensatz sind die Längen und Breiten der beiden Blütenblätterarten (setosa, versicolor, virginica) von 150 Irispflanzen aufgelistet: sepal length, sepal width, petal length, petal width. Die entsprechenden vier Histogramme sind in Abbildung 5-10 dargestellt.
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Abbildung 5-10: Univariate Verteilungen des Irisdatensatzes

Wie du siehst, kann man die Art Iris setosa von den anderen beiden Irisarten sehr leicht mithilfe nur eines Features unterscheiden: entweder über die Petal-Länge oder Petal-Breite. Im folgenden Code wenden wir den linearen SVC für jeweils ein Feature an:


from sklearn.datasets import load_iris

import numpy as np

from sklearn.svm import SVC

svc = SVC(kernel='linear')

iris = load_iris()

for fid in range(len(iris.feature_names)):

X = iris.data[:, fid, np.newaxis]

y = iris.target

y[y==2] = 1 # map 2 → 1

clf = svc.fit(X, y)

print(iris.feature_names[fid], "(univariate score):",

clf.score(X, y))



Dabei iterieren wir über die vier Feature-IDs und selektieren mit


X = iris.data[:, fid, np.newaxis]



jeweils nur ein Feature. Mit


y[y==2] = 1



fassen wir die Arten versicolor und virginica in einer Klasse zusammen und können damit über


clf = svc.fit(X, y)



die Art setosa von den Arten versicolor und virginica unterscheiden. Die Ergebnisse sehen so aus, wie wir es erwartet haben:


sepal length (cm) (univariate score): 0.893333333333

sepal width (cm) (univariate score): 0.826666666667

petal length (cm) (univariate score): 1.0

petal width (cm) (univariate score): 1.0



Mit petal length oder petal width können wir setosa von den beiden anderen Arten perfekt trennen, aber nicht mit sepal length oder sepal width.

Die Arten versicolor und virginica können hingegen sogar mit allen vier Features nicht gut getrennt werden. Das siehst du mithilfe dieses Codes, in dem wir die Arten versicolor und virginica explizit vorher herausfiltern:


iris = load_iris() # reload data

X = iris.data

y = iris.target

ids = y >= 1 # select only versicolor and virginica

clf = svc.fit(X[ids], y[ids])

print(clf.score(X, y))



Der Score ist nur 0,66.

Varianz und Korrelation

Eine einfache Methode, um die Beziehung zwischen zwei Features oder einem Feature und dem Target zu verstehen, ist die Berechnung des Pearson-Korrelationskoeffizienten r, den wir schon kurz bei der Bestimmung von Ausreißern in Kapitel 3, Datenimport und -vorbereitung, gesehen haben. Er ist folgendermaßen definiert:
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… wobei cov(X,Y) für die Kovarianz zwischen den Features X und Y steht und std(X) für die Standardabweichung von X (die genaue Definition kannst du auch hier nachschlagen: https://de.wikipedia.org/wiki/Korrelationskoeffizient).

Ein r-Wert von 1 bedeutet, dass die beiden Variablen linear 100 % korreliert sind, ein Wert von –1, dass sie 100 % linear antikorreliert sind, und ein Wert von 0, dass keine lineare Korrelation besteht.

Beispiele für einige Verteilungen mit den zugehörigen Korrelationskoeffizienten sind in Abbildung 5-11 dargestellt.

[image: image]

Abbildung 5-11: Pearson-Korrelationskoeffizient für verschiedene Verteilungen in der x-y-Ebene (Abbildung aus https://en.wikipedia.org/wiki/Pearson_correlation_coefficient)

Starke Korrelation (oder niedrige Kovarianz) zwischen zwei Features ist ein Indikator dafür, dass die beiden Features möglicherweise ähnliche Informationen tragen.

In Abbildung 5-12 sind die sechs bivariaten Diagramme des Irisdatensatzes zusammen mit den jeweiligen Korrelationskoeffizienten dargestellt.
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Abbildung 5-12: Bivariate Verteilungen mit Pearson-r des Irisdatensatzes

Starke Korrelation (oder niedrige Kovarianz) zwischen einem Feature und dem Target ist ein Indikator dafür, dass das Feature informativ oder relevant ist. Das bedeutet, dass es wertvolle Informationen besitzt, die ein Algorithmus zur Klassifizierung oder Regression verwenden kann.

Besteht eine starke lineare Korrelation oder Antikorrelation zwischen Feature und Target-Wert, besitzt das Feature eine hohe Klassifizierungsfähigkeit. In Abbildung 5-10 haben wir bereits gesehen, dass die Irisarten setosa und versicolor perfekt zu trennen sind. Dementsprechend erwarten wir auch einen hohen Korrelationswert zwischen dem Feature petal length und Target sowie petal width und Target, was wir mit folgendem Code überprüfen:


from sklearn.datasets import load_iris

import numpy as np

from scipy.stats import pearsonr # pearson package from scipy

iris = load_iris() # reload data

X = iris.data

y = iris.target

for fid in (0, 1, 2, 3): # loop over all features

idx = np.where( (y == 0) | (y == 1) )

x = X[idx]

x = x[:, fid]

print(iris.feature_names[fid], pearsonr(x, y[idx])[0])



Der Output sieht dann so aus:


sepal length (cm) 0.728290148746

sepal width (cm) -0.684019406159

petal length (cm) 0.969955270125

petal width (cm) 0.960157545411



Ein Pearson-Korrelationskoeffizient nahe null heißt nicht zwangsläufig, dass gar keine Beziehung zwischen den beiden Variablen besteht, sondern nur keine lineare, etwa bei einer quadratischen Beziehung:


x = np.random.uniform(-1, 1, 1000)

print(pearsonr(x, x**2)[0])

> 0.0187853623787



Dies ist auch einer der größten Nachteile des Pearson-Korrelationskoeffizienten. In Abbildung 5-11 oben siehst du ein paar Beispiele für verschiedene bivariate Verteilungen und die entsprechenden Pearson-r-Werte. In der untersten Reihe sind einige typische Verteilungen aufgeführt, die einen r-Wert von null besitzen, obwohl eine deutliche Beziehung zwischen x- und z-Wert besteht.

In dieser Beziehung etwas robuster ist die sogenannte Distance Correlation, die du hier nachschlagen kannst: https://en.wikipedia.org/wiki/Distance_correlation.

Abbildung 5-13 zeigt, dass der Distance-Korrelationskoeffizient bei den meisten Problemfällen einen von null verschiedenen Wert besitzt.
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Abbildung 5-13: Beispiele für Distance-Korrelationskoeffizienten (Abbildung aus https://en.wikipedia.org/wiki/Distance_correlation)

Principal-Component-Analyse

Bei der Principal-Component-Analyse (PCA) benutzt man die Varianz der Daten als Kriterium zur Sortierung der Features. Die Idee dabei ist, die Koordinatenachse im Feature-Raum mit der größten Varianz zu finden. Die weiteren Achsen werden nach abnehmender Varianz sortiert mit der Einschränkung, dass alle Achsen orthogonal zueinander sein müssen. Auf diese Weise erhält man ein ganz neues Koordinatensystem und damit einen ganz neuen Feature-Raum.

Abbildung 5-14 zeigt eine zweidimensionale Verteilung zweier zufälliger Features x1 und x2. Eingezeichnet sind auch die berechneten PCA-Komponenten, skaliert mit der jeweiligen Varianz.

Transformiert man die Daten in den neuen Raum, der von den beiden PCA-Komponenten aufgespannt wird, erhält man das in Abbildung 5-15 Dargestellte.
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Abbildung 5-14: PCA-Komponenten von zwei Features
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Abbildung 5-15: Mit PCA transformierte Daten

PCA wird häufig bei der Datenexploration und -visualisierung benutzt, weil man hochdimensionale Daten in zwei- oder dreidimensionale Daten mit möglichst geringem Informationsverlust transformieren kann. Dadurch kann man z.B. visuell untersuchen, ob sich die Daten in bestimmten Bereichen clustern.

Beispielsweise können wir die vier Feature-Dimensionen des Irisdatensatzes mithilfe von PCA auf zwei Dimensionen reduzieren, visualisiert in Abbildung 5-16.
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Abbildung 5-16: Die ersten beiden PCA-Komponenten der Irisdaten

Feature-Selektion

Es gibt verschiedene Strategien zur Reduzierung der Input-Features. Bei den meisten Methoden wird jeweils eine Rangliste der Features aufgestellt, die für das gegebene Problem den vermeintlich höchsten Informationsgehalt besitzen. Drei der gängigsten Techniken stellen wir dir in diesem Abschnitt vor.

Selektion nach Varianz

Im vorigen Abschnitt haben wir gesehen, dass die Korrelation bzw. die Varianz zwischen einem Feature und dem Target als Kriterium benutzt wird, um ein informatives Feature von einem weniger informativen Feature zu unterscheiden.

Die Varianz zwischen Features und Target können wir ausnutzen, um Features zu selektieren. Beim sogenannten F-Test wird die Varianz eines Features innerhalb der Klassen und zwischen allen Klassen berechnet, und der sich daraus ergebende Wert nennt sich F-Score:
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Ein hoher F-Score ist ein Indikator für eine hohe Klassifizierungskraft eines Features.

Als Referenz berechnen wir zunächst den Score des linearen SVM-Klassifizierers für die vier ursprünglichen Features:


from sklearn.datasets import load_iris

from sklearn.svm import SVC

import numpy as np

iris = load_iris()

X = iris.data

y = iris.target

# reference score

svc = SVC(kernel='linear', C=1)

clf = svc.fit(X, y)

print(clf.score(X, y))

> 0.993333333333



Der erhaltene Referenz-Score ist 0.99333. Danach generieren wir ein neues nicht-informatives Feature mithilfe des Zufallsgenerators in NumPy:


# Add random noise as non informative data

rns = np.random.RandomState(12)

noise = rns.uniform(0, 6, size=(len(X), 1))

X = np.hstack([X, noise])

# Score with all noise

clf = svc.fit(X, y)

print(clf.score(X, y))

> 0.993333333333



Wie wir sehen, hat sich der Score mit dem zusätzlichen Feature nicht geändert. Das neue Feature enthält eben keine relevante Information, es ist deshalb überflüssig.

Wie können wir nun generell solche Feature-Kandidaten detektieren und aus unserer Feature-Liste ausschließen? Die Sklearn-Bibliothek f_classif besitzt die Funktion, eine Rangliste der Features nach dem F-Score zu berechnen. Mit SelectKBest können dann die vier besten Features mit der Option k=4 ausgefiltert werden:


from sklearn.feature_selection import SelectKBest

from sklearn.feature_selection import f_classif

selector = SelectKBest(f_classif, k=4)

X_sel = selector.fit_transform(X, y)



Die F-Scores aller fünf Features kannst du mit print(selector.scores_) ausdrucken:


print(selector.scores_)

>

[   1.19264502e+02   4.73644614e+01   1.17903433e+03   9.593244

06e+02  9.48960689e-01]



Wie erwartet, hat das fünfte Feature den geringsten Score. Wir überprüfen das Ergebnis, indem wir den linearen SVM-Klassifizierer wieder auf die selektierten Features anwenden (X_sel):


svc = SVC(kernel='linear', C=1)

clf = svc.fit(X_sel, y)

print(clf.score(X_sel, y))



Der Klassifizierungs-Score ist wiederum 0.99333. Das ergibt Sinn, da wir ja nun wieder bei dem ursprünglichen Feature-Satz sind.

Selektion nach Tree-Modellen

Eine Auswahl der Features auf Basis der Varianz ist häufig nicht optimal, da nicht-lineare Beziehungen zwischen den Features und dem Target nicht berücksichtigt werden.

Die Anwendung von ML-Modellen zum Sortieren der Features hat diese Einschränkung nicht. Man kann z.B. ein Feature-Ranking mit einem RandomForest-Klassifikator aufstellen, den wir schon im vorherigen Kapitel kennengelernt haben. Bei DecisionTree-basierten Modellen wird bei jedem Branch-Split berechnet, wie viel ein Feature zur Minimierung der Impurity eines Zweigs beiträgt. Im Fall eines RandomForest-Klassifikator werden die Beiträge der verschiedenen Features gemittelt und im Attribut feature_importance gespeichert:


from sklearn.feature_selection import SelectFromModel

from sklearn.ensemble import RandomForestClassifier

clf = RandomForestClassifier()

clf.fit(X, y)

print(clf.feature_importances_)



Die Importances der fünf Features sind bei unserem Durchlauf folgende:


[ 0.1632587  0.02530171  0.26785365  0.52779362  0.01579231]



Je höher der Wert, desto größer ist die Wichtigkeit des Features. Diese Ergebnisse sind nicht deterministisch, wenn du das Beispiel ausprobierst, kannst du durchaus andere, aber ähnliche Ergebnisse bekommen.

Mit SelectFromModel können dann mithilfe der Option threshold (Schwellenwert) die Features nach feature_importance gefiltert werden:


selector = SelectFromModel(clf, threshold=0.02)

X_sel = selector.fit_transform(X, y)

print(selector.get_support())



Der Filter-Output ist ein boolesches Array, bei dem jeder Wert angibt, ob sich das Feature oberhalb (True) oder unterhalb (False) der threshold-Option befindet:


[ True  True  True  True False]



Bei uns ist nur das letzte, künstlich hinzugefügte Feature unterhalb des Schwellenwerts.

Wir überprüfen das Ergebnis wieder, indem wir den linearen SVM-Klassifizierer auf die selektierten Features anwenden (X_sel):


svc = SVC(kernel='linear')

clf = svc.fit(X_sel, y)

print(clf.score(X_sel, y))



Der Score lautet wie erwartet:


0.993333333333



Rekursive Eliminierung nach Modellen

Ein Beispiel für einen generelleren Einsatz von ML-Modellen ist die iterative Eliminierung von Features. Dabei wird nach jeder Iteration dasjenige Feature eliminiert, das am wenigsten zur Klassifizierung oder Regression beiträgt. Wir sehen uns hier als Beispiel einen RandomForest-Klassifikator an, bei dem die besten vier Features selektiert werden.

Zunächst trainieren wir RandomForestClassifier mit den Daten:


from sklearn.ensemble import RandomForestClassifier

clf = RandomForestClassifier()

clf.fit(X, y)



Dann wird eine Instanz der Recursive-Feature-Elimination-Klasse erzeugt. Als Klassifizierungsmethode geben wir unseren Random-ForestClassifier an. Die Anzahl der zu selektierenden Features wird auf 4 gesetzt:


from sklearn.feature_selection import RFE

selector = RFE(clf, 4)



Jetzt wird der Selektor trainiert:


selector = selector.fit(X, y)



Und schließlich wird das daraus resultierende Feature-Filter-Array ausgedruckt:


print(selector.get_support())

[ True  True  True  True  False]



Dieses Array kann wieder genau wie im vorigen Beispiel benutzt werden, um die Features zu filtern.


KAPITEL 6

Modellvalidierung

In den beiden vorigen Kapiteln hast du gesehen, wie man mithilfe von Regularisierung, Reduzierung der Modellkomplexität und Feature-Reduzierung Overfitting vermeiden kann. In diesem Kapitel lernst du Methoden kennen, mit denen du Underfitting und Over-fitting erkennen und somit die optimalen Parameter deines Modells abschätzen kannst. Die Grundlage dafür ist eine Evaluierung deines Modells nach möglichst objektiven Maßstäben.

Dafür gibt es je nach Problemstellung und Anwendung verschiedene Methoden, d.h. verschiedene Berechnungsvorschriften, die auch Metriken genannt werden. Der Wert, den ein bestimmtes Modell aufgrund der benutzten Metrik bekommt, nennen wir Score. Meistens ist die Metrik so konstruiert, dass der Score immer zwischen null und eins liegt, wobei ein Score nahe eins eine sehr gute Vorhersagekraft und ein Score nahe null eine sehr geringe Vorhersagekraft des Modells bedeutet.

Die Evaluierungsmetrik ist stark verknüpft mit der Loss-Funktion, die du schon in Kapitel 4, Supervised Learning, kennengelernt hast. Letztere dient während des Optimierungsprozesses als Maß für die Güte des Modells und wird vom Optimierungsalgorithmus benutzt, um in der nächsten Iteration die Parameter des Modells anzupassen. Der Score hingegen wird erst am Ende des Trainings aus dem sogenannten Testdatensatz ermittelt. Da per Konvention meist Minimierungsalgorithmen verwendet werden, ist die Loss-Funkion so konstruiert, dass niedrigere Werte eine Verbesserung des Modells bedeuten.

Die speziellen Rechenvorschriften der Scores und Loss-Funktionen nennt man im Allgemeinen Metriken. Optimalerweise würde man für Score und Loss-Funktion die gleichen Metriken benutzen (bis auf die Vorzeichen). Die Anwendung einer Metrik als Loss-Funktion setzt jedoch die Differenzierbarkeit der Metrikfunktion voraus.

Der ausführbare Code für dieses Kapitel inklusive der erzeugen Grafiken und ein paar mehr Details sind wieder unter der URL http://rebrand.ly/ml als Notebook kap6.ipynb erreichbar.

Metrik für Klassifikation

Zunächst stellen wir dir einige Score-Metriken für Klassifikationsprobleme vor. Zur Vermeidung von Overfitting musst du streng darauf achten, dass der Datensatz vor Beginn des Trainings in einen Trainings- und einen Testdatensatz aufgeteilt wird. Dadurch verhindert man, dass der ML-Algorithmus den Datensatz quasi »auswendig lernt« und die Fähigkeit zu generalisieren verliert. In Kapitel 4, Supervised Learning, hast du bereits einige Regularisierungstechniken kennengelernt, die schon während der Trainingsphase Overfitting vermeiden können. Die Aufteilung in Trainingsund Testdatensatz ist eine weitere sehr effektive Methode, um nach dem Training mögliches Overfitting zu erkennen.

Dabei benutzt man den Score des Testdatensatzes als ein mehr oder weniger objektives Maß für die Modellgüte, da dieser Datensatz vom Algorithmus während der Trainingsphase noch nicht gesehen wurde. Ist der Score des Trainingsdatensatzes signifikant besser als der des Testdatensatzes, ist das ein deutliches Zeichen für Overfitting. Der Algorithmus hat sich zu sehr auf die speziellen Muster des Trainingsdatensatzes konzentriert und nicht auf die Muster, die bei beiden Datensätzen vorzufinden sind. Man sagt auch, der Algorithmus generalisiere das vorliegende Problem nicht gut genug.

Accuracy

Accuracy ist definiert als Verhältnis der Anzahl der Datenbeispiele mit richtig vorausgesagten Labels zu der Anzahl aller untersuchten Datenbeispiele:
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Die Wahl dieser Metrik liegt auf der Hand, sie wird oft benutzt. Wir haben sie in vielen unserer Beispielen bisher angewendet. Sie ist auch die voreingestellte Methode für Klassifikatoren in Sklearn, wenn man score() aufruft.

Im folgenden Beispiel werden wir die Accuracy-Metrik explizit aufrufen. Zunächst laden wir wieder den Irisdatensatz:


from sklearn.datasets import load_iris

iris = load_iris()

X = iris.data

y = iris.target



Danach teilen wir den Datensatz mithilfe der train_test_split()-Methode in einen Trainings- und einen Testdatensatz auf. Als Argumente gibt man der Methode die Feature-Input-Matrix und das Target-Array. Optional kann mit dem Argument test_size die relative Größe des Testdatensatzes angegeben werden. In der Praxis werden häufig Trainings- und Testdatensatz im Verhältnis 70:30 angewandt. Die Methode gibt vier Objekte zurück, den Trainingsund den Testdatensatz bzw. das Trainings- und das Test-Target:


from sklearn.model_selection import train_test_split

X_train, X_test, y_train, y_test = train_test_split(X, y, test_

size=0.3, random_state=8, stratify=y)



Mit random_state=8 initialisieren wir den Zufallsgenerator und können dadurch reproduzierbare Ergebnisse erzeugen. Mit stratify=y sagst du der Split-Funktion, dass die Proportionen zwischen den verschiedenen Kategorien möglichst wie im Target-Vektor y vorzufinden sind. Das ist günstig, damit nicht zufällig alle Datensätze einer Klasse im Test und einer anderen im Training landen.

Als Nächstes laden wir als Beispiel den SVC und trainieren die Trainingsdaten mit dem Klassifizierer:


from sklearn.svm import SVC

svc = SVC(kernel='rbf')

clf = svc.fit(X_train, y_train)



Danach berechnen wir die Vorhersage des trainierten Modells für den Testdatensatz mit der predict()-Methode:


y_pred = clf.predict(X_test)



Die Accuracy berechnen wir jetzt explizit mithilfe der accuracy_ score()-Funktion. Diese erhält man durch den Vergleich der Vorhersage (y_pred) mit den »wahren« Labels des Testdatensatzes (y_test):


from sklearn.metrics import accuracy_score

print(accuracy_score(y_test, y_pred))



Das Ergebnis lautet für unser Beispiel:


0.933333333333



Confusion Matrix

Betrachtet man ein binäres Problem mit den Labels positive und negative, dann kann man generell vier Fälle unterscheiden:

True positives (tp)

Anzahl der Beispiele mit dem Label positive und die vom Modell richtig als positive vorausgesagt wurden.

False positives (fp)

Anzahl der Beispiele mit dem Label negative und die vom Modell falsch als positive vorausgesagt wurden.

False negatives (fn)

Anzahl der Beispiele mit dem Label positive und die vom Modell falsch als negative vorausgesagt wurden.

True negatives (tn)

Anzahl der Beispiele mit dem Label negative und die vom Modell richtig als negative vorausgesagt wurden.

Diese vier Fälle kann man in einer 2-x-2-Matrix zusammenfassen, der sogenannten Confusion Matrix:
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In der Regel versucht man also, die Werte in der Diagonale von links oben nach rechts unten zu maximieren und alle anderen zu minimieren. Die Werte in dieser Diagonale geben die Anzahl der Testbeispiele wieder, die das Modell richtig vorausgesagt hat. Alle anderen Werte stellen die Anzahl der vom Modell falsch vorausgesagten Werte dar.

In unserem Irisbeispiel haben wir drei Kategorien. Hier können wir entsprechend eine 3-x-3-Confusion-Matrix berechnen:
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… wobei die Abkürzungen folgende Bedeutungen haben:



	ts

	Anzahl der Beispiele mit dem Label setosa und die vom Modell richtig als setosa vorausgesagt wurden.




	fcs

	Anzahl der Beispiele mit dem Label versicolor und die vom Modell falsch als setosa vorausgesagt wurden.




	fgs

	Anzahl der Beispiele mit dem Label virginica und die vom Modell falsch als setosa vorausgesagt wurden.




	fsc

	Anzahl der Beispiele mit dem Label setosa und die vom Modell falsch als versicolor vorausgesagt wurden.




	tc

	Anzahl der Beispiele mit dem Label setosa und die vom Modell richtig als setosa vorausgesagt wurden.




	fgc

	Anzahl der Beispiele mit dem Label virginica und die vom Modell falsch als versicolor vorausgesagt wurden.




	fsg

	Anzahl der Beispiele mit dem Label setosa und die vom Modell falsch als virginica vorausgesagt wurden.




	fcg

	Anzahl der Beispiele mit dem Label versicolor und die vom Modell falsch als virginica vorausgesagt wurden.




	tg

	Anzahl der Beispiele mit dem Label virginica und die vom Modell richtig als virginica vorausgesagt wurden.





Die Confusion Matrix des Irisdatensatzes erhältst du folgendermaßen:


from sklearn.metrics import confusion_matrix

print(confusion_matrix(y_test, y_pred))



Als Ergebnis gibt sie eine NumPy-Matrix in dieser Form aus:


[[15  0  0]

 [ 0 13  2]

 [ 0  1 14]]



Die entsprechenden Raten der Confusion Matrix erhält man durch Division der Matrixwerte durch die Gesamtanzahl der Beispiele pro Kategorie. Man muss also alle Werte durch die Summe der jeweiligen Zeile teilen und erhält so die normalisierte Confusion Matrix ...


import numpy as np

cm = confusion_matrix(y_test, y_pred)

cm_norm = cm.astype('float') / cm.sum(axis=1)[:, np.newaxis]

print(cm_norm)



… mit folgendem Ergebnis:


[[ 1.        0.          0.        ]

 [ 0.        0.86666667  0.13333333]

 [ 0.        0.06666667  0.93333333]]



Precision-Recall

Precision ist definiert als tp/(tp + fp). Es ist also die True-positive-Rate oder der Anteil der richtig vorausgesagten Beispiele von allen positiv vorausgesagten Beispielen. Wie der Name schon andeutet, kann man diesen Wert als Präzision des Modells interpretieren.

Recall ist definiert als tp/(tp + fn). Es ist der Anteil der richtig vorausgesagten positiven Beispiele von allen wahren positiven Beispielen. Diesen Wert kann man als Effizienz des Modells interpretieren oder als die Rate an positiven Beispielen, die das Modell »wiedererkennt«.

Für manche Anwendungen möchte man Precision, für andere Recall optimieren. Oft sind beide Werte wichtig. Zur Abwägung von Precision und Recall für den Irisdatensatz trägst du beide Metriken für verschiedene Stufenwerte gegeneinander auf. Dann kannst du mithilfe des Diagramms das optimale Wertepaar auswählen.

Die generierte Precision-Recall-Kurve für den Irisdatensatz und das SVC-Modell zeigt Abbildung 6-1. Die Fläche unter der jeweiligen Kurve (AUC = Area Under the Curve) ist ein Maß dafür, wie gut sowohl Precision als auch Recall gleichzeitig sind. Ein Wert von 100 % oder 1 erhält also ein Modell mit perfekter Performance. In allen anderen Fällen kann man anhand des Diagramms die Precision-Recall-Paarwerte auswählen, die man für die jeweilige Anwendung als besten Kompromiss erachtet.
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Abbildung 6-1: Precision-Recall-Kurve

Für eine ausgewogene Wahl zwischen Precision und Recall wird häufig auch der F1-Score genommen. Dies ist das sogenannte harmonische Mittel zwischen Precision und Recall und ist definiert als:

2 • precision • recall / (precision + recall)

Precision, Recall und F1 werden in der classification_report()-Methode für jedes Label zusammengefasst:


from sklearn.metrics import classification_report

print(classification_report(y_test, y_pred, digits=3, target_names=iris.target_names))



Das Ergebnis sieht folgendermaßen aus:


precision    recall  f1-score   support

setosa      1.000     1.000     1.000        15

versicolor      0.929     0.867     0.897        15

virginica      0.875     0.933     0.903        15

avg / total      0.935     0.933     0.933        45



Dabei bezeichnet support die Anzahl der Beispiele, die bei der Berechnung von F1 genommen wurden. Die letzte Zeile gibt den nach support gewichtete Mittelwert aller drei Labels wieder. Wie erwartet, werden setosa-Pflanzen perfekt klassifiziert. versicolor-Blumen werden recht präzise erkannt, d.h., es gibt relativ wenige false positives. Dafür ist die Wiedererkennungsrate etwas geringer, d.h., die False-negatives-Rate ist etwas höher. Bei der Erkennung der Pflanze virginica ist das Verhältnis in etwa umgedreht. Insgesamt haben sie aber einen ähnlichen F1-Score, weil Precision und Recall gleich gewichtet sind.

Receiver-Operating-Characteristic-(ROC-)Kurve

Zu analytischen Zwecken ist auch die sogenannte ROC-Kurve (Receiver Operating Characteristic) sehr aufschlussreich. Hier plottet man die Fall-out-Rate (False-positive-rate: fp/(fp + tn)) gegen die Sensitivity (True-positive-Rate: tp/(tp + fp)) auf. Der optimale Punkt liegt nun links oben, und die Fläche unter der Kurve ist wiederum ein gutes Maß für die Performance des Modells (siehe Abbildung 6-2):
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Abbildung 6-2: ROC-Kurve

Metrik für Regression

Für die Regression bietet sich der mean squared error an, den wir schon in Kapitel 4, Supervised Learning, für das Boston-Housing-Beispiel vorgestellt haben:
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Alternativ kann man den mean absolute error anwenden mit dem Vorteil gegenüber dem mean squared error, dass er starke Ausreißer nicht so stark gewichtet, weil er das Quadrat weglässt:

[image: image]

Sehr robust gegenüber Ausreißern ist der median absolute error:

[image: image]

Der Median ist nicht so empfindlich gegenüber Ausreißern, weil der Wert des Ausreißers nicht direkt in die Berechnung geht. Stattdessen sind Anzahl und Reihenfolge der Werte entscheidend.

Eine weitere Metrik, die für Regression oft benutzt wird, ist der R2 score. Er ist definiert als:
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Er ist ein Maß für den Anteil der Varianz, der durch das Modell beschrieben werden kann. Ist die Streuung der Vorhersage bezüglich der wahren Werte ähnlich der Streuung der wahren Werte selbst, besitzt das Modell wahrscheinlich eine hohe Vorhersagekraft für neue, noch nicht untersuchte Beispiele.

Die vier beschriebenen Regressionsmetriken sind in Sklearn implementiert. Als Beispiel laden wir wieder den Boston-Housing-Datensatz (die sechste Spalte in boston.data gibt die durchschnittliche Zimmeranzahl an), teilen ihn in einen Test- und einen Trainingsdatensatz auf und führen die lineare Regression aus:


import sklearn.datasets as data

import sklearn.linear_model as lm

from sklearn.model_selection import train_test_split

boston = data.load_boston()

X = boston.data[:, 5:6] # column with mean number of rooms

y = boston.target

X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.3, random_state=112)

lr = lm.LinearRegression()

lr.fit(X_train, y_train)



Die Voraussage des Modell erhalten wir wieder mit der predict()-Methode:


y_pred = lr.predict(X_test)



Jetzt importieren wir die vier Metrikfunktionen mit


from sklearn.metrics import mean_squared_error, mean_absolute_error, median_absolute_error, r2_score



… und berechnen die verschiedenen Testscores des Modells:


print(mean_squared_error(y_test, y_pred))

print(mean_absolute_error(y_test, y_pred))

print(median_absolute_error(y_test, y_pred))

print(r2_score(y_test, y_pred))



Sie ergeben folgende Werte:


48.2039684111

4.70696134123

2.88512150933

0.422035691714



Diese Werte bekommen dann Aussagekraft, wenn du sie mit den Trainingsscores vergleichst. Zunächst berechnen wir die Predictions für den Trainingsdatensatz mit


y_train_pred = lr.predict(X_train)



und berechnen dann die Trainingsscores:


print(mean_squared_error(y_train, y_train_pred))

print(mean_absolute_error(y_train, y_train_pred))

print(median_absolute_error(y_train, y_train_pred))

print(r2_score(y_train, y_train_pred))



mit folgenden Ergebnissen:


41.6510201078

4.32931028766

2.86065870053

0.508968494769



Wie du sehen kannst, sind die Trainingsscores in unserem Fall alle etwas besser als die Testscores. Deutet das auf leichtes oder starkes Overfitting hin? Verschiedene methodische Ansätze, die dir bei der Beantwortung dieser Frage helfen sollen, stellen wir dir im nächsten Abschnitt vor.

Evaluierung

Wie schon im vorigen Abschnitt erwähnt, können wir Overfitting nach der Trainingsphase sehr effektiv durch eine Aufteilung in Trainings- und Testdatensatz erkennen. Den gleichen Ansatz können wir nun auch anwenden, um während des Trainings Overfitting rechtzeitig zu detektieren.

Validierung

Für die Diskussion der Validierung laden wir wieder den Irisdatensatz und teilen ihn in einen Test- und einen Trainingsdatensatz:


from sklearn.datasets import load_iris

iris = load_iris()

X = iris.data

y = iris.target

X_train, X_test, y_train, y_test = train_test_split(X, y, test_size=0.3, random_state=12)



Danach teilen wir den Trainingsdatensatz nochmals in einen endgültigen Trainings- und einen Validierungsdatensatz auf:


X_train, X_val, y_train, y_val = train_test_split(X_train, y_

train, test_size=0.3, random_state=12)



Zur Illustration berechnen wir die Accuracy des SVC mit RBF-Kernel für den Trainings- und den Validierungsdatensatz in Abhängigkeit des Parameters gamma. Dabei variieren wir gamma so lange, bis wir eine deutliche Divergenz zwischen Trainings- und Testscore erkennen:


import numpy as np

import matplotlib.pyplot as plt

fig = plt.figure(1, figsize=(9, 7))

ax = fig.add_subplot(111)

param_range = np.logspace(-3, 2, 200)

train_scores, val_scores = [], []

for g in param_range:

svc = SVC(kernel='rbf', C=1, gamma=g)

clf = svc.fit(X_train, y_train)

train_scores.append(clf.score(X_train, y_train))

val_scores.append(clf.score(X_val, y_val))

plt.plot(param_range, train_

scores, label="training sample", color="b", lw=2) plt.plot(param_range, val_

scores, label="validation sample", color="r", lw=2)

ax.set_xscale( "log" )

plt.xlabel("gamma")

plt.ylabel("accuracy")

plt.axis("tight")

plt.legend(loc='center')

plt.show()



In Abbildung 6-3 kannst du sehen, dass die Trainingskurve (die durchgezogene Linie) stetig steigt, bis sie 100 % Accuracy erreicht, während die Validierungskurve (die gestrichene Linie) ab einem gamma-Wert von etwa 50 zu fallen beginnt. Dies ist ein Anzeichen dafür, dass der Algorithmus ab dem gamma-Wert von ca. 50 anfängt zu überfitten. Der optimale Wert scheint irgendwo zwischen 0,03 und 50 zu liegen. Den optimalem gamma-Wert bekommst du über die argmax()-Methode von NumPy:


best_param = param_range[np.argmax(val_scores)]

print("Best gamma value:", best_param)



In diesem Beispiel lautet er:


Best gamma value: 0.0382749447852



Um die Scores für den besten gamma-Wert zu bestimmen, instanziieren wir den SVC mit dem erhaltenen Wert und trainieren ihn noch einmal mit den Trainingsdaten:


svc = SVC(kernel='rbf', C=1, gamma=best_param)

clf = svc.fit(X_train, y_train)



Und die Trainings-, Validierungs- und Testscores erhalten wir mit:


print("Best train accuracy:", clf.score(X_train, y_train))

print("Best val accuracy:", clf.score(X_val, y_val))

print("Best test accuracy:", clf.score(X_test, y_test))



Die Ergebnisse lauten:


Best train accuracy: 0.972602739726

Best val accuracy: 0.96875

Best test accuracy: 0.955555555556
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Abbildung 6-3: gamma-Validierungskurve

Der Trainingsscore ist nur ein paar wenige Prozent besser als die Testscores. In Anbetracht der Größe der Samples sind die Unterschiede nicht signifikant, und man kann mit einer gewissen Sicherheit davon ausgehen, dass wahrscheinlich kein Overfitting besteht.

Cross-Validation

Wenn die Daten nicht ausreichen, um sie zweimal aufzuteilen, oder wenn man einfach nur effizienter mit ihnen umgehen möchte, hat sich die Technik der Cross-Validation bewährt.

Hierbei teilt man die Daten zunächst in n gleiche Teile auf, z. B. n=5. Danach berechnet man in diesem Fall fünfmal den Validation-Score, wobei bei jeder Iteration jeweils ein anderes Fünftel als Validierungsdatensatz definiert wird. Die übrig gebliebenen vier Fünftel des Datensatzes werden zum Training benutzt. Der Durchschnitt und die Standardabweichung aller Scores sind dann ein gutes Maß zur Validierung des Modells.

In der Praxis ist Cross-Validation nicht immer möglich, weil man Training und Validierung n-mal laufen lassen muss, also alles auch n-mal länger dauert.

In Abbildung 6-4 wird die Cross-Validation-Kurve (die gestrichene Linie) mit der Standardabweichung (dem transparenten Band) dargestellt. Sie bestätigt unsere Aussage im vorigen Abschnitt, dass der optimale gamma-Wert zwischen 0,03 und 50 liegt. Die Standardabweichung gibt uns zusätzliche Informationen über die statistische Unsicherheit der Ergebnisse. Ist das rote, transparente Band zu breit, haben wir nicht genügend Daten, um signifikante Aussagen treffen zu können. Ist es ausreichend schmal und liegen Trainingsund Testscore innerhalb von etwa zwei Standardabweichungen, können wir uns relativ sicher sein, dass die Unterschiede aufgrund statistischer Fluktuation hervorgerufen werden und nicht durch Over- oder Underfitting.
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Abbildung 6-4: Cross-Validation

Hyperparameter-Suche

Parameter, die für die Optimierung des Algorithmus wichtig sind, werden auch Hyperparameter genannt. In der Regel müssen wir mehr als einen Hyperparameter optimieren, und oft sind diese nicht unabhängig voneinander. Es ist also in der Regel nicht einfach, einen optimalen Satz an Parametern zu finden. Manchmal helfen Erfahrung und Intuition, oft hilft aber nur raten. Zwei einfache Methoden dafür sind die Grid- und die Zufallssuche.

Grid-Suche

Bei der Grid-Suche listet man mehrere mögliche Werte für die verschiedenen Hyperparameter auf und iteriert über alle möglichen Kombinationen. Grid-Suche mit Cross-Validation kann man in Sklearn mit dem Paket GridSearchCV durchführen:


from sklearn.model_selection import GridSearchCV

X_train, X_test, y_train, y_test = train_test_split(X, y, test_

size=0.3, random_state=12)



Damit kann man mithilfe von Listen und Dictionaries für jeden Parameter bestimmte Werte angeben, die man bei der Suche berücksichtigen möchte. Hier definieren wir zwei verschiedene Gitter: das erste für den linearen Kernel mit fünf verschiedenen C-Werten und das zweite für den RBF-Kernel mit fünf verschiedenen gamma-Werten und vier verschiedenen C-Werten:


grid_params=[{'kernel':['linear'],

'C': [0.1, 1, 10, 100, 1000]},

{'kernel': ['rbf'],

'gamma': [1E-3, 1E-2, 1E-1, 1E0, 1E1],

'C': [0.1, 1, 10, 100]}

]



Danach initiieren wir GridSearchCV mit dem SVM-Klassifikator und den gerade definierten Gitterpunkten und trainieren die Modelle:


clf = GridSearchCV(SVC(), grid_params)

clf.fit(X_train, y_train)

print("Best parameters:",clf.best_params_)

print("Best score:",clf.best_score_)



Das Ergebnis ist wie erwartet gut vereinbar mit dem Ergebnis der Cross-Validation-Kurve im vorigen Abschnitt:


Best parameters: {'kernel': 'rbf', 'gamma': 0.1, 'C': 1}

Best score: 0.980952380952



Zufallssuche

Statt fixer Punkte im Hyperparameterraum kann man auch eine zufällige Wahl von Parametern zur Suche verwenden. Sklearn bietet dafür das Paket RandomizedSearchCV:


from sklearn.model_selection import RandomizedSearchCV

from scipy.stats import uniform

rand_params = {'kernel': ['rbf'],

'gamma': uniform(1E-2, 1E0),

'C': uniform(0.1, 10)

}

clf = RandomizedSearchCV(SVC(), rand_params, cv=5, n_

iter=1000, random_state=112)

clf.fit(X_train, y_train)

print("Best parameters:",clf.best_params_)

print("Best score:",clf.best_score_)



Die Ergebnisse für die besten Parameter können aufgrund der zufälligen Natur des Algorithmus stark schwanken. Die Qualität (der Score) ist jedoch meist mit der der Grid-Suche vergleichbar:


Best parameters: {'gamma': 0.82767738217526821, 'C': 0.64805740

282408253, 'kernel': 'rbf'}

Best score: 0.980952380952



Bei hochdimensionalen Feature-Räumen ist die Anwendung der Zufallssuche in der Regel effektiver als die der Grid-Suche. Meist liegt der optimale Parametersatz irgendwo innerhalb des Feature-Raums und nicht in einer »Ecke« oder am »Rand«.


KAPITEL 7

Neuronale Netze und Deep Learning

Wir schließen unser Buch mit einem praktischen Beispiel ab, das sämtliches bisher erworbene Wissen einbezieht und über die Beispiele mit Standarddatensätzen hinausgeht. Dazu lernst du die Grundlagen von neuronalen Netzen kennen, die wir mit den Bibliotheken TensorFlow und Keras entwickeln werden. Mit diesem Wissen werden wir zusammen ein Netz trainieren, das Verkehrsschilder erkennen kann. Die dazu notwendige Verarbeitung von Bildern funktioniert besonders gut mit Netzen mit vielen Schichten, sogenannten Deep Neural Networks.

Wie üblich ist der komplette und ausführbare Code für dieses Kapitel unter der URL http://rebrand.ly/ml als Notebook erreichbar. Der erste Teil ist im Notebook kap7-iris.ipynb und der zweite Teil in kap7-cnn.ipynb zu finden.

Iris mit neuronalen Netzen

Wir beginnen erneut mit dem bereits bekannten Irisdatensatz. Wieder werden wir ein Modell trainieren, sodass es die drei unterschiedlichen Irisarten anhand von vier Features erkennt. In Abbildung 7-1 haben wir für dich noch einmal eine zusammenfassende Grafik erstellt. Sie heißt Scatter Matrix und stellt alle drei Irisarten als eine Funktion von jeweils zwei Features dar. Jede Art wird dabei durch eine andere Farbe gekennzeichnet. Auf der Diagonale siehst du ein Histogramm des jeweiligen Features über alle Datensätze. Egal welche Features man wählt, eine Irisart ist immer sehr leicht linear von den anderen beiden trennbar, während die anderen beiden eng verschlungen bleiben.
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Abbildung 7-1: Scatter Matrix aller Iris-Features

In den bisherigen Kapiteln sind wir dem Iris-Problem durch die Auswahl guter Lernstrategien und der geschickten Auswahl und Codierung der Features begegnet. Auch bei neuronalen Netzen musst du gewisse Entscheidungen treffen und dir eine passende Architektur überlegen, allerdings sind Auswahl und Vorverarbeitung der Features hier meist nicht notwendig. Ein neuronales Netz besteht aus Neuronen, die oft in Schichten modelliert werden. Wenn du mehrere solcher Schichten hintereinanderschaltest, kommt den ersten Schichten die Aufgabe der Feature-Codierung zu. Auch diese wird erlernt und muss daher nicht von dir durchgeführt werden. Das nennt man Deep Learning. Du musst also nicht aus deinen verfügbaren Features auswählen und überlegen, wie du sie codierst. Stattdessen nimmst du alle verfügbaren Features und speist sie unverarbeitet in ein Netz ein. Wir sprechen später noch darüber, aber Deep Learning funktioniert wegen dieser zusätzlichen Aufgaben nur gut mit großen Mengen an Trainingsdaten.

Das Iris-Problem ist relativ einfach, und wir müssen noch nicht allzu tief in die Trickkiste greifen. Wir beginnen gleich mit unserer ersten Schicht, die nur dazu dient, den Irisdatensatz als Eingabe aufzunehmen. Sie muss also in der Lage sein, alle vier Features unverarbeitet aufzunehmen. Das sieht in der von uns verwendeten Bibliothek Keras so aus:


from keras.layers import Input

inputs = Input(shape=(4, ))



Wir erzeugen also eine Eingabe-Schicht (Input-Layer), wobei jedes der vier Neuronen eines der Features unverarbeitet als Eingabe annehmen kann. Die nächste Schicht übernimmt die eigentliche Aufgabe der Trennung der Irisarten. In diese Schicht füttern wir die unveränderten Werte aus der Input-Schicht. Hier gibt es drei Neuronen. Während bei der Eingabeschicht die Anzahl der Neuronen mit der Anzahl der Features übereinstimmen muss, hast du bei dieser Schicht die freie Wahl, wie viele Neuronen du nimmst. Die drei Neuronen dieser Schicht sind somit willkürlich gewählt.

Zuerst erhältst du dazu den Code, dessen Verständnis wir uns danach allerdings mit einiger Theorie erarbeiten müssen:


from keras.layers import Dense

fc = Dense(3)(inputs)



Das künstliche Neuron

Grundlage aller neuronalen Netze sind sogenannte künstliche Neuronen. Solche künstlichen Neuronen sind als ein stark vereinfachtes Modell eines menschlichen Neurons entstanden. Daher stammt auch der Begriff neuronales Netz, das eine Zusammenschaltung solcher Neuronen bedeutet. In unserem obigen Netz haben wir drei solcher Neuronen – angegeben durch den Parameter 3 bei Dense(3).

Die Nähe zum menschlichen Hirn ist es ehrlich gesagt etwas weit hergeholt, aber dennoch haben die künstlichen Neuronen spannenden Eigenschaften. Ein künstliches Neuron hat als Eingabe eine Reihe von Werten, aus denen das Neuron einen einzelnen neuen Ausgabewert berechnet. Dazu werden alle Eingaben mit Gewichten multipliziert, aufsummiert und dann durch eine sogenannte Aktivierungsfunktion geleitet. Dies ist in Abbildung 7-2 schematisch dargestellt.
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Abbildung 7-2: Ein künstliches Neuron

Wenn wir die Aktivierungsfunktion erst einmal außen vor lassen, ist so ein künstliches Neuron trivial. Zur Veranschaulichung haben wir eine naive Implementierung eines Neurons in einer sehr einfachen Version mit vier Eingabewerten vorbereitet:


def neuron_no_activation(x1, x2, x3, x4):

sum = w0 + x1 * w1 + x2 * w2 + x3 * w3 + x4 * w4

return sum



Damit ergeben sich die Gewichte w0, w1, w2, w3 und w4. Das Gewicht w0 ist eine Konstante, die auch »Bias« genannt wird, w1 bis w4 werden jeweils auf die Eingaben angewandt. In unserem Irisbeispiel würden die Eingaben aus der Eingabeschicht an alle drei Neuronen dieser Dense-Schicht geleitet. Damit hätten wir es mit insgesamt fünf Gewichten pro Neuron oder 15 Gewichten insgesamt zu tun: dem Parameter w0 für den »Bias« und noch jeweils ein Gewicht pro Feature-Eingabe.

Diese 15 Gewichte sind die vom Lernalgorithmus zu lernenden Parameter. Je mehr Parameter zu lernen sind, desto größer ist das resultierende Modell. Jedes Gewicht bekommt einen initialen Wert, typischerweise einen kleinen Wert normalverteilt um 0 herum.

Die Aktivierungsfunktion

Die Aktivierungsfunktion (Activation Function) wird bei einem künstlichen Neuron auf die gewichtete Summe aller Eingaben angewandt. Bei den ersten neuronalen Netzen war diese Aktivierungsfunktion nur eine Stufenfunktion (auch Schwellenwertfunktion), die bei Werten kleiner als ein Schwellenwert 0 ausspuckt und oberhalb des Schwellenwerts den Wert 1. Eine solche Stufenfunktion ist in Abbildung 7-3 mit dem Schwellenwert 0 dargestellt. Das heißt, beim Eingabewert 0 geht die Ausgabe abrupt von 0 auf 1 über.
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Abbildung 7-3: Stufenfunktion mit Schwellenwert 0

Eine solche Stufenfunktion ist sehr einfach, aber leider nicht stetig differenzierbar. Das bedeutet, wir können keine Ableitungsfunktion bestimmen, die die Steigung unserer Funktion angibt. Dies ist jedoch notwendige Voraussetzung für das Lernen eines neuronalen Netzes, wie wir später noch sehen werden.

Klassisch wurde hier daher eine andere Funktion benutzt, die der Stufenfunktion nahekommt, aber differenzierbar ist. Diese Funktion mit dem Namen Sigmoid ist in Abbildung 7-4 dargestellt. Sie ist im Wesentlichen eine verschobene und skalierte Tangens-hyper-bolicus-Funktion, aber gebräuchlicher ist die Form über die Exponentialfunktion. Dies haben wir für dich einmal in Python ausgedrückt:


import math as math

def sigmoid(x):

return 1 / (1 + math.exp(x * -1))



Eine komplette Implementierung eines künstlichen Neurons ist damit trivial:


def neuron(x1, x2, x3, x4):

sum = w0 + x1 * w1 + x2 * w2 + x3 * w3 + x4 * w4

return sigmoid(sum)
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Abbildung 7-4: Die Sigmoid-Funktion

Was kann man mit einem künstlichen Neuron machen?

Schauen wir uns die Gleichung für unser künstliches Neuron noch mal genauer an, am besten erst einmal für zwei Variablen:


w0 + w1 • x1 + w2 • x2



Diese Gleichung lässt sich sehr leicht in die folgende Form umwandeln:


y = a  x + b



wobei:


x2 = y, x1 = x, -w1•w2 = a, -w0•w2 = b



Dies ist offensichtlich eine Gleichung für eine Gerade. Wenn wir dazu noch die Sigmoid-Aktivierungsfunktion nehmen, sind wir bei dem, was wir in Kapitel 4, Supervised Learning, bereits als Logistic Regression kennengelernt haben. Wir haben hier lediglich nicht nur eine Eingabevariable, sondern eine multiple Regression. Die Aktivierungsfunktion hat die ursprünglich lineare Funktion nun um eine nicht-lineare Komponente erweitert.

Wenn wir unser künstliches Neuron für eine Klassifikationsaufgabe nutzen möchten, können wir damit also anschaulich zwei Bereiche unterscheiden, die mit einer Geraden (plus der nicht-linearen Komponente durch die Aktivierungsfunktion) trennbar sind. Wenn wir uns noch einmal die Iris-Features in Abbildung 7-1 ansehen, wird klar, dass wir hier in keinem Fall mit einem einzigen Neuron auskommen. Mit einem einzigen Neuron könnten wir lediglich die eine klar abzugrenzende Irisart von den anderen trennen. Das genügt uns aber nicht.

Feed Forward Networks

Die Leistungsfähigkeit eines neuronalen Netzes entsteht erst durch die Zusammenschaltung von vielen Neuronen in Schichten zu einem Netz. Wir kommen dazu zu unserem kompletten Keras-Beispiel zurück:


inputs = Input(shape=(4, ))

fc = Dense(3)(inputs)



Die Input-Schicht nimmt mit seinen vier Neuronen, wie bereits erwähnt, die vier Features als Eingabe. Diese leitet sie unverändert an jeweils alle drei Neuronen der Dense-Schicht. Wir haben keine Aktivierungsfunktion angegeben, daher wird diese als linear angenommen. Das hat dieselbe Wirkung wie keine Aktivierungsfunktion. Wir haben erst einmal drei Neuronen genommen und hoffen, damit schon gute Ergebnisse zu bekommen. Jedes Neuron kann ja, wie gesagt, eine Linie zur Decision Boundary betragen, wir könnten hier also eine Art Dreieck oder Ähnliches abgrenzen. Später können wir ausprobieren, ob das tatsächlich langt oder ob wir sogar mit weniger Neuronen auskommen könnten.

Dense oder Fully Connected (fc) drückt aus, dass alle Neuronen der Schicht voneinander unabhängig sind, alle die gleichen Eingaben aller Neuronen der vorherigen Schicht (hier Input) bekommen und ihre Ausgaben wiederum an alle Neuronen der nächsten Schicht schicken. Dies kannst du auch in Abbildung 7-5 sehen. Wir bezeichnen alle Layer als Hidden, die nicht zur Eingabe oder Ausgabe von Werten dienen. Hidden beschreibt also nicht die Art eines Layers, sondern die Funktion und Position innerhalb eines kompletten Netzes. Hidden ist bei uns in der Abbildung somit nur der Fully-Connected-Layer in der Mitte.
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Abbildung 7-5: Ein komplettes neuronales Netz

Von Feed Forward Networks, wie unserem Beispiel, spricht man, wenn es keine Schleifen und einen direkten Weg von der Eingabe zur Ausgabe gibt. In unserem Fall werden auf der linken Seite die vier Features mit den Werten 5,1, 3,5, 1,4 und 0,2 hineingesteckt. Diese fließen nun durch das Netz, und jedes Neuron des Hidden Layer nimmt seine Berechnung wie oben gezeigt vor. Die Ergebnisse werden gebündelt und auf eine spezielle Weise von der Ausgabeschicht auf der rechten Seite in sinnvolle Werte gewandelt. Darüber sprechen wir gleich noch.

Unter der Haube verwenden wir mit Keras das weitverbreitete TensorFlow-Framework. Dieses erlaubt auch bei komplexen Netzen eine sehr effiziente Simulation der Neuronen. Grundsätzlich funktioniert die Berechnung aber wie oben bereits erläutert.

Das TensorFlow-Framework ist sehr mächtig und flexibel, die Definition von neuronalen Netzen ist jedoch umständlich. Daher nutzen wir als eine Abstraktionsschicht über TensorFlow das Keras-Framework. Mit den beiden definierten Schichten können wir nun ein Keras-Modell erzeugen:


from keras.models import Model

model = Model(input=inputs, output=fc)



Nach der Definition kannst du dir das Modell sehr einfach mit model.summary() als Übersicht ausgeben lassen:


_______________________________________________________________

Layer (type)                 Output Shape              Param #

===============================================================

input_1 (InputLayer)         (None, 4)                 0

_______________________________________________________________

dense_1 (Dense)              (None, 3)                 15

===============================================================

Total params: 15.0

Trainable params: 15.0

Non-trainable params: 0.0

===============================================================



Die erste Schicht (input_1) hat keine trainierbaren Parameter, da es die Eingabe nur eins zu eins weiterleitet. Die Dense-Schicht (dense_1) enthält ja drei Neuronen, und alle drei geben ihre Ausgabe an die nächste Schicht weiter. Da jedes Neuron vier Eingaben aus der Input-Schicht bekommt und mit einem lernbaren Wert gewichtet und dazu noch den Bias hat, kommen wir hier auf 3 mal 4 plus 1, also 15 trainierbare Parameter.

So ein Keras-Modell muss für TensorFlow umgewandelt werden, bevor wir damit arbeiten können. Dabei geben wir einen Optimierungsalgorithmus, eine Funktion zur Bestimmung des Fehlers und die zur Anzeige des Fehlers verwendete Metrik an. Die Accuracy-Metrik haben wir bereits in Kapitel 6, Modellvalidierung, im Detail besprochen. Auf den Adam-Algorithmus (wurde in Kapitel 4, Supervised Learning, kurz erwähnt) und die Cross-Entropy-Metrik gehen wir später noch einmal ein:


model.compile(optimizer='adam',

loss='categorical_crossentropy',

metrics=['accuracy'])



Dieses bisher natürlich noch völlig untrainierte Modell können wir dennoch schon einmal ausprobieren. Mit der predict-Methode können wir ein Array von Eingabe-Features in das Netz stecken und sehen, was herauskommt:


model.predict(np.array([[ 5.1,  3.5,  1.4, 0.2]]))

> array([[-5.83656883,  0.20519015, -

0.65838486]], dtype=float32)



Das ist pro Neuron in der letzten Schicht ein Wert. Was wir eigentlich wollen, ist aber eine von drei Kategorien. Daher nehmen wir eine weitere Schicht als endgültige Ausgabe hinzu:


predictions = Dense(3, activation='softmax')(fc)



Diese Schicht ist wieder Fully Connected, hat aber softmax als Aktivierungsfunktion. Sie bildet die gewichteten Eingaben der vorherigen Schicht pro Neuron auf einen Wert zwischen 0 und 1 ab, die wir als Wahrscheinlichkeit für eine Kategorie interpretieren können. Die Summe aller Wahrscheinlichkeiten ist dabei immer eins.

Softmax und Crossentropy

Zum tieferen Verständnis hier eine kurze Exkursion in die Arbeitsweise von Softmax und der Crossentropy-Funktion.

Mit NumPy kann man die softmax-Funktion so implementieren:


import numpy as np

def softmax(x):

return np.exp(x) / np.sum(np.exp(x))



Die softmax-Aktivierung in unserem Beispiel sähe also so aus:


a = np.array([-5.83656883, 0.20519015, -0.65838486])

y_pred = softmax(a)

print(y_pred)

>[ 0.00166947 0.70223272 0.29609781]



Da wir drei Neuronen in dieser Schicht haben, können wir damit nun die Wahrscheinlichkeit für eine der drei Irisarten ausdrücken. Das funktioniert auch, wenn die Schicht davor nicht ebenfalls drei Neuronen, sondern beliebig viele enthält.

Categorical Cross Entropy oder einfach Cross Entropy wird vor allem für Klassifikationsprobleme benutzt, deren Output man als Wahrscheinlichkeitsverteilung interpretieren kann, wie in diesem Beispiel mit unserem softmax-Layer. Cross Entropy ermöglicht für diese Fälle eine wesentlich differenziertere Beurteilung als die Accuracy und kann somit das Training verbessern. Am besten zeigen wir dir das an einem Beispiel. In NumPy kann man Cross Entropy folgendermaßen implementieren:


def cross_entropy(y_true, y_pred):

return - np.sum(y_true * np.log(y_pred))



Nehmen wir an, dass y_true = [0, 1, 0] ist, dann ist die Accuracy 1, und Cross Entropy ist etwa 0,35 (beachte, dass bei der Cross Entropy kleinere Werte besser sind bei der Accuracy größere):


y_pred = softmax(a)

y_true = [0, 1, 0]

xentropy = cross_entropy(y_true, y_pred)

print(xentropy)

>0.353490422368



Die Vorhersage ist im Wesentlichen richtig, aber da eine Unsicherheit von etwa 30 % besteht, ist die Cross Entropy nicht minimal.

Ist hingegen y_true = [0, 0, 1], dann ist die Accuracy 0, und Cross Entropy ist etwa 1,22:


y_true = [0, 0, 1]

xentropy = cross_entropy(y_true, y_pred)

print(xentropy)

>1.21706543237



Die Vorhersage ist in diesem Fall im Wesentlichen falsch, aber auch nicht so falsch, weil 30 % der Aktivierung doch richtig lagen.

Nehmen wir schließlich an, dass y_true = [1, 0, 0] ist, dann ist die Accuracy wiederum 0, und Cross Entropy ist etwa 6,40:


y_true = [1, 0, 0]

xentropy = cross_entropy(y_true, y_pred)

print(xentropy)

>6.39524940237



Hier lag das Netz total daneben, weil es nur etwa zu 0,2 % richtig lag. Du siehst, dass für softmax-Ausgaben die Cross Entropy eine viel differenzierter Bewertung durchführen kann als die Accuracy.

Das vollständige Modell

Damit haben wir nun das folgende komplette Modell:


inputs = Input(shape=(4, ))

fc = Dense(3)(inputs)

predictions = Dense(3, activation='softmax')(fc)

model = Model(input=inputs, output=predictions)



Diese Modell kompilieren wir wieder und probieren es erneut mit unserer Eingabe aus:


model.predict(np.array([[ 5.1,  3.5, 1.4,  0.2]]))

> array([[ 0.98027247,  0.00851573, 0.01121181]], dtype=float32)



Wir interpretieren die Ausgabe so: Die erste Kategorie ist es mit der Wahrscheinlichkeit von 0,98, die beiden anderen mit jeweils etwa 0,01. Damit haben wir uns auch die komplette Abbildung 7-5 erarbeitet. Hier sollten nun keine Fragen mehr offen sein.

Das Netz ist sich hier also sehr sicher. Wir sind uns natürlich gar nicht so sicher, da das Netz ja noch völlig untrainiert ist und daher ahnungslos. Die Ausgabe hängt von der zufälligen Initialisierung der Gewichte der Neuronen ab und wird bei jedem Durchlauf anders sein. Daher wirst du ebenfalls andere Werte sehen, wenn du das Beispiel ausprobiert.

Diese freie Art der Interpretation der Ausgabe mag etwas sonderbar erscheinen, weil sie willkürlich ist. Woher soll das Netz denn wissen, wie wir das Ganze interpretieren? Tatsächlich hängt diese Semantik mit der Art und Weise, wie wir unser Netz trainieren, zusammen.

Training

Bevor wir unser neuronales Netz trainieren können, müssen wir ein kleines bisschen Feature-Engineering betreiben. Unser Netz gibt, wie gesehen, jeweils eine Wahrscheinlichkeit zwischen 0 und 1 pro Irisart aus, und so müssen wir auch unser Netz trainieren. In unseren Daten ist die Art aber als eine ganze Zahl zwischen 0 und 2 codiert:


X = np.array(iris.data)

y = np.array(iris.target)

X.shape, y.shape

> ((150, 4), (150,))

y[100]

>2



Bei unseren Trainingsdaten gehen wir davon aus, dass sie garantiert richtig sind, daher entspricht diese 2 einer hundertprozentigen Wahrscheinlichkeit für Art 2. Das sähe dann so aus:


> array([ 0., 0., 1.])



Eine solche Codierung nennt man auch One Hot Encoding, weil jeweils einer von drei Werten 1 ist und die anderen beiden 0. Diese Art Codierung ist sehr gebräuchlich, und daher bietet Keras auch eine Hilfsfunktion dafür:


from keras.utils.np_utils import to_categorical

num_categories = 3

y = to_categorical(y, num_categories)

y[100]

> array([ 0., 0., 1.])



One Hot Encoding benutzt man, um einen gewissen Bias von vornherein auszuschließen. Zur Berechnung der trennenden Hyperflächen im Feature-Raum gehen vor allem die Beziehungen der einzelnen Beispiele zueinander ein. Diese Beziehungen kann man auch als generalisierte Distanzmetriken interpretieren, analog zu Distanzen wie du sie im dreidimensionalen Raum kennst. Zwei Beispiele wären sich also ähnlicher, je näher sie in diesem Raum zusammenlägen. Würden wir die Kategorien »Hund«, »Katze«, »Maus« nicht mit einem One-Hot-Vektor [x1, x2, x3], sondern mit einem Integer 1, 2 und 3 codieren, würde »Maus« näher an »Katze« sein als an »Hund«. Mit One-Hot-Codierung erweitert man den Feature-Raum in diesem Fall um drei Dimensionen statt nur um eine, damit alle drei die gleiche Distanz zueinander haben. Eine höhere Dimension ist ein gewisser Nachteil, wie du schon aus den vorigen Kapiteln weißt. Aber der große Vorteil ist, dass du von vornherein weder eine Reihenfolge noch ein Clustering entlang einer Achse vorgibst.

Als Nächstes müssen wir unsere – ohnehin knapp bemessenen – Trainingsdaten aufteilen: erst einmal in zwei Teile, wobei der erste größere Teil dem Training dient. Der zweite Teil dient am Ende der einmaligen Überprüfung, wie gut das Training bei bisher unbekannten Daten funktioniert hat. Die Meinungen gehen auseinander, wie groß die beiden Teile sein sollten, wir nehmen hier aber 80 % der Daten für das Training und 20 % für die Überprüfung. Auch dafür gibt es Hilfsfunktionen:


from sklearn.model_selection import train_test_split

X_train, X_test, y_train, y_test = train_test_split(X, y, test_

size=0.20, random_state=42, stratify=y)

X_train.shape, X_test.shape, y_train.shape, y_test.shape

> ((120, 4), (30, 4), (120,), (30,))



Die Daten werden damit zufällig aufgeteilt, und es entfallen 120 auf das Training und 30 auf die Überprüfung (Test). Mit der Angabe der Zahl 42 für die Initialisierung der Zufallszahlen haben wir die Ergebnisse für uns reproduzierbar gemacht. Der Aufruf von train_test_split wird damit bei denselben Daten immer dieselben Ergebnisse liefern. Dass von jeder Irisart dieselbe Anzahl von Datensätzen in Test und Training landet, haben wir mit stratify=y angegeben.

Nun können wir endlich mit dem Training loslegen, und zwar mit der fit-Methode auf unserem Modell:


model.fit(X_train, y_train, epochs=500, validation_split=0.3)



Wir geben, wie bei Sklearn gewohnt, X und y hinein und trainieren damit das Modell. Das Ganze führen wir nicht nur einmal durch, sondern 500 Mal (epochs=500), in der Hoffnung, dass bei jedem Durchgang die Ergebnisse besser werden.

Um ein besseres Maß dafür zu bekommen, ob wir gute Ergebnisse haben oder nicht, trennen wir wieder einen gewissen Anteil von Daten ab und berechnen nach jedem Durchlauf auch auf diesen Daten unsere Metriken. So sehen wir schon während des Trainings, ob sich das Ganze in die richtige Richtung entwickelt. Dieser Datensatz heißt Validation. Wir haben damit den Testdatensatz und den Trainingsdatensatz, von dem sich der Validation-Datensatz abspaltet.

Das ist noch wichtiger, wenn das Training nicht wie bei uns innerhalb weniger Sekunden abgeschlossen ist. Bei komplexeren Modellen und vielen Daten kann so etwas auch mit spezieller Hardware gern einmal Minuten, Stunden, Tage oder sogar Wochen dauern. Da ist es gut, wenn man auch zwischendrin weiß, ob es sich lohnt, das Experiment fortzusetzen, oder ob man es besser abbricht.

Es ist aber in jedem Fall wichtig, den Testdatensatz nur ganz am Ende zu nutzen und auch nur ein einziges Mal. Die Philosophie dahinter ist, dass der Testdatensatz keinerlei Einfluss, auch keinen impliziten, auf das Training haben sollte.

Wir haben 30 % der Trainingsdaten für die Validation abgestellt. Bei der Ausführung gibt es nun eine lange Ausgabe als Protokoll des Trainingsprozesses, eine Zeile pro Durchgang (Epoche).

Hier einmal die letzte Ausgabe:


loss: 0.3539 - acc: 0.9881 - val_loss: 0.3641 - val_acc: 0.9444



Es wird jeweils das Ergebnis der Loss-Funktion für unseren Trainingssatz (loss) und den Validierungssatz (val_loss) angezeigt. Beide sind in derselben Größenordnung, was dafür spricht, dass wir wenig Overfitting haben. Als zusätzliche Metrik haben wir uns beim Kompilieren des Modells auch Accuracy gewünscht, die ebenfalls angezeigt wird. Sie wird zwar nicht weiter vom Lernalgorithmus beachtet – wichtig ist dafür nur der Loss, der minimiert werden soll –, aber für uns Menschen ist das schon interessant. Die Accuracy gibt ja an, wie viele der Datensätze richtig vorausgesagt werden. Dabei wird lediglich die wahrscheinlichste Kategorie bei der Vorhersage beachtet. Wir sind bei beiden Werten, dem für den Trainingssatz (acc) und dem für den Validierungssatz (val_acc), nahe an der 1, was dafür spricht, dass wir auch kein wesentliches Underfitting haben.

Die Daten sind etwas schwer verdaulich, daher haben wir den Verlauf des Loss der Trainingsdaten mit dem TensorBoard in Abbildung 7-6 visualisiert. Die gleiche Grafik haben wir auch für den Validierungs-Loss. Diese Grafiken sind allerdings mit bloßem Auge nicht unterscheidbar. Das TensorBoard kommt mit TensorFlow und kann zur Überwachung des Lernvorgangs und der Inspektion des Netzes direkt im Browser genutzt werden.
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Abbildung 7-6: Loss für das Training

Nach so aussehenden Kurven wirst du dir beim Trainieren von neuronalen Netzen alle Finger lecken. Genauer gesagt, wirst du solche Kurven bei echten Problemen niemals sehen. Insbesondere sehen wir hier keine Sprünge, wir sehen eine kontinuierliche Verbesserung und auch kaum Overfittting, da die Kurve für die Validierung fast identisch ist.

Bewertung

Zuletzt bewerten wir unser Modell, und zwar zuerst zur Veranschaulichung mit dem ersten Datensatz, den wir oben bereits verwendet haben:


model.predict(np.array([[ 5.1,  3.5,  1.4,  0.2]]))

> array([[ 0.88338238,  0.10971692, 0.0069007 ]], dtype=float32)



Wir wissen, dass dieser Datensatz zur Irisart 0 gehört:


X[0], y[0]

> (array([ 5.1, 3.5, 1.4, 0.2]), array([ 1., 0., 0.]))



Unser Netz ist auch dieser Meinung, allerdings nur zu 88 %. 11 % sprechen für Art 1, und knapp 1 % bleibt bei Art 2. Nicht perfekt, aber gut genug für eine richtige Vorhersage.

Das wollen wir uns nun noch einmal für alle Datensätze ansehen. Beginnen wir mit den Trainingsdaten, also den Daten, mit denen wir tatsächlich trainiert haben, plus den Validierungsdaten:


train_loss, train_accuracy = model.evaluate(X_train, y_train)

train_loss, train_accuracy

> (0.40994858145713808, 0.97499999602635701)



Wir vergleichen also die tatsächlichen Daten mit unseren Vorhersagen und bekommen eine Accuracy um 97,5 %. Das ist gut. Nun dasselbe mit den Testdaten, also wohlgemerkt den Daten, mit denen unser Netz bisher noch überhaupt nicht in Berührung gekommen ist:


test_loss, test_accuracy = model.evaluate(X_test, y_test)

test_loss, test_accuracy

> (0.4212094247341156, 0.93333333730697632)



Dieser Wert ist mit 93 % immer noch gut, wenn auch erwartungskonform geringer als bei den Trainingsdaten. Obwohl auch hier der Loss ähnlich ist wie bei den Testdaten, sehen wir bei der Accuracy ein leichtes Overfitting. Noch besser erscheint dieser Wert, wenn wir die geringe Menge an Trainingsdaten und das sehr simple Modell betrachten. Solche Ergebnisse sind bei echten Problemen extrem ungewöhnlich. Das liegt vor allem daran, dass wir in der Regel keine so sauberen Daten mit so relevanten Features bekommen.

Deep Neural Networks

Im vorherigen Abschnitt hatte unser Netz eine Eingabeschicht, eine Ausgabeschicht für Wahrscheinlichkeiten von Kategorien und Hidden Layer (versteckte Schichten) dazwischen. Solch einen Aufbau nennt man auch Architektur des Netzes.

Es ist beweisbar, dass solch eine Netzarchitektur jede Funktion approximieren kann, wenn man nur die Anzahl der Neuronen im Hidden Layer hoch genug setzt. Warum sollte man dann komplexere Netze bauen, und warum gibt es so viele andere Architekturen?

In den 90er-Jahren waren neuronale Netze bereits im Bereich der künstlichen Intelligenz bekannt und verbreitet. Diese verwendeten jedoch typischerweise nur einen einzigen Hidden Layer. Es stellte sich heraus, dass so ein Netz insbesondere mit der Sigmoid-Aktivierungsfunktion nur sehr langsam lernte oder gar nicht konvergierte. Neuronale Netze wurden daher eher als Sackgasse betrachtet.

Bei Deep Neural Networks gibt es nun nicht mehr nur einen einzigen Hidden Layer, sondern gleich mehrere. Häufig zeigen sie unterschiedliche Arbeitsweisen und sind auch nicht immer nur sequenziell hintereinandergeschaltet. Dadurch ist es in manchen Fällen möglich, sich das Feature-Engineering, wie es für die klassische Supervised Lernstrategien notwendig war, zu sparen. Gerade im Bereich der Klassifikation von Bildern sind diese Strategien führend.

Wir haben bereits die Sigmoid-Funktion als bessere Variante der Stufenfunktion kennengelernt. Im praktischen Einsatz hat sich jedoch eine ganz andere Aktivierungsfunktion mit überraschenden Eigenschaften durchgesetzt, die sogenannte Relu-Funktion, die in Abbildung 7-7 dargestellt ist. Es hat sich experimentell herausgestellt, dass mit dieser Aktivierungsfunktion beim Lernen besonders schnell konvergiert wird. Werte unterhalb einer Schwelle werden schlicht ignoriert und auf null gesetzt.

Damit wären wir in der modernen Zeit der neuronalen Netze angekommen und können nun echte Probleme lösen.
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Abbildung 7-7: Relu-Aktivierungsfunktion

Anwendungsbeispiel: Erkennung von Verkehrsschildern

Vielleicht besitzt du bereits ein Auto, das dich auf Geschwindigkeitsbeschränkungen aufmerksam macht oder gar teilweise autonom fahren kann. Falls ja, erkennt dein Auto wahrscheinlich Verkehrsschilder mittels einer eingebauten Kamera. Die meisten aktuellen Modelle nutzen dafür immer noch die klassischen Methoden der Bildverarbeitung. Moderne Fahrzeuge setzen jedoch mehr und mehr trainierte neuronale Netze ein.

Wir haben es also mit einem Klassifikationsproblem zu tun. Befindet sich ein Verkehrsschild vor dem Fahrzeug und, wenn ja, welches? Für unser Experiment haben wir Bilder von Verkehrsschildern mit Geschwindigkeitsbeschränkungen vorbereitet. Sie sind in sechs Kategorien aufgeteilt, pro Geschwindigkeitsbegrenzungsschild eins. In Abbildung 7-8 kannst du ein Beispiel pro Kategorie sehen und auch, wie viele Bilder wir pro Kategorie haben. Alle Bilder haben 64 x 64 Bildpunkte und drei Farbkanäle für den jeweiligen Rot-, Grün- und Blauanteil.

Wenn du die Bilder in einem gedruckten Buch betrachtest und dich über die schlechte Qualität ärgerst: Die Bilder haben vielleicht im Druck gelitten, aber nicht viel. Neben der schlechten Auflösung und der unscharfen Darstellung haben wir es auch mit Über- und Unterbelichtung zu tun. Auf der positiven Seite steht: Alle Schilder sind zentriert, kaum verzerrt und bildfüllend dargestellt, was das Training vereinfacht. Wiederum nicht so gut ist die reine Menge der Trainingsdaten. Wenn wir alle zusammenzählen, kommen wir nur auf knapp 400 Bilder. Das sind zwar viel mehr als die Daten im Irisbeispiel, wir haben aber auch doppelt so viele Kategorien, eine deutlich schlechtere Datenqualität und überhaupt gar keine Vorstellung von irgendwelchen abstrakten Features in unseren Bildern. Selbst bei mehreren Tausend Trainingssätzen spricht man daher immer noch von einem kleinen Datensatz, der kaum eine angemessene Klassifikation zulässt.

Das bedeutet auch, dass wir mit diesen Daten wenig Chancen haben, weniger optimal positionierte Daten zu klassifizieren. Aber darauf kommen wir im letzten Abschnitt noch einmal zu sprechen.
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Abbildung 7-8: So sehen unsere Verkehrsschilder aus.

Architektur

Im vorherigen Irisbeispiel hatten wir eine gute Vorstellung von der Komplexität sowie der notwendigen Architektur und Größe des Modells. Dies ist bei typischen »echten« Problemen meist nicht der Fall. Die Auswahl des Modells beruht daher bei der Kategorisierung von Bildern hauptsächlich auf bereits gemachten Erfahrungen, Intuition und Experimenten. Auch wissenschaftliche Papers können meist nur vage theoretische Erklärungen bieten und beschreiben eher Ergebnisse von Experimenten, die sich – hoffentlich – auf die eigenen Bilddaten übertragen lassen.

Wir beginnen mit einer leicht vereinfachten Variante der klassischen VGG-Architektur von 2015 (https://arxiv.org/pdf/1409.1556.pdf). Diese enthält eine ganze Reihe spannender Eigenschaften. Einen Überblick über die Architektur kannst du in Abbildung Abbildung 7-9 bekommen. Wir füttern statt einzelner Daten unser Netze mit ganzen Bildern. Im ersten Teil des Netzes extrahieren wir die Features des Bilds. Dabei schalten wir eine Reihe ähnlicher Blöcke mit speziellen Arten von Schichten hintereinander, die wir im Folgenden genauer erläutern werden. Im hinteren zweiten Teil kommt eine Klassifikation zum Einsatz, wie wir sie schon bei der Iriserkennung kennengelernt haben. Hier gibt es keine Überraschungen.
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Abbildung 7-9: Unsere VGG-artige Netzarchitektur

Input-Schicht

Anders als im Irisbeispiel stecken wir nun keine flachen Eingabevektoren mehr in unser neuronales Netz, sondern gerasterte Bilder mit 64 × 64 Bildpunkten und drei Farbkanälen für Rot, Grün und Blau. Dementsprechend muss unsere Input-Schicht aussehen:


inputs = Input(shape=(64, 64, 3))



Convolutional Layers

Spannend wird es erst in der Schicht danach. Ähnlich wie Filter in Bildbearbeitungsprogrammen, die ein Bild unter anderem schärfen oder verschwimmen lassen können, wenden wir auf diese Eingabe eine ganze Reihe von Filteroperationen an. Solch eine Operation wird durch einen Filterkernel, technisch eine Matrix von Werten, realisiert. Dabei wird der Filter Schritt für Schritt über alle Kanäle des Bilds geschoben, und pro Schritt wird ein neuer Bildpunkt erzeugt. Das könnte in Keras so aussehen:


x = Convolution2D(64, 3, activation='relu', padding='same')(inputs)



Hiermit geben wir an, dass wir insgesamt 64 Filter mit einer Größe von 3 × 3 haben wollen. Unsere Activation ist die oben gezeigte relu-Funktion, und die Filteroperationen am Rand des Bilds (padding='same') wiederholen einfach die fehlenden Bildpunkte aus den bestehenden Randpunkten.

Hatten wir vorher drei Farbkanäle, ist hier die Darstellung der Farbe bereits verloren gegangen und durch eine kombinierte Filterausgabe ersetzt worden. Da es eine Ausgabe pro Filter gibt, haben wir nun statt drei Kanälen 64 mit derselben ursprünglichen Auflösung von 64 × 64. Derart gefilterte Ausgaben kann man auch als Mensch immer noch als Bild erkennen, nur eben so, als hätten wir es mit einem Bildbearbeitungsprogramm verändert. Für ein echtes Foto eines 80-Schilds in Abbildung 7-10 haben wir vier der 64 gefilterten Bilder in Abbildung 7-11 dargestellt. Jedes so erzeugte Bild nennen wir ein Feature-Channel, weil wir davon ausgehen, hier automatisch ein relevantes Feature aus dem Bild erlernt zu haben.
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Abbildung 7-10: Ein 80-Schild
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Abbildung 7-11: 4 von 64 Feature-Channels der ersten Convolution-Schicht

Für jeden der drei Eingabekanäle haben wir also eine 3-x-3-Matrix für den Filterkern und 64 Ausgabekanäle. Dazu kommt ein Bias-Wert pro Kanal. Das ergibt 3 × 3 × 3 × 64 + × 64 = 1.792 trainierbare Parameter allein für diese eine Schicht. Nun kommt aber schon die nächste Schicht:


x = Convolution2D(64, 3, activation='relu', padding='same')(x)



Diese sieht zwar fast identisch aus, hat nun aber nicht die drei Farbkanäle als Eingabe, sondern die 64 Kanäle der Schicht davor. Damit haben wir hier zusätzliche 64 × 3 × 3 × 64 + 64 = 36.928 trainierbare Parameter.

Danach kommt noch einmal genau so eine Schicht, und mit jeder Schicht abstrahieren wir weiter von der ursprünglichen Eingabe. Die extrahierten Feature-Channels werden dem ursprünglichen Bild immer unähnlicher.

Sub-Sampling durch Max Pooling

Nach jedem Block von Convolution-Schichten fügen wir eine Max-Pooling-Schicht ein. So eine Schicht geht mit einem Raster über die Bilddaten, sucht innerhalb des Rasters nach dem Punkt mit dem größten Wert und erzeugt ein neues Bild nur aus diesem höchsten Wert. Solch eine Schicht


x = MaxPooling2D(pool_size=(2, 2))(x)



verkleinert dabei ein Bild in x- und y-Richtung um jeweils die Hälfte. Ein 64-x-64-Bild wird dadurch zu 32 × 32. Dies ist eine effektive Art von Subsampling.

Eine solche Schicht reduziert die Datenmenge und damit auch die zu erlernenden Parameter der nächsten Schicht.

Steigende Anzahl von Feature-Channels

Mit jedem Block vergrößern wir die Menge von Feature-Channels und verkleinern die Größe der Bilder selbst. Wir erhoffen uns dadurch immer abstraktere Feature-Channels, die wir am Ende durch eine relativ große Fully-Connected-Schicht und die bereits bekannte Softmax-Schicht in eine Klassifikation umsetzen. Alle Schichten bis zur Fully-Connected-Schicht dienen der Feature-Extraction. Zur Klassifikation in der Fully-Connected-Schicht klopfen wir noch die 256 × 16 × 16 Bilder flach mit einer sogenannten Flatten-Schicht, da die Fully-Connected-Schicht sonst nichts mit der Eingabe anfangen könnte.

Hier die komplette Beschreibung unserer Netzarchitektur:


inputs = Input(shape=(64, 64, 3))

# one block  of convolutional layers

x = Convolution2D(64, 3, activation='relu', padding='same')(inputs)

x = Convolution2D(64,  3, activation='relu',  padding='same')(x)

x = Convolution2D(64,  3, activation='relu',  padding='same')(x)

x = MaxPooling2D(pool_size=(2, 2))(x)

# one more block

x = Convolution2D(128, 3, activation='relu', padding='same')(x)

x = Convolution2D(128, 3, activation='relu', padding='same')(x)

x = MaxPooling2D(pool_size=(2, 2))(x)

# one more block

x = Convolution2D(256, 3, activation='relu', padding='same')(x)

x = MaxPooling2D(pool_size=(2, 2))(x)

x = Flatten()(x)

x = Dense(256, activation='relu')(x)

# softmax activation, 6 categories

predictions = Dense(6, activation='softmax')(x)



Wie du siehst, haben wir im zweiten Block schon 128 Feature-Channels. In Abbildung 7-12 kannst du die Ausgabe von 4 von ihnen sehen. Du siehst, ein Feature-Channel fühlt sich schon gar nicht mehr für die 80 zuständig und bleibt komplett unaktiviert.
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Abbildung 7-12: 4 von 128 Feature-Channels der vierten Convolution-Schicht

Es ist typisch für eine derartige Architektur, dass in tieferen Schichten immer weniger Feature-Channels aktiviert werden, wie du in Abbildung 7-13 sehen kannst. Hier sind nur noch zwei Channels aktiviert. Wir sehen zudem, dass zumindest bei einem Channel die 80 aktiviert ist. Das ist vielversprechend, da wir nicht auf ein zufälliges Feature der Bilder trainiert haben. Hätten wir hier ausschließlich nicht relevante Bildteile wie in dem Channel links daneben, der den Rand des Schilds aktiviert, wäre unser Training fehlgeschlagen.
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Abbildung 7-13: 4 von 256 Feature-Channels der letzten Convolution-Schicht

Training

Eigene Experimente sind auch bei Standardarchitekturen unerlässlich. Diese gestalten sich aber aufwendig, weil die Modelle komplexer sind und wir es typischerweise mit sehr vielen Trainingsdaten zu tun haben. Um festzustellen, ob es überhaupt sinnvoll ist, mit einer bestimmten Architektur zu trainieren, und eventuell erst nach Tagen zu bemerken, dass die Architektur zu einfach oder fehlerhaft war, nimmt man stattdessen einen kleinen Satz von Testdaten und versucht damit, das Modell zu overfitten. Das geht schnell, und sollte es nicht gelingen, zu overfitten, können wir davon ausgehen, dass das Modell zu simpel war. Falls Overfitting gelingt, schmeißen wir das trainierte Modell weg, behalten aber die Architektur bei und versuchen uns nun am kompletten Datensatz.

Das Training gestaltet sich dabei wieder wie beim Irisbeispiel, nur dass wir nur 10 % der Daten für das Training nehmen:


X_train, X_test, y_train, y_test = train_test_split(X, y, test_ size=0.9, random_state=42, stratify=y)

X_train.shape, y_train.shape

> ((37, 64, 64, 3), (37, 6))



Wir haben also 37 Bilder mit einer Auflösung von 64 × 64 Bildpunkten und drei Farbkanälen. Dazu haben wir 37 passende Labels in sechs Kategorien in One-Hot-Codierung wie im Irisbeispiel.

Optimierungsalgorithmen

Schauen wir uns dazu noch einmal die Konfiguration des Modells mit der dazu passenden Loss-Funktion (categorical_crossentropy) und Adam als Optimierungsalgorithmus an:


model.compile(optimizer='adam',

loss='categorical_crossentropy',

metrics=['accuracy'])



Optimierungsalgorithmen sind eine Wissenschaft für sich und die Einstellungen häufig wenig intuitiv. Wir empfehlen daher, mit Adam (https://arxiv.org/pdf/1412.6980.pdf) einen effizienten und gut erprobten Algorithmus zu nutzen. Dieser Optimierungsalgorithmus hat Moment und eine adaptive Learning-Rate. Ein Optimierungsalgorithmus ohne diese beiden Eigenschaften wäre wie eine Person, die mit konstanter Geschwindigkeit (Learning-Rate) versucht, von einem Berg in das Tal zu kommen, indem sie immer den Weg der größten Neigung nach unten geht. Mit Moment wäre dies eher mit einer Kugel zu vergleichen, die den Berg herunterrollt und mit ihrem Schwung einfach durch kleinere Senken hindurchrollt. Die Adaptive-Learning-Rate würde zusätzlich die Geschwindigkeit der Kugel regeln. Diese beiden Eigenschaften vereint Adam und nimmt uns meist die Last, die Learning-Rate vernünftig zu setzen.

Ein minimales Modell

Unser Modell hat nun inzwischen schon fast fünf Millionen trainierbare Parameter und ist somit auch kein Spielkram mehr. Wir gehen davon aus, dass das Modell sehr schnell overfittet oder eben gar nicht, daher können wir die Iterationen auf 100 beschränken. Auch auf gewöhnlicher Hardware sollte das in wenigen Minuten abgeschlossen sein. Wir sehen uns wieder die letzte Ausgabe des Trainingsprotokolls an:


model.fit(X_train,  y_train,  epochs=100,   validation_split=0.3)

> loss: 2.5988e-07 - acc: 1.0000 - val_loss: 10.7476 - val_acc: 0.3333



Wir sehen: Overfitting ist perfekt möglich. Für unseren Trainingsdatensatz erreichen wir 100 % Accuracy, während sie für den Validierungssatz auf 33 % hängen geblieben ist. In den Abbildungen Abbildung 7-14 und Abbildung 7-15 kannst du das noch besser sehen. Während die Accuracy der Trainingsdaten mehr oder weniger kontinuierlich nach oben gegangen ist, wackelte die der Validierungsdaten im unteren Bereich eher zufällig herum. Wenn du so etwas in dem endgültigen Training siehst, ist das natürlich ein Zeichen für ein nicht gelungenes Training, für uns hier ist es aber genau das, was wir erreichen wollten und auch erwartet hatten.

[image: image]

Abbildung 7-14: Verlauf der Accuracy der Testdaten
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Abbildung 7-15: Verlauf der Accuracy für die Validation

Dropout

Manchmal wird argumentiert, dass man in einem solchen Fall eher eine einfachere Architektur wählen sollte, um auch mit mehr Daten ein Overfittung zu verhindern. Das ist legitim, wir haben aber eine andere Philosophie: Wir nehmen eine Architektur, die gerade noch auf der verfügbaren Hardware trainierbar ist, und vermeiden Overfitting durch Normalisierung und Dropout. Die Normalisierung ist bereits bei der Vorbereitung der Daten geschehen. Dort haben wir alle Bilder auf die gleiche Größe gebracht und auch den Wertebereich aller Farbkanäle auf 0 bis 1 komprimiert.

Dropout ist ein seit 2012 gebräuchlicher Ansatz (AlexNet, https://papers.nips.cc/paper/4824-imagenet-classification-with-deep-convolutional-neural-networks.pdf), um bei jeder Trainingsiteration nur jeweils einen gewissen Anteil der Neuronen zum Training zu verwenden. Man erhofft sich davon, besser generalisieren zu können, da unterschiedliche Neuronen unterschiedliche Aspekte des Trainingsdatensatzes lernen. Nachher bei der Vorhersage und Nutzung das Modells werden dann alle Neuronen verwendet.

Da wir ohne Dropouts sehr gut trainieren konnten, gehen wir davon aus, dass unsere Architektur dem Problem mehr als angemessen ist und wir viel Spielraum für Dropouts habe. Wir führen daher nach jeder Pooling-Schicht und auch nach der Fully-Connected-Schicht Dropouts ein. Technisch gesehen, wird dabei zufällig ein gewisser Anteil von Inputs auf 0 gesetzt. Die mit diesen Inputs verbundenen Neuronen nehmen auf diese Weise effektiv nicht mehr am Training teil. Dropout wirkt sich damit auf alle nachfolgenden Schichten aus.

Ein Training auch mit den wenigen Daten kann auf normaler Hardware einige Stunden dauern. GPU-basierte Systeme können so ein Training, auch mit 500 Iterationen, typischerweise innerhalb weniger Minuten bewältigen. Dadurch entsteht eher noch ein interaktiver Eindruck.1

Die endgültige Modellarchitektur sieht nun so aus:


drop_out = 0.6

# input tensor for a 3-channel 64x64 image

inputs = Input(shape=(64, 64, 3))

# one block of  convolutional layers

x = Convolution2D(64, 3, activation='relu', padding='same')(inputs)

x = Convolution2D(64,  3, activation='relu',  padding='same')(x)

x = Convolution2D(64,  3, activation='relu',  padding='same')(x)

x = MaxPooling2D(pool_size=(2, 2))(x)

x = Dropout(drop_out)(x)

# one more block

x = Convolution2D(128, 3, activation='relu', padding='same')(x)

x = Convolution2D(128, 3, activation='relu', padding='same')(x)

x = MaxPooling2D(pool_size=(2, 2))(x)

x = Dropout(drop_out)(x)

# one more block

x = Convolution2D(256, 3, activation='relu', padding='same')(x)

x = MaxPooling2D(pool_size=(2, 2))(x)

x = Dropout(drop_out)(x)

x = Flatten()(x)

x = Dense(256, activation='relu')(x)

x = Dropout(drop_out)(x)

# softmax activation, 6 categories

predictions = Dense(6, activation='softmax')(x)



Neu sind, wie erwähnt, die Dropouts hinter jeder Pooling- und FC-Schicht. Der Anteil der Neuronen, die beim Dropout nicht trainiert werden, wird als Zahl zwischen 0 und 1 angegeben. 0,5 (50 %) ist ein typischer Wert, wie er auch in den angegebenen Papers zu finden ist. Wir haben hier jedoch experimentell einen Wert von 0,6 als ideal ermittelt. Hier noch die dazu passende Zusammenfassung:


_______________________________________________________________

Layer (type)                  Output Shape             Param #

===============================================================

input_2 (InputLayer)          (None, 64, 64, 3)        0

_______________________________________________________________

conv2d_7 (Conv2D)             (None, 64, 64, 64)       1792

_______________________________________________________________

conv2d_8 (Conv2D)             (None, 64, 64, 64)       36928

_______________________________________________________________

conv2d_9 (Conv2D)             (None, 64, 64, 64)       36928

_______________________________________________________________

max_pooling2d_4 (MaxPooling2  (None, 32, 32, 64)       0

_______________________________________________________________

dropout_1 (Dropout)           (None, 32, 32, 64)       0

_______________________________________________________________

conv2d_10 (Conv2D)            (None, 32, 32, 128)      73856

_______________________________________________________________

conv2d_11 (Conv2D)            (None, 32, 32, 128)      147584

_______________________________________________________________

max_pooling2d_5 (MaxPooling2  (None, 16, 16, 128)      0

_______________________________________________________________

dropout_2 (Dropout)           (None, 16, 16, 128)      0

_______________________________________________________________

conv2d_12 (Conv2D)            (None, 16, 16, 256)      295168

_______________________________________________________________

max_pooling2d_6 (MaxPooling2  (None, 8, 8, 256)        0

_______________________________________________________________

dropout_3 (Dropout)           (None, 8, 8, 256)        0

_______________________________________________________________

flatten_2 (Flatten)           (None, 16384)            0

_______________________________________________________________

dense_3 (Dense)               (None, 256)              4194560

_______________________________________________________________

dropout_4 (Dropout)           (None, 256)              0

_______________________________________________________________

dense_4 (Dense)               (None, 6)                1542

===============================================================

Total params: 4,788,358

Trainable params: 4,788,358

Non-trainable params: 0



Wir haben also fast fünf Millionen Parameter zu trainieren, und die Dropouts sind jeweils hinter den Max-Pooling-Schichten und der finalen Fully-Connected-Schicht. Dropout-Schichten haben ebenso wie Max-Pooling-Layer keine trainierbaren Parameter, sie nehmen einfach einen von vornherein vorgegebenen Anteil von Neuronen vom Training in jeder Iteration aus.

Wir trainieren das Modell wieder wie gehabt, diesmal allerdings mit 500 Iterationen, da wir mit einem höheren Trainingsaufwand rechnen müssen. Wir machen den Aufruf wieder zusammen mit der letzten Ausgabe des Logs:


model.fit(X_train, y_train, epochs=500, validation_split=0.2)

> loss: 0.0035 - acc: 1.0000 - val_loss: 0.2463 - val_

acc: 0.9672



Bewertung

Genau wie bei unserem Irisbeispiel kommen wir zu der Bewertung der Ergebnisse. Zuerst schauen wir uns die Kurve für die Accuracy der Testdaten in Abbildung 7-16 an.

[image: image]

Abbildung 7-16: Verlauf der Accuracy der Testdaten bei dem kompletten Datensatz

Wir sehen bis zur Iteration 150 einen klaren Anstieg ohne große Schwankungen. Spätestens ab der 250. Iteration tut sich hier nicht mehr viel, wir bleiben konstant nahe der 1. Die nachträgliche Überprüfung des Trainingsdatensatzes stützt das gute Bild, hier haben wir einen fast perfekten Match.


train_loss, train_accuracy = model.evaluate(X_train, y_train)

train_loss, train_accuracy

> (0.047735791653394699, 0.99339938163757324)



Ohne die Kurve für die Validation (siehe Abbildung 7-17) hätten wir hier denken können, dass ein weiteres Training keinen Sinn mehr ergäbe. Sie hat zwar stärkere Schwankungen, hat aber bis zum Ende bei Iteration 500 eine Tendenz nach oben. Es wäre sogar denkbar, dass unser Modell bisher nicht ganz austrainiert ist und 1.000 Iterationen ein noch besseres Ergebnis erzielt hätten. Wichtig ist in jedem Fall, dass nicht die Accuracy der Trainingsdaten, sondern die Accuracy der Validierungsdaten relevant sind. Denn diese geben an, wie gut das trainierte Modell generalisiert hat. Das ist schließlich unser Ziel. Dazu schauen wir uns nun die Testdaten an:


test_loss, test_accuracy = model.evaluate(X_test, y_test)

test_loss, test_accuracy

> (0.064851462841033936, 0.97368419170379639)



[image: image]

Abbildung 7-17: Verlauf der Accuracy der Validierungsdaten beim kompletten Datensatz

Wir erreichen auf dem Testdatensatz eine ähnliche Accuracy von ca. 97 % wie bei dem Validation-Daten. Dass dies in etwa der gleiche Wert ist, war zu erwarten und spricht für die gute Mischung der Daten und ein erfolgreiches Training. 97 % ist zudem ein sehr gutes Ergebnis, das allerdings nicht bei allen Trainingsläufen erreicht wird. Manche Läufe erreichten kaum 90 % mit exakt denselben Parametern. Viel hängt von der zufälligen Initialisierung ab. Ob das Modell überhaupt trainiert und ob es dann overfittet, hängt stark vom Anteil der Dropouts ab. Wir haben mit Werten zwischen 30 % und 80 % experimentiert. Bei 80 % konvergierte das Modell gar nicht mehr, und bei 30 % overfittet es stark. 60 % hat sich rein experimentell als ideal erwiesen.

Data Augmentation

Wir müssen auch die geringe Trainingsdatenmenge und noch viel mehr die besonderen Eigenschaften der Trainingsdaten berücksichtigen. Wir können daher nicht behaupten, hier ein System trainiert zu haben, das echte Geschwindigkeitsbeschränkungen in realistischen Szenarien erkennen könnte.

Dafür hätten wir zum einen einen Trainingsdatensatz mit mehr Variationen gebraucht und zum anderen deutlich größeren Trainingsaufwand betreiben müssen. In einem weiteren Notebook haben wir aus unseren Daten durch eine Kombination aus Transformationen wie Heran-/Herauszoomen, Drehen und Kippen die zehnfache Menge an Datensatz erzeugt. Keras erlaubt das Generieren solcher Bilder, wie in Abbildung 7-18 dargestellt. Dieses Vorgehen wird auch in dem bereits im Abschnitt über Dropouts erwähnten Alex-Net-Paper (https://papers.nips.cc/paper/4824-imagenet-classification-with-deep-convolutional-neural-networks.pdf) unter dem Namen Data Augmentation als zweiter Mechanismus zur Vermeidung von Overfitting beschrieben.

[image: image]

Abbildung 7-18: Ein 30-Schild verschoben, herausgezoomt und gekippt

Mit nun 3.000 Bildern ist ein realistischeres Training möglich. Unter Beibehaltung der Modellarchitektur dauert das Training auf einem GPU-(K80-)basierten System nun nicht mehr ca. sieben bis acht, sondern eher 100 Minuten. Ohne GPU-Unterstützung müssten wir hier wohl in Tagen und nicht in Minuten rechnen.

Neuere Ansätze im Bereich CNN

Obwohl unser hier beschriebener Ansatz erst 2015 vorgestellt wurde, ist er schon nicht mehr ganz Stand der Technik. Google hat mit dem sogenannten Inception-Modell (https://arxiv.org/pdf/1409.4842.pdf) mit insgesamt mehr als 100 Schichten in mehreren nicht mehr sequenziell hintereinanderlaufenden Strängen (Towers) neue Maßstäbe im Bereich Deep Learning gesetzt. Durch Einsparung des letzten Fully-Connected-Layers haben wir dadurch trotzdem ein deutlich kleineres Modell, also weniger trainierbare Parameter. Zur Erinnerung: In unserem Modell hatten wir nur für den letzten FC-Layer über vier Millionen Parameter von unseren knapp fünf Millionen, wie du in der Summary unseres Modells weiter oben noch einmal sehen kannst. Statt des letzten FC-Layers nutzt das Inception-Modell eine spezielle Pooling-Schicht, die auf ein einziges Pixel, aber sehr viele Feature-Channels codiert. In unseren Experimenten haben wir mit diesem Ansatz tatsächlich ein deutlich kleineres Modell mit einer besseren Generalisierung erreicht.

Am besten hat allerdings der ResNet-Ansatz von Microsoft (https://arxiv.org/pdf/1512.03385v1.pdf) funktioniert. Hier gibt es zwar wieder ein Fully-Connected-Layer am Ende, aber davor wird wieder über Pooling die Größe des Inputs in den Layer drastisch verkleinert. Dazu werden immer wieder Blöcke von Convolution-Schichten durch »Shortcut Connections« übersprungen, und die Eingabe wird sowohl durch den Convolution-Block als auch direkt in die nächsten Schichten geleitet. Dadurch sind nun mit aktueller Hardware mindestens 152, aber auch bis zu 1.000 Schichten möglich. Hier ist das Modell ebenfalls deutlich kleiner als bei dem hier gezeigten VGG-basierten Modell.

Vielen Dank

Das Gebiet der Netzarchitektur ist momentan eine experimentelle Wissenschaft. In den oben genannten Papers findest du wenig bis keine Erklärungen dazu, warum das nun alles besser funktioniert. Viele Erklärungen haben sich auch Nachhinein als nicht haltbar erwiesen. Wir müssen dir daher haltbare Erklärungen jenseits der reinen Beschreibung schuldig bleiben.

Wir wünschen dir viel Spaß bei deinen eigenen Experimenten. Du befindest dich nach der Lektüre dieses Kapitels am Rande des Stands der Forschung. Wir raten dir daher, nicht vor wissenschaftlichen Papers wie den erwähnten zurückzuschrecken, sie sind oft erstaunlich praktisch und verständlich.
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Fußnoten

KAPITEL 1

1Unser Beispiel und die Darstellung sind von Pedro Domingos Dart-Analogie inspiriert (https://homes.cs.washington.edu/~pedrod/papers/cacm12.pdf).

2Maschinelles Lernen ist die Wissenschaft, Computer zum Handeln zu bringen, ohne dass sie explizit programmiert sind.

3Trotz der enormen Auswirkungen der KI sind die eingesetzten KI-Typen überraschenderweise immer noch sehr begrenzt. Fast alle aktuellen Fortschritte der KI gehen auf einen Typ zurück, bei dem einige Eingabedaten (A) verwendet werden, um schnell eine einfache Antwort (B) zu erzeugen.

KAPITEL 7

1Für dieses Buch haben wir mit einer K80-GPU auf einem AWS-Server und einer GTX 1060 auf einem Surface Book 2 trainiert. Beide haben das Training in 4,5 bis 5 Minuten abgeschlossen.
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    C++ – kurz & gut

    

    Loudon, Kyle

    9783960101994

    228 Seiten

    Titel jetzt kaufen und lesen

    C++ ist eine komplexe Sprache mit vielen subtilen Facetten. Insbesondere Programmierer, die von einer anderen Programmiersprache umsteigen oder nur gelegentlich in C++ programmieren, haben ihre Schwierigkeiten mit ähnlichen und doch nicht identischen Features in Java oder C. Aber auch erfahrene C++-Programmierer müssen manchmal überlegen, wie ein bestimmtes Konstrukt oder Konzept in C++ implementiert ist. Ihnen allen bietet C++ – kurz & gut einen kompakten Überblick über die Strukturen und Syntaxelemente der Sprache, erläutert anhand von kurzen Beispielen. Die Kurzreferenz ist ideal zum schnellen Nachschlagen, sie bringt die C++-Sprachfeatures auf den Punkt. Das Nachschlagebändchen wurde für die 3. Auflage aktualisiert und erweitert, sie deckt jetzt den Standard C++17 ab.

    Titel jetzt kaufen und lesen
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    Neuronale Netze selbst programmieren

    

    Rashid, Tariq

    9783960101031

    232 Seiten

    Titel jetzt kaufen und lesen

    Neuronale Netze sind Schlüsselelemente des Deep Learning und der Künstlichen Intelligenz, die heute zu Erstaunlichem in der Lage sind. Sie sind Grundlage vieler Anwendungen im Alltag wie beispielsweise Spracherkennung, Gesichtserkennung auf Fotos oder die Umwandlung von Sprache in Text. Dennoch verstehen nur wenige, wie neuronale Netze tatsächlich funktionieren. Dieses Buch nimmt Sie mit auf eine unterhaltsame Reise, die mit ganz einfachen Ideen beginnt und Ihnen Schritt für Schritt zeigt, wie neuronale Netze arbeiten: - Zunächst lernen Sie die mathematischen Konzepte kennen, die den neuronalen Netzen zugrunde liegen. Dafür brauchen Sie keine tieferen Mathematikkenntnisse, denn alle mathematischen Ideen werden behutsam und mit vielen Illustrationen und Beispielen erläutert. Eine Kurzeinführung in die Analysis unterstützt Sie dabei. - Dann geht es in die Praxis: Nach einer Einführung in die populäre und leicht zu lernende Programmiersprache Python bauen Sie allmählich Ihr eigenes neuronales Netz mit Python auf. Sie bringen ihm bei, handgeschriebene Zahlen zu erkennen, bis es eine Performance wie ein professionell entwickeltes Netz erreicht. - Im nächsten Schritt tunen Sie die Leistung Ihres neuronalen Netzes so weit, dass es eine Zahlenerkennung von 98 % erreicht – nur mit einfachen Ideen und simplem Code. Sie testen das Netz mit Ihrer eigenen Handschrift und werfen noch einen Blick in das mysteriöse Innere eines neuronalen Netzes. - Zum Schluss lassen Sie das neuronale Netz auf einem Raspberry Pi Zero laufen. Tariq Rashid erklärt diese schwierige Materie außergewöhnlich klar und verständlich, dadurch werden neuronale Netze für jeden Interessierten zugänglich und praktisch nachvollziehbar.

    Titel jetzt kaufen und lesen
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    Raspberry-Pi-Kochbuch

    

    Monk, Simon

    9783960101185

    484 Seiten

    Titel jetzt kaufen und lesen

    Das Raspberry-Pi-Universum wächst täglich. Ständig werden neue Erweiterungs-Boards und Software-Bibliotheken für den Single-Board-Computer entwickelt. Die zweite Ausgabe dieses beliebten Kochbuchs bietet mehr als 240 Hands-on-Rezepte für den Betrieb des kleinen Low-Cost-Computers mit Linux und für die Programmierung des Pi mit Python. Außerdem erläutert es die Anbindung von Sensoren, Motoren und anderer Hardware, einschließlich Arduino und das Internet der Dinge. Power-Maker und Autor Simon Monk vermittelt grundlegendes Know-how, das Ihnen hilft, auch neue Technologien und Entwicklungen zu verstehen und so mit dem Raspberry-Pi-Ökosystem mitzuwachsen. Dieses Kochbuch ist ideal für Programmierer und Bastler, die mit dem Pi bereits erste Erfahrungen gemacht haben. Alle Codebeispiele sind auf der Website zum Buch verfügbar. - Richten Sie Ihren Raspberry Pi ein und verbinden Sie ihn mit dem Netz. - Arbeiten Sie mit seinem Linux-basierten Betriebssystem Raspbian. - Lernen Sie, den Pi mit Python zu programmieren. - Verleihen Sie Ihrem Pi "Augen" für Anwendungen, die maschinelles Sehen erfordern. - Steuern Sie Hardware über den GPIO-Anschluss. - Verwenden Sie den Raspberry Pi, um unterschiedliche Motoren zu betreiben. - Arbeiten Sie mit Schaltern, Tastaturen und anderen digitalen Eingaben. - Verwenden Sie Sensoren zur Messung von Temperatur, Licht und Entfernung. - Realisieren Sie auf verschiedenen Wegen eine Verbindung zu IoT-Geräten. - Entwerfen Sie dynamische Projekte mit Raspberry Pi und dem Arduino.

    Titel jetzt kaufen und lesen
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    Microsoft Exchange Server 2016 – Das Handbuch

    

    Joos, Thomas

    9783960100317

    674 Seiten

    Titel jetzt kaufen und lesen

    Mit dieser komplett aktualisierten Neuauflage seines bekannten Handbuchs führt Thomas Joos Neueinsteiger und Umsteiger durch alle Aspekte der Arbeit mit Microsoft Exchange Server 2016 – inkl. Skype- und Office 365-Anbindung. Nach einem Überblick über die Neuerungen installieren und konfigurieren Sie den Server und lernen Konzepte und Werkzeuge zu seiner Administration kennen. Sie verstehen, wie Sie mit Connectoren Nachrichtenflüsse aufbauen, wie die Exchange-Datenbanken arbeiten, wie Sie verschiedenste Clients anbinden, Empfänger, Gruppen und Kontakte verwalten und Teamfähigkeit implementieren. Sie lernen, Compliance-konform zu archivieren sowie Maßnahmen zum Schutz vor Spam, Viren und Datenverlust zu treffen u.v.a.m. - Überblick, Grundlagen und erste Schritte Serverrollen, Edge-Transport, die neue Web-App, Clutter, ReFS und Database Divergence Detection, Virtualisierung, Exchange Admin Center, Exchange Management Shell, Arbeiten via PowerShell. - Einrichtung und Verwaltung E-Mail-Routing und Connectors, Exchange-Datenbank- struktur, PST-Dateien, Client-Anbindung (Desktop, mobil und Web), Verschlüsselung, Empfänger-, Gruppen- und Kontaktverwaltung, Teamwork mit öffentlichen Ordnern. - Compliance Richtlinieneinhaltung und Archivierung, Data Loss Prevention (DLP), Verwaltung von Informationen (IRM). - Sicherheit und Hochverfügbarkeit Edge-Transport-Server, Viren- und Spamschutz, Verstehen und Verwalten von Berechtigungen, Datensicherung und Wiederherstellung, Hochverfügbarkeit, Exchange mit Office 365. - Migration, Sprachkommunikation und Überwachung Migration und Planung einer Exchange 2016-Infrastruktur, Unified Messaging, Kooperation mit Skype for Business Server 2016, Exchange im Verbund, Überwachung und Leistungsoptimierung.

    Titel jetzt kaufen und lesen
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    Android Tablets und Smartphones

    

    Born, Günter

    9783960101604

    322 Seiten

    Titel jetzt kaufen und lesen

    Android Tablets und Smartphones erfreuen sich großer Beliebtheit: Sie sind handliche, leichte und doch leistungsfähige Geräte mit einem eigenen Betriebssystem – Android. So praktisch diese mobilen Geräte auch sind, ihre Bedienung ist zunächst ungewohnt – insbesondere für weniger geübte Nutzer. Mit diesem praktischen Ratgeber finden Sie sich schnell zurecht und können Schritt für Schritt nachvollziehen, wie Sie Ihr Handy oder Ihr Tablet mit Android einrichten, wie Sie surfen, Fotos machen, Kurznachrichten und E-Mails verschicken, die Einsatzmöglichkeiten Ihres Geräts durch neue Apps erweitern und vieles mehr. Dieses Buch beschreibt die Bedienung von Smartphones und Tablet-PCs mit den Android-Versionen Android 4.4.x (KitKat) und Android 5.x (Lollipop). Das Buch kann jedoch auch für Geräte, auf denen Android 6.x (Marshmallow), Android 7.x (Nougat) und Android 8.x (Oreo) laufen, genutzt werden, denn vieles ist hier sehr ähnlich. Ihr Android-Gerät kennenlernen - Ihr Gerät bedienen - Apps kaufen & verwalten - Surfen & Internet - E-Mail-Grundlagen - Termine & Notizen - Fotos machen & bearbeiten - eBooks lesen - Musik hören - Videos anschauen - Telefonieren & Skype - Geräte-Einstellungen anpassen - Glossar
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%matplotlib inline
%pylab inline

Populating the interactive namespace from numpy and matplotlib
import pandas as pd

df = pd.read_csv('../datasets/Iris/iris_dirty.csv',
header=None,
encoding="iso-8859-15",
names=[ 'sepal length', 'sepal width', 'petal

df.head()

sepal length |sepal width |petal length | petal width |class

5.1 3.5 1.4 2mm Iris-setosa

4.9 3.0 1.4 2mm Iris-setosa

4.7 3.2 13 2mm Iris-setosa

4.6 3.1 15 2mm Iris-setosa

5.0 3.6 1.4 2mm Iris-setosa

In [7]: df.count()

Out[7]: sepal length
sepal width
petal length
petal width
class
dtype: int64
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